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Anotace

Disertǎcní práce se zabývá problematikouřízené a něrízené adaptace na mluvčího
v systémech rozpoznávánířeči.

Po krátké úvodní̌cásti, v̌enované vysv̌etlení základních pojmů, je popsán sou-
časný stav v̌rešení problematiky adaptace na mluvčího ve sv̌eťe a vČR. Dále jsou
vysvětleny motivace pro použití adaptace v systémech vyvíjených na TUL a na
záklaďe toho stanoveny cíle práce.

Následňe je pozornost v̌enována základním principům technik používaných
pro modelování̌reči metodou skrytých Markovových modelů a poté jsou shrnuty
základní principy neǰcasťeji používaných adaptačních metod. Důraz je přitom kla-
den na ty postupy a metody, které byly využity a dále rozpracovány v rámci této
práce.

Obsahem další̌cásti jsou pak praktické aspekty adaptace na mluvčího, jehož
identita je v dob̌e rozpoznávání jeho promluvy známa. Pro tento účel je navrženo a
experimentálňe ov̌ěreno ňekolik postupů̌rízené adaptace, které lze prakticky apli-
kovat v různých systémech vyvinutých pročeštinu na TUL. Jedná se o systémy,
které jsou dlouhodob̌e používány jednou konkrétní osobou (například diktovací
program nebo program pro hlasové ovládání PC). Zároveň je vytvǒren vlastní adap-
tační software, který nemá, narozdíl od podobných programů používaných pro tuto
úlohu ve v̌etšiňe laboratǒrí, žádné liceňcní omezení a je možné ho s uvedenými
systémy distribuovat.

Následující kapitola je v̌enována popisu a experimentálnímu ově̌rení něrízené
metody, která je navržena pro účely adaptace v aplikacích, kde není v době roz-
poznávání̌reči identita mluv̌cích známa a je velice obtížné ji zjistit automaticky.
Jedná se například o úlohu p̌repisu parlamentních debatči zpravodajských pǒradů.

Poslední záv̌erěcná kapitola pak shrnuje všechny dosažené výsledky.
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Annotation

The dissertation thesis deals with both supervised and unsupervised speaker adap-
tation methods in speech recognition systems.

The state of the art in the speaker adaptation task is described in the first part of
the work after a short introduction, which explains the basic terms. The following
section then summarizes the main motivations for the use of adaptation in systems
that are being developed at the Technical University of Liberec (TUL) and after
that, the key goals of this work are pointed out.

The second part deals with practical aspects of supervised adaptation on spe-
akers, whose identity is known in the time when their speech is recognized. For
this purpose, several practical approaches are proposed and experimentally tested.
These can be used in various systems developed for Czech at TUL, which are used
by one person on the long-term basis (like dictation system or program allowing
voice control of PC). Moreover, an own adaptation software is created for these
systems, which does not have, in contrast to systems that areused in most labora-
tories all around the world, any licence restrictions.

The next part is devoted to the description and experimentalverification of an
unsupervised method, that is proposed for adaptation in applications (like transcrip-
tion of parliament debates or broadcast news), where the identity of the speaking
person is now known in the time of speech recognition and it isvery difficult to
determine it automatically.

The last chapter then concludes the work and summarizes all reached results.
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2.1.2 Úloha něrízené adaptace . . . . . . . . . . . . . . . . . . 4
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7.2 Hledání optimálních parametrů navržené metody . . . . . .. . . 65
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3.1 Typická struktura skrytého Markovova modelu používanápro mo-
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užití na pohlaví závislých (GD) a nezávislých (SI) modelů jako
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7.5 BNT - úsp̌ešnost něrízené dvoufázové adaptace v závislosti na ve-
likosti slovníku b̌ehem první fáze rozpoznávánířeči. . . . . . . . 70
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WNR . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . Weighted Neighbor Regression
.. . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . . regrese s vážením sousedů
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KAPITOLA 1

ÚVOD

P
řepis různých typů mluvených záznamů do textové podoby je jednou z nej-
aktuálňejších úloh soǔcasného výzkumu v oblasti počítǎcového zpracování

řeči. Intenzivní rozvoj této v̌ední disciplíny v ňekolika posledních letech souvisí
se stále rostoucí potřebou naší spolěcnosti mít p̌rístup k co nejv̌etšímu množství
informací, které jsou velmǐcasto uchovávány právě ve form̌e zvukových záznamů,
nebot’ nejp̌rirozeňejší formou lidské komunikace jěreč.

Kromě ve sv̌eťe již pom̌erňe rozší̌rených systémů pro hlasové diktování do
počítǎce nebo p̌repis záznamů z diktafonu, jsou tak stálečasťeji vyvíjeny také sys-
témy mnohem komplexňejší, které umož̌nují p̌reváďet do textové podoby rozsáhlé
databáze zvukových dat nebo přepisovat televizní a rozhlasové pořady. Jejich tex-
tový výstup pak umož̌nuje snadné vyhledávání a třídění informacíči detekci klí-
čových slov. V soǔcasnosti jsou proto vyvíjeny pro většinu sv̌etových jazyků, na-
příklad anglǐctinu [NGU05], ňemčinu [McTait05], francouzštinu [Boulianne06]či
čínštinu [Diany05].

Všechny výše zmíňené typy systémů obsahují celouřadu modulů, které po-
stupňe zpracovávají vstupní zvukový záznam na různých úrovních, pǒcínaje pa-
rametrizací signálu a konče finální úpravou rozpoznaného textu do požadovaného
formátu, p̌ričemž klí̌covým modulem je vždy rozpoznávač řeči. Moderní rozpozná-
vače řeči jsou p̌ritom založeny na principu statistického modelovaní akustického
signálu a daného jazyka.

V rámci akustického modelování se v naprosté většiňe p̌rípadů využívají skryté
Markovovy modely. Jejich parametry jsou optimalizovány v době trénování sys-
tému tak, aby statisticky co nejlépe vystihovaly charakteristiku promluv obsaže-
ných v trénovací databázi. Protožeřečové charakteristiky různých mluvčích jsou
více či méňe odlišné, v závislosti na jejich pohlaví, věku, dialektuči řečnickém
stylu, dosahuje každý rozpoznávací systém nejlepších výsledků pouze pro mluv̌cí
a na datech, jejichž charakteristika odpovídá použité trénovací množiňe. Rozpo-
znávání navíc komplikuje i skutečnost, že různé promluvy jednoho konkrétního
mluvčího se liší i vzájemňe zejména různou úrovní šumů a hluků na pozadí (ty-
picky nap̌ríklad v úloze p̌repisu televizních zpráv), která je způsobena prostředím,
v němž mluv̌cí promluvu pronáší.

Aby se p̌redešlo horším výsledkům rozpoznávání pro některé mluv̌cí a zvýšila
se robustnost systému, je akustický model obvykle natrénován jako na mluv̌cím
nezávislý (speaker independent - SI). Pro jeho trénování jepoužito velké množ-
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ství různorodých promluv s velkou variabilitou mluvčích. Práv̌e tato skutěcnost
ovšem zárověn komplikuje praktické nasazení každého systému, nebot’ limituje
jeho úsp̌ešnost díky tomu, že obecný akustický model garantuje pro každého mluv-
čího pouze prům̌erné výsledky.

První logicky se nabízející možností, jak zlepšit výsledkyrozpoznávání pro
jednoho konkrétního mluv̌cího, je natrénovat systém jako závislý na mluvčím
(speaker dependent - SD) pouze použitím promluv od tohoto mluvčího. Velkou
výhodou uvedenéhǒrešení je skutěcnost, že takto vytvǒrený systém dává při rozpo-
znávání pro mluv̌cího, jemuž je uřcen, teoreticky nejlepší možné výsledky. Rozho-
dující nevýhodou p̌ri tvorbě SD systému je ovšem nutnost získat od daného mluv-
čího pro trénování velké množství promluv (typicky několik hodin), které navíc
musí spľnovat řadu speciálních požadavků, a z tohoto důvodu je obtížné vpraxi
SD systém vytvǒrit. Stejný postup se stejnou zásadní nevýhodou lze aplikovat i p̌ri
nutnosti vytvǒrit systém co nejlépe fungující pro jednu konkrétní úlohu, nap̌ríklad
přepis jednoho konkrétního typu televizního pořadu.

Daleko lepší možností jak zvýšit úspěšnost rozpoznávání pro jednoho konkrét-
ního mluv̌cího, at’ už nap̌ríklad uživatele diktovacího systémuči osobučasto se
vyskytující v daném televizním pořadu, je adaptovat (přizpůsobit) ňekteré para-
metry SI systému na daného mluvčího a vytvǒrit tak systém na ňej adaptovaný
(speaker adapted - SA). Právě problematikou adaptace na konkrétního mluvčího se
zabývá tato disertǎcní práce, nebot’ klí̌covou výhodou adaptace je skutečnost, že
systém s adaptovanými parametry může konvergovat k přesnosti SD systému při
použití výrazňe menšího množství trénovacích promluv. Úspěšnost rozpoznávání
může být adaptací v závislosti na použité metodě významňe zvýšena už p̌ri použití
několika promluv - v extrémním p̌rípaďe pouze jedné. P̌ri adaptaci SI systému na
mluvčího se navíc parametry modelů zároveň adaptují i na konkrétní použitý mik-
rofon, zvukovou kartu pǒcítǎce a také na šum prostředí, v kterém mluv̌cí v danou
chvíli hovǒrí. V soǔcasné dob̌e se proto bez ňejaké formy adaptace neobejde žádný
komeřcní systém pro rozpoznávánířeči.

Tato disertǎcní práce je strukturována následujícím způsobem: V kapitole 2
je uveden soǔcasný stav v̌rešení problematiky adaptace na mluvčího ve sv̌eťe
a v České republice, jsou popsány hlavní motivace pro použití metod adaptace
v rámci Laboratǒre pǒcítǎcového zpracování̌reči na TUL a na záklaďe toho sta-
noveny cíle této disertační práce. Následující kapitola 3 se zabývá problematikou
modelování̌reči metodou skrytých Markovových modelů a kapitola 4 potom te-
oretickým čleňením a rozborem nejčasťeji používaných adaptačních metod. Pátá
kapitola následňe krátce popisuje míry používané pro hodnocení úspěšnosti auto-
matického rozpoznávánířeči a adaptace na mluvčího. V pǒradí šestá kapitola je pak
věnována návrhům praktickéhořešení pro úlohu adaptace na mluvčího, jehož iden-
tita je v dob̌e rozpoznávání jeho promluvy známa. Náplní kapitoly 7 je podrobný
popis a experimentální vyhodnocení vlastní metody neřízené adaptace, která byla
navržena pro systémy umožňující p̌repisovat zvukové záznamy (například zpravo-
dajské pǒrady) namluvené mluv̌cími, jejichž identita je v dob̌e zpracování jejich
promluvy neznámá.



KAPITOLA 2

SOUČASNÝ STAV

PROBLEMATIKY , MOTIVACE A

CÍLE DISERTA ČNÍ PRÁCE

P
řed popsáním soǔcasného stavu problematiky ve svěťe a v České repub-
lice je ťreba nejprve uvést základníčleňení adaptǎcních metod z hlediska

této disertǎcní práce, a to dle znalosti (správného) textového přepisu promluvy ur-
čené pro adaptaci. Podle tohoto kritéria rozlišujeme dva základní typy adaptace na
mluvčího:

• Řízená adaptace, též adaptace s učitelem (supervised adaptation)
K dispozici je fonetický p̌repis promluvy, který je vytvǒrený neǰcasťeji člo-
věkem a tudíž v principu správný.

• Neřízená adaptace, či adaptace bez učitele (unsupervised adaptation)
Fonetický p̌repis promluvy k dispozici není, ale lze ho vytvořit automa-
ticky pomocí rozpoznávǎce řeči. Následkem toho může ovšem obsahovat
více chyb.

2.1 Soǔcasný stav problematiky ve sv̌etě

2.1.1 Úlohařízené adaptace

Prvňe jmenovaná úlohǎrízené adaptace je přirozeňe jednodušší a v literatuře lze
naléztřadu různých metod, které se v současné dob̌e ve sv̌eťe pro tento typ adap-
tace používají. Tyto metody jsou podrobně popsány v kapitole 4 a nachází své
uplatňení zejména v systémech, které jsou dlouhodobě užívány jedním uživatelem
a kde lze od tohoto uživatele získat promluvy, jejichž textový přepis je znám̌ci
předem p̌ripraven. Typicky se jedná o diktovací systémy nebo systémypro p̌repis
záznamů z diktafonǔci počítǎce. Jednotlivé metody se přitom od sebe liší krom̌e
svého principu zejména podle množství potřebných adaptǎcních dat.

Za základní a klasickou adaptační techniku lze dnes zřejmě považovat me-
todu MAP (Maximum A Posteriori - maximální aposteriorní pravděpodob-
nosti) [Gauvain04]. Její výhodou je konvergence k teoreticky nejp̌resňejšímu SD
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modelu, nevýhodou naopak nízká účinnost p̌ri menším množství adaptačních dat,
kdy zůstávají ňekteré parametry SA modelů nedotrénované.

Druhou ťrídu technik tvǒrí metody založené na lineární regresi, které se snaží
transformovat parametry původních modelů tak, aby nové adaptované modely více
odpovídaly charakteristikám daného mluvčího. Jejich typickým p̌redstavitelem je
metoda MLLR (Maximum Likelihood Linear Regression - maximálně věrohodné
lineární regrese) [Leggetter95], [Matsoukas97]. Její největší výhoda spǒcívá ve
zvýšení rychlosti adaptace, nebot’ jedna transformace může být v principu použita
najednou pro ňekolik akusticky blízkých Gaussových komponent různých stavů
různých modelů, které tvoří jednu regresní třídu.

Třetí významnou a v současné dob̌e asi nejmoderňejší skupinu p̌redstavují
techniky vyvinuté pro práci s extrémně malým množstvím adaptačních dat, které
jsou založené nashlukovánírespektiveklastrování (modelů)mluvčích(z anglic-
kého speaker clustering). Jejich typickým p̌redstavitelem je metoda označovaná
jako EV (EigenVoices - vlastní hlasy) [Kuhn96]či metoda SST (Speaker Selection
Training - trénování s výb̌eremřečníka) [Padmanabhan98].

Poslední̌ctvrtou skupinu tvǒrí techniky tzv.„normalizace dle mluvčího“(z an-
glickéhospeaker normalization). Na rozdíl od p̌redchozích postupů, které měnily
parametry akustického modelu, pracují tyto metody většinou p̌rímo s p̌ríznakovými
vektory signálu. Typickým p̌redstavitelem je metoda VTLN (Vocal Tract Length
Normalization - normalizace délky̌rečového traktu) [Zhan97] využívající skuteč-
nost, že rozdíly v hlasových charakteristikách jednotlivých mluv̌cích jsou krom̌e
jiného způsobeny i odlišnou délkou jejich hlasového traktu.

Podrobný popis a rozbor všech výše uvedených typů metod je obsahem kapi-
toly 4.

2.1.2 Úloha něrízené adaptace

V úloze něrízené adaptace lze z výše uvedených metod obecně použít p̌rístupy za-
ložené na lineární transformaci (MLLR)či normalizaci mluv̌cího (nap̌r. VTLN),
které umož̌nují dosáhnout zajímavého zlepšení rozpoznávacího skóre při použití
menšího množství adaptačních dat. Fonetický p̌repis promluvy musí být ovšem
v tomto p̌rípaďe většinou nejprve vytvǒren rozpoznávǎcemřeči a proces rozpozná-
vání je tím pádem víceprůchodový.

V přípaďe, že je k dispozici pouze extrémně malé množství adaptačních dat
(nap̌r. pouze jedna promluva) je výhodné použít některou z metod založených na
shlukování mluv̌cích, nap̌ríklad metodu STT [Padmanabhan98]. Tato metoda je
založena na použití množiny SD modelů, které jsou připraveny p̌redem ve fázi tré-
novaní systému pro skupinureferenčníchmluvčích. Pro každého neznámého mluv-
čího, na ňejž je prováďena adaptace, je pak nalezena podmnožinaN refereňcních
mluvčích, ktěrí mají podobné̌rečové charakteristiky jako neznámý mluvčí, a adap-
tovaný model je vytvǒren kombinací ťechto vybraných modelů. Jednotlivé modely
refereňcních mluv̌cích p̌ritom bývají z důvodu nedostatku datčasto vytvǒreny ňe-
kterou z klasických metod prǒrízenou adaptaci.
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2.2 Soǔcasný stav problematiky vČR

Pro češtinu bylo zatím, krom̌e vlastních prací autora této práce, publikováno jen
několik máločlánků (nap̌ríklad [Hajek96]), které se zabývaly adaptací na mluvčího
a dále jedna disertační práce [Železný01], spolu s několika dalšími souvisejícími
články, která se zabývala metodami adaptace systémů pro rozpoznávání spojité
řeči. V rámci ní byla pomocí existujícího softwaru [Young00] realizovaná adaptace
rozpoznávǎce spojité̌reči metodou MAP a nad ní pak navržena a implementována
nadstavbová metoda svazování parametrů.

2.3 Motivace a cíle disertǎcní práce

V rámci Laboratǒre pǒcítǎcového zpracovánířeči na TUL je vyvíjeno ňekolik sys-
témů, v nichž najdou metody adaptace své uplatnění. Jedná se například o systém
MyVoice pro hlasové ovládání počítǎce [Nouza05-1], kde je adaptace potřebná
z toho důvodu, že motoricky hendikepovaní lidé jsoučasto postiženi i vadoǔreči.
Další aplikace zahrnují systém hlasového diktátu do počítǎce [Nouza05], systém
pro p̌repis nahrávek z diktafonů a komplexní systém pro přepis televizních a rozhla-
sových pǒradů [Nouza06]. S ohledem na výše uvedené skutečnosti byly stanoveny
následující cíle disertační práce:

• Prozkoumat a uceleným způsobem popsat principy nejčasťeji používaných
adaptǎcních metod.

• Modifikovat již existující metody pop̌rípaďe najít vhodný praktický postup,
který by umož̌noval prováďet efektivní̌rízenou adaptaci v systémech dlouho-
dob̌e používaných jedním konkrétním uživatelem. Jedná se například o dik-
tovací systémy̌ci systém hlasového ovládání PC.

• Vytvořit pro tento ú̌cel prakticky použitelný software, který by mohl být
distribuován spolu s cílovými aplikacemi.

• Navrhnout vlastní metodu, která by umožňovala prováďet efektivní něríze-
nou adaptaci v systému pro přepis televizních a rozhlasových pořadů a tuto
metodu implementovat.

• Experimentálňe vyhodnotit úsp̌ešnost všech použitých a navržených postupů
na různých typech dat a v různých úlohách a systémech.





KAPITOLA 3

ZÁKLADNÍ PRINCIPY

MODELOVÁNÍ ŘEČI METODOU

HMM

C
ílem této kapitoly je popsat základní principy modelovánířeči metodou
skrytých Markovových modelů. Pozornost je přitom zam̌ěrena zejména na

ty postupy a metody, které sěcasto používají v úloze adaptace akustického mo-
delu na konkrétního mluv̌cího a které byly využity a rozpracovány v rámci této
disertǎcní práce. Detailní vysv̌etlení uvedených i dalších aspektů problematiky
akustického modelovánířeči lze najít v nap̌ríklad v [Huang01], [Huang90] nebo
v [Psutka06].

3.1 Reprezentacěrečových jednotek

P̌ri analýze a rozpoznávánířeči je akustický signál nejprve rozdělen do krátkých
časových úseků, které budou dále označovány jakorámce(z anglickéhoframe),
kde se jeho parametry m̌ení jen málo a kde ho lze považovat za stacionární. Pro
každý rámec je následně vypǒcítána sada parametrů, z nichž je sestaven přízna-
kový vektor. Sekvence příznakových vektorů je pak porovnávána s modely popi-
sujícími akustickou, lexikální a jazykovou složkuřeči. V této práci je hlavní pozor-
nost zam̌ěrena na akustické modelovánířeči, pro které se dnes nejčasťeji používají
takzvané skryté Markovovy modely (Hidden Markov Models - HMMs).

Skryté Markovovy modely p̌redstavují speciální případ obecňejších Marko-
vých modelů, které patří do kategorie pravďepodobnostních stavových modelů (ko-
něcných automatů) a které jsou široce používané pro modelování procesů majících
takzvanou Markovovu vlastnost. Tu lze slovně vyjáďrit podmínkou, že soǔcasný
stav modelu daného procesu, respektive jeho pravděpodobnostní rozložení, závisí
pouze nan stavech p̌redchozích. Podle hodnotyn se pak rozlišují Markovovy mo-
delyn-téhořádu. Každý Markovův model je přitom charakterizován pouze pravdě-
podobnostmi p̌rechodů mezi jednotlivými stavy uvnitř modelu a pravďepodobnosti
přechodů jsou jeho jedinými parametry. Výstupem z Markovova modelu je tak
přímo posloupnost stavů.

Skryté Markovovy modely jsou naproti tomu specifické tím, žez vygenerované

7
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výstupní posloupnosti symbolů (dat) nelze zpětňe uřcit, kterými stavy proces pro-
šel. Posloupnost stavů tedy zůstává skryta, nebot’ každýstav modelu je charakte-
rizován pravděpodobnostním rozložením nad množinou všech možných výstupních
hodnot. Lze tak nap̌ríklad pouze vypǒcítat, s jakou v̌erohodností byla výstupní data
vygenerována konkrétní posloupností stavů.

Struktura skrytých Markovových modelů prvníhořádu, která je nejčasťeji pou-
žívaná pro rozpoznávánířeči, je znázorňena na obr. 3.1. Další používané struktury
lze najít nap̌ríklad v [Psutka06]. Každý model je tvořen posloupností celkemI
stavů, které reprezentují bud’ stacionární úsekyřečového signálu p̌redstavujícího
jedno celé slovo, pak mluvíme o celoslovních modelech, nebomenší̌rečovou jed-
notku - neǰcasťeji konkrétní foném daného jazyka. Celoslovní Markovovy modely
přitom mívají neǰcasťeji kolem šesti až dvanácti stavů, při modelování fonémů vy-
stǎcíme s menším pǒctem stavů, typicky se třemi.

P̌recházet mezi stavy uvnitř modelu lze jen zleva doprava (levopravý model) a
neǰcasťeji jen mezi dv̌ema stavy sousedními, což dobře vystihuje skutěcnost, žěreč
plyne postupňe s rostoucím̌casem. Možnost setrvání v daném stavu je na obr. 3.1
znázorňena smy̌ckou.

s1

a1,1

b1(x)

s2

a2,2

b2(x)

a1,2 a2,3 sI

aI,I

bI(x)

aI-1,I

Obrázek 3.1:Typická struktura skrytého Markovova modelu používaná promodelování
řečových jednotek.

V soǔcasné dob̌e se tém̌ěr výhradňe používají modely se spojitou výstupní
pravďepodobnostní hustotou(Continuous Density HMM - CDHMM). Tato funkce
je většinou dána vícerozm̌erným Gaussovým rozložením, podle počtu p̌ríznaků po-
čítaných ze signálǔreči, a dále bude označována symbolembi. Pro P-rozměrný
příznakový vektor a vícemodální Gaussovo rozložení s celkemM komponentami
má tedy funkcebi tvar

bi(x) =

M
∑

m=1

cimbim(x), (3.1)

kde

bim(x) =
1

√

(2π)P |Σim|
exp

(

−
1

2
(x − µim)

′

Σ
−1
im(x − µim)

)

(3.2)

je pravďepodobnostní hustota acim váhový koeficientm-té komponenty stavui
(přičemž

∑M
m=1 cim = 1 ). Vztah 3.1 vyjaďruje míru pravďepodobnosti, že přízna-

kový vektorx, jeden konkrétní rámec promluvy, byl vygenerován právě stavemi.
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První rámečrečového signálu p̌ritom vždy musí být p̌riřazen prvnímu stavu mo-
delu a poslední rámec signálu poslednímu stavuI. SymbolΣim znǎcí kovariǎcní
matici aµim je vektor sťredních hodnotm-té komponenty stavui.

Oznǎcíme-li dále symbolemΦ množinu všech parametrů daného Markovova
modelu a je-li celá modelovaná promluvaX reprezentovánǎcasovou posloup-
ností celkemT vektorů p̌ríznakůx1,x2, . . . ,xT , pak výrazp(X|Φ) vyjaďruje míru
pravďepodobnosti respektive věrohodnost, že promluva X byla vygenerována mo-
delem s parametryΦ. Výpočet této v̌erohodnosti je popsán v kapitole 3.2 a její
využití pro estimaci parametrů HMM v kapitole 3.3.

Kromě parametrů funkcebi se dá ve fázi trénování (kapitola 3.4) také statis-
ticky vyhodnotit, kolik rámců signálǔreči daný stav p̌redstavuje a na základě toho
určit pravďepodobnosti setrvání a přechodů mezi jednotlivými stavy modelu. Prav-
děpodobnost p̌rechodu ze stavui do následujícího stavui + 1 je dána hodnotou
ai,i+1, pravďepodobnost setrvání v daném stavu hodnotouai,i. Protože oba jevy
jsou komplementární, platíai,i + ai,i+1 = 1.

3.2 Metody výpǒctu věrohodnosti vygenerování dat

Zcela intuitivní možnost jak vypǒcítat v̌erohodnost toho, že daná sekvence datX

byla vygenerována modelem s parametryΦ, je uřcit všechny možné posloupnosti
stavůS o délceT , kterými mohl model p̌ri generování dat projít, a následně sěcíst
jednotlivé v̌erohodnosti odpovídající tomu, že právě konkrétní sekvence vygene-
rovala uvažovaná data. Označíme-li množinu všech možných posloupností stavů
o délceT symbolemΨ, lzep(X|Φ) vypočítat dle rovnice

p(X|Φ) =
∑

S∈Ψ

p(X,S|Φ). (3.3)

Za p̌redpokladu, že uvažovaný model má Markovovu vlastnost a že vektory dat
jsou statisticky nezávislé, lze pravděpodobnostní hustotup(X,S|Φ) vyjáďrit jako

p(X,S|Φ) = bs1
(x1)as1,s2

bs2
(x2)as2,s3

...asT−1,sT
bsT

(xT ). (3.4)

Výpočet vztahu 3.4 má exponenciální složitost, kterou lze snížit tak, že jsou v jeho
průb̌ehu ukládány mezivýsledky, které jsou poté používány pro všechny posloup-
nosti stavů se stejným počátěcním pǒradím. Tento postup pak bývá označován jako
Forward algoritmus a je vysvětlen v následující kapitole.

3.2.1 Forward algoritmus

Forward algoritmus je ve své podstatě algoritmus rekurzivní, který využívá Marko-
vovu vlastnost, že výpǒcet soǔcinu p(st|st−1,Φ)p(xt|st = i,Φ) závisí pouze na
stavust−1, stavust a hodnoťext. Pro jeho vysv̌etlení je nejprve ťreba definovat tak-
zvanoudopřednouproměnnouαt(i) (z anglickéhoforward), která vyjaďruje míru
pravďepodobnosti, že se daný model s parametryΦ o celkemI stavech nachází
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v časet ve stavui a p̌ri cesťe do tohoto stavu vygenerovalčástěcnou posloupnost
vektorů p̌ríznakůXt

1 = {x1,x2, ...,xt}. αt(i) je definována rovnicí

αt(i) = p(Xt
1, st = i|Φ). (3.5)

Z definice dop̌redné prom̌enné a skutěcnosti, že poslední rámec signálu musí být
přiřazen k poslednímu stavu modelu, vyplývá žep(X|Φ) = αT (I). Práv̌e postup
výpočtu dop̌redné prom̌enné pak bývá označován jako Forward algoritmus, který
lze pro uvažované levopravé modely (viz obr. 3.1) přepsat do následujícího tvaru:

Forward algoritmus
krok1: inicializace

α1(1) = b1(x1)
α1(i) = 0 i = 2, ..., I

krok2: indukce
αt(1) = αt−1(1)a1,1b1(xt) t = 2, ..., T

αt(i) =
(

∑i
j=i−1 αt−1(j)ai,j

)

bi(xt) t = 2, ..., T ; i = 2, ..., I

krok3: ukončení
p(X|Φ) = αT (I)

3.2.2 Backward algoritmus

P̌ri výpočtu věrohodnosti vygenerování dat modelem je možné použít i obrácený
postup výpǒctu sm̌erem od posledního k prvnímu stavu. Podobně jakoαt(i) lze de-
finovat i takzvanouzpětnouproměnnouβt(i) (z anglickéhobackward) vyjaďrující
míru pravďepodobnosti, že daný model s parametryΦ nacházející se v̌caset ve
stavui, p̌rejde včase odt+1 doT postupňe až do koncového stavuI a vygeneruje
přitom částěcnou posloupnost příznakových vektorůXT

t+1 = {xt+1,xt+2, ...,xT }.
Tuto prom̌ennou lze definovat jako

βt(i) = p(XT
t+1, st = i|Φ) (3.6)

a její výpǒcet může být proveden pomocí Backward algoritmu:

Backward algoritmus
krok1: inicializace

βT (I) = 1
βT (i) = 0 i = 1, ..., I − 1

krok2: indukce
βt(I) = aI,IbI(xt+1)βt+1(I) t = T − 1, ..., 1

βt(i) =
∑i

j=i−1 ai,jbj(xt+1)βt+1(j) t = T − 1, ..., 1; i = 1, ..., I − 1

krok3: ukončení
p(X|Φ) = β1(1)
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3.2.3 Viterbiho algoritmus

V předchozích dvou algoritmech byla vždy vypočítána celková v̌erohodnost p̌res
všechny možné posloupnosti stavů, že daný model vygeneroval dataX. V někte-
rých aplikacích, nap̌ríklad p̌ri klasickém rozpoznávání̌reči, ovšem stǎcí tuto v̌e-
rohodnost nahradit maximální hodnotou vypočítanou p̌res všechny p̌rípustné po-
sloupnosti. Tento výpǒcet je totiž efektivňejší. Ňekdy, nap̌ríklad p̌ri trénování me-
todou Viterbiho p̌riřazení 3.4.1, může být navíc užitečné znát posloupnost stavů, při
které je dosaženo maximální věrohodnosti. Tuto maximální věrohodnost a jí odpo-
vídající posloupnost stavu je možné získat pomocí Viterbiho algoritmu [Viterbi67].
P̌ri jeho implementaci je možné zavedením kumulovaného součinu V (t, i) využít
metody dynamického programování. Kumulovaný součin je definován jako:

V (t, i) = bi(xt)Max
(

ai,iV (t − 1, i), ai−1,iV (t − 1, i − 1)
)

. (3.7)

Dle [Nouza97] je pak možné Viterbiho algoritmus rozepsat v následujícím tvaru:

Viterbiho algoritmus
krok1: inicializace

V (1, 1) = b1(x1), B(1, 1)
V (1, i) = −∞ 2 ≤ i ≤ I

krok2: rekurze
for t = 2, ..., T

for i = 1, ..., I
pomocná prom̌ennáP = ai,iV (t − 1, i)
pole zp̌etných ukazatelůB(t, i) = i

if (I > 1)
if (P < ai−1,iV (t − 1, i − 1))

P = ai−1,iV (t − 1, i − 1)
B(t, i) = i − 1

V (t, i) = bi(xt)P
krok3: ukončení

p(X|Φ) = V (T, I)
krok4: určení posloupnosti stavůS

S(T ) = I

for t = T − 1, ..., 1
S(t) = B(t + 1,S(t + 1))

3.3 Vybrané metody estimace parametrů

Estimace nebo-li odhad parametrů modelů je jedním z klíčových prosťredků adap-
tace a také trénování. Většina adaptǎcních technik zam̌ěrených na adaptaci akus-
tického modelu v sob̌e zahrnuje i ňekterou z níže popsaných estimačních metod.
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3.3.1 Estimace metodou ML

Estimace parametrů Markovových modelů metodou maximální věrohodnosti (ma-
ximum likelihood estimation - MLE) je pro svoji efektivitu jednou z neǰcasťeji po-
užívaných estimǎcních metod. Je založena na předpokladu, že hledané optimální
parametry modeluΦ jsou pevné, respektive jejich pravděpodobnostní rozložení je
rovnom̌erné, a neznámé hodnoty a snaží se je najít tak, aby byla maximalizována
věrohodnost, že daná sekvence dat byla vygenerována právě uvažovaným mode-
lem

Φ̂ = argmax
Φ

(p(X|Φ)). (3.8)

Protože jednotlivé vektory příznaků jsou nezávislé, lzep(X|Φ) vyjáďrit jako

p(X|Φ) =
T

∏

t=1

p(xt|Φ)). (3.9)

V praxi je pak jednodušší hledat maximum logaritmu věrohodnosti dle rovnice

Φ̂ = argmax
Φ

T
∑

t=1

log p(xt|Φ). (3.10)

Pro modely typu CDHMM s vícemodalní pravděpodobnostní hustotou, které
jsou uvažovány v rámci této disertační práce, zatím nebyla nalezena žádná me-
toda, která by umožnila dosažení globálního maxima této věrohodnosti. Metoda
MLE totiž nemůže být pro tyto modely aplikována přímo díky tomu, že nelze kon-
krétňe uřcit, která sekvence stavů a které komponenty jednotlivýchstavů vyge-
nerovaly dané vektory příznaků. Tato informace zůstává skryta a z hlediska te-
orie estimace jsou tak dataX nekompletní. Pro odhad parametrů se proto pou-
žívá postup založený na algoritmu EM (expectation-maximization - ǒcekávání-
maximalizace) [Dempster77], který uvedenou věrohodnost maximalizuje alespoň
lokálně v závislosti na prvotním odhadu parametrů. Tento postup bývá oznǎcován
jako Baum-Welchův (Forward-Backward) algoritmus.

V rámci tohoto algoritmu je nejprve proveden prvotní odhad parametrůΦ. Na
jeho záklaďe je poté vypǒcítána v̌erohodnost, že všechny možné sekvence stavů a
jejich jednotlivé komponenty vygenerovaly uvažovaná data. Tímto způsobem jsou
vlastňe použitá data doplňena o onu chyb̌ející informaci a může být určen ma-
ximálně věrohodný odhad nových parametrû̊Φ. Hodnoty nových parametrů jsou
tím ovšem závislé na prvotním odhadu a pokud uvedený postup několikrát iterǎcně
opakujeme, je zajištěna konvergence pouze k lokálnímu maximu věrohodnosti (od-
vození konvergence viz [Huang01]). Forward-Backward algoritmus lze popsat ná-
sledovňe:
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Forward-Backward (EM) algoritmus

krok1: inicializace
Jsou vypǒcteny prvotní odhady parametrůΦ.

krok2: výpočet očekávané hodnoty (E-step))
PomocíΦ je vypǒctena pomocná funkceQ(Φ̂,Φ).

krok3: maximalizace (M-step))
VýpočetΦ̂ aby byla maximalizována pomocná funkceQ(Φ̂,Φ).

krok4: iterační výpočet
Hodnoťe Φ je p̌riřazenaΦ̂ a kroky 2-3 jsou opakovány, dokud algo-

ritmus konverguje.

Pro definování funkceQ(Φ̂,Φ) je nejprve ťreba rozší̌rit vztah 3.4 pro výpǒcet
p(X,S|Φ) s ohledem na skutečnost, že chceme estimovat parametry jednotlivých
Gaussových komponent systému

p(X,S|Φ) =

T
∏

t=1

ast−1,stbst(xt) =

=
T

∏

t=1

ast−1,st

[

M
∑

k=1

cstkbstk(xt)
]

= (3.11)

=

M
∑

k1=1

M
∑

k2=1

...

M
∑

kT =1

[

T
∏

t=1

ast−1,stcstkt
bstkt

(xt)
]

. (3.12)

Definujeme-li nyní sdruženou pravděpodobnostní hustotup(X,S,K|Φ) jako

p(X,S,K|Φ) =

T
∏

t=1

ast−1,stcstkt
bstkt

(xt), (3.13)

lzep(X|Φ) vypočítat dle vztahu

p(X|Φ) =
∑

S∈Ψ

∑

K∈ΩT

p(X,S,K|Φ). (3.14)

kdeK je produktT -rozměrného kartézského součinu množinyΩ = {1, 2, ...,M}
v prostoruΩT . Soǔcet p̌resčlenyK aS vyjaďruje skutěcnost, že posloupnost vek-
torů p̌ríznaků o délceT mohla být vygenerována různými posloupnostmi stavů
o stejné délce, p̌ričemž každý konkrétní vektor příznakůxt mohl být zárověn vy-
generován kteroukoli komponentou stavust, v němž se model v̌caset nacházel.
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FunkceQ(Φ̂,Φ) splňující podmínku konvergence k lokálnímu maximu má pro
uvažované modely tvar

Q(Φ̂,Φ) =
∑

S∈Ψ

∑

K∈ΩT

p(X,S,K|Φ)

p(X|Φ)
log p(X,S,K|Φ̂), (3.15)

kde log p(X,S,K|Φ̂) lze s využitím 3.13 vyjáďrit jako

log p(X,S,K|Φ̂) =

T
∑

t=1

log âst−1,st +

T
∑

t=1

log b̂stkt
(xt) +

T
∑

t=1

log ĉstkt
. (3.16)

Dosazením vztahů 3.13 a 3.16 do rovnice 3.15 získáme funkciQ(Φ̂,Φ) v se-
parovaném tvaru. Položíme-li následně její parciální derivace dle jednotlivých pa-
rametrů rovny nule, získáme výsledné vztahy pro odhad nových parametrů. Postup
výpočtu viz [Psutka06]. Ty mají následující tvar:

pravďepodobnost p̌rechodu:

âi,j =

1
p(X|Φ)

∑T
t=1 p(X, st−1(i), st(j)|Φ)

1
p(X|Φ)

∑T
t=1 p(X, st−1(i)|Φ)

=

=

∑T
t=1 γt(i, j)

∑T
t=1

∑I
k=1 γt(i, k)

(3.17)

váha komponenty:

ĉim =

∑T
t=1 ζt(i,m)

∑M
k=1

∑T
t=1 ζt(i, k)

(3.18)

vektor sťredních hodnot:

µ̂im =

1
p(X|Φ)

∑T
t=1 p(X, st(i),mt = m|Φ)xt

1
p(X|Φ)

∑T
t=1 p(X, st(i),mt = m|Φ)

=

=

∑T
t=1 ζt(i,m)xt

∑T
t=1 ζt(i,m)

(3.19)

kovariǎcní matice:

Σ̂im =

1
p(X|Φ)

∑T
t=1 p(X, st(i),mt = m|Φ)(xt − µ̂im)(xt − µ̂im)

′

1
p(X|Φ)

∑T
t=1 p(X, st(i),mt = m|Φ)

=

=

∑T
t=1 ζt(i,m)xt(xt)

′

∑T
t=1 ζt(i,m)

− µ̂im(µ̂im)
′

(3.20)
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Člen γt(i, j) v uvedených vztazích představuje pravďepodobnostní hustotu pře-
chodu ze stavui do stavuj v časet za podmínky, že daný model vygeneroval
posloupnost vektorůX. Tuto hustotu je možné vypočítat jako

γt(i, j) = p(st−1 = i, st = j|Xt
1,Φ) =

p(st−1 = i, st = j,Xt
1|Φ)

p(Xt
1|Φ)

=

=
αt−1(i)ai,jbj(xt)βt(j)

αT (I)
. (3.21)

Členζt(i,m) má význam tzv.„okupační věrohodnosti“(z anglickéhooccupation
likelihood) m-té komponenty stavui, kterou lze pro uvažovaný typ Markovových
modelů definovat vztahem

ζt(i,m) =
p(st = i,mt = m,X|Φ)

p(X|Φ)
. (3.22)

Člen ζt(i,m) vyjaďruje míru pravďepodobnosti, že model s parametryΦ, který
vygeneroval celou posloupnost příznakových vektorůX, se včaset nacházel ve
stavu i a vektorxt byl vygenerován práv̌e m-tou komponentou stavui. Soǔcet
∑T

t=1 ζt(i,m) pak p̌redstavuje míru množství dat použitých pro estimaci parame-
trů této komponenty. Pomocí pomocí zpětné a dop̌redné prom̌enné lzeζt(i,m)
vyjáďrit rovnicí

ζt(i,m) =

∑I
j=1 αt−1(j)aj,icimbik(xt)βt(i)

αT (I)
. (3.23)

Výsledné vztahy pro odhady nových parametrů lze interpretovat také slovňe.
Nap̌ríklad vztah 3.17 vyjaďrující odhad pravďepodobnosti p̌rechodu ze stavui do
stavuj lze interpretovat jako pom̌er mezi celkovým ǒcekávaným pǒctem p̌rechodů
ze stavui do stavuj a celkovým ǒcekávaným pǒctem p̌rechodů ze stavui do všech
možných stavů. Vztah 3.18 pro odhad váhového koeficientum-té komponenty
stavui lze interpretovat jako pom̌er mezi celkovou okupǎcních pravďepodobností
této komponenty a celkovou okupační pravďepodobností stavui. Podobňe mohou
být interpretovány i vztahy 3.19 a 3.20.

P̌ri praktické implementaci Baum-Welchova algoritmu je nutné prováďet šká-
lování dop̌redných a zp̌etných prom̌enných, protože jejich hodnoty pro dostatečně
velkéT mohou lehce klesnout pod nejmenší možnou hodnotu vyjádřitelnou pou-
žitým výpǒcetním systémem. Dopředná i zp̌etná prom̌enná mohou být například
násobeny škálovacím koeficientemSt definovaným dle [Huang01] jako

St =
1

∑I
i=1 αt(i)

. (3.24)

Protože jsou hodnoty obou proměnných pǒcítány rekurzivňe a jednotlivé škálovací
koeficienty díky tomu neustále dohromady násobeny, je celkový škálovací faktor



16 KAPITOLA 3. MODELOVÁNÍ ŘEČI METODU HMM

použitý pro výpǒcet dop̌redné prom̌enné roven v̌caset hodnoťe

Scalet(α) =

t
∏

t1=1

St1 (3.25)

a obdobňe pro výpǒcet zp̌etné prom̌enné hodnoťe

Scalet(β) =

T
∏

t1=t

St1 . (3.26)

Škálovanou hodnotu dopředné prom̌ennéαScale
T (I) lze pak vyjáďrit rovnicí

αScale
T (I) = ScaleT (α)p(X|Φ). (3.27)

Díky tomu, že b̌ehem škálování dochází s rostoucímčasem k postupnému vzájem-
nému násobení škálovacích koeficientů, lze všechny výše odvozené vztahy pro od-
had parametrů použít při realizaci škálování beze zm̌eny. Nap̌ríklad škálovaná míra
pravďepodobnostiγScale

t (i, j) je rovna neškálované mířeγt(i, j), protože škálovací
faktory v čitateli a jmenovateli se vykrátí

γScale
t (i, j) =

Scalet−1(α)αt−1(i)ai,jbj(xt)βt(j)Scalet(β)

ScaleT (α)αT (I)
= γt(i, j). (3.28)

Využití Baum-Welchova algoritmu pro trénování skrytých Markovových mo-
delů je diskutováno v kapitole 3.4.

3.3.2 Estimace metodou MAP

Estimace parametrů metodou maximální aposteriorní pravděpodobnosti (Maxi-
mum A Posteriori - MAP) je založena na rozdílném principu nežmetoda maxi-
mální v̌erohodnosti. Zatímco metoda ML předpokládá, že hledané optimální para-
metry jsou pevné a neznámé hodnoty, metoda MAP je založena nahypotéze, že hle-
dané parametry jsou náhodné veličiny se známým apriorním rozložením. V praxi
se proto metoda MAP používá pro adaptaci parametrů modelů, nebot’ nedostatek
dat p̌ri adaptaci je p̌ri použití této metody̌cástěcně kompenzován informací o apri-
orním rozložení. Z uvedených faktů také vyplývá, že pokud je apriorní rozložení
parametrů rovnom̌erné, což znamená, že parametry modelů jsou pevné hodnoty,
je metoda MAP identická s metodou ML. V rámci metody MAP lze optimální
parametryΦ̂ najít dle vztahu

Φ̂ = argmax
Φ

(p(Φ|X)). (3.29)

kde p(Φ|X) představuje aposteriorní hustotu pravděpodobnosti parametrůΦ za
podmínky, že daný model vygeneroval posloupnostX. Protože p̌redpokládáme
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znalost apriorního rozložení parametruΦ, použijeme Bayesův teorém a vyjádříme
tuto aposteriorní pravďepodobnost jako

p(Φ|X) =
p(X|Φ)p(Φ)

p(X)
, (3.30)

kde p(Φ) představuje apriorní rozložení pravděpodobnosti parametruΦ, p(X)
apriorní rozložení pravďepodobnostiX ap(X|Φ) představuje v̌erohodnost, že data
X byla vygenerována modelem s parametryΦ. Maximalizace aposteriorního roz-
ložení pravďepodobnosti je potom dosažena změnou parametruΦ tak, aby byl ma-
ximalizován výrazp(X|Φ)p(Φ), nebot’ p(X) je pro všechny možné hodnotyΦ
konstantní.

Pro modely typu CDHMM lze odvodit vztahy pro odhad nových parametrů
podobným způsobem jako v přechozí kapitole u metody ML. Detailní postup viz
nap̌ríklad [Psutka06]. Tyto vztahy mají následující tvar:

váha komponenty:

ĉim =
υim − 1 +

∑T
t=1 ζt(i,m)

∑M
k=1

(

υik − 1 +
∑T

t=1 ζt(i, k)
) (3.31)

vektor sťredních hodnot:

µ̂im =
τimµnw

im +
∑T

t=1 ζt(i,m)xt

τim +
∑T

t=1 ζt(i,m)
(3.32)

kovariǎcní matice:

Σ̂im =
Sim + τim(µ̂im − µnw

im )(µ̂im − µnw
im )

′

ηim − P +
∑T

t=1 ζt(i,m)
+

+

∑T
t=1 ζt(i,m)(xt − µ̂im)(xt − µ̂im)′

ηim − P +
∑T

t=1 ζt(i,m)
(3.33)

Matice Sim, vektor µnw
im a členy ηim,τim v těchto vztazích p̌redstavují para-

metry normálního-Wishartova apriorního rozdělení parametrům-té komponenty
stavu i, P je dimenze maticeΣ (počet p̌ríznaků) ačlen υim reprezentuje para-
metr Dirichletova apriorního rozložení pro váhum-té komponenty stavui. Určení
těchto takzvaných „hyperparametrů“ představuje v rámci metody MAP teoreticky
asi nejsložiťejší problém (viz nap̌ríklad [Psutka06]).

Zřejmě nejjednodušší možnost, jak tyto parametry odhadnout, je použít p̌rímo
parametry vhodných, již existujících modelů, které byly natrénovány na datech
s podobnou charakteristikou. Tento postup se používá velmičasto pro ú̌cely adap-
tace na mluv̌cího (viz kapitola 4.2), kdy jsou za některé hyperparametry dosazeny
přímo parametry původního neadaptovaného modelu a zbylé mají funkci volitelné
adaptǎcní váhy. V praxi se navíc díky malému množství dostupných dat adaptují
neǰcasťeji pouze vektory středních hodnot a výpǒcet ostatních hyperparametrů pro
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účely adaptace zbylých parametrů tak ztrácí ještě více na významu. Přesňeji lze hy-
perparametry určit tím způsobem, že se nejprve rozdělí všechna dostupná trénovací
data na ňekolik skupin, nap̌ríklad dle jednotlivýcȟrečníků či přenosového kanálu,
a následňe se pro každou skupinu vypočtou jednotlivé parametry modelů, které tím
pádem p̌redstavují konkrétní realizace z předpokládaných apriorních rozložení. Na
záklaďe nich se nakonec odhadnou hodnoty hyperparametrů.

Odvozené vztahy 3.31 - 3.33 pro odhady parametrů metodou MAP mají vý-
znam váženého součtu mezi hodnotami apriorních parametrů a hodnotami para-
metrů odhadnutých metodou ML z dat použitých pro estimaci.Vliv parametrů
odhadnutých metodou ML se přitom zvyšuje s rostoucím množstvím dat. Pro
∑T

t=1 ζt(i,m) → ∞ je odhad parametrů metodou MAP totožný s odhadem pa-
rametrů metodou ML.
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3.4 Trénování modelů pro rozpoznávání

3.4.1 Trénování celoslovních modelů

Pro jednoduchost uvažujme nejprve systém pracující s celoslovními Markovovými
modely, které obsahují pouze jednu Gaussovu komponentu v každém stavu. Nej-
jednodušší metodou trénování parametrů je postup založený na p̌riřazení všech
rámců trénovaného slova ke stavům jeho modelu pomocí Viterbiho algoritmu:

Postup trénování metodou Viterbiho p̌ri řazení

krok1: vytvoření prvotních odhadů parametrů

Rámce všech realizací uvažovaného slova (celkem R realizací) jsou rovno-
měrňe p̌riřazeny ke stavům trénovaného modelu. Ki-tému stavu modelu je tak
přiřazeno celkemNi rámců (oznǎcených symbolemxin) a podle následujících
vztahů se provede prvotní odhad parametrů:

vektor sťredních hodnot:µi = 1
Ni

∑Ni

n=1 x
in

vektor rozptylů (diagonální kovariační matice):σ2
i = 1

Ni

∑Ni

n=1(x
in −µi)

2

pravďepodobnosti p̌rechodů:ai,i+1 = R
Ni

pravďepodobnosti setrvání:ai,i = 1 − ai,i+1

krok2: iterační optimalizace parametrů

Rámce všech realizací uvažovaného slova jsou přiřazeny ke stavům tréno-
vaného modelu na základě p̌riřazení Viterbiho algoritmem (pomocí pole zpět-
ných ukazatelů). Podle vztahů uvedených v kroku 1 se vypočítají nové hodnoty
parametrů. Krok 2 se opakuje, dokud se dostatečně zvyšuje v̌erohodnost, že
trénovaný model vygeneroval všechna slova určená pro jeho trénování (dokud
se zlepšují parametry modelu).

Popsaný postup (viz [Nouza97]) se pak opakuje pro všechna trénovaná slova
a lze ho rozší̌rit i pro případ trénování Markovových modelů sM -komponentami,
kdy jsou všechny rámce přiřazené k danému stavu nejprve rozděleny iterǎcním al-
goritmem K-means doM shluků. Každý z ťechto shluků pak reprezentuje jednu
komponentu. Z rámců přiřazených k jednotlivým shlukům jsou pak určeny sťrední
hodnoty a rozptyly odpovídajících komponent. Váhové koeficienty všech kompo-
nent daného stavu jsou vypočteny jako pom̌er pǒctu rámců p̌riřazených k odpo-
vídajícímu shluku a celkového počtu všech rámců p̌riřazených k danému stavu.
Podrobný popis algoritmu K-means lze najít například v [MacQueen67].

Složiťejší ale efektivňejší metodou iterǎcní optimalizace parametrů je postup
založený na metoďe maximální v̌erohodnosti (kapitola 3.3.1). Na rozdíl od Viter-
biho algoritmu, kdy je jeden rámec k danému stavu bud’ přiřazen nebo nepřiřazen,
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jsou p̌ri metoďe maximální v̌erohodnosti rámce promluvy přiřazeny pomocí prav-
děpodobnosti ke všem stavům modelu. Trénování metodou maximální v̌erohod-
nosti je proto p̌resňejší a výsledné modely dávají při rozpoznávání lepší výsledky,
nebot’ ve skutěcnosti žádný foném p̌resňe nekoňcí nebo nezǎcíná na hranici jed-
noho konkrétního rámce.

3.4.2 Trénování modelů fonémů

Trénování modelů jednotlivých fonémů je v principu stejné jako trénování modelů
jednotlivých slov. P̌ri trénovaní modelů fonémů (hlásek) se na rozdíl od rozpo-
znávání nerozlišuje mezi tím, zda promluva obsahuje pouze jedno nebo více slov.
Zpracovává se vždy jako proud jednotlivých hlásek. Pořadí hlásek v tomto proudu
musí samožrejmě být p̌redem známo, musí existovat fonetický přepis promluvy
určené pro trénování. Na základě fonetického p̌repisu lze pak sestavit jeden „fik-
tivní“ model celé promluvy jakǒreťezec modelů jednotlivých hlásek. Viterbiho
algoritmem je pak nalezeno optimální přiřazení mezi rámci a stavy modelu celé
promluvy. Jednotlivé rámce promluvy jsou tak zároveň p̌riřazeny i ke skutěcným
stavům jednotlivých hlásek, nebot’ jeden stav modelu promluvy odpovídá ve sku-
tečnosti jednomu stavu modelu jedné konkrétní hlásky. V jednéiteraci trénování
jsou tentokrát zpracovány všechny promluvy najednou a novéhodnoty parametrů
modelů jednotlivých hlásek jsou vypočteny až z rámců p̌riřazených k danému stavu
ze všech promluv určených pro trénování. Obdobně lze použít také Baum-Welchův
algoritmus. Pro jednotlivé stavy modelu celé promluvy, a tím i pro jednotlivé stavy
odpovídajících hlásek, jsou vypočteny čitatelé a jmenovatelé vztahů 3.17 - 3.20,
které jsou pro každý stav modelu každé hlásky akumulovány v pomocných pro-
měnných a nové hodnoty parametrů jsou vypočteny op̌et až po zpracování všech
promluv.

P̌ri trénování modelů fonémů je možné použít hned několik způsobů, jak inicia-
lizovat pǒcátěcní hodnoty parametrů a provádět iterǎcní trénovaní. První nejjedno-
dušší možností je použít pro inicializaci přímo parametry modelů natrénovaných
v minulosti na podobné trénovací množině a reestimaci provádět následňe efek-
tivním Baum-Welchovým algoritmem. Pokud nejsou takové modely k dispozici,
lze, podobňe jako u modelů celých slov, rovnoměrňe p̌riřadit rámce promluvy ke
stavům modelů. Alternativňe lze použít speciální množinu trénovacích dat, u kte-
rých jsou p̌resňe známy, respektive expertem určeny, hranice jednotlivých fonémů
v řečovém signálu. V obou případech je pak provedeno několik iterací trénování
Viterbiho p̌riřazením a následně je op̌et aplikován Baum-Welch. Počet komponent
lze uřcit podobňe jako u celoslovních modelů expertně, p̌rípadňe lze vyjít z pǒctu
menšího a postupně ďelit komponenty s nejv̌etší vahou dokud se zlepšují výsledky
rozpoznávání. Další možností, jak inicializovat parametry, je použít takzvaný„plo-
chý start“ (z anglickéhoflat start), kdy jsou parametry všech modelů nastaveny na
globální hodnoty vypǒctené ze všech promluv určených pro trénování. Po této ini-
cializaci následuje v̌etšinou op̌et Baum-Welchova reestimace.

Obecňe se p̌ritom rozlišují dv̌e základní kategorie fonémů - monofony a trifony.
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Jako monofony oznǎcujeme takové modely, které nezávisí na kontextu, v němž je
uvažujeme. Naopak jako trifony označujeme modely závislé na kontextu, u kterých
rozlišujeme p̌redchozí a následující hlásku. Například pročeštinu existuje celkem
čtyřicet různých monofonů a teoreticky̌ctyřicet na ťretí různých trifonů, nebot’
každý monofon může mít zároveň čtyřicet různých p̌redchůdců ǎctyřicet různých
fonémů po ňem může následovat. Ve skutečnosti je však pǒcet trifonů nutných pro
reprezentaci daného jazyka samozřejmě vždy mnohem menší než počet monofonů
na ťretí, protože ňekteré kombinace hlásek se v daném jazyce vyskytují jen velmi
zřídka nebo dokonce vůbec.

Výše uvedené trénovací strategie je možné uplatnit obecně pro jakékoli foné-
mové jednotky - monofony i trifony. Natrénovat modely trifonů je ovšem v praxi
složiťejší než natrénovat monofony, nebot’ v trénovací množině se tém̌ěr nikdy ne-
vyskytují všechny trifony. Z toho důvodu se při trénování trifonů používají postupy
vedoucí k modelům se sdílenými parametry. Akusticky blízké trifony se slǔcují do
obecňejších skupin pomocí metod shlukové analýzy.

V principu existují dv̌e základní metody shlukování, které se pro trénování
trifonů používají. Jedná se o„shlukování řízené daty“(z anglickéhodata-driven
clustering) a„shlukování založené na použití rozhodovacího stromu“(z anglického
decision tree based clustering). Protože v rámci této disertační práce byly použity
pouze modely monofonů (vysvětlení viz kap. 6.2), nebudou zde obě uvedené me-
tody detailňe popsány.̌Ctená̌re lze odkázat na množství literatury (např. [Young00]
či [Psutka06].





KAPITOLA 4

PRINCIPY NEJ ČASTĚJI

POUŽÍVANÝCH ADAPTA ČNÍCH

METOD

4.1 Členění adaptǎcních metod obecňe

Metody adaptace na mluvčího se obecňe ďelí dle ňekolika různých kritérií:

1. znalosti přepisu respektive textu adaptǎcní promluvy

• Řízená adaptace, též adaptace s učitelem (supervised adaptation)
K dispozici je fonetický p̌repis promluvy, který je vytvǒrený neǰcasťeji
člověkem a tudíž v principu správný.

• Neřízená adaptace, či adaptace bez učitele (unsupervised adaptation)
Fonetický p̌repis promluvy k dispozici není, ale lze ho vytvořit auto-
maticky pomocí rozpoznávače řeči. Následkem toho může ovšem ob-
sahovat více chyb.

2. způsobu použití adaptǎcních dat

• Postupná (inkrementální) adaptace (incremental adaptation)
Systém se adaptuje postupně s tím, jak p̌richázejí nová adaptační data.

• Dávková adaptace (batch adaptation)
Pro adaptaci jsou použita všechna adaptační data najednou.

3. závislosti na obsahu adaptǎcní promluvy

• Adaptace závislá na textu
Pro adaptaci danou metodou musí být vždy použita stejná promluva
odpovídající jednomu konkrétnímu textu.

• Adaptace nezávislá na textu
P̌ri tomto typu adaptace je možné použít jakoukoli promluvu.

23
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4. typu adaptovaných parametrů

• Adaptace akustického modelu
Cílem je upravit parametry akustického modelu používánéhopro roz-
poznávání̌reči.

• Transformace (normalizace) vektoru příznaků
Cílem je transformovat p̌rímo vektory p̌ríznaků vypǒctené z rozpozná-
vanéhǒrečového signálu.

Výše popsané metody se samozřejmě v praxi kombinují a použití konkrétní
metody adaptace závisí zejména na množství a typu dat, kterájsou k dispozici
v dané konkrétní úloze. V systému pro diktování izolovanýchslov nebo spojité̌reči
se používají nejčasťeji metodyřízené dávkové adaptace. Například v komeřcních
diktovacích systémech má každý uživatel vytvořen vlastní profil, jehož součástí je
i sada adaptovaných modelů. Pro jejich vytvoření musí p̌ritom uživatel nadikto-
vat p̌ripravený text a výsledná promluva je posléze najednou použita pro adaptaci.
Naopak u telefonního dialogového systému, se kterým uživatel pracuje ťreba jen
několik minut až sekund, je užitečné využít pro adaptaci co nejrychleji jakoukoli
promluvu. V tomto p̌rípaďe je tedy výhodné použít některou z inkrementálních
metod.

V následujícím textu jsou popisované adaptační metody rozďeleny na ňekolik
skupin dle principu jejich funkce (viz například [Woodland99]), p̌ričemž důraz je
kladen na ty, které byly využity v rámci této práce. Jedná se zejména o metody
adaptace akustického modelu.

4.2 Metody typu MAP

Jak název napovídá, jsou metody typu MAP založeny na estimaci parametrů
z adaptǎcní promluvy metodou maximální aposteriorní pravděpodobnosti (kapi-
tola 3.3.2). Jako hodnoty parametrů apriorních rozloženíjsou p̌ritom pro ú̌cely
adaptace v̌etšinou používány p̌rímo odpovídající hodnoty parametrů modelu, který
je adaptován - nejčasťeji jde o model nezávislý na mluvčím (SI). Zbylé apriorní
parametry mají význam volitelné adaptační váhy.

Nap̌ríklad nejvíce používaný vztah pro odhad vektoru středních hodnot adap-
tovaného systému lze vyjádřit přepsáním vztahu 3.32 jako

µ̂SA
im =

τimµSI
im +

∑T
t=1 ζt(i,m)xt

τim +
∑T

t=1 ζt(i,m)
, (4.1)

kde symbol
∑T

t=1 ζt(i,m) znǎcí okupǎcní věrohodnostm-té komponenty stavui
vypočtenou z adaptǎcních datX a člen τim má význam adaptační váhy. Její hod-
nota souvisí s množstvím dat použitých pro trénování uvažované komponenty SI
modelu. Pokud by hodnotaτim dané komponenty byla přímo rovna její celkové
okupǎcní věrohodnosti vypǒctené ze všech trénovacích promluv, vyjadřoval by
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vztah 4.1 odhad středních hodnot této komponenty vypočtený metodou ML do-
hromady z adaptǎcních i trénovacích promluv.

Pravdivost tohoto tvrzení lze jednoduše ukázat. Označme symbolem
∑T

t=1 ζTREN
t (i,m) okupǎcní věrohodnost vypǒctenou p̌ri trénování SI systému

z trénovacích promluv. Proτim =
∑T

t=1 ζTREN
t (i,m) dostaneme

µ̂SA
im =

∑T
t=1 ζTREN

t (i,m)µSI
im +

∑T
t=1 ζt(i,m)xt

∑T
t=1 ζTREN

t (i,m) +
∑T

t=1 ζt(i,m)
, (4.2)

kde

µ̂SI
im =

∑T
t=1 ζTREN

t (i,m)xTREN
t

∑T
t=1 ζTREN

t (i,m)
. (4.3)

Nakonec, dosazením vztahu 4.3 do 4.2 vyjde

µ̂SI
im =

∑T
t=1 ζTREN

t (i,m)xTREN
t +

∑T
t=1 ζt(i,m)xt

∑T
t=1 ζTREN

t (i,m) +
∑T

t=1 ζt(i,m)
. (4.4)

Odvozený vztah 4.4 představuje odhad vektoru středních hodnot vypǒctený me-
todou maximální v̌erohodnosti dohromady z adaptačních i trénovacích promluv.
V některých pramenech, kde není vysvětlen princip odhadu parametrů meto-
dou MAP obecňe, pak bývá adaptace metodou MAP odvozena jednoduše opač-
ným postupem: Ze vztahu 4.4 je nejprve odvozen vztah 4.2 a v něm výraz
∑T

t=1 ζTREN
t (i,m) nahrazen adaptační vahouτim.

Během adaptace je pak samozřejmě vždy používána nižší hodnotaτim, než
která odpovídá skutečné hodnoťe celkové okupǎcní věrohodnosti. Střední hod-
noty SI systému tím pádem mají nižší vliv, než když by byl pro adaptaci použit
vztah 4.4 (respektive než když by byla adaptační data pouze p̌ridána do rozsáhlé
trénovací databáze SI systému). Hodnotaτim přitom může být pro ú̌cely adaptace
pro všechny komponenty a stavy konstantní, typicky v rozmezí 1 až 20.

Vztah 4.1 pro adaptované vektory středních hodnot pak může být chápan jako
vážený soǔcet s parametrem

τim

τim +
∑T

t=1 ζt(i,m)
(4.5)

mezi původními sťredními hodnotami SI systému a novými hodnotami získanými
metodou MLE pouze z adaptačních promluv.

Pomocí váhového koeficientuτim lze podobňe definovat i vztahy pro nové hod-
noty kovariǎcní matice

Σ̂
SA
im =

∑T
t=1 ζt(i,m)xt(xt)

′

τim +
∑T

t=1 ζt(i,m)
+

+
τim

(

Σ
SI
im + µSI

im(µSI
im)

′

)

τim +
∑T

t=1 ζt(i,m)
− µSA

im (µSA
im )

′

(4.6)
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a váhu p̌ríslušné komponenty

ĉSA
im =

τim +
∑T

t=1 ζt(i,m)
∑M

k=1

(

τik +
∑T

t=1 ζt(i, k)
) . (4.7)

Z uvedených vztahů vyplývá, žečím vyšší je množství dat použitých pro adap-
taci, tím nižší vliv na výslednou hodnotu adaptovaného parametru má původní pa-
rametr SI systému. Naopak vliv parametrů SI systému se zvyšuje s rostoucí hod-
notou váhového koeficientuτim.

Pro τim = 0 nebo
∑T

t=1 ζt(i,m) → ∞ je adaptace metodou MAP totožná
s odhadem parametrů z adaptačních promluv metodou MLE a tedy s natrénováním
nařečníkovi závislého (SD) systému.

P̌ri praktickém použití metody MAP se ale nejčasťeji adaptují pouze vektory
sťredních hodnot, pro adaptaci rozptylů a váhových koeficientů jednotlivých kom-
ponent v̌etšinou není k dispozici dostatek dat. Změnou hodnot rozptylů by se navíc
mohla výrazňe snížit robustnost systému.

Největší výhodou metody MAP je skutečnost, že díky svému principu jako
jediná z používaných adaptačních technik konverguje s rostoucím množstvím dat
k teoreticky nejlepšímu SD modelu. Je protočasto považována za základní adap-
tační metodu a používá se zejména v případech, kdy je pro adaptaci k dispozici více
promluv v trvání deseti až několika desítek minut. Naopak její největší nevýhodu
představuje fakt, že adaptovány mohou být pouze parametry modelů, jejichž rea-
lizace jsou soǔcástí adaptǎcní promluvy. Modely̌rečových jednotek, které nejsou
v adaptǎcních promluv̌e obsaženy, nejsou adaptovány vůbec a modely, pro které
je množství adaptǎcních dat p̌ríliš malé, jsou po aplikaci metody MAP adaptovány
nedostatěcně.

4.2.1 Predikce modelů založená na regresi (RMP)

Pro odstraňení problému nedostatečně adaptovaných parametrů bylo vyvinuto ně-
kolik nadstavbových regresních technik, které jsou označovány jako metody typu
RPM (Regression Based Model Prediction - predikce modelů založená na regresi).
Jejich princip spǒcívá v tom, že se snaží najít vzájemně korelované parametry
adaptovaného modelu, mezi korelovanými parametry pak odvodit lineární regresní
vztahy a ty následňe využít pro dodatěcnou adaptaci těch parametrů, pro které ne-
byl k dispozici dostatek dat. Adaptace je přitom většinou aplikována pouze pro
vektory sťredních hodnot.

P̌ríkladem techniky typu RMP je metoda WNR (Weighted NeighborRegres-
sion - regrese s vážením sousedů) [Lei00]. Při jejím použití je nejprve pro kaž-
dou komponentu SI systému pomocí Mahalanobisovy vzdálenosti nalezeno cel-
kem N komponent (sousedů), které jsou jí nejbližší. Po adaptaci metodou MAP
jsou pak všechny komponenty rozděleny podle množství použitých dat na zdro-
jové, pro které byl k dispozici dostatek dat, a cílové, pro které k dispozici dostatek
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dat nebyl. Následňe jsou pro každou cílovou komponentu vybrány z množiny nej-
bližších komponent pouze ty, které byly označeny jako zdrojové. Mezi nimi je
pak spǒcítána korelace. Pokud je vypočtená hodnota korelace vyšší než minimální
požadovaná, je pro střední hodnoty vybraných zdrojových komponent určena rov-
nice regresní p̌rímky (metodou vážených nejmenšíchčtverců) a její pomocí jsou
adaptovány střední hodnoty dané cílové komponenty. V [Lei00] jsou popsány další
varianty této metody, které se liší podle typu použité regresní metody.

Obdobným p̌ríkladem je metoda svazování parametrů publikovaná
v [Železný01]. Regresní vztahy jsou v rámci ní hledány ve dvourozm̌erném
prostoru, v ňemž každá osa reprezentuje jeden stejný parametr (střední hodnotu)
dvou různých komponent daného akustického modelu a každý bod různého
řečníka. Pro hledání regresních vztahů proto musí být k dispozici několik sad SD
modelů nebo alespoň několik sad dob̌re adaptovaných modelů, které v uvažova-
ném prostoru p̌redstavují ňekolik konkrétních bodů. Pro každou dvojici parametrů
je pak spǒcítána korelace a metodou nejmenšíchčtverců nalezena rovnice regresní
přímky. P̌ri aplikaci celé metody je pak také nejprve provedena adaptace metodou
MAP a následňe je op̌et provedeno rozďelení adaptovaných parametrů na cílové
a zdrojové. Pro každý cílový parametr je potom nalezen nejvíce korelovaný
parametr ze skupiny zdrojových parametrů a následně je tento cílový parametr
adaptován použitím odpovídajícího předem vypǒcteného regresního vztahu.

4.2.2 Strukturální MAP (SMAP)

Další nadstavbový p̌rístup k technice MAP p̌redstavuje metoda označovaná jako
SMAP (Structural MAP - strukturální MAP) [Shinoda97]. Stejně jako výše po-
psané metody RPM se i SMAP používá pro zvýšení rychlosti adaptace. V rámci
SMAP jsou všechny Gaussovy komponenty systému rozděleny do stromové struk-
tury, p̌ričemž apriorní parametry jsou pro každý uzel výsledného stromu vypǒc-
teny na záklaďe komponent obsažených v předcházejícím uzlu vyšší úrovně. Bě-
hem adaptace lze pak vytvořený strom procházet a adaptaci je možné provádět na
různých úrovních stromu dle aktuálně dostupného množství adaptačních dat. Uve-
dený postup adaptace pomocí hierarchické stromové struktury je podrobňe popsán
v následující kapitole.

4.3 Metody založené na lineární transformaci

Princip uvedených technik spočívá v lineární transformaci parametrů původních
modelů tak, aby nové adaptované modely více odpovídaly charakteristikám hlasu
daného mluv̌cího. Výhoda tohoto p̌rístupu spǒcívá ve zvýšení rychlosti adaptace,
nebot’ v p̌rípaďe, že je adaptǎcních promluv málo, může být použita jedna transfor-
mace najednou pro několik akusticky blízkých Gaussových komponent. Množina
akusticky blízkých komponent, sdílejících jednu společnou transformaci, je přitom
oznǎcována jako regresní třída. Svazování komponent je možné provádět p̌res celé
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stavy jednotlivých modelů nebo lépe přímo p̌res jednotlivé komponenty různých
stavů.

4.3.1 Maximálně věrohodná lineární regrese (MLLR)

Asi nejrozší̌reňejší a základní technikou ze skupiny přístupů založených na li-
neární transformaci je metoda MLLR (Maximum Likelihood Linear Regression
- maximálňe věrohodná lineární regrese) [Leggetter95]. V rámci metody MLLR
je prováďena transformace parametrů modelů tak, aby byla maximalizována v̌e-
rohodnost toho, že pro adaptaci použitá posloupnost vektorů p̌ríznaků X =
{x1, x2, . . . , xT } byla vygenerována daným modelem. Maximalizace věrohod-
nosti je p̌ritom dosažena použitím techniky EM podobně jako v rámci estimace
metodou ML nebo MAP.

Metoda MLLR se používá zejména pro transformaci vektorů středních hodnot.
Pro jednoduchost odvození transformace těchto parametrů nejprve uvažujme, že
regresní ťrída, pro kterou je transformace hledána, obsahuje pouze jednu Gaussovu
komponentu odpovídajícím-té komponenťe j-tého stavu modelu jednoho konkrét-
ního fonému. Vztah pro transformaci vektorů středních hodnot lze potom vyjádřit
jako

µSA
jm = AµSI

jm + b, (4.8)

kde A je hledaná transformační matice o rozm̌erechP × P , b je P -rozměrný
vektor posunutí aP je pǒcet p̌ríznaků pǒcítaných žrečového signálu.

Rovnice 4.8 bývá pro jednoduchost uváděna ve tvaru

µSA
jm = WξSI

jm, (4.9)

kdeW je matice o rozm̌erechP ×(P +1) aξjm = [ω, µjm1
, µjm2

, . . . , µjmP
]T

je rozší̌rený vektor sťredních hodnot s posunutímω.
Pro odvození výpǒctu transformǎcní maticeW metodou EM pro modely

typu CDHMM s multimodálním Gaussovým rozložením připoměnme nejprve
vztah 3.15 pro výpǒcet pomocné funkceQ(Φ̂,Φ)

Q(Φ̂,Φ) =
∑

S∈Ψ

∑

K∈ΩT

p(X,S,K|Φ)

p(X|Φ)
log p(X,S,K|Φ̂).

Ten je možné s pomocí 3.13 upravit do tvaru

Q(Φ̂,Φ) =
∑

S∈Ψ

∑

K∈ΩT

p(X,S,K|Φ)

p(X|Φ)

(

T
∑

t=1

log âst−1,st +

+
T

∑

t=1

log b̂stkt
(xt) +

T
∑

t=1

log ĉstkt

)

. (4.10)
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Vzhledem k tomu, že hledáme transformační matici pro vektory středních hodnot
jedné konkrétní komponenty, lze rovnici 4.10 přepsat do tvaru

Q(Φ̂,Φ) = c +
∑

S∈Ψ

∑

K∈ΩT

T
∑

t=1

p(X, st = j, kt = m|Φ)

p(X|Φ)
log b̂jm(xt). (4.11)

Použitím vztahu 3.22 definujícího okupační věrohodnost konkrétní komponenty
lze p̌redchozí vztah upravit do podoby.

Q(Φ̂,Φ) = c +
T

∑

t=1

ζt(j,m)log b̂jk(xt). (4.12)

Rozepsáním̌clenulog b̂jk(xt) v předchozí rovnici potom dostaneme

Q(Φ̂,Φ) = c −
1

2

T
∑

t=1

ζt(j,m)
[

P log(2π) + log|Σjm| +

+log(cjm) + (xt −Wξjm)
′

Σ
−1
jm(xt − Wξjm)

]

. (4.13)

Maximum pomocné funkceQ(Φ̂,Φ) pak vzhledem k hledané transformační ma-
tici najdeme tak, že nejprve vypočteme její derivaci dleW

d

dW
Q(Φ̂,Φ) =

T
∑

t=1

ζt(j,m)Σ−1
jm

[

xt − Wξjm

]

ξ
′

jm (4.14)

a poté tuto derivaci položíme rovnu nule

T
∑

t=1

ζt(j,m)Σ−1
jm

[

xt − Wξjm

]

ξ
′

jm = 0. (4.15)

Úpravou p̌redchozího vztahu dostaneme finální rovnici ve tvaru

T
∑

t=1

ζt(j,m)Σ−1
jmxtξ

′

jm =
T

∑

t=1

ζt(j,m)Σ−1
jmWξjmξ

′

jm. (4.16)

Řešení této rovnice v uzavřeném tvaru existuje pouze pro modely s diagonální
kovariǎcní maticí. Jeho odvození můžeme nyní jednoduše provést i pro obecňejší
případ, kdy je transformǎcní matice sdílena celkemM různými komponentami.
Nejprve upravíme rovnice 4.16 pro případ více komponent

M
∑

m=1

T
∑

t=1

ζt(m)Σ−1
m xtξ

′

m =
M
∑

m=1

T
∑

t=1

ζt(m)Σ−1
m Wξmξ

′

m. (4.17)
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Nyní oznǎcíme pravou stranu předchozí rovnice symbolemY (Y bude matice
o rozm̌erechP × (P + 1) a upravíme ji do tvaru

Y =
M
∑

m=1

V
m
WD

m, (4.18)

kde

V
m =

T
∑

t=1

ζt(m)Σ−1
m (4.19)

a

D
m = ξmξ

′

m. (4.20)

ProtožeΣm je diagonální aDm je symetrická, platí pro prvky maticeY že

yi,j =

P+1
∑

q=1

wi,qg
(i)
j,q, (4.21)

kdeg
(i)
j,q jsou prvky maticeG(i) o rozm̌erech(P + 1)× (P + 1), které jsou defino-

vány jako

g
(i)
j,q =

M
∑

m=1

vr
i,id

m
j,q. (4.22)

Oznǎcíme-li nyní levou stranu rovnice 4.17 symbolemZ, musí platit, že

zi,j = yi,j =

P+1
∑

q=1

wi,qg
(i)
j,q. (4.23)

ProtožeZ ani G(i) nezávisí na hledané transformační matici, lze vyjáďrit řešení
pro i-tý řádek maticeW jako

w
′

i = G
(i)−1

z
′

i. (4.24)

Výpočet inverze maticeG(i) z výsledného vztahu 4.24 je v praxi netriviální,
nebot’ tato matice jěcasto špatňe podmíňená. V praxi je proto třeba tvǒrit regresní
třídy tak, aby obsahovaly dostatečný pǒcet komponent, pro které musí být zároveň
dostatek adaptačních dat, aby jejich p̌rísp̌evky nebyly nulové. Pro výpǒcet inverze
potom bývá používána metoda SVD (Singular Value Decomposition - rozklad na
singulární hodnoty) [Press02].

Uvedený postup odvození lze podobně jako v kapitole 3.3.2 jednoduše rozšířit i
pro p̌rípad, že adaptační data jsou tvǒrena posloupností několika promluv. Ve všech
výsledných vztazích se pak kromě prom̌ennét sčítá také p̌res jednotlivé promluvy.
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4.3.1.1 Diagonální transformace

Protože výpǒcet plné transformǎcní matice dle výše odvozených vztahů je poměrňe
nárǒcný, používá se v ňekterých aplikacích, například když je k dispozici pouze
malé množství dat, transformační matice ve tvaru

W =





w1,1 w1,1 . . . 0
w2,1 0 . . . 0
wn,1 0 . . . wn,n+1



 (4.25)

Každý prvek nového transformovaného vektoru pak vnikne tak, že se vynásobí
odpovídající původní hodnota a přičte se k ní konstanta dle vztahu

µSA
i = ωwi,1 + wi+1,iµ

SI
i . (4.26)

V přípaďe, žeω = 0, může být transformǎcní maticečtvercová a diagonální a celý
výpočet se ješťe více urychlí.

Teoreticky lze navíc ještě hledanou transformaci omezit pouze na vybrané pří-
znaky (nap̌ríklad statické) a tím ještě více redukovat pǒcet koeficientů, které je
nutné vypǒcítat z adaptǎcních dat. V praxi ale tato redukce bohužel témě̌r vždy
vede k signifikantnímu zhoršení rozpoznávacího skóre [Leggetter95].

4.3.1.2 Transformace ostatních parametrů modelu

Metodou MLLR mohou být teoreticky transformovány i ostatníparametry modelů,
nejen vektory sťredních hodnot. Protože ale pravděpodobnosti p̌rechodů mezi stavy
a váhové koeficienty jednotlivých komponent mají jen malý vliv na úsp̌ešnost roz-
poznávání, má smysl rozšířit adaptaci pouze na kovariační matice.

V principu existují dv̌e možnosti, jak transformaci kovariační matice vyjáďrit.
V prvním možném p̌rípaďe je hledána transformace ve tvaru

Σ
SA
m = BmHB

′

m, (4.27)

kdeH je hledaná transformace aBm představuje Choleskiho faktor maticeΣSI
m .

Výhodou je, žeřešení uvedené rovnice metodou ML je jednoduché (viz napří-
klad [Gales98]. Nevýhodu představuje skutěcnost, že adaptovaná kovariační ma-
tice je plná, ǎckoli původní matice apriorního modelu je diagonální. Při rozpozná-
vání je pak proto pomalejší výpočet logaritmu v̌erohodnosti, že daná komponenta
vygenerovala konkrétní vektor příznaků

log p(xt|W,H,µSI
m ,ΣSI

m ) = log N(xt|µ
SA
m ,ΣSA

m ). (4.28)

SymbolN(�) ve vztahu 4.28 p̌ritom p̌redstavuje Gaussovo pravděpodobnostní roz-
ložení dané komponenty.

Ve druhém p̌rípaďe je transformace hledána ve tvaru

Σ
SA
m = HΣ

SI
m H

′

. (4.29)
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Řešení uvedené rovnice je pak nutné provádět iterǎcním výpǒctem, nicméňe výho-
dou je, že b̌ehem rozpoznávání je možné počítat v̌erohodnosti efektivňe s původní
diagonální kovariǎcní maticí neadaptovaného systému, nebot’ platí (viz [Gales98])

log p(xt|W,H,µSI
m ,ΣSI

m ) = log N(H−1
xt|H

−1µSA
m ,ΣSI

m )

−
1

2
log(|H|2). (4.30)

4.3.1.3 MLLR s omezením - CMLLR

Kromě klasické metody MLLR popsané výše, nazývané někdy jako MLLR bez
omezení (unconstrained MLLR), existuje také varianta s omezením (constrained
MLLR - CMLLR) [Digalakis95]. V rámci CMLLR je hledána jedna stejná trans-
formǎcní matice pro všechny komponenty systému a tato je poté aplikována na
vektory sťredních hodnot i kovariǎcní matice.

µSA
m = AµSI

m − b

Σ
SA
m = AΣ

SI
m A

′

. (4.31)

Řešení rovnice 4.31 se opět provádí metodou EM, přičemž funkciQ(Φ̂,Φ) je
v tomto p̌rípaďe možné upravit do tvaru

Q(Φ̂,Φ) = c −
1

2

T
∑

t=1

ζt(m)
[

log|ΣSI
m | − log(|A|2) +

+(x̂t − µSI
m )

′

Σ
SI−1

m (x̂t − µSI
m )

]

, (4.32)

kde x̂t je vektor p̌ríznaků transformovaný dle vztahu

x̂t = A
−1

xt + A
−1

b. (4.33)

Z uvedených vztahů vyplývá, že CMLLR odpovídá aplikaci lineární transformace
přímo na vektory p̌ríznaků a bývá proto ňekdy zǎrazována mezi techniky typu
FSA (Feature Space Adaptation - adaptace v prostoru příznaků). V této skutěc-
nosti spǒcívá i nejv̌etší výhoda metody CMMLR, nebot’ při adaptaci na mluv̌cího
není nutné pǒcítat a ukládat adaptované parametry jednotlivých modelů, ale stǎcí
pouze aplikovat vypǒctenou transformaci na vektory příznaků. Výpǒcet logaritmu
věrohodnosti b̌ehem rozpoznávání je ovšem nutné počítat jako:

log p(xt|A,b,µSI
m ,ΣSI

m ) = log N(A−1
xt + A

−1
b|µSI

m ,ΣSI
m )

−
1

2
log(|A|). (4.34)

Metoda CMLLR se proto používá zejména v rámci trénování metodou SAT
(kapitola 4.3.3), které je založeno na použití trénovacíchdat od velkého množství
různých mluv̌cích.

Nevýhodu techniky CMLLR p̌redstavuje skutěcnost, že transformační matici
je nutné hledat iterǎcním výpǒctem [Gales98] a že tato metoda dává sama o sobě
podobné výsledky jako MLLR bez omezení.
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4.3.1.4 Tvorba regresních ťríd

Jak již bylo uvedeno v úvodu této kapitoly, patří mezi nejv̌etší výhody metody
MLLR skutěcnost, že jedna transformační matice může být vypǒctena najednou
pro ňekolik Gaussových komponent systému, které spolu sdílí jednu regresní ťrídu.
Možností, jak vytvǒrit jednotlivé regresní třídy, je p̌ritom hned ňekolik.

V přípaďe, že je k dispozici malé množství adaptačních dat, mohou všechny
komponenty sdílet pouze jednu společnou regresní třídu. V p̌rípaďe většího množ-
ství dat je naopak možné vytvořit jednu ťrídu pro každý konkrétní foném nebo
je možné rozďelit všechny modely do jednotlivých fonetických tříd: na explozívy,
frikativy atd.

Problém nalezení vhodných regresních tříd vzhledem k množství dostupných
adaptǎcních dat lze vy̌rešit také aplikací algoritmu klastrování [Young00]. V tomto
přípaďe jsou regresní třídy automaticky uspǒrádány do binárního stromu, kde
každý uzel reprezentuje skupinu akusticky podobných komponent, p̌ričemž ve vr-
cholu stromu jsou obsaženy všechny komponenty. Výhoda uvedeného p̌rístupu
spǒcívá v tom, že p̌ri adaptaci je možné regresní strom postupně procházet a trans-
formǎcní matice je možné vygenerovat pouze pro uzly, pro které je kdispozici
dostatek adaptačních dat a splňují jednu z následujících podmínek - jsou bud’ uzly
koncovými nebo mají potomka, pro něhož byl adaptǎcních dat nedostatek.

Další informace o metoďe MLLR mohou být nalezeny například
v [Huang01], [Young00], [Leggetter95] nebo [Matsoukas97].

4.3.2 Kombinace metod MAP a MLLR

V praxi se jako výhodné ukazuje použít metodu MLLR v kombinaci s metodou
MAP, p̌ričemž způsobů, jak obě techniky zkombinovat, existuje hned několik. Na-
příklad v rámci metody oznǎcované jako MAPLR (Maximum A Posteriori Linear
Regression - maximálně aposteriorní lineární regrese) [Chesta99] je možné pro
výpočet transformǎcní matice použít namísto metody maximální věrohodnosti me-
todu maximální aposteriorní pravděpodobnosti. Zmíňený p̌rístup má ovšem tu ne-
výhodu, že nejprve je třeba odhadnout apriorní pravděpodobnosti rozloženíp(W).

Jednodušší a efektivnější možnost kombinace obou metod spočívá v postupu,
kdy jsou nejprve pomocí MLLR odhadnuty nové hodnoty vektor˚u sťredních hod-
not, které jsou následně použity jako apriorní pro metodu MAP. Díky prvotnímu
použití MLLR pro jednotlivé regresní třídy tak mohou být adaptovány i modely
řečových jednotek, které nejsou obsaženy v adaptačních promluvách a které nemo-
hou být normálňe pomocí MAP adaptovány. Následným použitím metody MAP je
pak zarǔcena konvergence všech adaptovaných modelů k SD modelům.

4.3.3 Trénování s adaptací na mluv̌cího (SAT)

Metoda oznǎcovaná jako SAT (Speaker Adaptive Training - trénování s adaptací
na mluv̌cího) [Anastakos96] p̌redstavuje alternativní postup pro trénování akustic-
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kého modelu nezávislého na mluvčím. Je založena na hypotéze, že velká variabilita
(hodnoty rozptylů) akustické modelu nezávislého na mluvčím je způsobena dvěma
faktory - fonetickou odlišností jednotlivých hlásek a rozdílností hlasových charak-
teristik jednotlivých mluv̌cích z trénovací databáze, která nezávisí na informačním
obsahǔrečového signálu. Cílem SAT je tuto rozdílnost meziřečníky b̌ehem tréno-
vaní potlǎcit a vytvǒrit přesňejší akustické modely s menšími hodnotami rozptylů
- tzv. „kompaktní modely“(z anglickéhocompact model).

Metoda SAT je proto založena na základním předpokladu, že je možné roz-
dělit trénovací databázi promluv dle jednotlivých mluvčích. Pǒcet všech mluv-
čích se oznǎcuje symbolemN . Dále se p̌redpokládá, že promluvyX(n) jsou pro
každého mluv̌cího generovány jeho specifickým modelem respektive transformací
G

(n)(Φc), kde Φc oznǎcuje hledanékompaktníparametry, které, na rozdíl od
běžňe uvažovaných parametrů, nevystihují variabilitu hlasových charakteristik jed-
notlivých mluv̌cích. Jinaǩrečeno, transformaceG(n) mapuje kompaktní parametry
Φc na parametry závislé na konkrétním mluvčím podobňe, jako nap̌ríklad metoda
MLLR transformuje nǎrečníkovi nezávislé modely na modely konkrétního mluv-
čího. Množina optimálních transformací̂Θ = {Ĝ(1), Ĝ(2), ..., Ĝ(N)} charakteri-
zující jednotlivé mluv̌cí je p̌ritom v rámci SAT hledána současňe s modelyΦ̂c

(Φ̂c, Θ̂) = argmax
Φ,Θ

N
∏

n=1

p(X(n)|G(n)(Φc)). (4.35)

V praxi se v rámci metody SAT hledají optimální parametry vektorů sťredních
hodnot a rozptylů, ostatní parametry jsou odhadnuty klasicky metodou ML. Trans-
formace charakterizující jednotlivé mluvčí se hledá ve stejném tvaru jako v rámci
metody MLLR. Hledání optimálních parametrů je založeno naalgoritmu EM a
pomocná funkceQ(Φ̂c,Φc) má p̌ritom vzhledem k jednotlivým Gaussovým kom-
ponentám systému tvar

Q(Φ̂c,Φc) =

N,Tn,I,Mj
∑

n,t,j,m=1

ζ
(n)
t (j,m)logN(x

(n)
t |Â(n)µ̂c

jm + b̂
(n), Σ̂c

jm), (4.36)

kdeN(�) symbolizuje Gaussovo pravděpodobnostní rozložení dané komponenty.
P̌rímá maximalizace funkceQ(Φ̂,Φ) vede na soustavu složitých nelineárních

rovnic. V praxi se proto používá postup, v jehož průběhu jsou jednotlivé optimální
parametry hledány postupně, p̌ričemž zbylé dosud neodhadnuté parametry jsou
fixovány. Nejprve se zafixují střední hodnoty a rozptyly kompaktního modelu a
odhadnou se jednotlivé transformace. Následně se op̌et zafixují rozptyly a pomocí
nalezených transformací jsou vypočítány nové sťrední hodnoty. V posledním kroku
jsou odhadnuty hodnoty rozptylů.

Vztahy pro odhad jednotlivých parametrů a transformací zapředpokladu dia-
gonálních kovariǎcních matic je možné najít v [Anastakos96]. Z výsledků uvede-
ných ve zmǐnovanémčlánku vyplývá, že SI (kompaktní) modely vytvořené uve-
deným způsobem dávají stejné výsledky jako modely natrénované metodou ML.
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Výhoda trénování metodou SAT se projeví až v přípaďe, že výsledný model adap-
tujeme na konkrétního mluvčího. Adaptovaný kompaktní model by měl totiž p̌ri
rozpoznávání dávat relativně cca o 10 procent lepší výsledky, než model vzniklý
adaptací standardního SI modelu.

4.3.3.1 Metoda FSA-SAT

Popsaná nejobecnější varianta metody SAT se v praxi příliš nepoužívá, nebot’ je
spojena s p̌rílišnými výpǒcetními a pam̌et’ovými nároky [Matsoukas97]. Mnohem
populárňejší je proto metoda označovaná jako FSA-SAT [Gales96]. Jak název na-
povídá, jedná se variantu metody SAT založenou na transformaci vektorů p̌ríznaků
- tedy užití metody MLLR s omezením (CMLLR). Celý proces estimace para-
metrů je pak jednodušší: pro každého mluvčího se nejprve vypǒcte transformǎcní
matice, pomocí které se transformují jeho adaptační promluvy a pomocí metody
ML se pak z transformovaných dat všech mluvčích odhadnou nové hodnoty para-
metrů kompaktních modelů. Ty se pak opět použijí pro nový výpǒcet jednotlivých
transformǎcních matic a celý uvedený postup se několikrát opakuje.

4.4 Metody založené na shlukování modelů mluv̌cích

Principem metod založených nashlukování (modelů) mluvčích (z anglického
Speaker Clustering- SC) je vytvǒrit ve fázi trénování systému několik sad mo-
delů pro různé skupiny (klastry respektive shluky) tzv.referenčníchmluvčích a
tyto sady modelů pak b̌ehem adaptace vhodně využít pro odhad parametrů modelu
neznámého mluv̌cího.

Nejjednodušší formou tohoto přístupu je aplikace na pohlaví závislých (gen-
der dependent - GD) modelů, které mohou být použity namístoSI modelů dv̌ema
způsoby. Jednak přímo pro rozpoznávání̌reči a pak jako apriorní p̌ri adaptaci (viz
kap. 6.3.5).

4.4.1 Trénovaní s výb̌erem mluvčích (SST)

Metoda SST (Speaker Selection Training - trénování s výběrech mluv-
čích) [Padmanabhan98] představuje limitní variantu technik založených na shlu-
kování mluv̌cích, nebot’ v rámci SST je každý shluk reprezentován právě jedním
refereňcním mluv̌cím. Adaptace na neznámého mluvčího probíhá ve dvou krocích:

1. Nejprve je proveden výběrN refereňcních mluv̌cích, jejichž data respektive
modely budou použity pro adaptaci.

2. Poté je vytvǒren finální adaptovaný model.

Oba uvedené kroky jsou podrobně rozebrány v následujících podkapitolách.



36 KAPITOLA 4. METODY ADAPTACE NA MLUV ČÍHO

4.4.1.1 Výb̌er referenčních mluvčích

Pro tento ú̌cel je možné použít celoǔradu různých strategií, z nichž dvě nejefek-
tivnější jsou popsány níže.

Pokud je k dispozici p̌repis adaptǎcních dat, at’ již p̌redem p̌ripravenýči vy-
tvořený rozpoznávǎcemřeči, je možné použít všechny modely referenčních mluv-
čích pro výpǒcet v̌erohodnosti, že právě daný model vygeneroval adaptační data, a
následňe vybrat skupinuN mluvčích, jejichž modely m̌ely věrohodnost nejvyšší.
V tomto p̌rípaďe je ovšem nutné b̌ehem trénování systému vytvořit SD modely pro
všechny refereňcní mluv̌cí. K tomuto ú̌celu se v praxǐcasto používá ňekterá z adap-
tačních metod (nap̌r. MAP či MLLR), nebot’ většinou není k dispozici dostatek dat
pro klasické trénování.

Pokud fonetický p̌repis k dispozici není vůbec, je možné založit hledání nej-
bližších mluv̌cích na metodách identifikaceřečníka. Pro tento ú̌cel bývají v̌etšinou
používány modely typu GMM (Gaussian Mixture Model - gaussovské mixturové
modely), které je op̌et nutné vytvǒrit pro všechny mluv̌cí p̌redem ve fázi trénování.

4.4.1.2 Tvorba adaptovaného modelu

Je-li vybrána skupinaN nejbližších mluv̌cích, existuje op̌et ňekolik možných způ-
sobů, jak vytvǒrit finální adaptovaný model.

V přípaďe, že jsou b̌ehem trénování SD modelů referenčních mluv̌cích ulo-
ženy okupǎcní věrohodnosti všech komponent, je možné sečíst komponenty mo-
delů N mluvčích s vahou, která pro každou komponentu každého mluvčího od-
povídá podílu, kde v̌citateli je v̌erohodnost daného komponenty daného mluv-
čího a ve jmenovateli je součet v̌erohodností této komponenty přes všechN mluv-
čích [Yoshizawa01]. Popsaný způsob je pak ekvivalentní s trénováním na datech
refereňcních mluv̌cích, p̌ričemž výhodou je, že tato data nemusí být distribuována.
Uvedený postup lze navíc použít, i když není k dispozici fonetický přepis adaptǎc-
ních dat neznámého mluvčího.

V přípaďe, že je fonetický p̌repis k dispozici (může být vytvořen ťreba i au-
tomaticky rozpoznávǎcem řeči), je vhodné založit kombinaci modelů na některé
z estimǎcních technik, nap̌ríklad metoďe ML či MAP. V tomto p̌rípaďe sečasto
kombinují pouze vektory středních hodnot, ostatní parametry modelů jsou nasta-
veny na hodnoty apriorního modelu (například nezávislého na mluvčím). Pro kaž-
dého mluv̌cího p̌ritom může být vypǒctena pouze jedna globální adaptační váha
nebo je možné použít regresní třídy.

Kombinaci vektorů sťredních hodnot metodou ML lze odvodit podobně
(viz [Huang02]) jako metodu MLLR. Uvažujme, že všechny komponenty všech
modelů jednotlivých refereňcních mluv̌cích jsou pro každého mluvčího rozďeleny
do ňekolika vzájemňe si odpovídajících regresních tříd. Regresní třídy p̌ritom mo-
hou být vytvǒreny binárním regresním stromem vypočteným z apriorního modelu.
Každý (m-tý) adaptovaný vektor středních hodnot náležící do jedné konkrétní re-
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gresní ťrídy, která obsahuje celkemM komponent, lze pak vyjádřit jako

µSA
m = Smλ, (4.37)

kde λ = [λ1, λ2, ..., λN ] je hledaný vektor váhových koeficientů aSm =
[µ1

m,µ2
m, ...,µN

m] je matice sestavená ze vzájemně si odpovídajících vektorů střed-
ních hodnot náležících jednotlivým referenčním mluv̌cím. Pro nalezení vektoruλ
pomocí metody ML se op̌et využívá algoritmus EM. FunkceQ(Φ̂,Φ) má vzhle-
dem k faktu, že hledáme nové vektory středních hodnot jako kombinaci vektorů
existujících, následující tvar:

Q(Φ̂,Φ) = c −
1

2

M
∑

k=1

T
∑

t=1

ζt(k)
[

(xt − Skλ)
′

Σ
−1
k (xt − Skλ)

]

, (4.38)

kde ζt(k) je okupǎcní pravďepodobnostní hustotak-té komponenty dané regresní
třídy. Ta je vypǒctena z adaptǎcních datX = [x1,x1, ...,xT ] neznámého mluv̌cího
pomocí apriorního (například SI) modelu s kovariǎcní maticíΣk. Roznásobením a
upravením rovnice 4.38 dostaneme

Q(Φ̂,Φ) = c −
1

2

M
∑

k=1

T
∑

t=1

ζt(k)
[

x
′

tΣ
−1
k xt

−2x
′

tΣ
−1
k Skλ + λ

′

S
′

kΣ
−1
k Skλ

]

. (4.39)

Maximum pomocné funkceQ(Φ̂,Φ) vzhledem k hledanému vektoru váhových
koeficientů najdeme tak, že nejprve vypočteme její derivaci dleλ

d

dλ
Q(Φ̂,Φ) = −

1

2
(2Uλ − 2v), (4.40)

kde

C =
M
∑

k=1

T
∑

t=1

ζt(k)S
′

kΣ
−1
k Sk (4.41)

a

d =

M
∑

k=1

T
∑

t=1

S
′

kΣ
−1
k ζt(k)xt. (4.42)

Položíme-li vypǒctenou derivaci rovnu nule, je možné přímo vyjáďrit vektorλ jako

λ = C
−1

d. (4.43)

Výhodou je, že odvozený vztah je výpočetňe mnohem jednodušší než rovnice pro
výpočet transformǎcní matice metodou MLLR.
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4.4.2 Trénovaní s adaptací a shlukováním mluv̌cích (CAT)

Metoda CAT (Cluster Adaptive Training - trénování s adaptací a shlukováním mo-
delů mluv̌cích) ve své podstatě p̌redstavuje zobecnění techniky SST. Adaptace na
neznámého mluv̌cího zde probíhá podobně. Nové hodnoty vektorů středních hod-
not jsou uřceny pomocí lineární kombinace vektorů středních hodnot náležících
modelům ňekolika tzv.„shluků“ respektive„klastrů“ či skupin mluv̌cích z tréno-
vací databáze. Váhové koeficienty pro zmíněnou kombinaci jsou pǒcítány metodou
ML. Ostatní parametry se neadaptují. Možnosti jak vytvořit a reprezentovat zmí-
něné shluky jsou p̌ritom v podstaťe dv̌e.

První jednodušší spočívá v rozďelení všech trénovacích promluv do několika
skupin. Následňe jsou pak pro každou skupinu (shluk) trénovacích promluv určeny
metodou ML vektory sťredních hodnot, p̌ričemž ostatní parametry jsou vypočteny
globálňe z celé trénovací databáze. Jednotlivé shluky jsou v tomto přípaďe repre-
zentovány p̌rímo svým modelem.

Ve druhém efektivňejším p̌rípaďe je každý shluk reprezentován pouze maticí
transformující parametry obecného tzv.„kanonického modelu”(z anglickéhoca-
nonical model) na modely daného shluku. Tento princip je obdobný jako u metody
SAT, kde se pracuje s obecným kompaktním modelem a množinou matic transfor-
mujících tento model na model odpovídající hlasovým charakteristikám každého
mluvčího z trénovací databáze. Stejně jako u SAT jsou pak i v rámci CAT hledány
tyto transformace a kanonický model najednou v jednom estimačním procesu.

Další informace o metoďe CAT a její podrobný popis lze nalézt v [Gales98-1].

4.4.3 Metoda vlastních hlasů (EV)

V rámci metody EV (EigenVoices - vlastní hlasy) [Kuhn96] je opět prováďena
pouze adaptace vektorů středních hodnot, tentokrát vážením tzv.„kanonických“
mluvčích(vlastních hlasů). Tito mluv̌cí, respektive jejich modely, jsou nalezeny
tak, že se nejprve vytvoří množina SD modelů pro všechny mluvčí z trénovací da-
tabáze a následně se všechny střední hodnoty všech vzniklých modelů uspořádají
do rozsáhlé matice, na kterou je nakonec aplikována PCA (Principal Component
Analysis - metoda hlavních komponent). Váhové koeficienty pro lineární kombi-
naci hlavních komponent (vlastních hlasů) výsledného rozkladu jsou pak nalezeny
metodou MLED (Maximum Likelihood Eigen-Decomposition) [Kuhn96]. Ta je
v principu identická s metodou používanou pro účel lineární kombinace v rámci
SST nebo CAT.

Výhodou metody vlastních hlasů je její schopnost pracovats velmi malým
množstvím adaptǎcních dat. Pro adaptaci stačí mít k dispozici pouze ňekolik
sekund promluvy. Metoda vlastních hlasů je proto vhodná pro rychlou adaptaci
menších systémů, pracujících s omezeným slovníkem. Bohužel je ale její imple-
mentace nárǒcná pro složiťejší systémy pracující s velkým počtem parametrů akus-
tického modelu. Krom̌e numerických problémů při aplikaci algoritmu PCA je pro
rozsáhlejší systémy složité také vytvořit prvotní sady SD modelů pro jednotlivé
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mluvčí.
Metoda EV se také ňekdy používá jako alternativní postup pro nalezení kano-

nického modelu v rámci techniky CAT.

4.5 Metody normalizace dle mluv̌cího

Většina doposud popsaných adaptačních metod m̌enila hodnoty parametrů Marko-
vových modelů tak, aby lépe vystihovaly charakteristikuřeči mluvčího, na ňejž se
systém adaptoval. Pro svoji funkci vyžadovaly fonetický přepis použitých adap-
tačních promluv a to at’ již vytvǒrený člověkemči automaticky rozpoznávačem
řeči.

Naproti tomu metody normalizace dle mluvčího pracují p̌rímo s p̌ríznakovými
vektory vypǒctenými zřečového signálu a p̌ri jejich použití často není nutné znát
obsah promluvy. Nejjednodušší formou tohoto přístupu je široce používaná metoda
oděcítání kepstrálního prům̌eru [Huang01], která má ale pouze malý normalizační
efekt.

4.5.1 Normalizace délky̌rečového traktu (VTLN)

Lepší výsledky než odečítáním kepstrálního prům̌eru lze dosáhnout aplikací me-
tody VTLN (Vocal Tract Length Normalization - normalizace délky řečového
traktu) [Zhan97]. Jejím cílem je potlačit ty rozdíly v řečových charakteristikách
různých mluv̌cích, které jsou způsobené rozdílnou délkou jejichřečového traktu.
Tato délka ovliv̌nuje zejména hodnoty formantových frekvencí, které jsou d˚uležité
při tvorbě zňelých hlásek.

f

f
′

f0

α = 1

α < 1,
menší délka (ženy)

α > 1,
větší délka (muži)

Obrázek 4.1:Metoda VTLN - p̌ríklad počástech lineární warpovací funkce.
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Princip metody VTLN tedy spǒcívá v nalezení optimální transformace stupnice
frekveňcní osy používané b̌ehem procesu parametrizace signálu, aby transformo-
vané pozice formantů daného mluvčího odpovídaly prům̌erným pozicím vypǒcíta-
ným univerzálňe p̌res velkou populaci různýcȟrečníků a tím i parametrům akus-
tického modelu natrénovaného nezávisle nařečníkovi. Místo slova transformace se
přitom v kontextu VTLNčasto používá pojem„borcení“ respektive„warpování“
(z anglickéhowarping) frekveňcní osy.

Warpovací funkce frekveňcní osy se obvykle definuje jako pǒcástech line-
ární (viz obr. 4.1) pop̌rípaďe bilineární (viz nap̌r. [Psutka06]) a to tak, aby nebylo
nutné uřcovat hodnoty transformovaných frekvencí mimo původní frekveňcní roz-
sah. V obou p̌rípadech je warpovací funkce

f
′

= wα(f) (4.44)

závislá na faktoruα, který je různý pro každého mluvčího. Cílem adaptace meto-
dou VTLN je práv̌e uřcení tohoto parametru na základě dostupných adaptačních
dat. Zlomová frekvencef0, p̌ri které se m̌ení sklon warpovací funkce, se přitom
volí tak, aby odpovídala minimálně frekvenci ťretího formantu mluv̌cího s teore-
ticky přesňe prům̌ernou délkoǔrečového traktu (α = 1).

V praxi se pro nalezení optimálního warpovacího faktoru používá neǰcasťeji
postup, b̌ehem kterého je v omezeném intervalu postupně měňena hodnotaα, vy-
počítávány nové vektory p̌ríznaků z adaptǎcní promluvy a následňe uřcována v̌ero-
hodnost, že dané příznakové vektory byly vygenerovány na mluvčím nezávislým
akustickým modelem. Warpovací faktor odpovídající nejvyšší dosažené hodnotě
věrohodnosti je pak pro daného mluvčího vybrán jako optimální. V p̌rípaďe, že
není k dispozici p̌repis adaptǎcní promluvy, lze pro uřcení optimálního warpova-
cího faktoru použít sadu GMM modelů natrénovaných pro různé hodnotyα.



KAPITOLA 5

M ETODY HODNOCENÍ

ÚSPĚŠNOSTI ROZPOZNÁVÁNÍ

ŘEČI A ADAPTACE

Hodnocení úsp̌ešnosti rozpoznávání̌reči

Pro ú̌cely definice velǐcin vyjaďrujících úsp̌ešnost adaptace na mluvčího je nejprve
třeba p̌ripomenout míry používané pro hodnocení úspěšnosti rozpoznávánířeči:

V přípaďe rozpoznávání spojité̌reči je textový výstup z klasifikátoru porov-
nán s refereňcním textem algoritmem DTW (Dynamic Time Warping - dynamické
borceníčasu) [Sakoe78], přičemž slova rozpoznaná správně jsou oznǎcena jako
HIT (H) a slova rozpoznaná špatně jako SUBSTITUCE (S). Slova, která v p̌repisu
chybí, jsou zahrnuta mezi DELECE (D). Ta, která v rozpoznaném textu naopak
přebývají, jsou oznǎcena jako INZERCE (I). Celkový pǒcet slov v refereňcním
textu pak bývá oznǎcován symbolemN . P̌ríklad porovnání refereňcního a rozpo-
znaného textu je znázorněn v tab. 5.1.

V přípaďe rozpoznávání izolovaných slov je situace jednoduší. Pouze se vyhod-
nocuje, bylo-li dané slovo rozpoznáno správně (HIT), nebo nikoli (pak jde o SUB-
STITUCI).

Pomocí výše definovaných veličin lze vypǒcítat ťri základní míry úsp̌ešnosti
rozpoznávání̌reči: přesnost (ACC - accuracy), korektnost (CORR - correctness)
a chybovost respektive procento chybně rozpoznaných slov (WER - Word Error
Rate).

Veličina WER uvádí procento slov, jež je nutné opravit, to znamená doplnit,
přepsat nebo smazat, aby bylo dosaženo referenčního textu. Je definována jako:

WER =
S + D + I

N
100 % (5.1)

ACC je doplňkem WER do 100 %:

ACC = 100% − WER (5.2)

CORR udává pouze procento správně rozpoznaných slov:

CORR =
H

N
100% (5.3)
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U uvedeného p̌ríkladu v tab. 5.1 vychází ACC=62,5 %, WER=37,5 % a
CORR=62,5 %.

reference: uložit ji můžeme teprve tehdy když jí -
rozpoznaný text: důležitý - můžeme teprve tehdy když jí od

ohodnocení: S D H H H H H I

Tabulka 5.1: Ukázka porovnání referenčního a automaticky rozpoznaného textu metodou
DTW.

Hodnocení úsp̌ešnosti adaptace na mluv̌cího

Úsp̌ešnost adaptace na mluvčího je posuzována dosaženým zlepšením veličiny
ACC nebočasťeji dosaženým snížením chybovosti systému (veličina WERR -
Word Error Rate Reduction). Zlepšení přesnostiči snížení chybovosti může být
přitom udáváno v absolutnícȟcíslech nebo může být vztaženo relativně k původní
hodnoťe neadaptovaného systému.

Výhodou relativní míry je to, že lépe vystihuje známý fakt, že je složiťejší zlep-
šit výsledky systému, jehož původní přesnost rozpoznávání je vysoká (respektive
chybovost nízká). Například zvýšit úsp̌ešnost rozpoznávání z 90 % na 95 %, abso-
lutně pouze o 5 %, se může zdát na první pohled jednodušší, než zvýšit úsp̌ešnost
systému z hladiny 50 % na 75 %, absolutně o 25 %, ǎckoli ve skutěcnosti je první
případ prǒrešení spíše o něco obtížňejší. Naproti tomu relativní zlepšení je v obou
případech 50 %.



KAPITOLA 6

PRAKTICKÉ ASPEKTY

ADAPTACE NA MLUV ČÍHO SE

ZNÁMOU IDENTITOU

Cílem této kapitoly je popsat praktické metody, které byly navrženy, použity a vy-
hodnoceny pro ú̌cely adaptace na mluvčího, jehož identita je v době rozpoznávání
jeho promluvy známa. Jde tedy například o uživatele diktovacího systému, který
má vytvǒren svůj uživatelský profil, jehož součástí je i adaptovaný akustický mo-
del.Řěc tak bude p̌redevším o metodácȟrízené adaptace, nebot’ jak již bylo nazna-
čeno, v p̌rípaďe, že je mluv̌cí během rozpoznávánířeči znám, je v̌etšinou možné
získat od ňej p̌redem akustická data, jejichž textový přepis může být p̌ripraven. To
lze v praxi zajistit nap̌ríklad tak, že každý uživatel diktovacího systému musí po
jeho instalaci p̌rečíst stejný text.

6.1 Vytvořený adaptační software

Jedním z prvních a důležitých cílů této disertační práce, jehož splnění zabralo ne-
máločasu, bylo vytvǒrit vlastní adaptǎcní software, který by mohl být distribuován
spolu s existujícími rozpoznávacími systémy vyvinutými naTUL, které jsou dlou-
hodob̌e používaný jednou konkrétní osobou. Jedná se především o systém MyVoice
pro hlasové ovládání počítǎce, systém MyDictate pro diktování izolovaných slov
a jeho obdobu pro diktování plynulé. Důvod pro vývoj vlastního softwaru je p̌ri-
tom ten, že programy používané pro adaptaci ve většiňe sv̌etových laboratǒrí mají
licenčně omezené použití (typicky například software HTK) nebo nabízejí pouze
omezené spektrum funkcí.

Jako první byl vytvǒren program obsahující vlastní implementaci Baum-
Welchova algoritmu pracujícího s modely fonémů, který je nedílnou soǔcásti v̌et-
šiny adaptǎcních metod. Následně byl tento program rozšířen o modul umož̌nující
prováďet adaptaci všech parametrů Markovových modelů metodou MAP.

Jako druhá p̌rišla nařadu metoda MLLR, která byla implementována tak, aby
bylo možné volit si ze ťrí alternativních forem regresního stromu:

1. binární regresní strom
Je vytvǒrený ze všech komponent všech stavů předloženého akustického
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modelu automaticky pomocí klastrování. Jako kritérium proklastrování je
použita Euklidovská vzdálenost mezi vektory středních hodnot jednotlivých
komponent.

2. expertní regresní strom
Je vytvǒrený z daného modelu na základě expertních znalostí o daném jazyce
- všechny fonémy daného jazyka mohou být například rozďeleny do ňekolika
skupin na záklaďe jejich fonetické podobnosti.

3. kombinace obou p̌redchozích způsobů
V tomto p̌rípaďe je ňekolik pǒcátěcních uzlů stromu vytvǒreno na záklaďe
expertních znalostí a tyto uzly jsou následně automaticky rozďeleny do bi-
nární struktury.

Kromě adaptace vektorů středních hodnot umož̌nuje výsledný software adap-
tovat metodou MLLR také hodnoty rozptylů dle vztahu 4.27. Numericky obtížný
výpočet inverzní matice ve vztahu 4.24 je přitom vyřešen aplikací metody SVD
(Singular Value Decomposition) dle [Press02].

6.2 Metody používané pro zpracování a modelování̌rečo-
vého signálu

V rámci Laboratǒre pǒcítǎcového zpracování se autor této práce podílel na celé
řaďe rozsáhlých experimentů na různých typech úloh, jejichžcílem bylo pokaždé
najít nejlepší možnou metodu pro zpracování a modelovánířečového signálu. Na
záklaďe výsledků všech experimentů pak byly stanoveny níže popsané standardy,
které se nyní používají ve většiňe systémů vyvíjených na TUL a byly proto apliko-
vány i v rámci všech experimentů prezentovaných v této disertační práci.

Zpracování a parametrizace signálu

Zpracování akustického signálu je prováděno standardňe metodou MFFC (Mel-
Frequency Cepstral Coefficients - melovské frekvenční kepstrální koefici-
enty) [Huang01], p̌ričemž použitý p̌ríznakový vektor obsahuje celkem 39 para-
metrů - prvních 13 MFFC koeficientů a jejich první a druhé diference. Vzorkovací
frekvence je 16 kHz.

Struktura používaných akustických modelů

Jako akustické modely slouží třístavové levopravé Markovovy modely̌ceských
monofonů [Nouza97-1] a ňekolika ruchů. Ťechto celkem 48 modelů obsahuje
v každém stavu maximálně 100 Gaussových komponent, přičemž jejich skutěcný
počet závisí pro každý stav na množství dat dostupných během trénování. Výstupní
pravďepodobnostní hustota každé komponenty je spojitá s diagonální kovariǎcní
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maticí. Trénovací̌rečová databáze obsahuje cca 50 hodin promluv namluvených
několika sty různými mluv̌cími.

Důvod, prǒc je akustické modelování založeno právě na monofonech s velkým
počtem komponent v každém stavu a nikoli na trifonech, které byměly být dle te-
oretických p̌redpokladů obecňe p̌resňejší, není ten, že by snad vytvořené systémy
a navržené adaptační metody nemohly s trifony pracovat, ale pouze dosažené ex-
perimentální výsledky. Za použití přesného jazykového modelu a rozsáhlého slov-
níku vychází chybovost rozpoznávání u většiny systému vyvinutých na TUL témě̌r
stejňe s monofony i trifony, a používat trifony, jejichž počet je mnohem v̌etší, roz-
poznávání s nimi pomalejší a adaptace náročnější, pak nedává žádný praktický
smysl.

6.3 Úloha rozpoznávání izolovaných slov

Dalším cílem disertǎcní práce bylo najít nejlepší adaptační techniku, kterou by
bylo možné prǒceštinu prakticky aplikovat v úloze rozpoznávání izolovaných slov
(IWSR - Isolated-Word Speech Recognition) a kterou by šla adaptace prováďet p̌ri
pevňe daném pǒctu speciálňe vybraných adaptačních slov, nebot’ tato konfigurace
nejvíce odpovídá charakteru uvažované úlohy a možným aplikacím (hlasové ovlá-
dání, diktování).

Pro tento ú̌cel bylo experimentováno s různými variantami dvou nejvýznam̌ej-
ších adaptǎcních p̌rístupů, metody MAP a metody MLLR. V rámci jednotlivých
experimentů byl použit diktovací systém vyvinutý v Laboratoři počítǎcové zpra-
cování na TUL [Nouza05]. Jeho slovník obsahoval 500 tisíc nejčasťejšíchčeských
slov a systém pracoval s unigramovým jazykovým modelem.

6.3.1 Navržená strategie tvorby sady adaptǎcních slov

Prvním úkolem bylo stanovit výše zmíněnou sadu adaptačních slov, na které by
mohlo být provedeno srovnání jednotlivých metod a která by se poté v jednotlivých
systémech pro adaptaci skutečně využívala. Obecňe p̌ritom platí, že slova by m̌ela
být do každé adaptační sady vybíraná dle následujících důležitých kritérií:

1. S ohledem na frekvenční analýzǔceského jazyka, aby byla pokryta nejčasťeji
se vyskytující slova.

2. Aby byly zastoupeny všechny uvažované fonémy v co nejrůznějším kon-
textu.

3. Aby byla zastoupena všechna důležitářídicí a klí̌cová slova daného systému.

4. Aby sada obsahovala také slova, která jsou jen obtížně rozpoznatelná, napří-
klad p̌redložky a spojky.

5. Aby vybraná slova byla pokud možno jednoduše a jednoznačně vyslovitelná.
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6. Aby celkový pǒcet slov byl co nejmenší, nebot’ není vhodné uživatele zby-
tečně obťežovat dlouhotrvajícím̌ctením slov.

V rámci provedených experimentů byl počet adaptǎcních slov nakonec nasta-
ven na hodnotu 300, protože namluvení uvedeného množství netrvá více než deset
minut a zárověn je 300 slov dostatěcných z hlediska množství dat potřebného pro
kvalitní adaptaci. Experimenty s různým množstvím adaptačních dat jsou obsahem
kapitol 6.3.7 a 6.4.1.

Aby adaptǎcní sada splňovala všechna výše uvedená kritéria, byly navrženy
dvě odlišné strategie, jak do ní přidávat slova:

Prvnístrategiezajišt’ovalapokrytí důležitých slov:

• Třikrát byla p̌ridána všechnǎceská slova obsahující pouze jeden foném, na-
příklad slovo “a”.

• Dvakrát byly p̌ridány všechny důležité̌rídicí povely daného systému, napří-
klad VYMAŽ_SLOVO.

• Ze slovníku rozpoznávače bylo vybráno ťricet slov s nejv̌etší frekvencí
výskytu (hodnotou unigramového faktoru) a větším pǒctem fonémů než
jedna.

Následňe byl navržen algoritmus zajištující pokrytí všech fonémů, p̌ričemž
slova byla podle tohoto algoritmu vybírána ručně:

Algoritmus zajištující pokrytí všech fonémů

krok1: Na všech doposud vybraných slovech byla spočítána četnost výskytu
jednotlivých fonémů a byl vybrán foném s nejnižší četností.

krok2: Do adaptační sady bylo přidáno slovo s nejvyšší frekvencívýskytu,
které zároveň nejvíce vyhovovalo všem třem následujícímpodmínkám:

1. obsahovalo daný monofon,

2. co nejvíce se lišilo od slov, která byla již v adaptační sadˇe obsažena,

3. mělo jednoznačnou a jednoduchou výslovnost.

Oba dva předchozí kroky byly poté opakovány tak dlouho, dokud nebylo vy-
bráno stanovené množství 300 slov.

Experimentální výsledky dosažené použitím vytvořené sady slov a různých
adaptǎcních technik jsou obsahem následujících kapitol 6.3.2 až 6.3.6. Cílem p̌ri-
tom bylo otestovat jednotlivé metody pro různé hodnoty jejich parametrů a ov̌ěrit,
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na jakouhladinu lze jejich aplikací snížit chybovost rozpoznávání. Při prezentaci
výsledků uvniťr textu je proto dána p̌rednost p̌rehledňejšímu souhrnnému grafic-
kému znázorňení, protože výsledky různých variant téže metody se od sebe větši-
nou lišíčíselňe jen vřádech desetin procenta, což je vzhledem k velikosti testovací
množiny málo významný rozdíl. Pro úplnost jsou přesto všechnǎcísla uvedena
v příslušných tabulkách v příloze v záv̌eru práce.

Experimenty 6.3.2 až 6.3.6 byly vyhodnoceny na testovací databázi obsahující
celkem 3929 slov, která byla namluvena 4 mluvčími - dvěma muži a dv̌ema ženami.
Každý nadiktoval dvǎclánky. Jeden se zam̌ěrením na sport a druhý na domácí
zpravodajství. Prům̌erná základní chybovost rozpoznávání při použití SI modelů
byla pro tyto mluv̌cí 14 %, p̌ričemž pro nejhoršíhǒcinila 21 % a pro nejlepšího
6,8 %. V testovací množiňe byli zastoupeni mluv̌cí s růzňe dobrou výslovností.
Pǒcet slov mimo slovník rozpoznávače byl p̌ri všech experimentech menší než
1 %.

6.3.2 Adaptace metodou MAP

První z provedených experimentů byl zamě̌ren na adaptaci metodou MAP. Adap-
tace byla prováďena s různou hodnotou váhového koeficientuτ , která byla stejná
pro všechny adaptované parametry všech komponent systému.
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Obrázek 6.1: IWSR - výsledky adaptace různých parametrů metodou MAP s odlišnými
hodnotami adaptǎcního váhového koeficientuτ .
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Adaptovány byly nejprve pouze vektory středních hodnot, poté střední hodnoty
a rozptyly a nakonec byla adaptace rozšířena i na váhové koeficienty jednotlivých
komponent. Jako apriorní byly použity parametry modelu nezávislého na mluv̌cím,
který byl natrénován metodou maximální věrohodnosti.

Výsledky experimentu jsou znázorněny na obr. 6.1 a podrobně uvedeny v p̌rí-
loze A.3. Byly vypǒcítány prům̌erem p̌res všechny 4 mluv̌cí. Ukazují, že adaptaci
lze p̌ri uvažovaném množství adaptačních dat prováďet pouze pro vektory střed-
ních hodnot a rozptyly. Rozšíření adaptace ze středních hodnot na rozptyly přitom
ale dává pouze zanedbatelně lepší výsledky. Naopak rozšíření adaptace i na váhové
koeficienty komponent vede ke zvýšení chybovosti rozpoznávání.

V souhrnu lze říci, že adaptací metodou MAP lze za použití 300 adaptačních
slov snížit procento chyb systému z hladiny 14 % na hladinu 9 %- tedy relativně
cca o 35 %. Adaptační váhový koeficientτ je přitom vhodné nastavit na hodnoty
v rozsahu 2 - 20, přičemž rozdíly pro jednotlivé hodnoty v uvedeném rozmezí lze
zanedbat.

6.3.3 Adaptace metodou MLLR

V pořadí druhý experiment byl zam̌ěren na adaptaci metodou MLLR. Adaptace
byla prováďena s použitím regresního stromu vytvořeného ťremi různými způsoby
tak, jak to umož̌nuje vytvǒrený adaptǎcní software:

1. Plňe automaticky - pomocí klastrování.

2. Poloautomaticky - první dva uzly byly inicializovány rozdělením všech
fonémů na hlásky a zbylé ruchy. Následně bylo op̌et aplikováno klastrování.

3. Expertňe - rozďelením všech modelů na 8 kategorií dle fonetické podobnosti.
Vytvořené kategorie jsou uvedeny v tab. 6.1.

skupina obsažené modely

samohlásky a,á,e,é...
znělé frikativy z,ž,v...

nezňelé frikativy s,š,f...
znělé explozívy b,g,d...

nezňelé explozívy p,t,t’...
zbylé hlásky k,l,m...

ruchy nádech, ehm...
ticho model ticha

Tabulka 6.1: Rozďeleníčeských monofonů do akusticky blízkých skupin.
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V prvních dvou p̌rípadech m̌el automaticky vytvǒrený strom různý pǒcet uzlů
od 1 do 256. V p̌rípaďe jednoho uzlu byla p̌ritom hledána pouze jedna společná
globální transformace pro všechny komponenty systému. Ve všech ťrech p̌rípadech
byly adaptovány nejprve střední hodnoty a poté byla adaptace rozšířena i na roz-
ptyly.
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Obrázek 6.2: IWSR - výsledky adaptace různých parametrů metodou MLLR při použití
několika typů regresních stromů.

Experiment byl vyhodnocen na stejné testovací databázi jako v p̌redchozí kapi-
tole a uváďené výsledky (viz obr. 6.2 a příloha A.1) byly op̌et vypǒcteny prům̌erem
přes všechny 4 testovací mluvčí. Zkratka “eMLLR” ve výsledném grafu odpovídá
varianťe MLLR, kdy byly všechny monofony rozděleny do 8 skupin a následně
byly adaptovány vektory středních hodnot. Zkratka “eMLLRr” pak označuje stejný
postup s tím, že adaptovány byly tentokrát i rozptyly.

Výsledky experimentu ukázaly, že metodou MLLR lze při uvažované adaptační
sadě dosáhnout jen zanedbatelně horších výsledků než metodou MAP. Chybovost
systému se opět podařilo snížit z hladiny 14 % na cca 9 %. Z jednotlivých zkouma-
ných variant MLLR dopadl nejlépe postup, při kterém byl použit plně automaticky
vytvořený binární regresní strom, přičemž počet uzlůstromu byl větší než 32.Pouze
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při této varianťe se navíc ukázalo vhodné rozšířit adaptaci i na hodnoty rozptylů.
U ostatních variant m̌elo toto rozší̌rení negativní vliv.

Z porovnání druhého sloupce (počet uzlů je osm) s variantou expertní MLLR
(celkový pǒcet uzlů je také osm) navíc vyplývá, že provedené ruční rozďelení
modelů do regresních tříd dává horší výsledky než automatický přístup pomocí
klastrování.

6.3.4 Adaptace kombinací metod MAP a MLLR

V rámci experimentu zam̌ěreného na kombinaci metody MAP a metody MLLR
bylo použito takové nastavení parametrů obou metod, kterédávalo v p̌redcho-
zích experimentech nejlepší výsledky. Nejprve tedy byla provedena adaptace meto-
dou MLLR za použití binárního regresního stromu, přičemž pǒcet uzlů regresního
stromu byl 128. Následně byly parametry transformované metodou MLLR pou-
žity jako apriorní pro metodu MAP, přičemž ta byla aplikována s různou hodnotou
adaptǎcního váhového koeficientuτ stejnou pro všechny adaptované parametry.

V první fázi byly uvedeným postupem adaptovány pouze střední hodnoty a
až poté i rozptyly. Z dosažených výsledků (tab. 6.2) vyplývá, žekombinace obou
přístupů nepřinesla v uvažované úloze žádné další významné zlepšení. Chybovost
adaptovaného systému je opět na hladiňe 9 %. I v tomto p̌rípaďe se ale jako pozi-
tivní ukázalo rozší̌rení adaptace ze středních hodnot i na rozptyly.

hodnotaτ
2 4 10 16 20 25 50 100

adaptované parametry

sťrední hodnoty 9,4 9,2 9,1 9,2 9,3 9,3 9,4 9,5
sťrední hodnoty + rozptyly 9,1 8,8 8,8 8,8 8,9 8,9 8,9 9,0

Tabulka 6.2: IWSR - WER [%] po adaptaci různých parametrů kombinací metod MAP a
MLLR při použití odlišných hodnot adaptačního váhového koeficientuτ (SI
WER = 14,0 %).

6.3.5 Vliv použití GD modelů jako apriorních parametrů

Cílem dalšího experimentu bylo ově̌rit, jakých výsledků lze dosáhnout, jsou-li jako
apriorní parametry pro adaptaci použity modely závislé na pohlaví mluv̌cího. Ty
by totiž měly odpovídat charakteristikám hlasu každého mluvčího více než mo-
dely nezávislé na mluv̌cím, které byly použity ve všech předchozích experimen-
tech. Experiment byl proveden s metodou MAP, metodou MLLR i použitím kom-
binace obou metod, přičemž ve všech p̌rípadech bylo použito nejlepší nastavení
jejich parametrů dle p̌redchozích experimentů. Metoda MAP tak byla aplikována
s váhovým koeficientem nastaveným na hodnotu 4, v rámci MLLR byl opět pou-
žit binární regresní strom se 128 uzly a při kombinaci obou metod byl adaptační
váhový koeficient nastaven na hodnotu 10.
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Výsledky experimentu jsou uvedeny v tab. 6.3. Symbol “r” zdeznǎcí, že adap-
tace byla pro danou metodou prováděna nejen pro vektory středních hodnot, ale
také pro rozptyly. Chybovost rozpoznávání za použití SI a GDmodelů p̌ritom byla
14 % respektive 12,6 %.

apriorní
MAP MAPr MLLR MLLRr MLLRaMAP MLLRaMAPr

parametry

SI 9,1 8,5 9,1 9,1 9,1 8,8
GD 9,1 8,6 9,1 8,9 8,7 8,5

Tabulka 6.3: IWSR - hodnoty WER [%] po adaptaci různými metodami za použití na po-
hlaví závislých (GD) a nezávislých (SI) modelů jako apriorních parametrů.

Z uvedených výsledků vyplývá, žeGD modely jako apriorní parametry mají
na výsledky adaptace v dané úloze pozitivní vliv, zejména p̌ri použití kombinace
metod MAP a MLLR.Dosažené zlepšení ovšem není velké.

Dále je možné konstatovat, že nejlepší výsledky lze při použití p̌redem p̌ripra-
vené sady 300 adaptačních slov dosáhnout aplikací metody MAP, a to at’ už sa-
mostatňe nebo v kombinaci s metodou MLLR. V tomto přípaďe je ovšem vhodné
zvolit jako apriorní parametry GD modely.

6.3.6 Vliv použité sady adaptǎcních slov

Ve všech p̌redchozích experimentech byla pro adaptaci použita sada 300 speciálňe
vybraných adaptǎcních slov (viz kap. 6.3.1). Cílem následujícího experimentu, pro-
vedeného na stejné testovací množině, bylo ukázat, jaký vliv má použití těchto slov
oproti adaptaci na b̌ežném textu.

Každý žečtyř testovacích mluv̌cích pro tento ú̌cel nadiktoval jeden novinový
text čítající 300 slov. Namluvená slova pak byla použita pro adaptaci různými me-
todami podobňe jako v p̌redchozím experimentu. Jako apriorní parametry byly po-
užity GD modely. Výsledky experimentu jsou uvedeny v tab. 6.4.

MAP MAPr MLLR MLLRr MLLRaMAP MLLRaMAPr

adaptǎcní
9,1 8,6 9,1 8,9 8,7 8,5

sada
novinový

9,1 9,1 9,3 9,5 9,3 9,5
článek

Tabulka 6.4: IWSR - porovnání hodnot WER [%] po adaptaci založené na použití běžného
textu a speciálňe p̌ripravené sady adaptačních slov.

Z výsledků vyplývá, žepoužití speciálně vybraných slov vede u všech metod
k lepším výsledkům. U kombinace metod MAP a MLLR dokonce o celé jedno pro-
cento. V p̌rípaďe použití b̌ežného textu chybovost systému neklesla ani v jednom
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přípaďe pod hranici 9 %. Zárověn se v tomto p̌rípaďe ukázalo, že není vhodné pro-
váďet adaptaci rozptylů. Výsledky jsou pak horší, než když jsou adaptovány pouze
vektory sťredních hodnot.

6.3.7 Adaptace na mluv̌cího s vadouřeči

Důležitou aplikǎcní oblastí, kde nacházejí metody adaptace své uplatnění, je bez-
pochyby problematika adaptace na hlas mluvčích s vadoǔreči. Ne že by snad tito
mluvčí byli typickými uživateli systémů rozpoznávánířeči, spíše naopak, ale pro-
blémy s výslovností se bohuželčasto vyskytují u motoricky handicapovaných lidí
(nap̌ríklad quadruplegiků), pro které může být rozpoznávánířeči velice užitěcné.
Problém se špatnou výslovností nastává například u osob, jejichž handicap je spo-
jen se zvýšeným svalovým napětím v ťele, které negativňe ovlivňuje i funkci jejich
řečových orgánů. Následující experiment (viz obr. 6.3 a příloha A.2) proto uka-
zuje, jakých výsledků lze pomocí adaptace dosáhnout právě u osob s motorickým
handicapem doprovázeným mírnou vadouřeči.
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Obrázek 6.3: IWSR - porovnání úsp̌ešnosti adaptace na mluvčího se standardní výslov-
ností a handicapované osoby s vadouřeči.
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Experiment byl proveden na základě zvukových záznamů získaných od han-
dicapované dívky, která již více než dva roky úspěšňe pracuje se systémem My-
Voice [Nouza05-1] pro hlasové ovládání počítǎce, a handicapovaného chlapce,
který již několik měsíců testuje obdobný software pro hlasové diktování do počí-
tače [Cerva07]. Charakterřeči dívky (quadruplegǐcky) lze oznǎcit jako dýchavǐcný
vlivem nedostatěcné funkce plic. U chlapce se při vyslovování jednotlivých slov
negativňe projevuje zvýšená svalová tenze.

Použité nahrávky byly zaznamenány během praktického používání obou zmí-
něných programů pomocí funkce automatického ukládání nahrávek. Následňe byla
provedena jejich analýza a fonetický a textový přepis. Celkem tak bylo pro adaptaci
na každého z mluv̌cích p̌ripraveno až 1300 slov a dalších 1500 slov bylo použito
pro testování. Adaptace byla provedena použitím kombinacemetod MAP a MLLR,
GD modelů jako apriorních parametrů a adaptovány byly pouze sťrední hodnoty.

Pro srovnání byl experiment s diktovacím systémem provedeni pro mluvčího
s prům̌erňe dobrou výslovností. U systému hlasového ovládání není třeba za b̌ež-
ných okolností žádnou adaptaci provádět, nebot’ chybovost systému je díky cha-
rakteru úlohy standardně nižší než 3 %.

Z výsledků experimentů je patrné, žechybovost rozpoznávání u mluvčích s va-
dou řeči klesá s rostoucím množstvím adaptačních dat pomaleji než u mluvčích se
standardní výslovností. Zatím co pro adaptaci v diktovacím systému lze pro běž-
ného mluv̌cího použít 300 až maximálně 500 slov, v p̌rípaďe handicapované osoby
je ťreba slov 1000. Rovňež u jednoduššího systému MyVoice byla chybovost do-
statěcně snížena až po použití více než 600 slov.U obou handicapovaných osob
došlo k vysoké relativní redukci chybovosti. U systému MyVoice z hladiny 17 %
na hladinu 5 % (tedy o 70 %), u diktovacího systému z 19 % na 11 % (o více než
40 %).

Celkov̌e lze tedy̌ríci, že adaptace má pro osoby s vadouřeči větší význam než
pro ostatní mluv̌cí. Bohužel ji ale nelze použít v případech, kdy jěreč dané osoby
až p̌ríliš nesrozumitelná.

6.3.8 Adaptace na mluv̌cího a mezijazyková adaptace

Cílem posledního experimentu provedeného v rámci úlohy rozpoznávání izolova-
ných slov je ukázat (spíše pro zajímavost), jak lze pomocí adaptace na mluv̌cího
zlepšit výsledky systému, v kterém jsou v průběhu rozpoznávání používány akus-
tické modely natrénované původně pro odlišný jazyk, a jehož slovník vznikl pouze
namapováním těchto původních modelů na fonémy daného nového jazyka. V rámci
této disertǎcní práce je takový systém označován jako systém vzniklýmezijazyko-
vou adaptací(z anglickéhocross-lingual adaptation).

První experiment (viz tab. 6.5) byl proveden na systému hlasového ovládání
MyVoice, který byl pokusňe transformován tak, aby umožňoval hlasové ovládání
handicapovaným osobám i ve španělštiňe, p̌ričemž v soǔcasné dob̌e probíhá jeho
transformace na praktičtější a nám bližší jazyk - slovenštinu. Přesný postup pro-
vedené transformace je pak popsán včlánku [Callejas07]. V rámci tohoto expe-



54 KAPITOLA 6. ADAPTACE NA ZNÁMÉHO MLUV ČÍHO

rimentu namluvil špaňelský rodilý mluv̌cí (dívka) špaňelskou obdobǔceské sady
300 adaptǎcních slov a dalších více než 1000 slov pro testování.

GD modely SA modely

WER [%] 9,0 3,4

Tabulka 6.5: IWSR - porovnání chybovosti španělské verze systému MyVoice (vytvoře-
ného mezijazykovou adaptací zčeštiny) p̌red a po adaptaci na mluvčího.

V rámci druhého složiťejšího experimentu (viz tab. 6.6) pak byla změ̌rena i
úsp̌ešnost adaptace v úloze rozpoznávání izolovaných slov s velkým slovníkem.
Pro tento ú̌cel byla rozší̌rena sada adaptačních slov na celkem 620 položek a bylo
nadiktováno 1200 nových slov pro testování. Experiment bylproveden s růzňe
velkým slovníkemčítajícím 10 až 146 tisíc nejčasťejších špaňelských slov.

počet slov ve slovníku 10 000 46 000 85 000 146 000

GD modely 56,2 49,8 49,5 49,0
SA modely 34,6 22,0 21,1 20,3

Tabulka 6.6: IWSR - porovnání hodnot WER [%] pro španělský diktovací systém (vytvo-
řený mezijazykovou adaptací zčeštiny) p̌red a po adaptaci na mluvčího.

Výsledky obou experimentů ukázaly, žeadaptace na mluvčího je v systémech
vytvořených mezijazykovou adaptací velice prospěšnárespektive tém̌ěr nezbytná,
nebot’kromě adaptace na charakteristiky konkrétního mluvčíhodochází i k adap-
taci na výslovnost daného jazyka. Tím pádem se podařilo velmi významňe sní-
žit chybovost rozpoznávání obou systémů (relativně cca o 60 %) až na hladinu,
která tém̌ěr odpovídá prům̌ernémučeskému mluv̌címu s neadaptovaným akustic-
kým modelem.

6.4 Úloha rozpoznávání plynulé̌reči

Po úloze rozpoznávání izolovaných slov byla další fáze experimentálního vývoje a
vyhodnocování zam̌ěrena na složiťejší úlohu rozpoznávání plynuléřeči. Cílem bylo
najít sadu nejvhodňejších technik pro adaptaci na mluvčího v systému pro plynulé
rozpoznávání̌reči (Continuous Speech Recognition - CSR), který byl vyvinutý pro
češtinu v Laboratǒri počítǎcového zpracování̌reči na TU v Liberci. Jeho slovník
obsahuje 312 490 nejčasťejšíchčeských slov a jazykový model je založen na vyhla-
zeném bigramovém modelu, který je vypočítán z textového korpusu obsahujícího
více než 3 GB textů. Zmíňený systém nachází své uplatnění zejména v rámci soft-
waru pro plynulé diktování a softwaru pro přepis mluvených zvukových záznamů,
nap̌ríklad televizních a rozhlasových pořadů.
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6.4.1 Porovnání úsp̌ešnosti vybraných metod

V pořadí první provedený experiment je opět zam̌ěren na srovnání jednotlivých
adaptǎcních metod, tentokrát ovšem v závislosti na množství použitých dat, pro-
tože vliv konkrétních parametrů jednotlivých metod na celkové výsledky je, po-
dobňe jako v p̌redchozí úloze, v prům̌eru jen velmi malý. Znalost závislosti jed-
notlivých metod na množství dat je navíc důležitá pro použití adaptace v systému
pro p̌repis televizních a rozhlasových pořadů, kde je pro jednotlivé mluvčí, na než
je prováďena adaptace, k dispozici velice rozdílné množství dat, která jsou navíc i
růzňe foneticky bohatá (viz kap. 7).

Experimenty byly provedeny pro metodu MAP, MLLR a kombinaciobou me-
tod, p̌ričemž jejich parametry byly vždy nastaveny na hodnoty, kterése ukázaly
jako nejlepší v p̌redchozích kapitolách. Adaptovány byly pouze střední hodnoty,
nebot’ pro adaptaci rozptylů nebyl ve všech testovaných případech k dispozici do-
statek dat a adaptační věty (b̌ežné novinové texty) navíc nebyly vytvořeny podle
žádných speciálních kritérií, což znamená, že v nich všechny fonémy nemusely být
dostatěcně zastoupeny.
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Obrázek 6.4:CSR - porovnání výsledků adaptace různými metodami pro r˚uzné množství
použitých adaptǎcních dat (od 0,5 do 15 min).
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Testovací databáze obsahovala celkem 1127 vět, které byly namluveny celkem
6 mluvčími. Pǒcátěcní úrověn chybovosti rozpoznávání při použití SI modelů se
pro jednotlivé mluv̌cí lišila v intervalu 9 % až 29 %. V testovací množině tak byli
opět zastoupeni mluv̌cí s růzňe kvalitní výslovností. Uvedené množství testovacích
vět obsahovalo více než 16 000 slov a délka všech vět dohromady byla 130 minut.

Výsledky experimentu (viz obr. 6.4 a příloha A.4) potvrdily teoretická ǒceká-
vání, žechybovost rozpoznávání lze při různém množství adaptačních dat snížit
nejvíce použitím metody MLLR a následnou aplikací metody MAP. Výhodou to-
hoto p̌rístupu je totiž skutěcnost, že modely neobsažené v adaptační promluv̌e jsou
adaptovány díky shlukování do regresních tříd v rámci metody MLLR a modely,
pro které je adaptǎcních dat dostatek, jsou následně adaptovány metodou MAP,
která zajišt’uje konvergenci k teoreticky nejlepšímu SD modelu. Nap̌ríklad při po-
užití 10 minut, které odpovídají v průměru cca 110 adaptaˇcním větám, byla chy-
bovost rozpoznávání snížena z hladiny 20 % na hladinu 15 %- tedy relativňe cca
o 25 %. Uvedené výsledky rovněž odpovídají výsledkům uváděným v [Huang01]
pro anglǐctinu a v [Železný01] prǒceštinu, i když zde jsou výsledky hůře porov-
natelné, nebot’ jako akustické modely byly používány trifony a tak hlavňe metoda
MAP dávala v principu horší výsledky.

Výsledky dále ukázaly, že ani u jedné z metod nemá příliš smysl použít v̌etší
množství dat než zmíněných 10 minut, nebot’ dodatečně dosažené zlepšení je pak
malé v porovnání s pracností namlouvání adaptačního textu. U metody MAP pak
jako u jediné došlo p̌ri použití malého množství dat (0,5 min) k mírnému zhoršení
rozpoznávacího skóre.

6.4.2 Redukce pǒctu komponent adaptovaného systému

Systém natrénovaný jako nařečníkovi nezávislý obsahuje většinou velké množství
komponent, jejichž ú̌celem je pokrýťrečové charakteristiky co největšího pǒctu
různých mluv̌cích, aby byl systém co nejrobustnější. Po adaptaci na konkrétního
mluvčího je ovšem pǒcet Gaussových komponent systému pro daného mluvčího
zbytěcně vysoký [Hui00], nebot’ prostor příznaků každého mluv̌cího je omezený
dle charakteristik jeho hlasu. Nabízí se proto možnost, zkusit omezit pǒcet kompo-
nent adaptovaného systému a tím ještě více snížit jeho chybovost popřípaďe pam̌e-
t’ové či výpočetní nároky.

V rámci této disertǎcní práce bylo pro redukci málo významných komponent
navrženo kritérium založené na použití Baum-Welchova algoritmu. Pro každou
komponentu každého stavu modelu je pomocí tohoto algoritmuna adaptǎcních
datech vypǒcítána okupǎcní věrohodnost, která vyjadřuje míru množství dat pou-
žitých pro adaptaci dané komponenty a zároveň i míru věrohodnosti, s jakou tato
komponenta pokrývá charakteristiky hlasu daného mluvčího. Výpǒcet okupǎcních
věrohodností všech komponent je nutné provést v rámci úlohyřízené adaptace
u většiny adaptǎcních technik a tento krok proto sebou nenese žádné zvýšené výpo-
četní nároky. Porovnáním vypočtené hodnoty okupační věrohodnosti dané kompo-
nenty s prům̌ernou hodnotou vypǒctenou p̌res všechny komponenty daného stavu
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lze pak nezávisle na množství dat určit, zda je daná komponenta pro daného mluv-
čího málo významná a zda může být odstraněna.

Matematicky lze kritérium pro odstranění m-té komponenty stavus daného
modelu vyjáďrit následovňe:

ζt(i,m) < λ ζ̄t(i,m) (6.1)

kdeζt(i,m) je okupǎcní věrohodnost dané komponenty vypočtená dle vztahu 3.21,
ζ̄t(i,m) je prům̌erná okupǎcní věrohodnost stavus vypočtená p̌res všechny jeho
komponenty aλ je heuristicky uřcená konstanta. Uvedené kritérium bylo experi-
mentálňe ov̌ěreno na testovací databázi z předchozí kapitoly.

V rámci prvního experimentu byly použity adaptované akustické modely obsa-
hující až 100 komponent v každém stavu. Jejich skutečný pǒcet závisel pro každý
stav na množství dat dostupných během trénování. U těchto modelů, s celkem
14328 komponentami, byla poté provedena redukce málo významných komponent
pro různé hodnotyλ až na úrověn systému, který byl natrénován s 64 komponen-
tami na každý stav a obsahoval celkem 9295 komponent.

V tab. 6.7 jsou dosažené výsledky porovnány s adaptovanými modely o 100
komponentách na stav. Uváděná redukce chybovosti rozpoznávání jerelativní .

hodnotaλ 0,03 0,05 0,06 0,07 0,08 0,1 0,2 1,0
počet komponent 9260 9023 8920 8835 8667 8524 7822 5089

relativní redukce
2,0 2,7 3,7 2,9 2,9 2,5 2,1 -8,8

WER [%]
redukce pǒctu

35,4 37,0 37,7 38,3 39,5 40,5 45,4 64,5
komponent [%]
red. výpǒcetního

2,2 2,4 2,3 2,6 2,9 2,8 3,7 7,7
času [%]

Tabulka 6.7: CSR - porovnání výsledků adaptovaného systému o 100 komponentách na
stav p̌red a po provedení redukce málo významných Gaussových komponent.

Z výsledků experimentu vyplývá, že chybovost systému s redukovaným po-
čtem komponent je nižší oproti původnímu adaptovanému systému relativňe jen
cca o 2,8%. Dosažené zlepšení je tedy malé, i když statisticky signifikantní na
hladiňe 5% (dle testu NIST MAPSSWE [NIST]). Největší p̌rínos redukce málo
významných komponent tak spočívá ve skutěcnosti, že výsledné modely mají cca
o 40 % méňe komponent a proto je potřeba i o 40 % méňe pam̌et’ové kapacity na
jejich uchování. To může být přínosné nap̌ríklad v systému pro p̌repis televizních
a rozhlasových pǒradů, který pracuje s modely několika set klí̌cových mluv̌cích.
Kromě toho vede redukce počtu komponent také k malému snížení výpočetní ná-
ročnosti b̌ehem rozpoznávání - cca o 3%.

V pořadí druhé tabulce (tab. 6.8) byly modely s redukovaným počtem kom-
ponent porovnány s modely, které byly natrénovány s 64 komponentami na stav
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a poté standardně adaptovány. Celkový počet komponent obou typů modelů byl
přitom tém̌ěr stejný.

hodnotaλ 0,03 0,05 0,06 0,07 0,08 0,1 0,2 1,0
počet komponent 9260 9023 8920 8835 8667 8524 7822 5089

relativní redukce
5,5 6,1 7,1 6,3 6,3 6,0 5,6 -4,9

WER [%]
redukce pǒctu

0,4 2,9 4,0 4,9 6,8 8,3 15,8 45,3
komponent [%]
red. výpǒcetního

1,3 1,5 1,4 1,7 2,0 1,9 2,8 6,9
času [%]

Tabulka 6.8: CSR - porovnání adaptovaného systému o 100 komponentách na stav po
provedení redukce málo významných komponent s adaptovanýmsystémem
o 64 komponentách na stav.

Z dosažených výsledků vyplývá zajímavý a přínosný záv̌er, že z hlediska
úsp̌ešnosti rozpoznávání je lepší vytvořit systém s v̌etším pǒctem komponent, ten
adaptovat a následně odstranit jeho málo významné složky, než adaptovat systém
s odpovídajícím nižším počtem komponent.

6.4.3 Porovnání efektivityřízené a něrízené adaptace

Kromě klasické úlohy̌rízené adaptace, kde byly praktické aspekty jednotlivých
metod zdokumentovány v předchozích experimentech, je cílem této kapitoly ově̌rit
také možnosti adaptace neřízené, protože pouze neřízené metody lze použít pro
adaptaci v komplexním systému pro přepis mluvených záznamů (viz. 7).

Cílem prvního experimentu je proto porovnat, jak se liší výsledky rozpoznávání
po použití adaptovaného modelu, který byl vytvořen řízenou a něrízenou adaptací
na stejných datech. Zatímco v prvním přípaďe byl tedy fonetický p̌repis adaptǎc-
ních dat vytvǒren rǔcně člověkem, ve druhém byl přepis nahrávek vytvǒren auto-
maticky pomocí rozpoznávače řeči, p̌ričemž b̌ehem rozpoznávání byl použit akus-
tický model nezávislý na mluv̌cím. Chybovost automaticky vytvořeného p̌repisu
byla cca 20 %, což znamená, že přepis p̌ribližně dvou slov z deseti byl zatížen
chybou, která mohla vést k vytvoření méňe p̌resného adaptovaného modelu.

Experiment (viz tab. 6.9) byl vyhodnocen za pomoci stejnéhorozpoznávacího
systému a na stejné testovací databázi 1127 vět jako v kapitole 6.4.1. Pro adaptaci
byla použita kombinace metody MAP a MLLR. Adaptovány byly střední hodnoty.

Výsledky experimentu byly p̌rekvapiv̌e dobré v tom smyslu, ženeřízenou
adaptací na stejných bylo dosaženo jen o málo horších výsledků než adaptací říze-
nou. Pro menší množství dat, cca do 5 minut, byla chybovost rozpoznávání stejná.
Až při použití většího množství dat se začala projevovat v̌etší p̌resnost p̌repisu vy-
tvořenéhočlověkem. Chybovost dosažená neřízenou adaptací se pak přestala sni-
žovat a naopak se s rostoucím množstvím dat zvyšovala.
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data [min] 0,5 1 2 4 5 7,5 10 12,5 15

řízená adapt. 18,0 17,3 16,9 16,4 16,1 15,6 15,4 15,2 15,1
něrízená adapt. 18,0 17,6 17,3 16,4 16,1 16,0 16,1 15,7 16,4

Tabulka 6.9: CSR - porovnání hodnot WER [%] po aplikaciřízené a něrízené adaptace při
různé množství použitých adaptačních dat.

6.4.4 Kombinaceřízené a něrízené adaptace

Dobré výsledky dosažené neřízenou adaptací v předchozím experimentu vedly
k myšlence, zkusit zkombinovat oba dva přístupy a snížit tak dále chybovost roz-
poznávání konkrétní neznámé promluvy (testovacích dat). Vprůb̌ehu dalšího ex-
perimentu tak byl nejprve pro každého mluvčího vytvǒren na 10 minutách rǔcně
přepsaných adaptačních dat model odpovídající jeho hlasovým charakteristikám.
Byla tedy aplikována klasická̌rízená adaptace. Následně byl vytvǒrený model po-
užit pro p̌repis různého množství testovacích dat, konkrétně jedné v̌ety až ňekolika
minut. Získaný p̌repis a původní adaptovaný akustický model byl pak použit pro
vytvoření nového modelu, adaptovaného na konkrétní použité množství testovacích
dat, který by m̌el dle teoretických p̌redpokladů ťemto datům více odpovídat svými
parametry. Tento dvojfázově adaptovaný model byl posléze použit pro druhý roz-
poznávací průchod, v rámci kterého byla mě̌rena chybovost rozpoznávání uvedená
v tab. 6.10.

testovací
jedna v̌eta 0,5 1 2 5 10

všechna data
data [min] daného mluv̌cího

WER [%] 17,7 17,4 17,2 17,1 16,8 16,6 16,4

Tabulka 6.10: CSR - chybovost systému při aplikaci řízené a následně něrízené adaptace.

Výsledky experimentu ukázaly, že navržený postup založený na kombinaci ří-
zené a neřízené adaptace nevede bohužel ani v jednom případě k dodatečnému
snížení chybovosti rozpoznávání. Model vytvǒrený dvoufázovou adaptací z SI mo-
delu, nejprvěrízeňe na adaptǎcních datech a pak ještě jednou něrízeňe na testova-
cích datech, dával při rozpoznávání dokonce horší výsledky, než model vytvořený
pouze jednofázovou neřízenou adaptací na adaptačních datech (viz p̌redchozí ex-
periment).

6.4.5 Adaptace na mluv̌cího a zvukový kanál

Cílem posledního experimentu provedeného v rámci úlohy rozpoznávání spojité
řeči je ukázat, že metody adaptace na mluvčího lze efektivňe použít nejen pro adap-
taci na hlasové charakteristiky, ale také na prostředí, v kterém mluv̌cí řeč pronáší,
či použité záznamové zařízení.

V rámci tohoto experimentu, jednalo se o jeden dílčí experiment z rozsáhlého
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testování provedeného pro firmu Olympus, byl použit diktafon umísťený jak ťesňe
před ústy mluv̌cího (konfigurace close-talk), tak i ve větší vzdálenosti, konkrétně
80 cm (konfigurace far-talk). Vybraný mluvčí pak v obou p̌rípadech nadiktoval 100
vět pro testování a dalších 100 vět pro adaptaci. Tyto v̌ety byly vytvǒreny poloauto-
maticky podle obdobných pravidel jako adaptační sada slov v rámci kapitoly 6.3.1,
přičemž důraz byl kladen na to, aby jednotlivé věty obsahovaly všechny fonémy
v co nejbohatším kontextu a zároveň jejich čtení něcinilo potíže.

P̌ri obou konfiguracích se akustické modely adaptovaly nejen na hlasové cha-
rakteristiky mluv̌cího, ale i na použité záznamové zařízení (využívající kompresi
zvuku), p̌renosovou cestu ovlivňenou zejména ve druhém přípaďe odrazy od okol-
ních objektů, a šum prostředí, v kterém nahrávání probíhalo. Jednalo se o kancelář
s ňekolika b̌ežícími pǒcítǎci. Jako adaptǎcní technika byla použita kombinace me-
tod MAP a MLLR a adaptovány byly střední hodnoty.

Výsledky experimentu jsou uvedeny v tab. 6.11, kde je chybovost dosažená po
použití adaptace na mluvčího porovnána s výsledky dosaženými pomocí Wiene-
rovy filtrace (zvýražnovánímřeči).

konfigurace
původní zvýražnování adaptace zvýražnovánířeči
systém řeči na mluv̌cího +adaptace na mluvčího

close-talk 18,9 18,5 9,7 9,5
far-talk 61,3 36,1 22,8 18,7

Tabulka 6.11: CSR - chybovost rozpoznávání [%] nahrávek z diktafonu před a po aplikaci
metod adaptace a zvýrazňování̌reči.

Ačkoli výsledky experimentu mají ze statistického hlediskajen malou vypo-
vídací schopnost, protože experiment byl proveden pouze pro jednoho mluv̌cího
a 100 v̌et, je z nich žrejmé, že metody adaptace na mluvčího lze skutěcně využít
i pro adaptaci na šum prostředí, použité záznamové zařízení a p̌renosovou cestu.
Pomocí adaptace se při konfiguraci far-talk podǎrilo snížit chybovost rozpoznávání
více než zvýražnovánímřeči - konkrétňe z hladiny 61 % až na hladinu 23%.



KAPITOLA 7

NAVRŽENÁ METODA ADAPTACE

NA MLUV ČÍHO S NEZNÁMOU

IDENTITOU

Výzkumné práce a experimenty provedené v předchozí kapitole ukázaly, žeřízenou
i něrízenou adaptací lze významně snížit chybovost rozpoznávánířeči u systémů,
kde je b̌ehem rozpoznávánířeči známa identita daného uživatele respektive mluv-
čího. Hlavním cílem této disertační práce proto bylo navrhnout metodu, která by
umožnila prováďet adaptaci také ve složitějších úlohách, kde není ve všech přípa-
dech b̌ehem zpracování̌reči známa identita jednotlivých mluvčích a je prakticky
nemožné ji uřcit automaticky. Jedná se například o úlohu automatického přepisu
parlamentních debat, sportovních utkáníči zpravodajských pǒradů (BNT - Broad-
cast News Transcription).

7.1 Navržená metoda dvoufázové neřízené adaptace

Adaptǎcní schéma navržené pro výše zmíněný ú̌cel (viz obr. 7.1 a člá-
nek [Cerva06]) vychází ze základního předpokladu, že z rozpoznávaného zvu-
kového záznamu, například televizních zpráv, je možné automaticky vytvořit po-
sloupnost kratších úseků (dále jensegmentů), které v ideálním p̌rípaďe obsahují
pouze promluvu jednoho mluvčího. Uvedený p̌redpoklad p̌ritom není v praxi ne-
splnitelný - je možné ho s jistou mírou přesnosti zajistit nap̌ríklad použitím metod
automatické detekce zm̌eny řečníka [Zdansky05]. Cílem navržené metody je vy-
tvořit pro každý segment daného záznamu co nejpřesňejší akustický model, který
by mohl být použit b̌ehem procesu rozpoznávánířeči.

Strǔcně lze princip funkce metody popsat následujícím způsobem:ve fázi tré-
nování systému je nejprve vytvořena množina modelů pro skupinu tzv.referenč-
ních mluvčích, pro které musí být k dispozici akustická data se známýmfonetic-
kým p̌repisem. Proces vlastní adaptace na každý segment je pak z hlediska teorie
adaptace něrízený a probíhá ve dvou fázích.

1. V rámciprvní fáze je nejprve na daném segmentu provedena automatická
identifikace neznámého mluvčího a jeho pohlaví. Na základě získaných vý-
sledků je pak z množiny všech referenčních mluv̌cích vybrána podskupina
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N mluvčích, ktěrí jsou k daném mluv̌címu akusticky nejblíže. Následně jsou
jejich modely lineárňe zkombinovány a výsledný model je použit během prv-
ního rozpoznávacího průchodu pro vytvoření fonetického p̌repisu segmentu.

2. V průb̌ehudruhé adaptǎcní fáze je získaný p̌repis využit pro výpǒcet p̌res-
nějších váhových koeficientů metodou ML a lineární kombinace modelů re-
fereňcních mluv̌cích je provedena znovu. Výsledkem je finální adaptovaný
model, který je následně aplikován b̌ehem záv̌erěcné fáze rozpoznávánířeči,
kdy je vytvǒren textový p̌repis segmentu.

Jednotlivé kroky uvedeného procesu jsou podrobně rozebrány v následujících
podkapitolách.

7.1.1 Postup tvorby modelů refereňcních mluvčích

Akustické modely jsou vytvǒreny pro všechny referenční mluv̌cí ve fázi trénování
systému. Krom̌e modelů typu HMM jsou natrénovány i modely typu GMM slou-
žící pro automatickou identifikaci mluvčích a pohlaví. Zatímco GMM modely jsou
natrénovány metodou ML, pro trénování Markovových modelův našem p̌rípaďe
nebyl, a ani obecňe většinou nikdy není, k dispozici dostatek dat. Tyto modely jsou
proto vytvǒreny pomocí adaptace kombinací metod MAP a MLLR.

P̌ri adaptaci jsou p̌ritom jako apriorní brány parametry modelů závislých na
pohlaví (GD) a adaptovány jsou vždy pouze střední hodnoty, protože pro adaptaci
ostatních parametrů není pro všechny mluvčí k dispozici dostatek dat. Samotné GD
modely jsou vytvǒreny v ňekolika iteracích standardního trénování a liší se pro obě
pohlaví v pǒctu komponent, který závisí na množství dat použitých pro trénování
ženského a mužského modelu.

Modely typu HMM dvou referenčních mluvčích stejného pohlaví se tak od sebe
liší pouze v hodnotách vektorů středních hodnot. Ostatníparametry jejich modelů
jsou stejné a Gaussovy komponenty jejich modelů si vzájemně odpovídají.

7.1.2 Identifikace mluv̌cího a výb̌er nejbližších mluvčích

Identifikace mluv̌cího je založena na použití připravených GMM modelů. Pro kaž-
dého mluv̌cího je vypǒcítána v̌erohodnost, že jeho model vygeneroval daný seg-
ment. To samé je posléze provedeno i pro GMM modely reprezentující ob̌e pohlaví,
přičemž model s vyšší věrohodností uřcuje, zda je neznámý mluvčí mužči žena.
Chybovost detekce pohlaví uvedeným způsobem přitom byla b̌ehem všech prove-
dených experimentů okolo 1 %, což znamená, že vliv chybovosti detekce pohlaví
na celkové výsledky navržené metody je zanedbatelný.
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refereňcních
mluvčích
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řeči
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Obrázek 7.1:BNT - schématické znázornění navržené dvoufázové neřízené adaptǎcní metody.
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Na záklaďe výsledků všech modelů v procesu identifikace je pak vybrána sku-
pina celkemN mluvčích, ktěrí mají k danému neznámému mluvčímu nejblíže (je-
jich modely dosáhly nejlepšího skóre). Jejich pohlaví přitom musí být stejné jako
pohlaví, které bylo automaticky identifikováno. Tento požadavek p̌ritom není jen
přirozený, ale souvisí také s tím, že pouze modely mluvčích se stejným pohlavím
jdou zkombinovat, nebot’ mají stejnou strukturu. Liší se pouze ve sťredních hodno-
tách.

7.1.3 První fáze kombinace modelů

V rámci první adaptǎcní fáze není k dispozici žádná informace o fonetickém pře-
pisu rozpoznávaného segmentu a adaptace je proto v principuvelice obtížná. Ne-
může být použita žádná metoda maximalizující věrohodnost vygenerování dat mo-
delem a podobňe. Navržený postup adaptace je proto založen na jednoduché ale
robustní lineární kombinaci modelů referenčních mluv̌cích.

V literatǔre lze pro ú̌cely lineární kombinace bez znalosti fonetického pře-
pisu nalézt postup založený na použití okupačních v̌erohodností, které jsou spo-
čítány pro všechny komponenty modelů všech referenčních mluv̌cích b̌ehem tré-
nování [Yoshizawa01]. Použití této metody je ale v našem přípaďe nevhodné ze
dvou důvodů.

První spǒcívá v tom, že hodnoty okupačních v̌erohodností závisí i na množ-
ství použitých dat. Protože v našem přípaďe bylo pro jednotlivé mluv̌cí k dispozici
velice rozdílné množství trénovacích nahrávek, od osmnácti sekund až do deseti
minut, jsou hodnoty okupačních v̌erohodností stejných komponent různých mluv-
čích vzájemňe neporovnatelné. Druhý problém je ten, že při tvorbě SD modelů
mohla být díky nedostatku dat provedena pouze adaptace středních hodnot a ostatní
parametry jsou tedy pro všechny mluvčí jednoho pohlaví stejné a nemá smysl je
kombinovat.

Z těchto důvodů vychází navržená metoda lineární kombinacepouze z apriorní
informace o podobnosti neznámého mluvčího k jednotlivým refereňcním mluv-
čím a z informace o jeho pohlaví. Kombinovány jsou navíc pouze vektory sťred-
ních hodnot - ostatní parametry jsou zkopírovány z odpovídajícího GD modelu.
Tento způsob má dvě výhody: robustnost výsledného modelu je oproti adaptaci
rozptylů jiným způsobem vysoká a modely s rozptyly z GD modelů p̌ritom dávají
při rozpoznávání signifikantňe lepší výsledky než pouze SI modely (viz experiment
v kap. 7.2.1).

P̌red samotnou kombinací středních hodnot jsou modelyN nejbližších mluv-
čích sěrazeny dle dosažené věrohodnosti ve vzestupném pořadí a následňe je pro
n-tý model spǒcítána pouze jedna globální váha dle vztahu

λn =
n

∑N
j=1 j

(7.1)

Uvedená rovnice 7.1 zajišt’uje, že střední hodnoty nejbližšího mluvčího budou
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mít ve výsledném modelun-krát větší váhu než střední hodnoty mluv̌cího nejvzdá-
lenějšího, dále že

∑N
n=1 λn = 1 a zárověn λn > 0 ∀n.

Vytvořený adaptovaný model je následně použit b̌ehem prvního rozpoznáva-
cího průchodu pro vytvǒrení fonetického p̌repisu rozpoznávaného segmentu.

7.1.4 Druhá fáze kombinace modelů

Ve druhé adaptǎcní fázi je zužitkován vytvǒrený fonetický p̌repis pro op̌etovnou
kombinaci sťredních hodnot. Ostatní parametry jsou opět zkopírovány z odpoví-
dajícího GD modelu, protože jedenřečový segment neobsahuje dostatek dat pro
jejich p̌resnou adaptaci.

Tentokrát ovšem není určována pouze jedna globální adaptační váha, ale
všechny komponenty daného GD modelu jsou pomocí klastrování automaticky
rozďeleny do binárního regresního stromu. Stejně jsou rozďeleny i všechny kom-
ponenty všech modelů jednotlivých referenčních mluv̌cích. Kombinace modelů je
pak založena na metodě ML (viz kap. 4.4.1.2) a adaptační váhy jsou pǒcítány pro
různé úrovňe regresního stromu na základě aktuálňe dostupného množství dat.

Výsledkem druhé adaptační fáze je finální adaptovaný model, který je apli-
kován b̌ehem druhého rozpoznávacího průchodu, kdy je cílem vytvořit výsledný
textový p̌repis daného segmentu.

7.2 Hledání optimálních parametrů navržené metody

Hlavním volným parametrem popsané adaptační metody je bezpochyby počet refe-
reňcních mluv̌cích, jejichž modely se v obou adaptačních fázích mají zkombinovat.

Pro ú̌cely uřcení, v jakých mezích by se hodnotaN měla pohybovat, bylo pro-
vedeno ňekolik sad experimentů na vývojové̌rečové databázi. Ta obsahovala 2
hodiny dlouhý zvukový záznam parlamentní debaty nahraný z televize, který byl
ručně (pro jednoduchost vyhodnocení) rozdělen do celkem 225̌rečových segmentů
tak, že každý segment obsahoval pouze promluvu jednoho mluvčího. Všechny seg-
menty dohromady obsahovaly celkem 13624 slov.

Pro rozpoznávání̌reči byl použit stejný rozpoznávací systém jako v předchozí
kapitole s tím, že jazykový model byl tentokrát vytvořen adaptací původního mo-
delu na textovém korpusu záznamů z parlamentu [Nouza05-2]tak, aby výchozí
rozpoznávací skóre bylo z hlediska jazykového modelování co nejp̌resňejší.

Rovňež akustický model byl natrénován na stejnéřečové databázi jako v před-
chozí kapitole, takže b̌ehem trénování nebyly použity žádné zvukové nahrávky
parlamentních debat. Stejný byl i postup parametrizaceřečového signálu.

Řěcová databáze použitá pro trénování všech typů akustických modelů obsa-
hovala nahrávky od více než 1000 různých mluvčích. Z nich bylo vybráno cel-
kem 500 refereňcních mluv̌cích (190 žen a 310 mužů), u kterých byla jednoznačně
známa identita a pro které bylo k dispozici alespoň 18 sekund promluvy. Pro tyto
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mluvčí pak byly pomocí adaptace vytvořeny SD, respektive přesňeji SA, akustické
modely.

7.2.1 První adaptǎcní fáze

V rámci první adaptǎcní fáze bylo experimentováno s několika různými p̌rístupy
pro kombinaci vektorů středních hodnot:

1. Metoda navržená v této práci - lineární kombinace dle vztahu 7.1, p̌ričemž
byla prováďena identifikace pohlaví a SD modely referenčních mluv̌cích
byly vytvořeny adaptací z GD modelů.

2. Stejný postup jako v předchozím p̌rípaďe s tím, že byly kombinovány modely
refereňcních mluv̌cích s různým pohlavím, které byly vytvořeny adaptací
z SI modelů.

3. Lineární kombinace dlěclánku [Yoshizawa01] na základě použití statistik
uložených b̌ehem tvorby SD modelů s tím, že opět nebylo bráno v úvahu
pohlaví refereňcních mluv̌cích.

Výsledky všech experimentů jsou uvedeny v tab. 7.1, která ukazuje chybovost
rozpoznávání dosaženou zmíněnými postupy pro různé hodnotyN . Chybovost roz-
poznávání s SI a GD modely přitom byla 26,8 % respektive 24,75 %.

hodnotaN 5 25 50 75 100 150 190

navržená metoda 24,45 23,77 23,83 24,10 24,02 24,19 24,39
2. strategie 24,78 24,39 24,56 24,67 24,74 24,48 24,61
3. strategie 25,61 25,51 25,50 25,81 26,13 26,02 26,09

Tabulka 7.1: BNT - chybovost [%] p̌repisu parlamentních debat pro různé hodnotyN a
použité metody kombinace modelů během první adaptační fáze.

Z tabulky 7.1 vyplývá, že nejv̌etšího snížení chybovosti se podařilo dosáhnout
pouhým použitím GD modelů - z 26,80 % na 24,75 %, tedy postupem, kdy nebyla
prováďena identifikace mluv̌cího, ale bylo pouze detekováno jeho pohlaví. Kombi-
nace vektorů středních hodnot m̌ela za následek už jen menší, ale stále statisticky
signifikantní (dle metodiky [NIST]) dodatečné snížení chybovosti, zejména pro
hodnotyN okolo 25.

Ze srovnání první a druhé použité metody je dále zřejmé, že chybovost rozpo-
znávání může být snížena pouze v případech, kdy je skupinaN refereňcních mluv-
čích vybrána s ohledem na automaticky identifikované pohlaví a kdy jsou modely
refereňcních mluv̌cích vytvǒreny adaptací z GD modelů.

Z porovnání prvního a třetíhořádku je pak možné dojít k závěru, že navržená
metoda dává signifikantně lepší výsledky než metoda založená na použití statistik



7.3. EXPERIMENTÁLNÍ VYHODNOCENÍ 67

akumulovaných b̌ehem procesu tvorby jednotlivých SD modelů. Výhodou navr-
žené metody je navíc skutečnost, že není třeba žádné statistiky ukládat a že adap-
tace je díky použití jedné globální váhy rychlejší.

Kromě prezentovaných přístupů pak byly experimentálně odzkoušeny i další
metody pro jednoduchou kombinaci vektorů středních hodnot, navržená metoda
založená na identifikaci mluvčího, respektive podobnosti v akustickém prostoru,
dávala ovšem vždy nejlepší výsledky.

7.2.2 Druhá adaptǎcní fáze

Další sada provedených experimentů byla zamě̌rena na vyhodnocení druhé adap-
tační fáze. Cílem bylo porovnat použitou techniku kombinace metodou ML s ne-
řízenou adaptací metodou MLLR. V přípaďe MLLR byl model vytvǒrený v první
fázi adaptace transformován za pomoci stejného binární regresního stromu, jako
byl použit pro ú̌cely kombinace. Výsledky experimentu jsou dokumentovány
v tab. 7.2.

hodnotaN 5 25 50 75 100 150 190

metoda MLLR 23,81 23,10 23,03 23,26 23,16 23,29 23,33
kombinace založená

23,39 22,45 21,78 21,58 21,49 21,02 20,83
na metoďe ML

Tabulka 7.2: BNT - chybovost [%] p̌repisu parlamentních debat pro různé hodnotyN a
použité metody adaptace během druhé adaptační fáze.

Výsledky dokazují, že kombinace vektorů středních hodnot referenčních mluv-
čích vede k lepším výsledkům než adaptace metodu MLLR, přičemž dosažené
zlepšení se zvyšuje s rostoucí hodnotouN . Je to z toho důvodu, že v přípaďe vyšší
hodnotyN je vybrán v̌etší pǒcet refereňcních mluv̌cích, pro které mohou být vy-
počítány optimální adaptační váhy. Výpǒcet vah metodou ML je navíc rychlejší
než výpǒcet transformǎcní matice u metody MLLR.

7.3 Experimentální vyhodnocení

7.3.1 Rǔcně segmentovaná data

Experimentální vyhodnocení navržené adaptační metody bylo nejprve provedeno
na rǔcně segmentovaných nahrávkách. Jednalo se o databázi nahrávek zpravodaj-
ských pǒradů pǒrízenou v rámci projektu COST278 [Vandecatseye04]. Konkrétně
byly použity 2 hodiny nahrávek zpravodajství zČeského rozhlasu, které obsaho-
valy 16 677 slov a 3 hodiny nahrávek televizních zpráv ze stanic Nova, Prima a
ČT1, které obsahovaly celkem 29 887 slov. Všechny nahrávky byly ručně rozďe-
leny do ňekolika stovek segmentů tak, aby obsahovaly pokud možno promluvu
pouze jednoho mluv̌cího.
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Tím, že databáze použitá pro tvorbu SD modelů referenčních mluv̌cích obsa-
hovala také nahrávky z televize a rozhlasu, nastala u některých vytvǒrených testo-
vacích segmentů situace, že daný mluvčí byl soǔcasňe zastoupen také v množině
refereňcních mluv̌cích. V tomto p̌rípaďe by pak výsledný adaptovaný model vznikl
kombinací i z SD modelu daného mluvčího, což by mohlo nadsazovat výsledky
metody. Pro zajištění maximální objektivity provedeného experimentu byla proto
v každé takové situaci daná osoba z databáze referenčních mluv̌cích dǒcasňe vy-
jmuta.

V rámci experimentu byl parametrN nastaven na hodnoty, které se ukázaly
jako nejlepší b̌ehem p̌redchozích experimentů na vývojové databázi. To znamená,
že b̌ehem první adaptační fáze byloN rovno 25 a ve druhé 190. Výsledky ex-
perimentu jsou uvedeny v tab. 7.3. Vyplývá z nich, žeaplikací navržené metody
lze snížit chybovost automatického přepisu oproti použití SI modelů relativně cca
o 20 %. Toto číslo lze považovat za velmi dobré z toho důvodu, že adaptace byla
prováďena něrízeňe pro každý segmen, přičemž délka jednotlivých segmentů se
lišila v rozmezí ňekolika jednotek až ňekolika desítek sekund.

typ pǒradu SI modely SA modely
relativní snížení
chybovosti [%]

oproti SI modelům

rozhlasové zprávy 19,45 15,03 22,7
televizní zprávy 22,96 19,04 17,0

Tabulka 7.3: BNT - chybovost p̌repisu různých pǒradů [%] po aplikaci celé navržené
dvoufázové adaptační metody.

Cenou za dosažené zlepšení je více než dvojnásobný výpočetníčas celého p̌re-
pisu, který je dán dvoufázovým rozpoznáváním. V přípaďe nutnosti rozpoznávat
rychleji, nap̌ríklad v online režimu kvůli titulkování, lze provádět pouze první
adaptǎcní fázi. Relativní dosažené zlepšení je pak zhruba poloviční a srovnatelné
nap̌ríklad s odlišnou metodu používanou v systému pro online indexaci vybraných
satelitních pǒradů [Liu05].

Významné zrychlení adaptace lze dosáhnout tím, že je v prvním rozpoznávacím
průchodu použit menší slovník, obsahující řádově jen desítky tisíc slov. Práv̌e na
tento aspekt se zam̌ěruje následující podkapitola, kde je navíc navržená metoda
otestována v reálném systému pro přepis mluvených zvukových záznamů, to jest
bez rǔcní segmentacěclověkem.

7.3.2 Reálný systém pro p̌repis zvukových nahrávek

Pro ú̌cely finálního ov̌ěrení navržené adaptační metody byl použit systém ATT
(Audio Transcription Toolkit) používaný v rámci Laboratoře pǒcítǎcového zpraco-
vánířeči pro p̌repis různých zvukových záznamů, nejčasťeji televizních a rozhlaso-
vých pǒradů. Testovací databáze obsahovala 4 televizní zprávy, které byly nahrány
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ze stanicČT1, NOVA, PRIMA aČT24. Jejich délka byla 90 minut a obsahovaly
dohromady 13 759 slov. Množina referenčních mluv̌cích ařečová databáze použitá
pro trénování GD modelů byla stejná jako v předchozí kapitole. Pouze jazykový
model byl od doby provedení předchozích experimentů aktualizován.

Použitá nejnov̌ejší verze systému ATT neprovádí segmentaci rozpoznávaného
zvukového záznamu, ale celý záznam je rozpoznáván jako celek s tím, že je v akus-
tickém signálu prováďena detekcěreči, pohlaví mluv̌cího a zm̌enřečníka. P̌ri nale-
zení zm̌enyřečníka není tedy proces rozpoznávání přerušen, nedojde k segmentaci,
ale pouze se aktualizuje akustický model. Rozpoznávánířeči je p̌ritom založeno
na Viterbiho časov̌e synchronním dekodéru a běží oproti detektoru akustických
změn s malým zpožďením.Výhodou zmíněného přístupu je skutečnost, že umož-
ňuje eliminovat chyby rozpoznávání vznikající v důsledku nepřesnosti automatické
segmentace. Bližší informace o popsané rozpoznávací strategii lze nalézt včlánku
[Zdansky07].

Chybovost modulu pro detekciřeči a pohlaví mluv̌cího byla na použité testo-
vací databázi 0,78 % respektive 1,19 %. Detektor změny mluv̌cího byl založen na
metoďe BINSEG [Zdansky06]. Nerozpoznal přibližně 13 % zm̌en mluv̌cího, které
měly být detekovány, a v 17 % všech detekovaných změn naopak ve skutečnosti
změna mluv̌cího nenastala.

Výsledky prvního provedeného experimentu jsou uvedeny v tab. 7.4. V rámci
experimentu byla zvlášt’ vyhodnocena adaptace po první a druhé fázi rozpozná-
vání řeči. Kromě identifikace mluv̌cích byla navíc p̌red první fází rozpoznávání
řeči prováďena také jejich verifikace. V přípaďe, že byl ňekterý mluv̌cí během ve-
rifikace p̌rijat, byl pro rozpoznávání̌reči v prvním průchodu použit p̌rímo jemu
odpovídající SD model. V opačném p̌rípaďe, když byli všichni refereňcní mluv̌cí
během verifikace zamítnuti, byl pro rozpoznávání použit GD model rozpoznaného
pohlaví. Pro úplnost zbývá dodat, že EER (Equal Error Rate) během verifikace
mluvčího byl 12,5 %.

1. fáze adaptace 2. fáze adaptace
adaptǎcní GD SD kombinace

MLLR
kombinace modelů

metoda modely modely modelů pomocí metody ML
WER [%] 21,30 21,1 20,86 21,65 18,73
rel. snížení

8,7 9,6 10,6 7,2 19,8
WER [%]

Tabulka 7.4: BNT - chybovost p̌repisu televizních zpráv po aplikaci navržené adaptační
metody v reálném systému pro přepis zvukových záznamů (SI WER =
23,34 %).

Z výsledků experimentů vyplývá, že použitím verifikace mluvčího nelze dosáh-
nout signifikantňe lepších výsledků než v přípaďe, kdy je prováďena pouze detekce
pohlaví. O ňeco lepší jsou výsledky v situaci, když že je namísto výběru jednoho
konkrétního modelu prováděna lineární kombinace modelů nejbližších mluvčích.

Znǎcně lepší výsledky pak p̌rináší lineární kombinace založená na znalosti fo-
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netického p̌repisu a metoďe maximální v̌erohodnosti.Dosažené relativní zlepšení
20 % je stejné, jako v případě manuálně segmentovaných dat. Naopak aplikace
metody MLLR dává v p̌rípaďe reálného neideálního systému horší výsledky, než
jednofázová adaptace.Vzhledem k chybovosti detekce změny mluvčího seproto
kombinace modelů nejbližších mluvčích jeví jako robustnější než metoda MLLR.

počet slov ve slovníku [tis.]
312 200 100 50 10

během první fáze rozpoznávání

WER [%] po 1. fázi rozpoznávání 23,34 27,28 29,01 32,84 55,26
WER [%] po 2. fázi rozpoznávání 18,73 18,76 19,00 19,08 19,03

Tabulka 7.5: BNT - úsp̌ešnost něrízené dvoufázové adaptace v závislosti na velikosti slov-
níku b̌ehem první fáze rozpoznávánířeči.

Poslední provedený experiment (viz tab. 7.5) ukazuje, jak závisí úsp̌ešnost na-
vržené adaptǎcní metody na velikosti slovníku použitého během první fáze rozpo-
znávání̌reči. V druhé finální fázi rozpoznávání byl vždy použit největší dostupný
slovník obsahující 312 tisíc slov.

Výsledky ukazují, žez pohledu chybovosti rozpoznávání výrazně horší fone-
tický přepis vede pouze k zanedbatelně malému snížení celkové úspěšnosti dvoufá-
zové adaptace. Rychlost celého přepisu je ovšem v případˇe použití menšího slov-
níku výrazně zvýšenaa nejv̌etší nevýhodu navržené metody, více než dvojnásobnou
výpočetní nárǒcnost, lze tak uvedeným způsobem témě̌r eliminovat.
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ZÁV ĚR

V
rámci této disertǎcní práce se autor zabýval metodami umožňujícími pro-
váďet řízenou i něrízenou adaptaci akustického modelu na mluvčího s p̌re-

dem známou i neznámou identitou.

Úloha adaptace na mluv̌cího se známou identitou

V rámci úlohy adaptace na mluvčího, jehož identita je v době zpracování jeho
promluvy známa, bylo cílem najít vhodný praktický přístup, jenž by umož̌noval
prováďet řízenou adaptaci v již existujicích systémech vyvinutých na TUL, které
jsou dlouhodob̌e používány jednou konkrétní osobou. Jedná se např. o systém pro
hlasové ovládání PČci diktování. Z tohoto důvodu byla navržena sada speciálních
adaptǎcních slov a byly provedeny srovnávací experimenty se známými a neǰcas-
těji používanými technikami - metodou MAP a metodou MLLR. Ty byly navíc
implementovány do podoby softwaru, jenž může být distribuován spolu s cílovým
rozpoznávacím systémem. Všechny experimentálně dosažené výsledky lze shrnout
následujícím způsobem:

V úloze rozpoznávání izolovaných slov lze při použití dostatěcného pǒctu spe-
ciálně vybraných adaptačních slov aplikovat ob̌e metody, p̌rípadňe jejich kombi-
naci, tém̌ěr se stejným výsledkem. Jako apriorní parametry je přitom výhodné po-
užít hodnoty modelů natrénovaných jako na pohlaví závislých. Adaptaci je možné
kromě vektorů sťredních hodnot provádět také pro rozptyly. Rozšíření na další para-
metry však již k lepším výsledkům nevede. Rozdíly v rámci jednotlivých metod lze
pro různé hodnoty jejich parametrů nastavených v rozumném rozmezí zanedbat.

Konkrétňe bylo použitím sady 300 adaptačních slov dosaženo zlepšení chybo-
vosti diktovacích systémů z hladiny 14 % na hladinu 8,5 % (tedy relativňe o 40 %).
Pǒcet slov ve slovníku klasifikátoru byl přitom 500 tisíc. Obdobných výsledků se
podǎrilo dosáhnout také u motoricky handicapovaných osob s vadou řeči - u dikto-
vacího systému došlo ke snížení chybovosti relativně o 40 % a v systému hlasového
ovládání PC pak dokonce o 70 %. Počet použitých adaptačních slov musel být ale
v obou p̌rípadech dvojnásobný.

Jako velice p̌rínosné se dále ukázalo použít stejnou techniku v systému vy-
tvořeném mezijazykou adaptací, kdy kromě adaptace na hlasové charakteristiky
konkrétníhořečníka dochází zároveň také k adaptaci na odlišnou výslovnost jed-
notlivých fonémů daného jazyka.

71
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V úĺoze rozpoznávání plynulé̌reči se jako jednoznǎcně nejlepší ukázalo pou-
žití kombinace metod MAP a MLLR, které dávalo nejlepší výsledky pro libovolné
množství adaptǎcních dat. I zde platí, že je výhodnější založit adaptaci na aprior-
ních modelech vytvǒrených trénováním zvlášt’ na mužských a ženských datech.
Optimální množství dat, jež by m̌elo být pro adaptaci použito, je přitom 10 minut.

V rámci provedených experimentů pak došlo při tomto množství dat ke snížení
chybovosti rozpoznávače z hladiny 20 % na hladinu 15 %, tedy relativně o 25 %.
Rozpoznávání p̌ritom probíhalo se slovníkem o 312 tisících položkách. Dálebylo
experimentálňe ov̌ěreno, že pǒcet komponent adaptovaného sytému je pro jednoho
konkrétního mluv̌cího v porovnání s SI modelem zbytečně velký a že málo vý-
znamné komponenty lze efektivně odstranit pomocí jednoduchého kritéria.

Kromě toho byla také provedena sada experimentů zamě̌rených na porovnání
účinnosti řízené a něrízené adaptace na stejných datech. Z dosažených výsledků
vyplynulo, že p̌ri menším množství dat (několik minut záznamů) je možné dosáh-
nout něrízenou adaptací jen o málo horších výsledků než adaptacířízenou.

Úloha adaptace na mluv̌cího s neznámou identitou

V rámci úlohy adaptace na mluvčího, jehož identita není v době zpracování jeho
promluvy známa, byla navržena vlastní dvoufázová neřízená adaptǎcní technika,
založená na principech metod CAT a SST. Jejím cílem je umožnit prováďet adap-
taci v komplexním systému pro přepis zvukových záznamů, zejména televizních a
rozhlasových pǒradů.

Jednotlivé fáze navrženého adaptačního schématu byly ově̌reny v celéřaďe
rozsáhlých experimentů na různých typech pořadů. V rámci ťechto experimentů
přitom byla použita krom̌e rǔcně segmentovaných dat i data zpracovaná reálným
přepisovacím systémem využívajícím modul automatické detekce zm̌enyřečníka.

Dosažené výsledky ukázaly, že pomocí navržené metody je možné snížit chy-
bovost p̌repisu různých pǒradů relativňe o 20 % a že nejv̌etší nevýhodu navržené
metody - dv̌e fáze rozpoznávání̌reči - lze částěcně eliminovat tím, že je b̌ehem
prvního rozpoznávacího průchodu použit jen velmi malý slovník obsahující pouze
deset tisíc slov. Navržená metoda navíc dávala lepší výsledky než něrízená adap-
tace pomocí MLLR a ukázala se oproti ní i robustnější vzhledem k chybovosti
modulu detekce zm̌enyřečníka.

Shrnutí přínosů k rozvoji v ědního oboru

V práci je

• podán jednotný výklad základních principů většiny používaných adaptač-
ních metod, zejména přístupů založených na přímé adaptaci akustického mo-
delu;

• formou spoluautorství vytvǒreno a anotováno několik menšícȟrečových da-
tabází pro ú̌cely testování adaptačních metod v různých úlohách - počínaje
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hlasovým ovládáním PC a konče úlohou p̌repisu televizních a rozhlasových
pǒradů

• navržen praktický postup, jak provádět adaptaci na mluv̌cího v úloze rozpo-
znávání izolovaných slov a plynuléřeči za p̌redpokladu, že je známa identita
mluvčího, jehož promluva je rozpoznávána;

• popsán postup tvorby speciální sady adaptačních slov, jejíž pomocí lze do-
sáhnout lepších výsledků než aplikací běžného textu;

• navržena metoda pro redukci málo významných komponent adaptovaného
systému a ov̌ěrena její ú̌cinnost;

• porovnána efektivita adaptace na mluvčího vřízeném a něrízeném režimu;

• experimentálňe ov̌ěrena možnost použití metod adaptace na mluvčího v dal-
ších netypických aplikacích, např. v systému vytvǒreném mezijazykovou
adaptací a pro ú̌cely adaptace na zvukový kanál;

• navržena nová metoda dvoufázové neřízené adaptace, která může být apli-
kována v p̌rípaďe, že není známa identita mluvčího, jehož promluva je zpra-
covávána;

• provedeno experimentální nalezení optimálních parametr˚u této metody na
vývojové řečové databázi;

• experimentálňe ov̌ěrena ú̌cinnost nové metody na rozsáhlé testovací databázi
v reálném systému pro přepis zvukových televizních a rozhlasových pořadů.

Shrnutí přínosů pro praxi

Všechny vytvǒrené programy a metody navržené v rámci této disertační práce na-
chází své uplatňení v reálných systémech vyvíjených v Laboratoři počítǎcového
zpracování̌reči na TUL. Jedná se například o systém MyVoice pro hlasové ovlá-
dání pǒcítǎce, který má v soǔcasné dob̌e již několik desítek uživatelů žradčeských
motoricky handicapovaných osob, a kde je adaptace na mluvčího klí̌cová zejména
pro osoby trpící vadoǔreči. Umož̌nuje jim totiž používat zmíňený systém a tím
i celý pǒcítǎc obdobným způsobem, jako s ním pracují běžní uživatelé. Dále je
možné adaptaci využít v systému MyDictate vyvinutém pro účely diktování po
slovech a jeho modernější obdob̌e vyvíjené v soǔcasné dob̌e pro diktát plynulý.

Kromě ťechto již klasických a například pro anglǐctinu b̌ežňe dostupných sys-
témů, lze implementované a navržené metody aplikovat i v komplexním systému
pro p̌repis zvukových nahrávek, který je možné použít pro monitorování televiz-
ních nebo rozhlasových kanálů, přepis rozsáhlých zvukových archivů nebo rozpo-
znávání parlamentních debatči záznamů ze soudních síní.
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DODATEK A

TABULKY

Úloha rozpoznávání izolovaných slov

počet uzlů regresního stromu 0 8 32 64 128 192
binární regresní strom: střední hodnoty

WER [%] 11,6 10,4 9,7 9,5 9,6 9,6
binární regresní strom: střední hodnoty a rozptyly

WER [%] 10,9 9,9 9,4 9,2 9,0 8,9
binární regresní strom s expertní inicializací: střední hodnoty

WER [%] 12,1 10,2 9,9 9,6 9,6 9,7
binární regresní strom s expertní inicializací: střední hodnoty a rozptyly

WER [%] 11,4 10,3 9,6 10,0 10,0 9,9

Tabulka A.1: IWSR - výsledky adaptace různých parametrů metodou MLLR při použití
několika typů regresních stromů (SI WER = 14,0 %).

počet
0 = GD model 50 150 300 500 750 1000 1300

adapt. slov
mluvčí se standardní výslovností: diktování

WER [%] 10,8 10,4 9,3 8,5 7,6 7,3 7,2 7,1
mluvčí s vadoǔreči: diktování

WER [%] 19,0 18,5 16,9 15,7 14,5 12,4 11,2 11,2
mluvčí s vadoǔreči: hlasové ovládání

WER [%] 17,0 9,9 8,0 6,8 5,7 4,8 4,7 4,6

Tabulka A.2: IWSR - porovnání úsp̌ešnosti adaptace na mluvčího se standardní výslov-
ností a handicapované osoby s vadouřeči.

83



84
D

O
D

AT
E

K
A

.
TA

B
U

LK
Y

hodnotaτ 2 4 6 8 10 12 14 16 18 20 25 50 100 500
sťrední hodnoty

WER [%] 8,9 9,1 9,1 9,2 9,3 9,5 9,6 9,8 10,0 10,0 10,3 10,9 11,8 13,1
sťrední hodnoty+rozptyly

WER [%] 8,8 8,7 8,9 9,4 9,3 9,4 9,6 9,7 10,0 10,0 10,4 10,9 11,7 13,1
sťrední hodnoty+rozptyly+váhové koeficienty jednotlivých komponent

WER [%] 10,9 11,5 11,8 11,9 12,7 12,8 13,1 13,3 13,6 13,8 14,2 15,0 16,1 13,1

Tabulka A.3: IWSR - výsledky adaptace různých parametrů modelů metodou MAP p̌ri odlišných hodnotách adaptačního váhového koeficientuτ (SI
WER = 14,0 %).
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Úloha rozpoznávání plynuléřeči

adaptǎcní
0,5 1 2 3 4 5 7,5 10 12,5 15

data [min]
metoda MAP

WER [%] 20,1 19,4 18,8 18,0 17,5 17,2 16,9 16,3 16,0 16,1
metoda MLLR

WER [%] 18,0 17,6 17,1 16,9 16,8 16,4 16,0 15,7 15,9 15,7
kombinace metody MAP a MLLR

WER [%] 18,0 17,3 16,9 16,6 16,4 16,1 15,6 15,4 15,2 15,1

Tabulka A.4: CSR - porovnání výsledků adaptace různými metodami pro r˚uzné množství
použitých adaptǎcních dat (SI WER = 19,9 %).


