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výše.
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Abstrakt

Tato práce řeš́ı všeobecný problém čekáńı ve frontě. Ćılem práce je navrhnout
systém, který na základě obrazové informace z videozáznamu fronty odhadne čekaćı
dobu zákazńıka. Tento problém byl řešen za pomoci objektového detektoru založeného
na konvolučńıch neuronových śıt́ıch Faster R-CNN a trackováńı pomoćı KCF trac-
keru. Ze zjǐstěných informaćı o časech pr̊uchodu a počtu čekaj́ıćıch je vypočten
odhad čekaćı doby. Vytvořené řešeńı je využitelné v optimálńıch podmı́nkách. Jeho
funkčnost záviśı na umı́stěńı kamery vzhledem ke scéně, velikosti scény a kvalitě
obrazu. Navržený systém by mohl pomoci ke zpř́ıjemněńı čekáńı ve frontě.

Kĺıčová slova: rozpoznáváńı obrazu, poč́ıtačové viděńı, neuronové śıtě, fronta, de-
tekce osob, čas čekáńı, trackováńı, objektový detektor, Faster R-CNN

Abstract

This work addresses common problem of queuing. The goal of the work is to propose
a system that estimates queuing time from video. The proposed solution is based
on convolutional neural network based object detector Faster R-CNN and KCF
tracker. The queuing time is then estimated based on knowledge of serving time per
person and number of waiting people. The proposed solution is usable in optimal
conditions. Its functionality depends on the position of the camera relative to the
scene, scene size and image quality. The proposed system could help to make waiting
in the queue more enjoyable.

Keywords: image recognition, computer vision, neural networks, queue, pedestrian
detection, waiting time, tracking, object detector, Faster R-CNN
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8.3.5 Odhad čekaćı doby . . . . . . . . . . . . . . . . . . . . . . . . 40
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AP pr̊uměrná přesnost
AR pr̊uměrná úplnost
mAP středńı pr̊uměrná přesnost
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ECCV European Conference on Computer Vision
SIFT Scale-invarient feature transform

9



Seznam obrázk̊u
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4.2 Porovnáńı metod objektové detekce [11] . . . . . . . . . . . . . . . . 20
4.3 Architektura R-FCN [12] . . . . . . . . . . . . . . . . . . . . . . . . . 21
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1 Úvod

Úloha detekce osob zaznamenává v souvislosti s rozvojem v oblasti samořiditelných
automobil̊u, robotiky a sledováńı osob bouřlivý vývoj. Zat́ımco klasické detekčńı
metody jako HOG dosahovaly na svou dobu dobrých výsledk̊u, za přelom v oblasti
detekce lze považovat až rozvoj konvolučńıch neuronových śıt́ı.

Ačkoliv jedno z prvńıch využit́ı konvolučńıch neuronových śıt́ı pro klasifikaci se
datuje do roku 1989, kdy Yann LeCun aplikoval výcevrstvou neuronovou śıt’ na
problém rozpoznáváńı ručně psaných č́ıslovek [2], výrazněji se začaly využ́ıvat po
roce 2012, kdy śıt’ AlexNet [3] dosáhla v soutěži ILSVRC o v́ıce než 10 procent nižš́ı
top-5 chyby než ostatńı soutěžńı vstupy. To bylo umožněno využit́ım grafických
procesor̊u.

Tato práce se zabývá návrhem prototypu systému, který by s využit́ım detekčńıch
algoritmů umožnil odhadnout čekaćı dobu ve frontě. Takový systém může významně
pomoci s optimalizaćı využ́ıváńı zdroj̊u v provozech jako jsou letǐstě, supermarkety,
menš́ı obchody a daľśı služby a t́ım zpř́ıjemnit zákaznický prožitek při udržeńı co
nejnižš́ıch náklad̊u. Jeho nasazeńı poč́ıtá s využit́ım stávaj́ıćıch kamerových systémů.
Ačkoliv podobné systémy již existuj́ı (viz kapitola 7), jedná se o komerčńı produkty.
Dokumentace těchto produkt̊u nenab́ıźı informace o technologii použité při imple-
mentaci, ani informace o úspěšnosti.

V rámci této práce jsou prozkoumány existuj́ıćı algoritmy, které jsou pro řešeńı
problému odhadu čekaćı doby z videozáznamu potřebné (8.2). Implementace těchto
algoritmů jsou následně otestovány a porovnány z hlediska přesnosti a výpočetńı
náročnosti. Za jejich využit́ı je implementován prototyp systému pro odhad čekaćı
doby(8.3).

Potenciál navrhovaného systému spoč́ıvá v široké škále provoz̊u, kde může být
uplatněn, vzhledem k relativně malým náklad̊um, které jsou s t́ım spojeny.

Kapitola 2 se zabývá formálńım vymezeńım fronty. V kapitole 3 jsou popsány
klasické př́ıstupy řešeńı úlohy detekce osob a v kapitole 4 jsou stručně představeny
neuronové śıtě a současné detekčńı algoritmy. Kapitola 5 popisuje použ́ıvané da-
tasety pro objektovou detekci. Knihovnami pro strojové učeńı se zaob́ırá kapitola
6.
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2 Teorie hromadné obsluhy

Za frontu můžeme obecně označit takový systém, ve kterém zákazńıci (osoby, požadavky,
automobily atp.) čekaj́ı na obsloužeńı omezeným množstv́ım obslužných uzl̊u (bezpečnostńı
pás, pokladna, hraničńı kontrola, čerpaćı stanice). Formálńım ukotveńım fronty
se zabývá odvětv́ı aplikované matematiky označované Teorie hromadné obsluhy.
Jeho ćılem je navrhnout takový systém, který optimalizuje množstv́ı prostředk̊u
nutné pro obsloužeńı zákazńık̊u. Ve svých závěrech vycháźı ze statistiky a teorie
pravděpodobnosti.

Zákazńıci mohou být obsluhováni podle několika r̊uzných kĺıč̊u - frontových
režimů. Nejběžněǰśı systém obsluhy je založen na principu FIFO - př́ıchoźı, který
čeká ve frontě nejdeľśı dobu je obsloužen nejdř́ıve. Fronta může být obsluhována
jako zásobńık LIFO (skladovaćı systémy). Posledńı př́ıchoźı je obsloužen jako prvńı.
Daľśım rozš́ı̌reńım těchto př́ıstup̊u může být zavedeńı priorit. Zákazńık s vyšš́ı priori-
tou je obsloužen přednostně (model použ́ıvaný na letǐst́ıch při bezpečnostńı kontrole
i boardingu). Pořad́ı obsloužeńı může také záviset na době jeho trváńı. Zákazńık,
jehož obsloužeńı bude trvat nejkratš́ı dobu, dostane přednost (expresńı fronty v
obchodech).

Frontu lze dále rozlǐsovat podle jej́ıho uspořádáńı vzhledem k obslužným uzl̊um.
Lze uvažovat frontu s jedńım uzlem obsluhy, kde má obsluha jednu fázi (např. droge-
rie), nebo v́ıce fáźı (např. automyčka). Daľśı typ fronty je fronta s v́ıce uzly obsluhy,
kdy zákazńık využije jakýkoliv uzel, který je právě nevyt́ıžený (např. čekáńı na
pisoáry).

”
Teorie front se snaž́ı popsat výkonnost systému obsluhy popsaného následuj́ıćımi

náhodnými veličinami: počet zákazńık̊u v systému, počet čekaj́ıćıch zákazńık̊u, čas
trváńı obsluhy zákazńıka, čas, po který uzel obsluhy neńı vyt́ıžený a čas po který
uzel obsluhy vyt́ıžený je.“ [4]

Pro popis a klasifikaci front se v teorii hromadné obsluhy využ́ıvá Kendallova
notace, která popisuje systém fronty pomoćı šesti znak̊u:

A/B/m/K/n/D (2.1)

• A - distribučńı funkce čas̊u mezi př́ıchody

• B - distribučńı funkce času obsluhy jednoho zákazńıka

• m - počet bod̊u obsluhy

• K - kapacita systému

12



• n - velikost populace

• D - režim fronty

Prvńı tři znaky jsou zadané standardně. Pokud nejsou zadané zbylé tři, předpokládá
se, že K a n jsou nekonečné. Výchoźı režim fronty D je FIFO.

Předpokladem funkce model̊u systémů hromadné obsluhy je, že vstupńı i výstupńı
tok požadavk̊u je stacionárńı proces s konzistentńı intenzitou, kde jsou intervaly
mezi př́ıchody spojitá náhodná veličina se stejným rozděleńım pravděpodobnosti.
Využ́ıvá se následuj́ıćı notace:

• λ - intenzita vstupńıho toku - středńı hodnota počtu vstupuj́ıćıch zákazńık̊u
za časovou jednotku

• µ - intenzita obsluhy - středńı počet zákazńık̊u obsloužených jednou linkou

• ρ = λ/µ - intenzita provozu

13



3 Klasický p̌ŕıstup detekce osob

Detekce osob v obraze je podmnožinou úlohy detekce objekt̊u v obraze. Tato kapitola
se věnuje krok̊um, které vedou k detekci. Tyto kroky jsou s obměnami společné všem
metodám detekce. V prvńım kroku jsou v obraze nalezeny kandidátńı oblasti, které
by potenciálně mohly obsahovat objekt. V daľśım kroku jsou źıskány př́ıznaky ob-
jekt̊u navržených prvńım krokem a na základě těchto př́ıznak̊u je určena př́ıslušnost
ke tř́ıdě. V př́ıpadě klasifikace do dvou tř́ıd tedy je objekt, a nebo neńı objekt.

Obrázek 3.1: Roura detekce osob v obraze

3.1 Hledáńı kandidátńıch oblast́ı

Kvalitńı metoda hledáńı kandidátńıch oblast́ı muśı splňovat následuj́ıćı podmı́nky.
Muśı být výpočetně rychlá. Důvod jej́ıho použit́ı je sńıžeńı počtu klasifikovaných
oblast́ı, protože klasifikace je standardně výpočetně náročná a je úzkým hrdlem
detekčńı roury. Zároveň muśı vést k co nejlepš́ı úplnosti, tj. nevynechávat skutečně
pozitivńı oblasti.

3.1.1 Posuvné okénko

Naivńı př́ıstup by znamenal pixel po pixelu posouvat všechny možné rozměry okénka
ohraničuj́ıćıho kandidátńı oblast. Takový př́ıstup by však znamenal velkou výpočetńı
zátěž a byl by př́ılǐs pomalý. Tento př́ıstup lze vylepšit na základě znalosti vlastnost́ı
hledaných objekt̊u. Je možné předpokládat určitou minimálńı a maximálńı velikost
objektu v obraze a nějakou konečnou množinu poměr̊u stran, které může hledaný
objekt mı́t (např́ıklad obdélńık s poměrem stran 1:3 bude reprezentovat osobu nebo
automobil sṕı̌se, než obdélńık s poměrem stran 1:20). Této metodě se ř́ıká posuvné
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okénko a i přes popsané úpravy generuje př́ılǐs velké množstv́ı kandidátńıch ob-
last́ı. Zároveň se nesprávně zvoleným poměrem stran a velikostmi hledaných oblast́ı
zvyšuje šance na ztrátu úplnosti nalezených objekt̊u.

3.1.2 Edge Boxes

Jednou z metod využ́ıvaj́ıćıch informace z obrazu je metoda Edge Boxes [5]. Algorit-
mus využ́ıvá rychlosti hledáńı hran v obraze metodou Structured Edge. Pomoćı po-
suvného okénka jsou následně ohodnoceny oblasti podle toho, jak uzavřenou hranu
obsahuj́ı – jaká je šance, že obsahuj́ı celý objekt. Tyto oblasti jsou následně pro-
filtrovány. V úloze detekce osob v obraze dosahuje podobně jako Selective Search
dobrých výsledk̊u [6].

3.1.3 Selective Search

Daľśı možnou metodou je Selective Search [7]. Algoritmus vyb́ırá pouze oblasti, v
nichž je pravděpodobné, že obsahuj́ı objekt. K tomu využ́ıvá segmentaci obrazu. Ob-
raz je segmentován podle hodnot v r̊uzných barevných prostorech, jak je popsáno
v [8]. Jednotlivé segmenty jsou označeny ohraničuj́ıćım obdélńıkem jako kandidátńı
oblasti. Následně jsou určeny podobnosti mezi sousedńımi regiony a dva sousedńı
regiony, které jsou si nejpodobněǰśı jsou sjednoceny. Tento hladový algoritmus se
opakuje, dokud neńı celý obraz jedńım regionem. Výsledkem je několikanásobně
menš́ı množstv́ı kandidátńıch region̊u, což znamená menš́ı výpočetńı náročnost kla-
sifikace. Zároveň tento algoritmus nestanovuje pevně daná měř́ıtka objekt̊u a poměry
stran, což znamená, že dosahuje lepš́ı úplnosti.

Obrázek 3.2: Lokalizace objekt̊u pomoćı metody Selective Search [7]

3.2 Extrakce p̌ŕıznak̊u

Poté, co jsou nalezeny kandidátńı oblasti je třeba z nich źıskat informace, které jsou
následně využity pro klasifikaci. Tedy určeńı př́ıslušnosti ke tř́ıdě.
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3.2.1 Haarovy p̌ŕıznaky

Haarovy př́ıznaky jsou př́ıznaky, které využ́ıvaj́ı charakteristických jasových rozd́ıl̊u
mezi oblastmi objektu. Pomoćı masek r̊uzných velikost́ı (3.3 klasifikátor źıskává in-
formace o př́ıtomnosti hran (a, b), nebo linek (c, d) v obraze. Nejznáměǰśı aplikaci
Haarových př́ıznak̊u je detektor Viola-Jones [9], který je primárně určen k roz-
poznáváńı obličej̊u. Úspěšnost klasifikace založené na Haarových př́ıznaćıch záviśı
na úhlu záběru a klasifikátor je málo robustńı v̊uči jasovým rozd́ıl̊um a natočeńı
objektu.

Obrázek 3.3: Haarovy př́ıznaky

3.2.2 HOG

Větš́ı úspěšnosti při detekci osob dosahuje metoda HOG (histogram orientovaných
gradient̊u). Metoda využ́ıvá informace o velikosti a směru změny intenzity jasu v
obraze. Na obraz je aplikován postupně Sobel̊uv hranový detektor s jádrem velikosti
1 pro vodorovné a svislé hrany. Následně je pro každý bod v obraze spoč́ıtána velikost
a směr gradientu podle vztahu:

g =
√
g2x + g2y (3.1)

θ = arctan
gy
gx

(3.2)

Obraz je poté rozdělen na čtvercové oblasti n × n. Jejich velikost je zvolena podle
velikosti objektu. V těchto čtverćıch je vypočten histogram gradient̊u, č́ımž se in-
formace obsažená v obraze významně zredukuje. Histogramy jsou následně norma-
lizovány v bloku k × k sousedńıch histogramů. Tyto bloky se vzájemně překrývaj́ı.
T́ım je doćıleno větš́ı robustnosti v̊uči nerovnoměrnému osvětleńı scény. Norma-
lizované histogramy jsou spojeny do finálńıho vektoru, který představuje vektor
př́ıznak̊u pro klasifikaci. Tato metoda je robustněǰśı v̊uči jasovým nerovnostem, ale
předpokládá vzpř́ımenou polohu osob a jejich dostatečnou viditelnost [10].

3.3 Klasifikace p̌ŕıznak̊u metodou SVM

Metoda podp̊urných vektor̊u SVM je metodou strojového učeńı s učitelem. Použ́ıvá
se ke klasifikaci. Podstata klasifikace spoč́ıvá v rozděleńı prostoru př́ıznak̊u na dva
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poloprostory, které obsahuj́ı data odlǐsných klasifikovaných tř́ıd takovým zp̊usobem,
který maximalizuje minimálńı vzdálenost bod̊u od děĺıćı nadroviny, kterou lze popsat
rovnićı

~w · ~x+ b = 0, (3.3)

kde ~w je normála děĺıćı nadroviny, ~x vektor př́ıznak̊u a b posun děĺıćı nadroviny od
počátku soustavy souřadnic. Maximalizace vzdálenosti prob́ıhá učeńım klasifikátoru
na trénovaćıch datech, u kterých je známa př́ıslušnost ke tř́ıdě. Výsledkem učeńı je
vektor ~w a bias b. Pomoćı jádrových funkćı lze použ́ıt SVM k nelineárńı klasifikaci
a existuj́ı modifikace metody pro klasifikaci do v́ıce tř́ıd. SVM je d́ıky rozvolňuj́ıćım
proměnným robustńı v̊uči šumu a dosahuje dobrých výsledk̊u na malých datech.
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4 Neuronové śıtě

4.1 Umělá neuronová śıt’

Umělá neuronová śıt’ je výpočetńı model, který je inspirován biologickou neuronovou
śıt́ı lid́ı a zv́ı̌rat. Je to systém, který se podobně jako mozek uč́ı vykonávat danou
funkci podle př́ıklad̊u, aniž by bylo třeba ho k tomu předprogramovávat. Umělá
neuronová śıt’ nacháźı uplatněńı v situaćıch, kde nestač́ı použ́ıt rozhodovaćı stromy
založené na jasně definovaných podmı́nkách.

Základńım stavebńım prvkem umělé neuronové śıtě je podobně jako u biologické
neuronové śıtě neuron. Každý neuron dokáže zpracovat vstupńı signál z jiných neu-
ron̊u a vyslat výstupńı signál dál. Schéma umělého neuronu popisuje obrázek 4.1.

Každý neuron přijme vektor vstup̊u ~x, který vynásob́ı vektorem vah ~w, k sumě
výsledku je přičten práh (bias). Výstup u je předán aktivačńı funkci. Aktivačńı
funkce představuje nelinearitu neuronové śıtě. Může být reprezentována např́ıklad
jednotkovým skokem, sigmoidou nebo funkćı ReLU. Výstup aktivačńı funkce y je
předán dále do śıtě. Funkci neuronu lze popsat následuj́ıćı rovnićı:

y = S(
N∑
i=1

(wixi) + b) (4.1)

Neurony jsou v neuronové śıti typicky uspořádány do vrstev. Mezi vstupńı a
výstupńı vrstvou se nacháźı skryté vrstvy. Śıt’ s alespoň jednou skrytou vrstvou se
nazývá v́ıcevrstvý perceptron (MLP). Pokud obsahuje model śıtě dvě a v́ıce skrytých
vrstev, jedná se o hlubokou neuronovou śıt’.

Procesem učeńı neuronové śıtě se rozumı́ hledáńı optimálńı sady parametr̊u mo-
delu, kterými jsou váhové vektory a biasy jednotlivých neuron̊u. Optimálńı para-
metry jsou takové, které pro vstup x (nezávislá proměnná) vraćı správný výstup
y (závislá proměnná, predikce). Učeńı prob́ıhá za pomoci trénovaćıch dat, což je
soubor vstupńıch dat a očekávaných výstupńıch dat. Úspěšnost neuronové śıtě je
vyjádřena pomoćı cost funkce. Ćılem učeńı je minimalizovat jej́ı hodnotu.

Jelikož nelze analyticky určit parametry, pro které dosahuje cost funkce minima,
prob́ıhá hledáńı minima iterativně pomoćı metody gradient descent.
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Obrázek 4.1: Schéma umělého neuronu

4.2 Konvolučńı neuronové śıtě

Konvolučńı neuronová śıt’ představuje zvláštńı typ neuronové śıtě. Podobně jako śıt’

typu MLP má vstupńı vrstvu, skryté vrstvy a výstupńı vrstvu s vahami a biasy. Na
rozd́ıl od MLP, kde docháźı na vstupńı vrstvě k převedeńı obrazu na 1D vektor, je
konvolučńı śıt’ schopna zachycovat prostorové vlastnosti obrazu (hrany, linie, rohy
atp.). Základem tohoto principu je využit́ı konvolučńıch filtr̊u, které představuj́ı
parametry konvolučńı vrstvy. Jde o analogický př́ıstup jako u Haarových př́ıznak̊u.
Oproti tradičńımu př́ıstupu k detekci však nejsou jednotlivé filtry vytvořeny ručně
na základě předchoźı znalosti vlastnost́ı hledaného objektu. Jejich podoba vzniká v
pr̊uběhu učeńı śıtě. Dı́ky těmto vlastnostem jsou konvolučńı neuronové śıtě vhodným
druhem umělých neuronových śıt́ı pro klasifikaci obrazu.

Konvolučńı neuronové śıtě běžně sestávaj́ı z několika druh̊u vrstev. Konvolučńı
vrstva převád́ı vstup, což může být vstupńı obraz nebo výstup z vyšš́ı vrstvy, na
př́ıznakovou mapu za pomoćı filtr̊u popsaných výše. Zat́ımco prvńı konvolučńı vrstva
detekuje vysoce abstraktńı př́ıznaky, jako jsou hrany, každá daľśı konvolučńı vrstva
na základě informace z vyšš́ıch vrstev detekuje méně abstraktńı př́ıznaky: kružnice,
kola, automobil, bicykl. Výstup z konvolučńı vrstvy procháźı aktivačńı funkćı.

Za účelem redukce velikosti vstupńıch př́ıznak̊u obsahuje konvolučńı neuronová
śıt’ sdružovaćı vrstvy. Sdružovaćı vrstvy negeneruj́ı žádné vlastńı př́ıznaky. Mı́sto
toho procháźı vstupńı pole pomoćı kernelu 2×2 s krokem 2, a bud’ zachovaj́ı největš́ı
hodnotu (max pooling), nebo pr̊uměrnou hodnotu (average pooling) z hodnot. Touto
operaćı dojde k redukci vstupńıch dat o 75%. Vedle výrazného zmenšeńı velikosti
parametr̊u se zmenšuje riziko přeučeńı śıtě.

Konvolučńı neuronová śıt’ plńı úlohu extraktoru př́ıznak̊u. Běžně je za ńı zařazeno
několik plně propojených vrstev neuron̊u, které př́ıznaky dále zredukuj́ı pro klasi-
fikaci. Klasifikace je následně provedena pomoćı klasifikátoru jako softmax, nebo
SVM.
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4.3 Neuronové śıtě pro objektovou detekci

V následuj́ıćı části je představeno několik objektových detektor̊u. Jsou vybrané de-
tektory, které jsou populárńı, hojně popsané a snadno dostupné jako open-source.

Popsané detektory lze rozdělit na dvě skupiny. Jednodušš́ı, tzv. one-stage metody
(SSD, YOLOv3 ), které celou detekci provád́ı během jednoho př́ımého pr̊uchodu śıt́ı.
Tyto metody jsou zpravidla rychleǰśı a výpočetně méně náročné. Druhou skupinou
jsou tzv. two-stage metody (Faster R-CNN, Mask R-CNN, R-FCN ).

Obrázek 4.2: Porovnáńı metod objektové detekce [11]

4.3.1 Faster R-CNN

Faster R-CNN (Region-based convolutional neural network) je zdokonaleńım starš́ıch
metod R-CNN a Fast R-CNN. Oproti svým předch̊udc̊um nevyuž́ıvá výpočetně
náročnou metodu hledáńı kandidátńıch oblast́ı Selective Search (3.1.3), která představovala
výpočetńı úzké hrdlo. Mı́sto toho zapojuje konvolučńı śıt’ s několika málo vstvami
(RPN) pro binárńı klasifikaci (objekt × neobjekt). Vstupńı obraz procháźı několika
konvolučńımi vrstvami (extraktor př́ıznak̊u). Výstupem těchto vrstev je př́ıznaková
mapa s optimálńı mı́rou abstrakce pro RPN. Ve vstupńım obraze RPN je pomoćı po-
suvného okna vybráno pro každý obrazový bod k oblast́ı o r̊uzných poměrech stran
a velikostech. Pro každou oblast je predikováno s jakou pravděpodobnost́ı a jak
přesně reprezentuje oblast s objektem. Oblasti s dostatečnou jistotou predikce jsou
předány metodě Non–max Suppression (NMS) za účelem vyfiltrováńı překrývaj́ıćıch
se predikćı. Výstupńı predikce jsou předány ke klasifikaci.
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4.3.2 Mask R-CNN

Mask R-CNN je rozš́ı̌reńım detektoru Faster R-CNN. Zat́ımco v prvńı fázi docháźı
shodně k hledáńı kandidátńıch oblast́ı pomoćı RPN, v druhé fázi jsou kandidátńı
oblasti kromě klasifikace podrobeny segmentaci. Výstupem segmentace je binárńı
maska objektu.

4.3.3 R-FCN

R-FCN (Region-based fully convolutional network) adresuje problém výpočetńı
náročnosti klasifikace u detektor̊u typu R-CNN. Ty pro klasifikaci každé kandidátńı
oblasti vyžaduj́ı samostatný pr̊uchod klasifikačńı śıt́ı. Tato výpočetně náročná vlast-
nost je v R-FCN odstraněna sd́ıleńım konvolučńıch vrstev i pro klasifikaci. Výsledkem
tohoto př́ıstupu je výrazné zrychleńı oproti Faster R-CNN [12]. Podobně jako u Fas-
ter R-CNN je na př́ıznakové mapě na výstupu extraktoru př́ıznak̊u pomoćı RPN
vybrán soubor kandidátńıch region̊u. Na následuj́ıćı vrstvě je vytvořena sada map o
počtu k2 × (C + 1). Pro každou z C tř́ıd a pozad́ı (+1) je vytvořeno k2 map skóre.
Každá mapa reprezentuje skóre jedné z podoblast́ı objektu v mř́ıžce k×k. Pr̊uměrná
hodnota všech podoblast́ı v mř́ıžce představuje skóre pro jednotlivé tř́ıdy. Tato skóre
jsou vstupem klasifikace pomoćı funkce softmax.

Obrázek 4.3: Architektura R-FCN [12]

4.3.4 YOLOv3

YOLOv3 (You Only Look Once) využ́ıvá podobného př́ıstupu jako RPN śıt’ u
předchoźıch detektor̊u. Na kandidátńıch oblastech však namı́sto binárńı klasifikace
objekt × neobjekt provád́ı nav́ıc i klasifikaci do tř́ıd. Detekce je prováděna na třech
r̊uzných měř́ıtkách, aby bylo dosaženo dobré úspěšnosti na r̊uzně velkých instanćıch
objekt̊u. Na každém z měř́ıtek je obraz rozdělen na mř́ıžku. Každý prvek mř́ıžky
generuje 3 r̊uzné kandidátńı oblasti popsané pomoćı souřadnic pravého horńıho
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rohu, š́ı̌rky a výšky. Pro každou kandidátńı oblast je určeno s jakou jistotou se
jedná o objekt a skóre všech klasifikovaných tř́ıd. Následně je provedeno prahováńı
kandidátńıch oblast́ı. Výstupem jsou ohraničuj́ıćı obdélńıky nalezených objekt̊u a
nejpravděpodobněǰśı tř́ıda.

4.3.5 SSD

SSD (Single Shot MultiBox Detector) podobně jako YOLOv3 generuje kandidátńı
oblasti s r̊uznými poměry stran na mř́ıžce a pro každou oblast určuje skóre jednot-
livých tř́ıd. Aby bylo dosaženo lepš́ı úplnosti např́ıč měř́ıtky objekt̊u, jsou kandidátńı
oblasti vyb́ırány z r̊uzných vrstev konvolučńı śıtě. Klasifikace prob́ıhá funkćı softmax.

4.4 Hodnoceńı úspěšnosti detekčńıch algoritmů

Úloha detekce se sestává ze dvou d́ılč́ıch úloh. Úlohy lokalizace objektu v obraze
a úlohy stanoveńı př́ıslušné tř́ıdy objektu. Aby bylo možné určit mı́ru úspěšnosti
detekčńıch algoritmů, je třeba určit hodnot́ıćı kritérium těchto úloh.

Nejčastěji využ́ıvaným [13][14] hodnoceńım úspěšnosti lokalizace je Jaccard̊uv
koeficient podobnosti, běžně označovaný jako IoU (Intersection over Union). Koefi-
cient je definovaný jako

IoU =
(Bp ∩Bgt)

(Bp ∪Bgt)
, (4.2)

kde Bp je predikovaný ohraničuj́ıćı obdélńık objektu a Bgt očekávaný (správný)
ohraničuj́ıćı obdélńık. Pokud je hodnota IoU větš́ı, než stanovený práh (typicky jsou
použ́ıvány meze 0,5; 0,75; 0,95 ), je lokalizace považována za úspěšnou.

Jistota př́ıslušnosti objektu ke tř́ıdě je vyjádřena pravděpodobnost́ı. Úspěšnost
detekce na testovaćıch datech je určována vzhledem k mı́̌re jistoty, při které je přijata
klasifikace objektu jako správná.

Aby bylo možné určit úspěšnost detekce např́ıč testovaćımi daty, je třeba hod-
notit dvě kritéria. Přesnost a úplnost. Přesnost je definována jako:

P =
TP

TP + FP
(4.3)

Úplnost jako:

R =
TP

TP + FN
(4.4)

Kde TP představuje počet objekt̊u, které byly úspěšně detekovány (True Posi-
tive). FP Je počet objekt̊u, které byly detekovány chybně. Tedy se v obraze ne-
nacháźı (False Positive). FN Je počet objekt̊u, které se v obraze nacháźı, ale nebyly
detekovány.
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Úplnost a přesnost jsou na sobě nepř́ımo závislé. Pro klesaj́ıćı přesnost docháźı k
nár̊ustu úplnosti a opačně. Tento fenomén postihuje mı́ra AP (Average Precision),
kterou lze obecně vypoč́ıtat jako:

AP =
∫ 1

0
p(r)dr (4.5)

Kde p(r) je funkce vyjadřuj́ıćı závislost přesnosti na úplnosti. Tento vztah je v
praxi nahrazen interpolaćı a funkce závislosti je před výpočtem vyhlazena.

K výpočtu AP docháźı v rámci jedné tř́ıdy. V př́ıpadě detekce v́ıce tř́ıd docháźı
k daľśı úpravě. Mı́ra úspěšnosti je pak popsána pomoćı mAP (mean Average Preci-
sion), která je vypočtena jako pr̊uměr přes AP všech tř́ıd. Termı́ny AP a mAP jsou
často zaměňovány.

AR je pr̊uměrná úplnost na trénovaćıch datech přes všechny sńımky trénovaćıch
dat a mAR pr̊uměrná AR přes všechny klasifikované tř́ıdy [15].
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5 Datasety pro objektovou detekci

Úspěšnost detekčńıho systému záviśı na vhodně navrženém modelu a nalezeńı vhodných
parametr̊u modelu ve fázi jeho trénováńı. Úloha detekce je náročná na trénovaćı data
z d̊uvodu rozmanitosti reálných scén [3]. Známé datasety jako MNIST nebo CIFAR-
10 jsou určeny pouze pro klasifikaci a obsahuj́ı malé množstv́ı tř́ıd. Shromážděńı da-
tasetu pro klasifikaci a lokalizaci, který by byl robustńı co se týče rozmanitosti scén z
pohledu orientace objekt̊u a osvětleńı, představuje velkou časovou zátěž. Stejně tak
následná anotace instanćı objekt̊u. Je tedy nevhodné, aby každá práce v oblasti stro-
jového viděńı zač́ınala touto činnost́ı. Tyto d̊uvody podńıtily vznik dataset̊u, které
jsou nezávislé a zároveň umožňuje standardizované testováńı detekčńıch systémů a
stanoveńı nejlepš́ıho z nich. Vybrané z nich popisuje následuj́ıćı sekce.

5.1 Pascal VOC

Jedńım z prvńıch a dodnes hojně využ́ıvaných dataset̊u je Pascal VOC (M. Eve-
ringham et al.) [13], který vznikl v roce 2005. Výsledky detekce na Pascal VOC byly
porovnávány každoročně vrámci soutěže VOC Challenge mezi lety 2005 a 2012. Ve-
dle detekce byly soutěženy úlohy segmentace a klasifikace akćı. Detekčńı dataset
obsahuje v posledńı verzi 20 tř́ıd, které jsou zastoupeny 27450 instancemi na 11540
sńımćıch. Sńımky v datasetu jsou náhledy shromážděných fotografíı z webu Flickr,
který poskytuje komunitńı sd́ıleńı fotografíı svým uživatel̊um.

5.2 ImageNet

V současné době nejrozsáhleǰśı databáźı fotografíı pro výzkum v oblasti strojového
viděńı je ImageNet. Tato databáze byla poprvé představena v roce 2009. Na jej́ım
vývoji se pod́ıĺı předevš́ım Stanfordova univerzita a Princetonská univerzita. Da-
tabáze obsahuje přes 14 milion̊u náhled̊u fotografíı, které pocháźı z webu Flickr.
Fotografie jsou uspořádány podle śıtě WordNet, která seskupuje slova do tzv. syn-
set̊u. Pro detekčńı úlohu jsou z WordNet vybrána podstatná jména. Těch je v́ıce než
80000. ImageNet obsahuje anotované fotografie pro 21841 z nich (mj. 120 ras ps̊u).
Pro úlohu detekce objekt̊u je anotováno 1034908 fotografíı. Podobně jako Pascal
VOC je i ImageNet předmětem soutěže - ILSVRC. Pro soutěžńı úlohu lokalizace je
omezen počet tř́ıd na 1000. Úloha detekce je omezena na 200 tř́ıd.
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5.3 COCO

Nejmladš́ım datasetem ze zmı́něných je COCO. Dataset COCO byl publikován v
roce 2014 v článku

”
Microsoft COCO: Common Objects in Context“. Od předchoźıch

se odlǐsuje t́ım, že anotace jsou doplněny o segmentace objekt̊u na úrovni pixel̊u -
každá instance objektu má svou masku. Dále obsahuje sńımky, které byly vybrány
podle specifického kĺıče. Na rozd́ıl od ImageNet a Pascal VOC, které obsahuj́ı ka-
nonické zobrazeńı objekt̊u (lidé en face atp.), COCO obsahuje scény z reálného
prostřed́ı, kde jsou objekty zachyceny z r̊uzných úhl̊u, jsou vzájemně okludovány
a vytvář́ı chaotické scény. Této vlastnosti tv̊urci dosáhli tak, že namı́sto jednoho
kĺıčového slova pro vyhledáváńı na Flickr využ́ıvaj́ı kombinace slov r̊uzných tř́ıd.
Dataset se zaměřuje na detekci 80 tř́ıd. V těchto tř́ıdách je obsaženo všech 20 tř́ıd
z datasetu Pascal VOC, č́ımž je dosaženo zpětné kompatibility. Obsahuje 330 tiśıc
obrázk̊u, z nichž je v́ıce než 200 tiśıc anotováno pro objektovou detekci. Oproti výše
zmı́něným obsahuje COCO v́ıce instanćı objekt̊u na jeden obrázek. Zároveň pouze
10 procent scén obsahuje pouze jednu kategorii, oproti Pascal VOC a ImageNet, u
kterých je to v́ıce než 60 procent. Vedle detekce objekt̊u se COCO zaměřuje i na
detekci pozice osob, generováńı popisk̊u scén a daľśı. Tyto úlohy jsou soutěženy v
rámci konference ECCV.
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6 Knihovny pro strojové učeńı

Obrázek 6.1: Počet zmı́něńı knihoven na arXiv k 21. 8. 2018 podle [16]

6.1 TensorFlow

TensorFlow je open–source knihovna, která je vyv́ıjena společnost́ı Google. Je napsána
v jazyćıch C++ a Python. Jej́ı výhodou je, že poskytuje API pro jazyky Python, Ja-
vaScript, Java, Go a Swift. TensorFlow zakládá na statických výpočetńıch grafech.
To znamená, že před spuštěńım výpočtu je nutné zadefinovat veškeré výpočetńı
operace a sestavit výpočetńı graf. Dı́ky tomu docháźı při opakovaném spouštěńı
výpočtu k úspoře výpočetńıho času. V d̊usledku toho však nejde v kódu použ́ıvat
print funkce, podmı́nky a cykly klasickým pythonovským zp̊usobem a je potřeba
použ́ıvat speciálńı funkce z TensorFlow API. Tyto limitace souviśı s daľśı slabou
stránkou, kterou je těžš́ı debugováńı navrženého modelu.

6.2 PyTorch

PyTorch je podobně jako TensorFlow open–source knihovna, která je zaměřená na
strojové učeńı. Vývoj PyTorch zaštit’uje výzkumný tým společnosti Facebook. Na-
rozd́ıl od TensorFlow využ́ıvá dynamické výpočetńı grafy, které se sestavuj́ı za běhu
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programu. To znamená, že lze použ́ıvat podmı́nky, cykly a debugováńı klasickým
zp̊usobem. PyTorch verze 1.0.0 byl vydán 7. 12. 2018. Je tedy nejmladš́ım ze jme-
novaných knihoven. Dı́ky záštitě Facebooku docháźı ale k rychlému rozšǐrováńı do-
kumentace, což byla nevýhoda oproti dobře dokumentovanému TensorFlow. Podle
dat z [16] je popularita PyTorch stabilně rostoućı.

6.3 Keras

Keras je vysokoúrovňové API v Pythonu, které slouž́ı jako front-end jiných kniho-
ven pro strojové učeńı (TensorFlow, Theano, CNTK, MXNet, PlaidML). Keras
ćıĺı na uživatelskou př́ıvětivost. Nedosahuje takového výkonu jako ostatńı zmı́něné
knihovny a jeho záměr je rychlé prototypováńı a prvńı seznámeńı s principy stro-
jového a hlubokého učeńı.

6.4 Caffe

Caffe je knihovna vyv́ıjená výzkumńıky z univerzity v Berkeley. Je napsána pro Py-
thon v jazyce C++. Modely druhé verze Caffe2 se daj́ı využ́ıt v PyTorch. Vzhledem
k tomu, že společnost Facebook použ́ıvá jak Caffe2, tak PyTorch došlo v dubnu 2018
ke sloučeńı těchto dvou knihoven. Popularita Caffe klesá ve prospěch TensorFlow a
PyTorch.
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7 Rešeřse existuj́ıćıch řešeńı

Nalezeńı optimálńıho zp̊usobu obsluhy zákazńık̊u s sebou nese mnoho výhod. Podnik
může na základě této znalosti lépe plánovat směny zaměstnanc̊u, to znamená, že
zaměstnanci tráv́ı čas v zaměstnáńı efektivně a nemaj́ı prostoje. Dále pak docháźı
k rychleǰśımu obsloužeńı zákazńık̊u, což v d̊usledku znamená méně zákazńık̊u, kteř́ı
opust́ı frontu před obsloužeńım a v́ıce zákazńık̊u, kteř́ı se po př́ıjemné zkušenosti
vrát́ı a využij́ı služby znovu. Dále je v procesu optimalizace šance nalézt úzká hrdla
celého systému. Pomalé zaměstnance nebo špatně navržené uspořádáńı podniku.
Všechny tyto nabyté znalosti vedou ke zvýšeńı prodejnosti a sńıžeńı náklad̊u na
provoz.

Problém hledáńı optima lze řešit několika zp̊usoby. Analyticky pomoćı metod
z teorie hromadné obsluhy, pomoćı simulace na základě nasb́ıraných dat, nebo v
reálném čase.

Analytické řešeńı naráž́ı na proměnlivost systému. Navržené analytické metody
vyžaduj́ı pro své metody velmi specifické předpoklady, a proto je lze použ́ıt jen ve
specifických př́ıpadech. Nevýhodou simulačńıch metod je nutnost velkého množstv́ı
vstupńıch dat [17]. Dále také cena simulačńıch nástroj̊u. Např́ıklad licence softwaru
SIMUL8 Professional stoj́ı téměř 5000 dolar̊u.

Řešeńı, která využ́ıvaj́ı rozpoznáváńı obrazu maj́ı výhodu v ńızkých nákladech
na montáž a hardware. Využ́ıvaj́ı stávaj́ıćı systém bezpečnostńıch kamer. Umožňuj́ı
automatický sběr aktuálńıch dat pro reporting a využit́ı ve výše zmı́něných simu-
laćıch při určováńı parametr̊u vstupńıch náhodných veličin. Dokáž́ı management a
personál podniku v reálném čase informovat o nahromaděńı zákazńık̊u a nutnosti
otevř́ıt daľśı body obsluhy.

Komerčně dostupných řešeńı je na trhu velmi mnoho. Jsou limituj́ıćı z r̊uzných
d̊uvod̊u. Např́ıklad software TrueView Queue od společnosti Cognimatics, který je na
českém trhu k dostáńı je možné použ́ıvat pouze na IP kamerách Axis, což znamená
zvýšeńı počátečńıch náklad̊u. Společnost Axis sama nab́ıźı software Axis Queue Mo-
nitor, opět pouze pro své vlastńı IP kamery. Software také předpokládá spolupráci s
daľśımi systémy z ekosystému této firmy. Na trhu jsou dostupná i řešeńı využ́ıvaj́ıćı
stávaj́ıćı systém CCTV, jako např́ıklad systém firmy Retail Sensing.

Bylo prozkoumáno velké množstv́ı existuj́ıćıch řešeńı s následuj́ıćımi závěry. Velké
množstv́ı nab́ızených systémů potenciálńıho uživatele limituje t́ım, že ho nut́ı využ́ıvat
i daľśı software nebo dokonce hardware stejného výrobce, č́ımž st́ırá výhody nast́ıněné
výše. Žádné z prozkoumaných řešeńı neposkytuje na webových stránkách veřejně in-
formaci o ceně. K žádnému z řešeńı využ́ıvaj́ıćıch bezpečnostńı kamery neńı dostupná
informace o principu jeho fungováńı, o použitých algoritmech nebo technologíıch. Ve-
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dle deklarativńıch prohlášeńı o úspěšnosti nab́ızené technologie chyb́ı data, která by
funkčnost prokazovala. Některé ze systémů nab́ızej́ı API pro komunikaci se systémy
třet́ıch stran, ale opět neńı veřejně k dispozici uspokojivá dokumentace.

Open-source řešeńı této problematiky se nepodařilo nalézt. Problém obsahuj́ıćı
stejné d́ılč́ı kroky řeš́ı IBM v repozitáři na GitHubu [1], ovšem detekčńı úlohu řeš́ı
pomoćı své platformy IBM PowerAI Vision, která pracuje s velkou mı́rou abstrakce
v cloudu a nastaveńı detektoru i použitý detekčńı algoritmus neńı z uživatelského
GUI, kterým se platforma ovládá, možné ovlivnit.

Problém propojeńı kvalitńı detekce a trackováńı, což je podstatná část problému,
kterým se zabývá tato práce, řeš́ı v repozitáři pod licenćı MIT společnost Neuro-
mation [18].

Projekt, který se nezabývá stejným tématem, ale obsahuje jeho d́ılč́ı č́ısti je
také KERBEROS.IO [19], tento projekt je oproti předchoźım zmı́něným uceleněǰśı.
Pracuje jako webová aplikace s nástěnkou, na které je možné sledovat reporting.
Primárńı účel projektu je však vytvořeńı dostupného zabezpečovaćıho zař́ızeńı po-
moćı Raspberry Pi s kamerou.
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8 Tvorba prototypu systému pro odhad čekaćı
doby ve frontě

Navrhovaný prototyp systému sestává z několika část́ı, které jsou na sobě jen ome-
zeně závislé. Systém, který odhaduje čekaćı dobu ve frontě muśı řešit následuj́ıćı
d́ılč́ı problémy:

1. separace oblasti fronty v obraze

2. stanoveńı počtu čekaj́ıćıch osob ve frontě

3. stanoveńı rychlosti, jakou prob́ıhá obsluha osob ve frontě

Sekce 8.2 se zabývá hledáńım optimálńıch prostředk̊u řešeńı těchto problémů. V
následuj́ıćı sekci 8.3 je popsána navržená implementace systému pro odhad čekaćı
doby.

8.1 Hardwarové a softwarové prosťredky

Všechny údaje naměřené v této práci pocháźı z následuj́ıćı hardwarové a softwarové
sestavy. Pro chod a správu virtuálńıch prostřed́ı Python byla použita distribuce
Anaconda Python a jej́ı baĺıčkovaćı systém Conda.

Hardware:

• RAM: 2 × 8GB SO-DIMM DDR4 2400MHz

• CPU: Intel Core i5-8300H

• GPU: Nvidia GP107M (GeForce GTX 1050 Mobile)

• SSD: Samsung MZVLW256HEHP

Software:

• Ubuntu 18.04.2 LTS

• CUDA 10.0.130

• cuDNN 7.4.2
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• Python 3.6.8

• OpenCV 3.4.4

• PyTorch 0.4.1

Knihovna pro manipulaci s obrazem OpenCV dostupná v baĺıčkovaćım systému
Conda nepodporuje vykonáváńı funkćı na GPU, což je nutná vlastnost pro chod
zvolených detekčńıch systémů. Zároveň neobsahuje oficiálńı distribuce moduly pro
práci na GPU. Tyto moduly se nacháźı v repozitáři OpenCV Contrib, a tak bylo
nutné ji zvlášt’ zkompilovat spolu se zmı́něným repozitářem.

8.2 Výběr prosťredk̊u pro použit́ı v systému

8.2.1 Testovaćı data

Hledáńı vhodných prostředk̊u pro použit́ı ve výsledném systému vyžaduje testovaćı
data. Jedńım z př́ıstup̊u k jejich shromážděńı bylo využit́ı veřejně dostupných sńımk̊u
front z internetu. Byly prozkoumány možnosti web scrapingu. Jako nejsch̊udněǰśı se
ukázala možnost použit́ı služby Google Images, která indexuje sńımky na internetu
a poskytuje API pro jejich vyhledáváńı a filtrováńı. Podstatným parametrem filtru
jsou práva pro daľśı použit́ı a rozlǐseńı.

Pro dávkové stahováńı sńımk̊u byl použit volně dostupný program google-images-
download [20], který využ́ıvá API Google Images a přidává vrstvu abstrakce pro
pohodlné použ́ıváńı z př́ıkazové řádky.

Bohužel bylo zjǐstěno, že obrázk̊u front které splňuj́ı výše zmı́něné parametry
je relativně málo (deśıtky). Zároveň by bylo nutné dohledávat zdroj obrázk̊u pro
upřesněńı licence pro opětovné použit́ı, což je v mnoha př́ıpadech obt́ıžné. Velká
část obrázk̊u obsahovala ikonický záběr fronty, který neodpov́ıdal realitě. Dále bylo
pro testováńı tracker̊u nezbytné disponovat nejen sńımky, ale i videozáznamy front.
Tento postup byl tedy zamı́tnut ve prospěch vytvořeńı vlastńıch videozáznamů front.

Pro účely práce byla tedy dále vytvořena testovaćı data v podobě několika vi-
deozáznamů fronty (viz 8.2). Videozáznamy zachycovaly frontu z r̊uzných úhl̊u ve
dvou variantách. Prvńı variantou byla optimálńı fronta s dobrou separaćı jednot-
livých osob bez okluze. Fronta se pohybovala př́ımo. Druhá varianta zachycovala
frontu bližš́ı realitě: osoby v zákrytu, předb́ıhaj́ıćı osoby, osoby vybočuj́ıćı pohybem
ze směru fronty.

Z druhé varianty fronty byl navzorkován soubor sńımk̊u. Byl doplněn volně do-
stupnými sńımky front z internetu a byla vybrána sada 20 sńımk̊u, které obsahovaly
pro detekci a klasifikaci neoptimálńı scény. Osoby stoj́ıćı ve frontě na těchto sńımćıch
se značnou měrou zakrývaj́ı (např. sńımky 2, 3, 5), nebo jsou viditelné z úhlu, který
neńı v běžně použ́ıvaných datasetech zaměřených na detekci osob (COCO, Caltech
Pedestrian Dataset, INRIA) běžný (sńımky 2 a 6). Na těchto sńımćıch bylo pomoćı
softwaru Labelme [21] označeno 220 instanćı osob pomoćı polygon̊u (viz 8.1).

V daľśım kroku byl vytvořen testovaćı dataset. Vzhledem k obĺıbenosti mezi
výzkumńıky a ucelenému zp̊usobu vyhodnocováńı výsledk̊u byl pro účely testováńı
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Obrázek 8.1: Segmentace v softwaru Labelme

úspěšnosti detekčńıch model̊u zvolen formát COCO výzkumného týmu firmy Micro-
soft. Software Labelme nenab́ıźı možnost exportu všech anotovaných sńımk̊u a př́ıslušných
anotaćı do formátu, který by se dal využ́ıt na trénováńı nebo testováńı detekčńıho
modelu. Tento krok bylo nutné zprogramovat. V rámci práce byl vytvořen skript,
který na vstupu přij́ımá výstupńı soubory s anotacemi ze softwaru Labelme ve
formátu *.json a na výstupu vraćı soubor anotaćı (*.json), který odpov́ıdá speci-
fikaci testovaćıho datasetu COCO pro detekci, tak jak je popsána v [22]. Tento
dataset byl použit v daľśı části práce na testováńı úspěšnosti detekce vybraných
model̊u.

Obrázek 8.2: Ukázka sńımk̊u z testovaćıch dat

8.2.2 Porovnáńı model̊u detekce

Při rešerši bylo zjǐstěno, že tradičńı klasifikačńı metody založené na ručně vytvářených
př́ıznaćıch (HOG, SIFT) nedosahuj́ı ani zdaleka takových výsledk̊u, jako metody
založené na konvolučńıch neuronových śıt́ıch [24][2][23], do výběru tedy nebyly za-
hrnuty.
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Při volbě detekčńıch algoritmů bylo přihlédnuto k tomu, že ve frontě se z pod-
staty lidé pohybuj́ı pomalu (viz 8.3.5). Navrhovaný systém by měl nalézt uplatněńı
v institućıch jako jsou letǐstńı odbaveńı, letǐstńı bezpečnostńı kontrola nebo hyper-
market. Dá se tedy předpokládat, že v mezńım př́ıpadě, kdy je fronta vyprázdněná a
přijde do ńı nová osoba, bude se ve sledované oblasti nacházet minimálně 10 sekund
(čas pr̊uchodu scénou + čas obsluhy).

Vzhledem k tomu neńı potřeba detekce v reálném čase. Tato podmı́nka umožňuje
volbu detektoru, který dosahuje lepš́ı přesnost při klasifikaci na úkor času. Na základě
práce

”
Speed/accuracy trade-offs for modern convolutional object detectors“ [11],

která provnávala metody Faster R-CNN R-FCN a SSD byla pro testováńı vybrána
metoda Faster R-CNN, která vykazuje nejlepš́ı přesnost klasifikace za cenu pomaleǰśı
detekce.

Daľśı zvolenou metodou byl detektor YOLOv3 [25], který oproti Faster R-CNN
vykazuje větš́ı rychlost detekce, ale o něco nižš́ı přesnost.

Kritéria pro volbu detektoru byla zvolena následovně:

• Detektor dosahuje dobré úspěšnosti při detekci malých instanćı objekt̊u. Tento
požadavek prameńı z povahy videozáznamů z bezpečnostńıch kamer, které
zab́ıraj́ı relativně velkou scénu, v které jedna osoba standardně zab́ırá oblast
o velikosti deśıtek pixel̊u.

• Detektor dosahuje co nejvyšš́ı hodnoty mAR. Pro správné stanoveńı čekaćı
doby je podstatné určit kolik osob se ve frontě nacháźı. S rostoućım počtem
neúspěšně detekovaných osob rychle roste chyba odhadu.

• Úspěšnost detekce při IoU 0,75 je dobrá. Pro zjǐst’ováńı oblasti obsahuj́ıćı osobu
neńı tak zásadńı, aby byla oblast určena zcela přesně. Pro následné užit́ı v
trackeru je mAP při IoU 0,75 dostatečná a větš́ı prioritu hraje mAR.

• Pr̊uměrný čas detekce na jednom sńımku z testovaćıho datasetu by neměl
zabrat déle než 10 sekund. Tento požadavek vycháźı z faktu, že pokud po
detekci selže tracker ve sledováńı, může být sledovaná osoba během nastalých
10 sekund obsloužena a nezapoč́ıtána, což znamená nár̊ust chyby pr̊uměrné
čekaćı doby jednoho člověka, která roste lineárně s počtem lid́ı ve frontě.

Vzhledem k dostupnosti kvalitńıch open-source implementaćı výše zmı́něných de-
tektor̊u a k nim odpov́ıdaj́ıćım předtrénovaným vahám nebyl v rámci této práce
vytvořen detektor. Pro porovnáńı byly využity existuj́ıćı implementace:

• Detectron.pytorch [26] – PyTorch implementace systému Detectron vyv́ıjeného
firmou Facebook. V této implementaci byly otestovány detektory založené na
Faster R-CNN a Mask RCNN. Při testováńı byly použity předtrénované váhy
na datasetu COCO. Extraktor př́ıznak̊u byl předtrénován na ImageNet, viz
[29]

• Yolov3 [27] – PyTorch implementace YOLOv3. Při testováńı byly využity
předtrénované váhy na databázi COCO. Extraktor př́ıznak̊u byl předtrénován
na ImageNet, viz [28]
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Z dostupných model̊u byl vybrán vzorek sedmi. Na těchto modelech byl spuštěn test
na testovaćım datasetu popsaném v 8.2.1. Velikost testovaćıch obrázk̊u na vstupu
byla u všech testovaných model̊u byly nastaveny tak, aby kratš́ı strana měla 800
pixel̊u. Vybrané výsledky z COCO metriky jsou k viděńı v tabulce (viz 8.1)

Model mAP[0,75] mAP (malé instance) mAR čas
Faster RCNN X-101-32x8d-FPN 77,6 41,9 71,7 18,5
Faster RCNN X-101-64x4d-FPN 74,9 12,4 70,5 19,4

Mask RCNN R-50-C4 75,5 25,9 72,2 20,2
Mask RCNN X-101-32x8d-FPN 78,7 20,0 74,0 20,7
Mask RCNN X-101-64x4d-FPN 77,7 21,0 74,3 22,0

Mask RCNN X-152-32x8d-FPN-IN5k7 86,3 11,9 81,6 850,9
YOLOv3 Darknet-53 64,5 15,1 58,1 8,0

Tabulka 8.1: Výsledky testováńı detektor̊u

Z testováńı vyplynulo, že detektory maj́ı všeobecně problém s detekováńım malých
instanćı osob.

Dále test ukázal, že YOLOv3 je nejrychleǰśı, ale dosahuje špatné úspěšnosti na
malých instanćıch. Tato vlastnost zřejmě souviśı se zp̊usobem, jakým YOLO navr-
huje kandidátńı oblasti pro klasifikaci. Jeho autoři tento problém př́ımo adresuj́ı v
[25] s poznámkou, že se týkal prvńıch dvou verźı a ve třet́ı verzi se jej podařilo odstra-
nit. Tento test ukazuje opak. YOLO také dosáhlo nejnižš́ı úspěšnosti v mAP[0,75] a
mAR.

Největš́ı úspěšnosti dosáhl model s hlubš́ı architekturou ResNeXt-152-32x8d-
FPN. Časová náročnost detekce s t́ımto modelem však výrazně přesahovala mez
stanovenou pro použit́ı.

Zbývaj́ıćıch 5 model̊u dosáhlo na testovaćım datasetu podobných výsledk̊u mAP[0,75],
mAR a času. Jediným výrazným rozd́ılem ve výsledćıch byla úspěšnost klasifikace
malých instanćı objekt̊u. Tato vlastnost je vzhledem k povaze navrhovaného systému
podstatná (lze předpokládat, že kamera bude zab́ırat scénu z větš́ı vzdálenosti), a
proto byl pro daľśı použit́ı v prototypu zvolen model Faster RCNN X-101-32x8d-
FPN.

8.2.3 Porovnáńı trackovaćıch algoritmů

Pro sledováńı rychlosti fronty je nezbytná znalost času, za jaký dojde k obsluze jedné
čekaj́ıćı osoby. Objektový detektor ale nezachová identitu nalezených osob, což je
nezbytná podmı́nka pro zjǐstěńı, zda osoba prošla oblast́ı obsluhy - byla obsloužena.
Pro tento účel navrhovaný systém využ́ıvá trackovaćı algoritmus. Knihovna OpenCV
obsahuje implementace osmi r̊uzných trackovaćıch algoritmů: MOSSE, KCF, CSRT,
TLD, MIL, GOTURN, MedianFlow a Boosting. Ty byly v rámci této práce otes-
továny. Při použit́ı Boosting trackeru program selže. Tato chyba se podle fór vy-
skytuje, ovšem v době psańı této práce se nepodařilo nalézt v oficiálńı dokumentaci
informace o jej́ı opravě (OpenCV verze 3.4). Metoda testováńı ostatńıch algoritmů
byla následuj́ıćı:
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1. Na vstup bylo přivedeno video fronty z testovaćıch dat (8.2.1).

2. Prvńı frame videa byl detekován pomoćı objektového detektoru a oblasti ob-
sahuj́ıćı osoby byly předány trackeru.

3. Tracker následuj́ıćıch 100 framů sledoval předaný objekt. Pokud objekt prošel
oblast́ı obsluhy (8.3.4, inkrementovalo se poč́ıtadlo osob a tracker byl od-
straněn.

4. Po 100 framech byla provedena daľśı detekce osob pomoćı detektoru a výsledné
oblasti byly porovnány s oblastmi, které sledoval tracker. Pokud oblast dete-
kovaná a oblast trackovaná dosáhly skóre IoU >0,3, trackeru byla předána de-
tekovaná oblast jako nová oblast sledováńı a byla zachována identita objektu.
Pokud trackovaná oblast neměla odpov́ıdaj́ıćı dvojici (žádná z detekovaných
oblast́ı neodpov́ıdala trackované oblasti se skóre IoU >0,3) byl detektor oblasti
odebrán.

5. Kroky 3 a 4 se opakovaly do konce testovaćıho videa.

Výstupem z testováńı byly tři hodnoty. Počet osob, které prošly oblast́ı obsluhy,
počet unikátńıch ID, které byly přiděleny trackovaným oblastem v pr̊uběhu celého
videa a pr̊uměrný počet FPS. Ke každému videu použitému při testováńı byly hod-
noty počtu osob, které prošly a počtu unikátńıch osob, které se ve videu objevily
také spoč́ıtány ručně pro referenci. Výsledky tohoto testu zachycuje tabulka 8.2.

Test ukázal, že i při relativně přehledné scéně testované trackery často ztráćı
sledovaný objekt, ale pokud je oblast obsluhy přehledná a sledované osoby do ńı
vstupuj́ı jednotlivě, lze na základě informaćı z trackeru poč́ıtat procházej́ıćı osoby s
velkou mı́rou konfidence.

Jednou z požadovaných vlastnost́ı trackeru je malá výpočetńı náročnost. Mělo
by být možné provádět trackováńı i v situaćıch, kdy se ve scéně nacháźı deśıtky
osob. Některé z testovaných tracker̊u v nepřehledných scénách s v́ıce osobami, kdy
docházelo k častému selháńı sledováńı, vzniku nových sledovaných oblast́ı a zvýšeńı
výpočetńı náročnosti, začaly výrazně zpomalovat, což je čińı nepoužitelnými.

Zaj́ımavé bylo chováńı trackeru GOTURN, který je ze všech testovaných tracker̊u
jako jediný založený na konvolučńıch neuronových śıt́ıch. V rámci implementace v
OpenCV je ke stažeńı předtrénovaný model. Tento tracker podle tv̊urc̊u [30] dosahuje
na VOT 2014 datasetu špičkových výsledk̊u, ale při použit́ı na testovaćıch vidéıch
této práce okamžitě po předáńı ztrácel sledovaný objekt a vytvářel velké množstv́ı
falešně pozitivńıch oblast́ı sledováńı.

Ze všech otestovaných tracker̊u dosahoval dobré přesnosti za podmı́nky zachováńı
velké rychlosti zpracováńı jednotlivých sńımk̊u tracker KCF, a proto byl zvolen jako
optimálńı pro daľśı použit́ı v navrhovaném prototypu systému.
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Tracker Video ID Počet FPS

Očekávaný
1 11 6
2 13 9
3 11 6

CSRT
1 21 6 6,21
2 34 9 3,69
3 23 5 1,79

GOTURN
1 94 16 15,12
2 101 15 27,64
3 50 6 33,5

KCF
1 16 6 10,87
2 32 9 6,43
3 20 4 2,5

MedianFlow
1 30 6 37,38
2 53 12 24,64
3 35 4 8,97

MIL
1 18 7 4,44
2 34 11 2,74
3 22 5 2,05

MOSSE
1 36 6 54,26
2 66 8 40,17
3 25 6 17,42

TLD
1 31 6 6,33
2 51 9 4,13
3 32 1 1.53

Tabulka 8.2: Výsledky testováńı tracker̊u

8.2.4 Vliv uḿıstěńı kamery

Jak již bylo zmı́něno, velká část problémů navrženého systému vycháźı z faktu, že do-
stupné detekčńı a předevš́ım trackovaćı algoritmy špatně zvládaj́ı okluzi sledovaných
objekt̊u. Tato nevýhoda je v př́ıpadě fronty lid́ı inherentńı. Jej́ı odstraněńı by bylo
teoreticky možné do značné mı́ry, pokud by kamera zab́ıraj́ıćı frontu byla umı́stěna
kolmo k rovině tvořené podlahou. Toto řešeńı naráž́ı v realitě na dva problémy.

Prvńı problém je ekonomický. Nasazeńı navrhovaného systému poč́ıtá s využit́ım
již instalovaných kamer, které jsou bezpečnostńı a přirozeně tedy umı́stěné tak, aby
bylo možné identifikovat osoby na záběrech, tzn. přibližně v úhlu 45◦. Instalace
jednoúčelových kamer představuje velkou investici.

Druhý problém představuje robustnost detekčńıho systému. K jej́ımu otestováńı
byly z testovaćıho datasetu vybrány sńımky stejné scény ve stejném čase zachycené
ze dvou úhl̊u: kolmo a rovnoběžně k podlaze. Obě scény zachycovaly frontu bez
okluze. Část sńımk̊u byla pro testovaćı účely uměle zašuměna a rozš́ı̌rena zrcadlovým
převráceńım. Ve sńımćıch byly detekovány osoby na třech praźıch jistoty (0,5; 0,75;
0.95). U rovnoběžné scény dosáhl detektor 100% přesnosti i úplnosti. Výsledky testu
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na kolmé scéně jsou vidět v grafu 8.3. Detektor nebyl úspěšný ani u osob, které
byly dobře separované od pozad́ı. Z toho lze vyvodit, že trénovaćı data neobsahuj́ı
instance osob zachycených shora v dostatečném množstv́ı. I přes to, že tř́ıda osoby
je v COCO datasetu zastoupena téměř milionem instanćı a je tedy nejpočetněǰśı ze
všech 81 tř́ıd [14].

Tento problém by bylo možné odstranit dotrénováńım detekčńıho modelu da-
tasetem obsahuj́ıćım sńımky poř́ızené z vhodného úhlu v dostatečném množstv́ı. V
době vytvářeńı práce se nepodařilo odpov́ıdaj́ıćı dataset nalézt.

Obrázek 8.3: Úspěšnost detekce na kameře umı́stěné shora

8.3 Systém

Následuj́ıćı sekce se zabývá implementaćı systému pro odhad čekaćı doby. Zp̊usob
fungováńı systému popisuje schéma 8.4. Systém je navržen modulárně tak, aby jeho
kĺıčové části – detekce a trackováńı – byly s minimem komplikaćı vyměnitelné. Tato
vlastnost reflektuje fakt, že algoritmy detekce i trackováńı velice rychle zastarávaj́ı.

8.3.1 Izolace fronty ve scéně

Jak je vidět na obrázku originálńı scény 8.5, v reálném prostřed́ı je třeba poč́ıtat s
t́ım, že ve většině př́ıpad̊u kamera nezab́ırá pouze oblast fronty. V d̊usledku nelze
provádět detekci na celém záběru, nebot’ by zjǐstěný počet osob zahrnoval i osoby
procházej́ıćı a rostla by chyba odhadu. Tuto situaci lze vyřešit vymaskováńım oblasti,
která neńı validńı, pomoćı binárńı masky, tak jak je to znázorněno na obrázku 8.5.
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Obrázek 8.4: Schéma systému pro odhad čekaćı doby

Tento př́ıstup s sebou nese daľśı výhodu, a tou je aplikace detekce a trackováńı
pouze na validńı část záběru. Dı́ky tomuto př́ıstupu lze sńıžit výpočetńı náročnost
práce se záznamem, nebot’ se veškeré výpočty děj́ı s menš́ım objemem dat.

Navrhovaný systém umožňuje řešit vytvořeńı binárńı masky dvěma zp̊usoby.
Prvńım zp̊usobem je načteńı souboru *.json, který obsahuje slovńık s polem bod̊u
definuj́ıćıch v obraze polygon fronty. Z tohoto souboru bod̊u je pomoćı knihovny PIL
vytvořeno pole typu numpy, které obsahuje nulové hodnoty na všech souřadnićıch,
které se nacháźı vně validńı oblasti. Vstupńı obraz je pak za běhu programu vymas-
kován pomoćı logického indexováńı, což je výpočetně nenáročné.

Druhý zp̊usob se lǐśı zp̊usobem, jakým je načteno pole bod̊u polygonu. Jeho vznik
byl motivován skutečnost́ı, že oblast, ve které se fronta nacháźı, se může s časem
měnit (obsluha provozu využ́ıvá přenosných vymezovaćıch sloupk̊u podle aktuálńı
situace a vyt́ıžeńı), a vytvářeńı *.json souboru je v tu chv́ıli časově nevýhodné.
Možným řešeńım této situace je využit́ı programu třet́ı strany, jako je např́ıklad La-
belme (viz 8.2.1) a jeho úprava. Tato možnost byla zamı́tnuta z d̊uvodu zbytečného
bobtnáńı kódu programu a závislosti na programu třet́ı strany. Vhodným řešeńım
s optimálńı mı́rou abstrakce je použit́ı OpenCV, které umožňuje vytvořeńı callback
funkce, která zachytává souřadnice kliknut́ı na zobrazený sńımek. Byla vytvořena
funkcionalita, která po načteńı videa zobraźı uživateli prvńı sńımek a umožńı mu
ohraničit oblast fronty. Po dokončeńı předá načtené souřadnice funkci, která vytvář́ı
binárńı masku.
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Obrázek 8.5: Vymaskováńı fronty pomoćı binárńı masky

8.3.2 Detekce osob ve frontě

Při inicializaci systému je detekčńı systém inicializován souborem yaml s parametry
detekčńıho algoritmu, souborem s váhami ve formátu pickle a prahu jistoty, který je
vyjádřen jako desetinné č́ıslo v intervalu [0,1] a určuje, zda bude nalezená instance
objektu vrácena, nebo ne.

Detekčńı systém komunikuje s hlavńım programem funkćı detect, která jako pa-
rametr přijme výřez z předzpracovaného obrazu obsahuj́ıćı oblast fronty. Na tomto
obraze provád́ı detekci osob a jako návratovou hodnotu předává dvojici objekt̊u –
list ohraničuj́ıćıch obdélńık̊u pro nalezené instance osob a vstupńı výřez s anotacemi.

Váhy použitého modelu zvoleného v sekci 8.2.2 jsou předtrénovány na datasetu
COCO, který klasifikuje na výstupńı vrstvě 81 tř́ıd objekt̊u. Toto je neoptimálńı z
několika d̊uvod̊u. Detekované objekty by bylo v hlavńım programu nutné dále tř́ıdit
s t́ım, že objekty klasifikované jinak, než jako osoby, by byly zahozeny. Detektor
také určuje predikovanou tř́ıdu jako tř́ıdu s největš́ım skóre na vstupu do funkce
softmax. V situaci, kdy by detekovaný objekt představoval osobu, ale skóre predikce
osoby by nebylo maximálńı, osoba by nebyla detekována.

Tento problém lze vyřešit přenastaveńım předtrénovaných vah a bias̊u na vstupu
do funkce softmax. Váhy a biasy pro tř́ıdy 0 a 1, které v COCO představuj́ı pozad́ı
a osobu byly ponechány, zat́ımco zbylé váhy byly nastaveny na zápornou hodnotu,
což je při detekci diskriminuje a docháźı pouze k detekci tř́ıd pozad́ı a osoba.

Dále byl model nastaven, aby vracel 200 predikćı s největš́ı jistotou namı́sto
p̊uvodńıch 100. Tato změna vycháźı z faktu, že v testovaćı scéně z letǐstě ve Vratislavi
je 121 instanćı osob.

Minimálńı mı́ra jistoty detekce byla nastavena na 0,2 z p̊uvodńıch 0,05 aby ne-
vznikaly málo pravděpodobné predikce, které se muśı dále zpracovávat. Dále bylo
nastaveno použit́ı Soft NMS namı́sto normálńı NMS, což slibuje lepš́ı schopnost
zachovat predikce objekt̊u, které se vzájemně významně překrývaj́ı. Toto nastaveńı
podle [31] může znamenat na tř́ıdě osoba v́ıce jak 2% zlepšeńı (testováno na COCO).

Nakonec byl navýšen počet návrh̊u na výstupu RPN na 2000.
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8.3.3 Trackováńı osob ve frontě

Trackovaćı API knihovny OpenCV neobsahuje prostředky pro trackováńı v́ıce ob-
jekt̊u. Za účelem vyřešeńı tohoto problému byla vytvořena tř́ıda trackováńı. Tato
tř́ıda udržuje list aktivńıch tracker̊u. S hlavńım programem komunikuje funkcemi up-
date, add a remove. Tř́ıda dále uchovává informace o identitě jednotlivých objekt̊u.
Při spuštěńı systému je vytvořena instance tř́ıdy a seznam tracker̊u je inicializován
vstupem z detekce provedené na prvńım framu vstupńıho videa.

8.3.4 Oblast obsluhy

Odhad čekaćı doby lze provést několika zp̊usoby. Jednou z nab́ızených možnost́ı je
měřeńı rychlosti, jakou se pohybuj́ı čekaj́ıćı osoby. Tento př́ıstup naráž́ı na limity
zpracováńı obrazu. S výjimkou scény, kdy tvoř́ı fronta rovnou linii a kamera ji zab́ırá
kolmo a scény, kdy je kamera umı́stěna shora, je stanoveńı rychlosti měřeńım posunu
po obraze těžko proveditelné, nebot’ vzdálenosti jsou deformovány a ztráćı se linea-
rita vzdálenosti v obraze a reálné vzdálenosti. Taková situace by vyžadovala měřeńı
reálné vzdálenosti pokaždé, kdy by došlo ke změně linie fronty (pomoćı vytyčovaćıch
pásek). Takovýto př́ıstup by také kladl mnohem větš́ı nároky na trackery. Daľśım
problémem tohoto řešeńı je fakt, že předpokládá rovnoměrnou hustotu osob ve
frontě. Ve chv́ıli, kdy by se ve frontě nacházela hustš́ı a řidš́ı mı́sta by odhad touto
metodou nebyl správný. Bylo by dále nutné, v př́ıpadě fronty jiného p̊udorysu než
př́ımky, tvar této fronty stanovit jako křivku a pohyb osob v ńı poč́ıtat v nejbližš́ım
bodě křivky. Kv̊uli těmto překážkám je takový postup prakticky neaplikovatelný.

Př́ıstup, který použ́ıvá navržený systém vycháźı ze základńıho znaku fronty.
Př́ıstup předpokládá, že každá fronta má jednu nebo v́ıce oblast́ı obsluhy, které
jsou v čase ve scéně nepohyblivé a dobře viditelné. Tyto oblasti obsluhy, tvoř́ı úzké
hrdlo celé fronty. Osoby čekaj́ıćı ve frontě do oblast́ı obsluhy vstupuj́ı jednotlivě,
nedocháźı v ńı tedy k okluzi.

Oblast obsluhy je v navrhovaném systému reprezentována obdélńıkovou oblast́ı v
obraze. Tato oblast je bud’ načtena při spuštěńı systému z předaného souboru *.json,
který obsahuje i informace o binárńı masce (viz 8.3.1), a nebo zadána následně po
zadáńı binárńı masky v GUI.

8.3.5 Odhad čekaćı doby

Znalost vlastnost́ı fronty je zásadńı pro správné fungováńı systému. V prvńı řadě
znamená, že zákazńık nebo management bude mı́t správnou informaci o době čekáńı
ve frontě. Dále také znamená, že lze optimálně stanovit, s jakou frekvenćı je nutné
provádět detekci, aby nedošlo k pr̊uchodu zákazńıka uzlem obsluhy aniž by byl za-
znamenán.

Tyto vlastnosti byly zjǐstěny experimentálně. Bylo provedeno 5 měřeńı dob ob-
sluhy v obchodech. Časy měřeńı byly zvoleny tak, aby zahrnovaly doby, kdy lze
předpokládat menš́ı provoz (všedńı dny dopoledne), a doby, kdy lze předpokládat
větš́ı provoz (v́ıkend, všedńı dny odpoledne). Byl měřen čas od načteńı prvńı položky

40



nákupu do předáńı dokladu o zaplaceńı zákazńıkovi. Předpokládá se, že během
měřeńı je tok zákazńık̊u stacionárńı. Podrobnosti o měřeńıch zachycuje tabulka 8.3.

Počet vzork̊u Čas měřeńı (od) Mı́sto měřeńı
Měřeńı č. 1 50 28. 3. 2019 10.00 Albert Atrium Flóra
Měřeńı č. 2 50 31. 3. 2019 10.00 Kaufland Ml. Boleslav
Měřeńı č. 3 50 1. 4. 2019 10.00 Albert Ml. Boleslav
Měřeńı č. 4 50 4. 4. 2019 9.00 Kaufland Ml. Boleslav
Měřeńı č. 5 50 8. 4. 2019 16.00 Albert Ml. Boleslav

Tabulka 8.3: Měřeńı dob obsluhy

Na naměřených datech byly provedeny testy dobré shody za účelem zjǐstěńı
př́ıslušnosti k rozděleńı pravděpodobnosti. Na hladině spolehlivosti 0.05 byla otes-
tována hypotéza o p̊uvodu dat z Weibullova rozděleńı. Pro všech pět měřeńı ne-
byla hypotéza zamı́tnuta. Dále tedy lze předpokládat, že data pocháźı z tohoto
rozděleńı. Z distribučńı funkce teoretických rozděleńı pravděpodobnosti bylo zjǐstěno
následuj́ıćı: Pr̊uměrná pravděpodobnost, že doba obsluhy bude kratš́ı než 5 sekund
je 2,29%, pro dobu kratš́ı než 1 sekunda je to 0.18%. T́ımto postupem lze stano-
vit vhodnou vzorkovaćı frekvenci pro detekci. Dále lze využ́ıt znalost parametr̊u
teoretického rozděleńı k výpočtu středńı doby obsluhy

E = k ∗ [Γ(1 + b−1)] (8.1)

a směrodatné odchylky

σ = k2[Γ(1 + 2b−1 − Γ(1 + b−1] (8.2)

kde k a b jsou parametry Weibullova rozděleńı.
Z těchto informaćı je možno vypoč́ıtat čekaćı dobu nově př́ıchoźıho zákazńıka

jako n× E, kde n je počet detekovaných čekaj́ıćıch.
Je nutno podotknout, že naměřený soubor má omezený rozsah, a proto závěry

nemaj́ı obecnou platnost. Předpoklad p̊uvodu dat z Weibullova rozděleńı může být
pro jiné typy provoz̊u chybný. U některých provoz̊u (Starbucks, Costa Coffee atp.)
se z podstaty jejich fungováńı dá předpokládat téměř rovnoměrné rozděleńı čas̊u
obsluhy. Naproti tomu v hypermarketech, jak se ukázalo i při sběru dat v 8.3, můžou
být rozd́ıly mezi minimem a maximem velké.

Př́ıstup k tomuto problému v této práci je výpočet času obsluhy na základě
posledńıch k čas̊u pr̊uchod̊u, což může při malém k lépe popisovat časový úsek
(např́ıklad je pravděpodobněǰśı předpoklad, že ráno v menš́ım obchodě budou mı́t
časy odbaveńı menš́ı rozptyl, než v pr̊uběhu celého dne), zároveň však může doj́ıt k
větš́ımu zkresleńı v d̊usledku výskytu extrému.

Zároveň bylo zjǐstěno, že na naměřených datech se středńı hodnota vypočtená
podle 8.1 a aritmetický pr̊uměr nelǐśı v́ıce, než o zlomek sekundy.
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8.3.6 Běh systému pro odhad čekaćı doby

Spuštěńı systému je prováděno z př́ıkazové řádky. Uživatel pomoćı přeṕınač̊u může
nastavit práh jistoty, pro který bude přijata detekce, cestu k binárńı masce fronty,
cestu k videosouboru se záznamem fronty, práh IoU mezi trackovaným objektem
a detekovaným objektem, pro který bude zachována identita objektu a vzorkovaćı
frekvenci, s kterou bude prováděna detekce osob.

Poté co je program spuštěn je načtena binárńı maska a oblast obsluhy (bud’ ze
souboru nebo z GUI). Program zároveň stanov́ı validńı oblast v obraze, která bude
zpracovávána následovně.

Program provede detekci osob na prvńım framu videa a vrácené ohraničuj́ıćı
obdélńıky předá tř́ıdě trackeru, který inicializuje pro každý obdélńık ID a tracker.
Ačkoliv je trackováńı méně výpočetně náročné, neńı tak spolehlivé a neńı možné
předpokládat, že dojde k úspěšnému trackováńı osob skrz celou scénu. Zároveň by ne-
docházelo k inicializaci nových tracker̊u pro osoby, které nově vstouṕı do scény. Tento
problém je řešen následovně: na každém n–tém sńımku je znovu provedena detekce.
Ohraničuj́ıćı obdélńıky z výstupu detektoru a trackeru jsou vzájemně porovnány.
Pokud je mezi dvěma obdélńıky hodnota IoU > 0, 3, je trackeru předán obdélńık
z detektoru a je zachována identita trackované osoby. Pokud obdélńık z trackeru
neodpov́ıdá žádnému obdélńıku z detektoru, předpokládá se, že tracker selhal a je
odstraněn. V př́ıpadě, že detekovaný obdélńık neodpov́ıdá žádnému obdélńıku z ak-
tivńıch tracker̊u, předpokládá se, že detekovaná osoba je bud’ nově př́ıchoźı, nebo
došlo k selháńı jej́ıho trackeru. V takovém př́ıpadě je inicializován nový tracker s
novými identitami.

Konstanta n je parametrem celého systému a představuje detekčńı frekvenci.
Vzhledem k tomu, že detekce je oproti trackováńı circa 10× pomaleǰśı, ale pomáhá
zpřesňovat trackované oblasti, je možné jej́ı změnou prioritizovat bud’ rychlost, nebo
přesnost celého systému.

Systém za běhu kontroluje, zda se některý z obdélńık̊u trackeru nepřekrývá s
obdélńıkem oblasti obsluhy. Pokud taková situace nastane, znamená to, že trac-
kovaná osoba byla obsloužena. Jej́ı tracker je odstraněn, poč́ıtadlo pr̊uchod̊u osob
je inkrementováno a je uložen údaj o počtu framů mezi aktuálńım a předchoźım
pr̊uchodem. Tento údaj reprezentuje čekaćı dobu osoby ve frontě. V př́ıpadě, že
by ve stejnou chv́ıli došlo k detekci, což by zp̊usobilo vznik nového trackeru právě
započ́ıtané osoby, je v okamžik pr̊uchodu oblast obsluhy deaktivována po dobu dvou
sekund, což je dostatečný čas, aby procházej́ıćı osoba opustila sledovanou scénu.

Na základě dat o počtu aktivńıch tracker̊u a časech obsluhy je vypočtena čekaćı
doba pro nově př́ıchoźıho zákazńıka zp̊usobem popsaným v 8.3.5.

Na obrázku 8.6 je náhled vytvořeného systému. Zelená oblast s ID 0 představuje
oblast obsluhy. Dále jsou k dispozici informace o počtu osob, které prošly PC, rych-
losti zpracováńı FPS, pr̊uměrné čekaćı době jednoho člověka AWT , počtu aktivńıch
tracker̊u (počtu čekaj́ıćıch osob) PW a odhadované čekaćı době nově př́ıchoźı osoby
EWT .
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Obrázek 8.6: Screenshot běž́ıćıho systému pro odhad čekaćı doby

8.4 Budoućı práce

8.4.1 Dotrénováńı modelu z reálných záznamů

Prototyp představený v této práci využ́ıvá detekčńı model vytrénovaný na COCO
datasetu. Pokud by v rámci nasazeńı systému v reálném provozu byl nasb́ırán vi-
deozáznam v dostatečné délce, bylo by možné na jeho základě vytvořit dataset pro
dotrénováńı (transfer learning) detekčńıho modelu. To by mohlo vést ke zmı́rněńı
problému detekce na záznamu z kamery umı́stěné shora.

8.4.2 Vstup dat z externıho zdroje

Významným zdrojem potenciálńıch chyb v odhadu čekaćı doby je oblast obsluhy
reprezentovaná oblast́ı v obraze.

Možným budoućım řešeńım je vstup dat o časech obsluhy z exterńıho systému
(viz 8.4). Může se jednat o informace z pokladńıho systému (čas mezi následuj́ıćımi
dokončeńı nákupu), z bezpečnostńıch rámů, z turniket̊u nebo z čidel. Tento př́ıstup
potenciálně nab́ıźı dvě výhody. Jednak méně chybové informace o časech obsluhy
a také úsporu výpočetńıho výkonu. Systém s vněǰśım vstupem dat nevyžaduje běh
tracker̊u a zároveň nehroźı, že zákazńık projde dř́ıve, než je detekován – je ne-
započten. Pokud by systém disponoval takovým vstupem dat, mohl by být např́ıklad
nasazen model detekce s vyšš́ı přesnost́ı za cenu vyšš́ı časové náročnosti detekce.
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8.4.3 Tracker využ́ıvaj́ıćı GPU

Implementace KCF trackeru z OpenCV, která byla využita pro navržený prototyp,
využ́ıvá pro sv̊uj chod CPU. Možným zlepšeńım je tedy nasazeńı implementace
využ́ıvaj́ıćı GPU, což by mohlo vést ke zrychleńı běhu systému.

8.4.4 Úprava kotev pro volbu kandidátńıch oblast́ı

Detekce v navrhovaném prototypu prob́ıhá pro všechny poměry stran a měř́ıtka.
Za předpokladu, že jsou známy vlastnosti scény, kterou zab́ırá kamera s běž́ıćım
prototypem by bylo možné přizp̊usobit kotvy pro volbu kandidátńıch oblast́ı tak,
aby nedocházelo k návrh̊um oblast́ı, které jsou reálně př́ılǐs velké nebo maj́ı špatný
poměr stran, než aby mohly obsahovat osobu.
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9 Závěr

Ćılem této práce bylo seznámit se se současným stavem vývoje detekčńıch algoritmů,
vybrané algoritmy porovnat a na základě porovnáńı vybrat nejvhodněǰśı algoritmus
pro praktickou implementaci prototypu systému. V daľśım kroku byl s využit́ım
vybraného algoritmu implementován prototyp systému pro odhad čekaćı doby ve
frontě na základě videozáznamu.

V úvodńı části práce byl ve stručnosti představen obor teorie hromadné ob-
sluhy, jehož formálńı ukotveńı pomohlo k lepš́ımu pochopeńı problému optimalizace
čekaćı doby (2). Dále byly prozkoumány algoritmy detekce osob s d̊urazem na jejich
vhodnost pro řešeńı úlohy z reálného prostřed́ı. Byly popsány neuronové śıtě a kon-
volučńı neuronové śıtě jako state-of-the-art technologie pro rozpoznáváńı objekt̊u
v obraze (3, 4). Krátce byly také uvedeny detekčńı algoritmy, které neuronové śıtě
využ́ıvaj́ı a jsou aktuálně hojně využ́ıvané. Pro účely daľśıho využit́ı v části tes-
továńı byly představeny metody hodnoceńı úspěšnosti detekčńıch algoritmů (4). V
5 byly popsány nejpouž́ıvaněǰśı datasety v oblasti poč́ıtačového viděńı, klasifikace a
detekce objekt̊u. Kapitola 6 představuje knihovny pro strojové učeńı s ohledem na
jejich specifika, aktuálnost a použitelnost (mı́ra abstrakce, dokumentace). Dále byla
v 7 popsána existuj́ıćı komerčńı i open-source řešeńı, která se zabývaj́ı stejnou nebo
podobnou problematikou jako tato práce. Jsou zhodnoceny z praktického hlediska.

Kapitola 8.3 je věnována implementovanému prototypu. V sekci 8.2 je popsáno
testováńı prostředk̊u pro použit́ı v systému. Pro provedeńı test̊u byly v rámci této
práce vytvořeny videozáznamy front z r̊uzných úhl̊u. Ze sńımk̊u z těchto záznamů
a z volně dostupných sńımk̊u byl vytvořen testovaćı dataset ve formátu COCO
pro otestováńı implementaćı detekčńıch algoritmů. Pro testováńı byly na základě
rešerše vybrány implementace algoritmů Faster R-CNN, Mask R-CNN a YOLOv3.
Na základě testových kritéríı, které se zaměrovaly na úspěšnost detekce na malých
objektech, všeobecnou úspěšnost detekce a čas detekce byl pro použit́ı v proto-
typu vybrán algoritmus Faster R-CNN s FPN a extraktorem př́ıznak̊u ResNeXt-
101-32x8d.

Poř́ızené videozáznamy byly dále použity k otestováńı tracker̊u. Byly testovány
trackery z Tracking API OpenCV. Na základě test̊u byl pro použit́ı zvolen KCF
tracker.

Dále bylo na sńımćıch z testovaćıch dat provedeno zkoumáńı závislosti úhlu ka-
mery k rovině země a úspěšnosti detekce. Zkoumáńı ukázalo, že úhly bĺızké 90◦

znamenaj́ı velký propad úspěšnosti detekce.
Výstupem práce je prototyp systému pro odhad čekaćı doby. Jeho fungováńı

je popsáno v 8.3. Systém umožňuje izolaci fronty ve scéně, detekci osob ve frontě
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a jejich následné trackováńı. Systém také pomoćı oblasti obsluhy v obraze poč́ıtá
pr̊uchoźı osoby. Na základě těchto informaćı systém vypoč́ıtává odhad čekaćı doby
pro nově př́ıchoźı osoby.

Př́ıstup k problému odhadu čekaćı doby popisuje sekce 8.3.5. Časy odbaveńı byly
experimentálně zkoumány. Na jejich základě byl navržen př́ıstup k odhadu čekaćı
doby v této práci. Jsou zde informace o zp̊usobu výpočtu odhadu čekaćı doby a jeho
limity.

V sekci 8.4 byly popsány možná vylepšeńı navrženého detekčńıho systému, která
nebylo z r̊uzných d̊uvod̊u možné realizovat.

Ukázalo se, že problém odhadu čekaćı doby může být účinně řešen pomoćı roz-
poznáváńı obrazu. Byly popsány limity tohoto př́ıstupu a zp̊usoby, jak je některé z
nich možné překonat.
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z: https://github.com/wkentaro/labelme

[22] COCO Data Format. COCO [online]. [cit. 2019-04-27]. Dostupné z: http://
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//ieeexplore.ieee.org/document/726791/

[25] REDMON, Joseph a Ali FARHADI. Yolov3: An icremental improvement. Ar-
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http://ieeexplore.ieee.org/document/8237855/

50

https://github.com/facebookresearch/Detectron/blob/master/MODEL_ZOO.md
https://github.com/facebookresearch/Detectron/blob/master/MODEL_ZOO.md
http://link.springer.com/10.1007/978-3-319-46448-0_45
http://link.springer.com/10.1007/978-3-319-46448-0_45
http://ieeexplore.ieee.org/document/8237855/

	Seznam zkratek
	Úvod
	Teorie hromadné obsluhy
	Klasický prístup detekce osob
	Hledání kandidátních oblastí
	Posuvné okénko
	Edge Boxes
	Selective Search

	Extrakce príznaku
	Haarovy príznaky
	HOG

	Klasifikace príznaku metodou SVM

	Neuronové síte
	Umelá neuronová sít
	Konvolucní neuronové síte
	Neuronové síte pro objektovou detekci
	Faster R-CNN
	Mask R-CNN
	R-FCN
	YOLOv3
	SSD

	Hodnocení úspešnosti detekcních algoritmu

	Datasety pro objektovou detekci
	Pascal VOC
	ImageNet
	COCO

	Knihovny pro strojové ucení
	TensorFlow
	PyTorch
	Keras
	Caffe

	Rešerše existujících rešení
	Tvorba prototypu systému pro odhad cekací doby ve fronte
	Hardwarové a softwarové prostredky
	Výber prostredku pro použití v systému
	Testovací data
	Porovnání modelu detekce
	Porovnání trackovacích algoritmu
	Vliv umístení kamery

	Systém
	Izolace fronty ve scéne
	Detekce osob ve fronte
	Trackování osob ve fronte
	Oblast obsluhy
	Odhad cekací doby
	Beh systému pro odhad cekací doby

	Budoucí práce
	Dotrénování modelu z reálných záznamu
	Vstup dat z externıho zdroje
	Tracker využívající GPU
	Úprava kotev pro volbu kandidátních oblastí


	Záver
	Literatura

