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Jaromir Sida

Abstrakt

Tato bakaldiskd prace se zabyvd vyuzitim metod dataminingu k posileni bezpecnosti
ve spolecnosti. V teoretické €asti jsou nejprve predstaveny zakladni pojmy z oblasti dataminingu,
metodika CRISPM -DM a jeji jednotlivé faze. Dale je pozornost upfena na metody shlukové
analyzy, kterych se v tomto odvétvi také pouziva. Shlukova analyza je zde prezentovana predevsim
z hlediska vyuziti v dataminingu, a tomu je pfizptisobeno mnozstvi a skladba obsahu. V praci jsou
zminény naptiklad metriky, hierarchickém shlukovéani a jeho aglomerativni i1 divizivni varianté,
nehierarchickém shlukovani a na zavér jsou detailnéji popsany algoritmy K-Means a TwoStep.

Prakticka cast se zabyva takzvanou piipadovou studii, tedy na zadanych, ,,Skolnich®, datech
budou aplikovany metody dataminingu za ucelem zjisténi idedlniho pokryti oblasti danym poctem
hlidek, vytvoreni modelu schopného identifikovat potencionalné souvisejici ptipady trestné ¢innosti
a jako posledni krok jsou popsany piipady kapesnich kradezi z hlediska ¢asu a mista spachani.

Dalsim bodem praktické casti bakalaiské prace je vlastni implementace algoritmu K-Means,
ktery je v tomto pfipadé specidlné¢ upraven za Ucelem pouziti na dataminingovych ulohach
a schopnosti porovnat jeho vysledky s vysledky z programu IBM SPSS Modeler 14.2. Soucasti
implementace je i uzivatelské rozhrani, které umoziuje zakladni editace vstupnich parametra
algoritmu.

V rédmci zhodnoceni feSeni je popsana situace v praxi, kterd byla zjiSténa diky konzultaci
s Krajskym fteditelstvim policie Libereckého kraje. Dale jsou v praci zminény dosavadni pfistupy,
budouci zaméry, omezeni vyplyvajici ze situace v Ceské Republice a omezeni vyplyvajici z povahy
nékterych deliktii. Prace struéné seznamuje se systémem VICLAS, ktery policie pouziva k evidenci
nasilnych trestnych ¢ind a ndslednému vyhledavani souvisejicich krimindlnich ptipadi.

Klicova slova

datamining, shlukova analyza, vytézovani dat, k-means, twostep
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Jaromir Sida

Abstract

This thesis is focused on the utilization of methods used in datamining in the field of crime
prevention. In the theoretical part of this thesis there is a basic introduction to the datamining and its
methods and approaches such as CRISP-DM methodology with a description of it's phases. After
the datamining is introduced, the theoretical part is dedicated to the methods of cluster analysis
which are also used in the datamining. The aim of the topic is to cover all the basic information
about cluster analysis from the perspective of datamining. We will discuss the term metric,
hierarchical clustering within it's both versions — agglomerative and divisional, non hierarchical
clustering and finally there will be chapters regarding algorithms K-Means and TwoStep in more
detailed way.

The practical part will be focused on “so called” case study, which means that on the given data,
will be applied some of the methods of datamining in order to be able to efficiently cover the
selected area with a desired amount of police patrols, to be able to discover cases that are somehow
similar, and to describe the cases of pickpocket thefts in the meaning of time and place when it
happens.

The next part of the practical part is to implement a very own version of the K-Means algorithm,
which in this case will be modified to meet the requirements of the usage in the datamining and to
have the option to easily visually compare the results from our implementation and the results of the
implementation in the IBM SPSS Modeler 14.2. This implementation also involves user interface
that will give the user the option to modify basic input arguments of the algoritm.

As a part of the conclusion of this thesis there will be presented a current state and methods used
in this field of interest in the “real world”. We gathered this information thanks to the meeting that
we had with the employee of the Directory of Czech Police of the Liberec Region. There will be
mentioned current approaches, future intentions, the restrictions that came from the situation in the
Czech Republic and the restrictions that came from the nature of the torts. The database system
called VICLAS, where the records of the violent crimes are created and stored with the ability to
detect similar cases, will be also mentioned in the end.

Keywords

datamining, cluster analysis, data harvesting, k-means, twostep
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1 Uvod

S masivnim rozmachem pocitacli a vypocetni techniky obecné, jenz provazel spolecnost
v prub¢hu druhé poloviny 20. stoleti, se i datova tlozist¢ dockala stale vétsiho a vétSiho mnozstvi
dat, ktera se v nich uchovavala. Je tedy pochopitelné, Ze pfed vice nez 20 lety vznikla oblast zajmu,
nesouci oznaceni ,,Dolovani dat”, neboli datamining, znamy také jako Vytezovani informaci
(Information Harvesting) ¢i Objevovani znalosti v databazich (Knowledge Discovery in Databases).

Datamining nachazi Siroké uplatnéni v mnoha oblastech lidské Cinnosti, jako je:

e Finanénictvi Snaha vyuzit dosavadni zkuSenosti s klienty a ,,pfedvidat™ rizikovost
poskytnuti sluzeb. Takovymi sluzbami mohou byt pijcky, hypotéky
apod.

* Marketing Naptiklad u plosnych nabidek produktti je celkova procentualni

uspésnost nizka, proto je hlavnim cilem dostatecné vymezit cilovou
skupinu a tim optimalizovat vydaje pouzité na reklamni kampan.

*  Komunikace Filtrovani zprav, jenZ nesou charakteristiky SPAMu. Expertni systémy
se zde ,,u¢i charakteristické znaky spamu, pfi¢emz znalostni
vystup je pouzit u rozhodovani, zda nové pfichozi zprava je SPAM,
¢i ne.

* Bezpecnost Pomoci metod dataminingu se prochazi data obsahujici zaznamy
o krimindlni ¢innosti, a hledaji se pfipady trestné ¢innosti vykazujici
podobny charakter. Tyto ptipady jsou poté kandidatem pro to, byt
pfezkoumany odborniky.

* ZdravotnictviNa zaklad¢€ znalosti o pacientech a znalosti o chorobach, jejich pfici-
nach a symptomech, l1ze definovat rizikové skupiny pro rtizna
onemocnéni a ¢init kroky prevence.

Z vySe uvedeného vyctu je vidét rozmanitost vyuziti dataminingu, coZ mé spolecné s aktualnosti
pfimélo, si toto téma zvolit pro svou bakalafskou praci. Ze zminénych oblasti jsem si zvolil
bezpecnost, jelikoz je z mého pohledu nejatraktivnéjsi.
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2 Podrobnéjsi predstaveni problematiky

V této sekci budou predstaveny zdkladni pojmy a piistupy v oblasti dataminingu spole¢né
se stru¢nym popisem metodiky CRISP-DM. Dale bude obsazeno téma shlukové analyzy a na zaveér
algoritmy K-Means a TwoStep VSe v souladu se zadanim bakalatské prace.

2.1 Pojem datamining
2.1.1 Definice pojmu a feSitelsky tym

Pokud bychom chtéli najit definici dataminingu, pravdépodobné bychom nejcastéji narazili na
formulaci ,,Netrivialni ziskavani implicitnich, drive neznamych a potencionalné uzitecnych
informaci*.

Lze to pochopit tak, ze zadavatel projektu ma pouze cil, ale sdm o sob¢ netusi, jaké zavislosti se
v datech skryvaji, a co by bylo mozné najit. Tomu se fika definovani manazerského problému.
Takto definovany problém je vSak tfeba pieformulovat tak, aby se dal pojmout z perspektivy DM.
Tento krok je naplni expertil z oblasti dolovani dat. Je tedy vidét, Ze na feSeni daného projektu se
podili hned né€kolik skupin participanti. Zaprvé jsou zde experti z domény projektu, kteti se snazi
pfiblizit danou problematiku expertim z oblasti metodik DM, jenz tvoii druhou skupinu. Casto se
v projektech vyskytuji také experti na data poskytnutd danou organizaci.

2.1.2 Typy uloh
V dataminingu se tesi tii zakladni typy uloh [1]:

e Klasifika¢ni / Prediktivni

*  Deskriptivni

I

* Hledani ,,nugettii

Klasifika¢ni (prediktivni) ulohy maji za cil vytvofit model tak, aby byl schopny posuzovat nové
ptipady (pozorovani). Zpravidla se tento model validuje pomoci testovacich dat, kde se zkouma
uspéSnost modelu. Pozornost je zde zaméfena predev§Sim na co nejlepsi klasifikaci (predikci)
a maximalni pokryti oblasti zajmu, kdy oblast zajmu vychézi z konceptu vytvofeného fesitelskym
tymem.

Deskriptivni ulohy maji za kol zpracovat vstupni data tak, aby vystupem modelu bylo popsani
konkrétnich jevi v dané problematice. To znamena, Ze pokud Slo v pfipadé klasifikacni Glohy
o zafazeni pozorovani do urcité skupiny, deskriptivni uloha ma za cil tuto skupinu popsat, pficemz
pozornost je upfena spiSe na dominantnich skupiny v oblasti zajmu. Specidlni diraz je pak kladen
na srozumitelné vyjadieni znalosti, naptiklad ve form& vizuédlnich prostfedkt. S danymi znalostmi
totiz bude zachéazet zadavatel, ktery by leckteré vystupy z modelu nemusel pochopit.

V tlohach, kde se hledaji takzvané ,,nuggety*, jde o vyhledani novych a prekvapivych znalosti,
které nemusi nutné pokryvat cely problém nebo vétSinu oblasti zajmu.
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2.1.3 Techniky DM

V procesech dataminingu se pouziva n€kolik riiznych technik. Jedné se o techniky statistické ¢i
matematické. Pro pfedstavu si jich par vyjmenujeme:

* Rozhodovaci stromy — strom, ktery segmentuje oblast zdjmu na zéklad¢ jednoduchych
pravidel.

* Seskupovani — statistickd metoda, kterd se snazi vytvaret shluky pozorovani, které mayji
podobné charakteristiky.

* Neuronové sité — snaha prevedeni ,lidského chovani“ do prostoru klasifikace
a rozhodovani. Pouzivano pfedevsim v klasifika¢nich / prediktivnich ulohach.

* Bayesovské Kklasifikatory — zalozené na pravdépodobnostnich metodach. Vychazi
z Bayesovy véty.

2.1.4 Metodika CRISP-DM

Na poli dataminingu vznikalo n¢kolik konkurenénich metodik. Tyto metodiky byly zpravidla
utvareny spolecnostmi, ktei¢ mély vlastni software ke zpracovavani uloh, a slouzily tedy vyhradné
pro tento software. Takovymi metodikami jsou naptiklad SA (SPSS) ¢i SEMMA (firma SAS). Na
druhou stranu jsou zde nezavislé pfistupy, utvoifené skupinou komerecnich subjektl, jenz se
vyznacuji snahou vytvofit unvierzalni ptistup k ulohdm v dataminingu. Jednou z nezavislych
metodik je také CRISP- DM, se kterou pfiSla skupina slozend z firem Daimler Chrysler, ISL
(software Clemetine), NCR (dodavatel datovych skladt) a holanské pojistovny OHRA.

2.1.5 Sest krokti CRISP-DM

CRISP-DM (Cross Industry Standard Process for Datamining), stejné jako ostatni metodiky,
definuje jednotlivé kroky a faze pii feSeni uloh. Vysledek kroku je pfimo ovliviiovan stavem
v kroku minulém, avSak nejednd se vyloZené o cyklus, jelikoz cilovy krok se urcuje na zakladé
vysledku soucasného kroku. Proces je zobrazen na Ilustraci 1.
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llustrace 1: Faze a prechody v CRISP-DM
Zdroj: http://en.wikipedia.org

Metodika CRISP-DM se sklada ze Sesti krokti zivotniho cyklu projektu:

Porozuméni problematice (Business Understanding)
Porozuméni datiim (Data Understanding)

Ptiprava dat (Data Preparation)

Modelovani (Modeling)

Vyhodnoceni (Evaluation)

A S o

Nasazeni (Deployment)

Prvni krok, porozuméni problematice, je vstupni branou pro Ulohu. Jednid se o definovani
manazerského problému, ktery je nasledné ,,pfelozen” do fe¢i dataminingu. Definuji se zde
zavislosti, zkoumaji moZnosti ziskdni dat a vyhodnocuje se potenciondlni pfinos v dané
problematice na zakladé predbéznych analyz. V této fazi probiha veskera komunikace mezi experty
z oblasti dolovani dat a experty na danou problematiku.
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Druhy krok, porozumeéni datiim, se zabyvéa zkoumanim dostupnych dat. Provadi se prvni nahledy
do dat, hleda se jejich vyznam, odhaduje se uzite¢nost a hledaji se prvni odhady vazeb. Mohou se
zkoumat zakladni parametry jako stfedni hodnoty, smérodatné odchylky a podobné. V této fazi
s spolu komunikuji experti z oblasti dolovani dat a experti na poskytnuta data.

Tteti tazi je priprava dat. V této fazi jsme jiz data pochopili, a proto je mozné je pfipravovat pro
pouziti do konkrétnich analytickych metod. Takova ptiprava spociva v jejich selekci, transformaci,
agregaci CiSténi, kategorizovani, dopliiovani prazdnych hodnot ¢i naptiklad odvozovéni dat novych
z dat stavajicich.

Data upravend ve tieti fazi postupuji dale do Casti nesouci ndzev modelovani. Zde se aplikuji
analytické algoritmy. Jedna se o iterativni proces, kdy mlze byt potieba nékolik pokusii a nékolik
riznych nastaveni vstupnich parametri, nez je dosazeno pozadovanych vlastnosti. Také vystup
z modelovani mize zapfiCinit navrat do kroku piipravy dat za ucelem pfizplisobeni informaci
vstupujicich do modelovani.

Ptedposledni faze, evaluation, spo¢iva v tom, Ze jsou vysledky expertniho tymu, zabyvajiciho se
vytéZzovanim informaci, pfedlozeny manazerim — zadavateliim a jejich expertim ke zhodnoceni.
Nyni se ukaZze, nakolik pro n€¢ budou vysledky piinosné a piekvapivé. V krajnich ptipadech mize
nevyhovujici vysledek vést k preformulovani problému a opakovani celého procesu.

Jsou-li zadavatelé spokojeni s nalezenymi znalostmi, zbyva uz jen posledni krok a to nasazeni.
Nasazeni je praktické vyuziti znalosti. V ptipadé deskriptivnich uloh mlze mit podobu grafi,
tabulek, zavérecné zpravy ¢i podobnych forem. V piipad¢ tloh klasifika¢nich se pak jedna
o uzivatelské rozhrani, eventudlné implementace jinym zplUsobem tak, aby se dané znalosti daly
vyuzivat osobami, které bud’ v procesu dosud nefigurovaly, nebo nemaji zadné analytické znalosti.

2.2 Shlukova analyza

V odstavci 2.1.2 jsou zminény typy uloh, které se v dataminingu fesi, pfi¢emz jednou z nich byla
uloha deskriptivni. Pravé tento typ je Casto feSen pomoci shlukové analyzy, soucésti statistického
pfistupu k feSeni zadani v dataminingu.

Shlukové analyza, jak jiz ndzev napovida, slouzi k vyhledavani a utvareni shluka ve vstupnich
datech dan¢ ulohy. Shlukem rozumime mnozinu objekti, jez vykazuje podobné vlastnosti.

2.2.1 Modelovy priklad

Reknéme, 7e mame tulohu, ktera si klade za cil najit neznamé hypotézy v oblasti prodeje aut,
které by mohly byt vyuzity napfiklad k zacileni reklamni kampané. Pro ndzornost byl zamérné
zvolen piiklad, jehoz vysledky nebudou nijak piekvapivé a budou korespondovat se vSeobecné
znamymi fakty.
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Nasimi vstupnimi daty mohou byt informace o véku kupujiciho, poc¢tu jeho déti, pohlavi,
svobodny (ano/ne), vyse piijmu, typ (sportovni, rodinné, SUV,...) a cena vozidla nového. Kazdou
polozku popisujici prodej budeme nazyvat atribut. Atributiim se ve statistické oblasti fika také
pfiznaky, pro srozumitelnost budeme vSak pouzivat jednotné oznaceni. Vektor téchto atributi bude
reprezentovat nas objekt. Objektem je tedy zdznam o ndkupu vozidla urcitou osobou, 0 némz mame
patfi¢né idaje.

Metody shlukové analyzy nam maji pomoci nalézt v téchto datech souvislosti, o kterych predem
nic nevime, a které bude mozné pozd¢ji popsat ve srozumitelné a v co mozna nejakuratnéjsi forme.
Tento ptiklad bude pouzit v nasledujicich odstavcich tak, aby se dosdhlo co n pfedstavy na strané
Ctenare.

2.2.2 Zakladni pojmy
Vektor a atributy

Méjme vektor: X =(x,,x,,x;,...,x,) , kde X nam reprezentuje dany objekt a x,..x,
nam reprezentuji jednotlivé atributy o poctu #n . Pouzijeme-li strukturu dat z modelové ulohy, pak

takovy objekt a jeho vektor atributii muze vypadat nasledovné:
X:(40,2, "Muz', Ne,38000,  rodinne ', 550000)

Matice vstupnich dat

Matici vstupnich dat budeme uvaZovat strukturu, kterd ve svych tadcich obsahuje jednotlivé
objekty a sloupce jsou tvoteny jejich atributy. Matici o péti objektech transformovanou do tabulky
ilustruje tabulka 1. Do této tabulky byly pouzity hodnoty, jez by mohly tvofit vstup zminéné
modelové ulohy, pfi¢emz bylo dodrzeno jejich potadi.

Vék |Pocet déti| Pohlavi | Svobodny Vyéﬁll()g'jmu Ty‘[l)orzliodvliho Sf)::iilllzl OZIilc:;)
18 0 Muz Ano 17 000 sportovni 80 000
40 2 Muz Ne 38 000 rodinné 550 000
28 1 Zena Ne 25 000 rodinné 370 000
35 2 Muz Ne 42 000 SUV 650 000
22 0 Muz Ano 30 000 sportovni 500 000

Tabulka 1: Tabulka transformované matice dat
Typy atributu
Jak je vidét v tabulce 1, atributy mohou byt riizného typu.
1. Prvnim typem jsou atributy realné neboli kontinualni, které se vyznacuji tim, Ze jsou

tvofeny intervalem realné osy. V nasi modelové uloze jsou ptikladem vyse prijmu a cena
noveho vozidla.

2. Druhy typ je tvoien spo€etnou nebo konecnou skupinou ¢isel. Do této kategorie patii
pocet deti a vek.
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3. Tteti typ se skladd z mnoziny atributii o dvou stavech — pravda/nepravda. Takové atributy
nazyvame dichotomickymi. Nasim ptikladem je udaj svobodny.

4. Ctvrty, posledni typ, je typem kategorickym, kde dany idaj miize nabyvat jedné hodnoty
z kone¢né mnoziny piipustnych pojmenovanych hodnot. Zastupcem toho typu je
typ nového vozidla a pohlavi.

V algoritmech, pouZivanych ve shlukové analyze, se velice ¢asto snazime reprezentovat vSechny
atributy pomoci cCisel. A proto se napiiklad tfeti typ atributl reprezentuje jako
0 —nepravda / 1 - pravda. U c¢tvrtého typu zase mlize dochazet k transformaci kategorie o p
variantdch do p sloupct, ptfi¢emz pravé jeden (nejsou-li ve vstupnich datech prazdné hodnoty)
z nich nabyva hodnoty ,,1%, zatimco zbylé nabyvaji hodnot ,,0.

Standardizace atributu

Podivame-li se opét na tabulku 1 a budeme-li si v§imat Gdaji vyse prijmu a cena nového vozidla,
pak je mozné zpozorovat rozdil jednoho fadu napfi¢ vSemi hodnotami. Vezmeme-li v potaz, ze
pokud bychom mezi sledované atributy ptidali jeste¢ jeden, jehoz rozptyl by byl v fadu desetin
jednotek, pak bychom se jesté vyraznéji setkali se situaci, kdy by atribut s vétSimi hodnotami lehce
dominoval nad ostatnimi atributy, ¢imz by vyrazn¢ zkreslil vyhodnocovani podobnosti. Proto je
potteba hodnoty standardizovat. Toho docilime nésledujicim vztahem:

J

| = |
Kde »,; je standardizovany j-ty i atribut i-tého objektu, x', je j-ty atribut
o pivodni hodnot€, vztahujici se k i-tému objektu. Dale x; je stfedni hodnotou j-tého atributu pro
vSechny objekty a s, je smerodatnou odchylkou pro atribut j , opét pies vSechny objekty. Pro uplnost

doplnim vzorce k vypoctu poslednich dvou zminovanych velicin, kde # znaci pocet vSech objektt
v mnozin¢ vstupnich dat.:

I v, _
x]:—ij ; Sj:\/_Z(xj_xj)z

n;=

V tabulce 2 jsou uvedeny dva zminéné atributy, jenz byly standardizovany a zaokrouhleny na dvé¢
desetinna mista.
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Vék | Pocet | Pohlavi | Svobodny | VySe pfijmu | Typ nového vozidla Cena nového
déti vozidla
18 0 Muz Ano -1,50 sportovni -1,78
40 2 Muz Ne 0,85 rodinné 0,61
28 1 Zena Ne -0,60 rodinné -0,30
35 2 Muz Ne 1,29 SUV 1,12
22 0 Muz Ano -0,04 sportovni 0,36

Tabulka 2: Tabulka vstupnich dat po aplikaci standardizace

2.2.3 Vybrané zpusoby hodnoceni podobnosti objektu

Klicova problematika shlukové analyzy se tykad toho, jak poznat, Ze nékteré objekty jsou si
podobné. Zplisobtl, jak vyjadfit onu podobnost, je cela fada, avSak ani o jednom se neda fici, ze je
univerzalné¢ vhodny pro vSechny ulohy. Pro tuto praci byly vybrany dva zplsoby, a to pomoci
koeficientl asociace a pomoci metrik.

Koeficienty asociace objektu

Pfedznamenavame, ze shlukova analyza ma vlastni pojeti koeficientli asociace a na rozdil od
statistiky, kde se koeficienty asociace zaméfuji na vztahy v ramci jednotlivych atributd [2], zde
koeficienty vyjadiuji miru podobnosti jednotlivych objekt za pouziti vSech atributli. Tento zpiisob
odhadovani podobnosti se tedy tyka objektid reprezentovanymi pouze dichotomickymi atributy
a k vizualizaci ndm pomah4 asociacni tabulka. (viz. Tabulka 3)

Y
1
bd 1 a
0 c

Tabulka 3: Asociacni tabulka

Ve vy$e zobrazené tabulce je mozné vidét dva objekty X' a

atributu.

a — pocet atributi, kde oba objekty dosahuji hodnoty 1

b — pocet atributli, kde objekt

hodnoty 1

¢ — pocet atributli, kde objekt

hodnoty 0

X' dosahuje hodnoty 0, pficemz objekt

X' dosahuje hodnoty 1, pii¢emz objekt
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* d —pocet atributi, kde oba objekty dosahuji hodnoty 0

S témito hodnotami dale pracuji konkrétni koeficienty. Pro blizsi pfedstavu je zde uveden
Sokaliiv a Michenertiv koeficient S, , zndmy také jako ,,simple matching coefficient*:

_ a+d
o a+b+c+d
Metriky

Geometricky model je do posuzovéani vnesen pouzivanim metrik. Mame-li objekt X' , majici

p atributd, tak ho lze ,,zobrazit“ do p-rozmérného metrického prostoru. Metricky prostor je

tvofen dvojici (M, p) , kdy M je libovolnad neprazdna mnozina a p , oznaGované jako
metrika, je zobrazent:

p:MXM->R

pficemz proobjekty 4 , B a C zmnoziny M musiplatit:

b=

p(4,C)<p(4,B)+p(B,C)

Pro préci byly vybrany tfi metriky, které jsou nize popsany. Jedna se o metriky: Euklidovskou,
Manhattanskou a Chebyshevovu metriku.

)4
* FEuklidovska: a’e(A,B):\/Z(a—
i=1

¢ Manbhattanska: A ,B :Z a —bi‘

*  Chebyshevova: d,(4,B)=max|a,—b,

“.. P P i P

llustrace 2: Euklidovska a Manhattanska metrika
Zdroj: http://everythingmaths.co.za
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Na ilustraci_2 je zobrazena euklidovskd metrika (Carkovan¢), o které se da fict, ze je
nejpouzivanéjsi [3], versus manhattanskd metrika (teckované€ a souvislou ¢arou) v prostoru o dvou
dimenzich, propojujici dva body.

2.2.4 Hierarchické aglomerativni metody shlukovani

Poté, co probéhlo seznameni s tim, jakym zplsobem zachazet s atributy jednotlivych objektd,
a také jak vyhodnocovat podobnost objektil, je nacase zacit se vénovat samotnym metoddm, jez si
kladou za cil podobnosti vyhodnocovat a objekty fadit do podobnych skupin — shlukii.

Prvni skupina shlukovacich metod je tvofena metodami hierarchickymi — aglomerativnimi.
M¢&jme vstupni data tvofena 7 objekty. Obecny princip metody s témito vstupnimi daty spociva
v nésledujicim:

1. Vstupni data vytvofi n shluka, tedy kazdy shluk bude tvofen pravé jednim objektem
z mnoZziny vstupnich dat.

2. V kazdém kroku se provede slouceni dvou shlukl, kdy o tom, které¢ dva shluky budou
slouceny, rozhodne koeficient nepodobnosti shluki a to tak, ze se vybere nejmensi hodnota
z koeficientli vypocitanych ke kazdé dvojici shlukl. Koeficienty nepodobnosti shlukd budou
popsané v navazujici ¢asti.

3. Krok 2 probiha tak dlouho, dokud nebudou vSechny objekty slouc¢eny do jednoho shluku.

Koeficient nepodobnosti shluku

Podobné, jako bylo potieba definovat zplisob, jakym budeme urcovat miru (ne)podobnosti
objektt, je potfeba mit schopnost vyhodnotit, nakolik si jsou dva shluky (ne)podobné. Zpiisobt je
opét vice a nize budou uvedeny tfi nejintuitivnéjsi. Stejné jako u koeficientu podobnosti objekti,
1zde je potfeba splnit zdkladni podminky. Proto pro funkci D , reprezentujici hodnotu
koeficientu a shluky 4 , B plati:

D(A4,4)=0 ,
D(4,B)=0 |,
D(A,B)=D(B, A)
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Metoda nejbliz§iho souseda

Zde je nepodobnost shluki vyjadiena (ne)podobnosti dvou objekti. Prvni objekt je soucasti
prvniho shluku, druhy objekt nalezi do shluku druhého a hleda se ten par, ktery si je nejvice
podobny, coz napiiklad z geometrického hlediska, pfi pouziti metrik jako koeficientu podobnosti
objektu, je ten par, jenz ma nejmensi vzajemnou vzdalenost. Matematické vyjadieni pro n
objektl, znaenych O, a O, ,kdy (i,j=12,3,..,n) ashluky 4 , B je nasledujici:

J

D(A,B)= min {d(oi,oj)}

0,€4 OB

Metoda nejvzdalenéjSiho souseda

Analogicky k metod¢ nejblizSiho souseda lze zavést metodu nejvzdalenéjsiho souseda, kdy se
hleda ten par, ktery je od sebe nejvice vzdaleny. Matematicky vyjadieno:

D(4,B)= max (d(0,,0))]
0,64 0,€8

Metoda centroidni

Tteti metodou, jak ur¢it miru (ne)podobnosti shluki, je takzvand metoda centroidni. Ta spociva
v tom, ze pro dany shluk je vypocitan centroid, coz je objekt, jehoz hodnoty jednotlivych atributi
jsou tvoteny stfednimi hodnotami dan¢ho atributu napii¢ vSemi objekty onoho shluku. Poté, co se
vypocitaji centroidy, jsou na n¢ aplikovany koeficienty podobnosti objekta.

Vsechny tfi zminéné metody Ize nalézt na ilustracich 3-5.

osay

X

N :
d(xy) _

Shiuk A Shluk B

objekty

058 X

llustrace 3: Metoda nejblizsiho souseda
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osay

Shluk B

Shluk A

objekty

053 X

llustrace 4: Metoda nejvzdalenéjsiho souseda

osay
Tx

d{Tx,Ty) .
Ty

Shiuk A Shluk B

objekty

053 X

llustrace 5: Metoda centroidni

21/63



Zobrazeni kroktu shlukovani na dendrogramu

Dendrogram je diagram, zobrazujici jednotlivé kroky shlukovani. Na ilustraci_6 je mozné vidét
nazorny piiklad zakresleni procesu hierarchického aglomerativniho procesu do dendrogramu,
spolecné s dvourozmérnou plochou zobrazujici jednotlivé objekty a shluky.

;- ™

Dendrogram

X

llustrace 6: Ukazkovy dendrogram pro hierarchické aglomerativni shlukovani

2.2.5 Hierarchické divizivni metody shlukovani

Zatimco aglomerativni metody vychazely ze shlukii, obsahujici pouze jeden objekt, divizivni
metody maji zpocCatku jediny shluk, obsahujici vSechny objekty. V kazdém kroku rozkladani se
jeden shluk rozdvoji. Toto pokracuje az do té doby, dokud nemdme pocet shlukli roven poctu
objektt.

Jako jeden z mnoha zptisobti jak postupovat v piipadé t€chto metod bude uveden MacNaughton-
Smithtv algoritmus [4]:

1. Pocatecni shluk necht’ pro nas bude shluk A4 tvofeny vSemi objekty.

2. Veshluku A4 nalezneme objekt s nejvétsi primérnou vzdalenosti ke vSem ostatnim

objektiim.

Z nalezeného objektu vytvorime novy shluk B .

4. Dale pocitame pro kazdy objekt v A4 priamérnou vzdalenost d, mezi nim a objekty
shluku A4 a primérnou vzdalenost d, mezinim a objekty ve shluku B . Pro kazdy
objekt si pamatujeme rozdil primérnych vzdalenosti d,—d, .

5. Vybereme ten objekt A , jehoz hodnota rozdilu z bodu 4 je maximalni.

(98]
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6. Je-li rozdil kladny, pfifadime tento objekt do shluku B . Je-li zaporny, ukon¢ime
rozdélovani.
7. Je li pocet shlukl stdle mensi nez pocet vSech objektl, vybereme dalsi shluk a ten délime.

2.2.6 Nehierarchické metody shlukovani

V nehierarchickém shlukovani, jak jiz ndzev napovidéd, se neuplatiiuje hierarchicka struktura
rozkladi. Metody tohoto shlukovani musi hodnotit kvalitu rozlozeni objektii do shluki, a v pripadé
potieby toto rozlozeni modifikovat. K tomu slouzi funkciondl kvality rozkladu.

Funkcional kvality rozkladu

Tento ukazatel ndm pomaha dosahnout optimalniho rozlozeni shlukli a prvkl v nich tak, ze
hledame mista, kde nabyvaji extrémi. Tyto funkcionaly zpravidla vyhodnocuji vlastnosti, jako
napiiklad:

1. Vnitroshlukova podobnost objektii
2. lIzolovanost shlukil
3. Rovnomérnost rozlozeni objekti do shlukt

Zalezi na typu ulohy, kterou z vlastnosti chceme sledovat a podle které budeme urcovat, zda se
da rozlozeni vylepsit, ¢i nikoliv.

Volba optimalniho poc¢tu shluku

Jedna se o klicovy krok, jenz je tieba provést jesté pied samotnym shlukovanim, nebo jej lze
provadét soucasn¢ s béhem shlukovaciho algoritmu. Podle toho je mozné délit nehierarchické
shlukovani na:

Metody zachovavajici pocet shlukii

Tyto metody se jiz naddle nezabyvaji rozhodovanim, zda zvoleny pocet shlukii je idedlni,
a pouze prehazuji objekty mezi shluky na zakladé nékterého z funkciondld. K tomu muize byt pouzit
soucet ctvercut chyb, ktery 1ze pochopit jako reprezentaci souctu ¢tverct vzdalenosti objektti shluku

WV

Slabosti téchto metod mize byt zachazeni s izolovanymi body. Izolovany bod je bod, ktery se
vyrazné odliSuje od vSech ostatnich, coz v praxi mize znamenat naptiklad chybu méteni. Takovy
bod by pak sam o sobé zkonzumoval jeden shluk. Tyto metody jsou rovnéz vice zavislé na volbé
pocatecnich bodii, neZ metody optimaliza¢ni.

Metody optimalizujici pocet shluki

Tyto metody kromé& organizace objektli do shlukl také fesi jejich optimalni pocet. K tomu, aby
mohly fungovat, je tfeba jim poskytnout kromé pocatecniho poctu shlukt také kritéria, za kterych se
maji shluky slucovat, ¢i rozdélovat.

2.2.7 Algoritmus K-Means

Algoritmus K-Means se fadi mezi nehierarchické metody zachovavajici pocet shlukt v pritbé¢hu
algoritmu. Jiny nézev pro tuto metodu je MacQueenova metoda k-priimeri.
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Viastnosti K-Means

K-Means vytvaii disjunktni mnoziny objektl — shlukl, které reprezentuje pomoci tézist —
typickych objektii. Tyto typické objekty mohou byt bud’ Cisté¢ vypocitany, a nebo to mohou byt
existujici objekty ve vstupni mnoziné. Jako koeficient podobnosti objektt (v tomto ptipadé objektu
a typického objektu dané¢ho shluku) je pouzita Eukleidovska metrika, coz ho predurcuje primarné
k feSeni tuloh, kde jsou vstupni atributy numerické. V piipadé kategorialnich dat je tfeba vstup
ptedzpracovat.

Pocatecni typické objekty mohou byt zadany nékolika zpiisoby. Bud’ se miiZze jednat o prvnich
k  objektli z mnoziny vstupnich objektl, nebo se mize jednat o zcela ndhodny vybér, eventudlné
se mohou pouzit metody, které se snazi o co nejrozptylenéjsi pozice typickych objekti.

Kroky algoritmu

1. Vybér k pocatecnich objektl. Tyto objekty budou reprezentovat typické objekty kazdého
shluku. Metody vybéru jsou popsany vyse.

2. 'V druhém kroku se jednotlivé objekty pfifazuji k t€ém shlukiim, k jejichz typickym bodim
maji nejblize.

3. Umisténi typickych bodi je pfepocitano na zakladé vypoctu obsahujiciho i nové ptidané
objekty.

4. Pokud nedoslo k Zadnému prohozeni, algoritmus se ukon¢i. V opacéném piipadé se opakuji
kroky 2 — 4. V nékterych piipadech se zavadi i jind podminka ukoncéeni algoritmu. Takovou
muze byt bud’ maximalni pocet iteraci, nebo porovnani rozdilu souctu ¢tvercti chyb z
ptedchozi iterace a aktudlni iterace, pficemz pokud je rozdil mensi nez urc€ita hranice,
algoritmus kon¢i.

Slabiny algoritmu

Vysledek pro stejnou mnozinu dat se miize ménit v zavislosti na nékolika faktorech. Tato metoda
tedy neni definitni, stejné tak jako mnoho jinych metod pouZzivanych ve shlukové analyze, coz je do
jisté miry jeji nevyhoda.

Faktory ovliviiujici vysledek jsou naptiklad volba pocatecnich objekth ¢i poradi objekti ve
vstupni mnozin€. Dalsi nevyhodou je zranitelnost pied odlehlymi objekty (outlinery). Takové body
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vychyli téziste, ¢imz vyrazné ovlivni vysledek shlukovani.

2.2.8 Algoritmus TwoStep

Vzhledem k tomu, Ze tento algoritmus nema svou standardni vSeobecné zndmou podobu, bude
zde popisovana varianta pouzita v software IBM SPSS Modeler 14.2.

Vlastnosti algoritmu

Tento algoritmus je schopen zpracovat a vyhodnotit jak kontinudlni, tak kategorické atributy pti
velkém poctu objekttl, jednak pro svou pamétovou nendro¢nost, a jednak pro rychlost [5]. Sklad4 se
ze dvou krokt (odtud TwoStep).
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Prvni z nich je pre-clustering, druhy clustering. Pocet shlukli, do kterych maji byt vstupni
objekty rozfazeny, mize byt predem déan, nebo zjistén automaticky pomoci nékterého
z informacnich kriterii (napt. Bayesovské), uré¢eného pro vyhodnocovani modelll s riznym poctem
shlukti. TwoStep nepodporuje objekty, které nemaji ncktery atribut vyplnény hodnotou. Takové
objekty neparticipuji ve vlastnim béhu algoritmu. Pro méfeni podobnosti objekti se pouziva
log-likelihood funkce, zalozena na pravdépodobnostnich metodach.

CF a CF-Tree

CF (cluster feature) je vektor hodnot charakterizujici objekty v daném shluku. Obsahuje hodnoty
jako pocet objektil, rozptyl, stfedni hodnota. Slozeni tohoto vektoru je zavislé na dané konkrétni
implementaci.

CF-Tree je vyskoveé vyvazeny strom slozeny z CF. Ma dva parametry: pocet objektit ve shluku
(oznaéme si jako B — branching factor) a prah (oznatme jako T — treshold). Kazdy wvnitini
(nekoncovy) uzel mé v sob¢€ ukazatel na potomka (shluk) a jeho CF. Maximalni poc¢et potomk je
roven B. Koncovy uzel pak postradd odkaz na potomka a pouze nese informaci o CF.

Faze algoritmu

1. Pre-clustering: V této fazi se pouziva modifikovany CF-Tree, ktery navic jednotlivd CF
obohati o pocty objektd s danou kategorii pro kazdy kategoricky atribut. Diky definovani
prahu T, jenz je realizovan koeficientem podobnosti objektli, je vstupni pocet objekt
zmen$en. Dojde tedy ke slu¢ovani podobnych objekt. Stromova struktura navic pomaha
rychlej$Simu nalezeni optimalniho pod-shluku pro dany objekt. Pokud objekt nevyhovuje T,
vytvoii novy pod-shluk a koncovy uzel se stava uzlem vnitinim se dvéma potomky:.

2. Clustering: Pod-shluky, vytvotfené v prvni fazi jsou vstupem druhé faze, ktera je upravi do
findlniho poctu shlukl. Pouzivad se hierarchickych aglomeracnich metod, které pracuji
efektivné pro snizeny pocet objektl, pfevedenim je na pod-shluky. Je-li potieba stanovit
optimalni pocet shluk, tak se na vysledky shlukovani pouzivaji informac¢ni kritéria.

Slabiny algoritmu

Stejn¢ jako u K-Means, 1 zde zélezi na potadi objektd. Vliv odlehlych objekti muize byt
eliminovan jiz v pribéhu pre-clusteringu pouhym nadefinovanim hranice, pfi které je objekt
povazovan za odlehly.
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3 Cile praktické casti
3.1 Pripadova studie

V praktické asti bylo za ukol mimo jiné vypracovat jednu z piipadovych studii. Slo o ulohu, jez
méla za ukol pokusit se nalézt v poskytnutych datech, obsahujicich zdznamy o rizné kriminalni
¢innosti, takové informace, které jsou potenciondlné cenné a mohly by tak byt pouzity

2%

algoritmii shlukové analyzy.
Body pripadové studie

*  Vytvoftit model vyhodnocujici optimalni rozlozeni daného poctu jednotek po mésté

*  Vytvorit model schopny nalézt souvisejici ptipady vloupani do obytnych budov

* Zamgéfit se na kapesni kradeZe a popsat vyskyt a mnozstvi kapesnich kradezi v zavislosti na
¢asu a lokalité

3.2 Implementace algoritmu

V ramci feSeni vySe zminéné studie jsme se setkali s algoritmy pattici do sféry shlukové analyzy.
Jednalo se o algoritmy TwoStep a K-Means.

Kromé& prostudovani obou zminénych byla soucasti praktické Casti této prace implementace
jednoho z nich — algoritmu K-Means, a to v libovolném programovacim jazyce. Tato implementace
méla byt posléze konfrontovana s vysledky stejného algoritmu ve vySe zminéném programu.

3.3 Soudast e-learningového kurzu

Poslednim bodem praktické Césti bakalaiské prace bylo zpracovani piipadové studie a oblasti
shlukové analyzy jako soucasti kurzu na univerzitnim vyukovém portalu — e-learningu.

Bylo tedy potfeba se seznamit s administraci portdlu, dané téma zpracovat ,,vykladovym®
zpusobem, popsat piipadovou studii a spolecné¢ s kontrolnimi otdzkami pfispét do kurzu
»Datamining® na e-learningu TUL.
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4 Navrh reseni

V této ¢asti budou uvedeny zvolené piistupy k feSeni ptipadové studie a implementace algoritmu
K-Means.

4.1 Pripadova studie

Na zaklad¢€ zadani byla uloha rozd¢lena do nékolika fazi:

1. Piiprava dat

2. Vytvoteni modelu vyhodnocujiciho optimalni rozlozeni hlidek po dané lokaci
3. Vytvorfeni modelu hledajiciho souvisejici ptipady vloupéani do obytnych budov
4. Vytvoreni modelu zabyvajiciho se kapesnimi kradezemi.

4.1.1 Priprava dat

Pocatecni faze vétSiny dataminingovych tloh se zabyvéa zpracovanim dat. Vstupni data totiz
zpravidla nebyvaji v takové formé, aby je bylo mozné ¢i vhodné, pouzit pro samotné modelovani.
Diivodem jsou rizné druhy datovych skladist, odkud jsou tato data exportovana a predana
k analytickym uceliim. Tato iloha toho nebyla vyjimkou, a tak bylo potieba nejdiive zjistit jaka data
mame k dispozici.

Bylo nezbytné zajistit, aby IBM SPSS Modeler (dale odkazovan jako ,,program®) spravné
identifikoval typy vstupnich atributi a spravné nakladal s prazdnymi hodnotami. Jak se pozdé&ji
ukézalo, pravé toto byl problematicky aspekt, jelikoz automatické rozpozndvani typt atributd
selhalo a prazdné hodnoty kategorickych atributli byly nahrazeny jinou, vychozi, kategorii. A tak jiz
prvni operace v programu vyzadovala manudlni konfiguraci. Po spravném nastaveni uzlu,
pfijimajiciho vstupni data, se naskytla moZznost data prozkoumat a provést prvni transformace a jiné
upravy v datech.

Po nahlédnuti do dat bylo zjisténo, ze ve vychozim stavu ziistat nemohou. Pottebné zakladni
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casové razitko, ze kterého je mozné vyextrahovat atributy jako cas, datum, tyden, ¢ast dne, rocni
obdobi a jiné ,jednodussi® atributy, mnohem vhodnéj$i jako vstupni data do navazujicich Casti
ptipadové studie a modeli v nich pouzitych. Pro dalsi faze studie tedy doslo k doplnéni dat o tyto

atributy.

V momenté, kdy byla faze piipravy dat hotova, zbyvalo urCit, co bude obsahem
vyexportovanych dat. Jinymi slovy byly vytvofeny filtry objektdi a atributl. Tato filtrovana data
byla obsahem celkem tfi separatnich soubort, pouzitych v navazujicich fazich studie.

4.1.2 Vytvoreni modelu vyhodnocujiciho optimalni rozlozeni hlidek v
dané lokaci

Nasim hlavnim cilem v tomto modelu bylo nalezeni optimalniho, rovnomérného pokryti dané
oblasti urcitym poctem hlidek. Termin rovnomérny neni myslen jen pouze ve smyslu plochy, ale
také Cetnosti krimindlni ¢innosti na dané ploSe. To znamend, Ze napiiklad centrum, kde se da
predpokladat vyssi kriminalita, budou stezit dvé hlidky, piestoze jinou, odlehlejsi, oblast o stejné
rozloze bude stiezit pouze jedna hlidka.
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V této casti bylo potieba nejprve nadefinovat jednotlivé Giseky dne, jako je rano, den, noc. Odhad
toho, pro jaké hodiny plati, Ze se jednd o danou ¢ast dne, byl proveden na zéklad¢ intuice. Za
ucelem ovéteni tohoto prvotniho odhadu meznich hodin, bylo nahlédnuto do dat a hlavni diraz byl
kladen na cetnost jednotlivych piipadi v prib¢hu dne. Prvni odhad bylo tfeba pozménit tak, aby
extrémy v Cetnosti danych zaznamii odpovidaly zvolenym meznim hodnotam.

Po filtraci zdznamti spadajicich do danych casti dne, bylo potieba zvolit vhodny shlukovaci
algoritmus. Byly aplikovany Ctyfi riizné piistupy.

Prvni pokus spocival ve snaze vyuzit algoritmu K-Means s tim, Ze pocty shlukt (hlidek) budou
urcéeny analytikem. Ten se prokazal byt az ptili§ nachylny pro odlehlé ptipady, coz mélo za nasledek
vy€lenéni celé jedné hlidky do oblasti s pfili§ nizkym poctem ptipadi. JelikoZ pocetni rozlozeni
ptipadd na danou hlidku nemélo dosahovat prilis velkych rozdill, byl tento efekt nezadouci.

Dale byl pouzit algoritmus Kohonenovy mapy, zastupce segmentacnich nastroji vyuzivajiciho
neuronovou sit. Jednalo se o prvniho ze dvou zastupct algoritmti, pomoci nichz byl praktikovan
pokus zjistit, zda lze tuto tlohu obohatit o uréeni optimalniho poctu hlidek pro dany usek dne, bez
nutnosti patrnéjsiho prizptisobovani dat. Vysledek vsak v tomto ptipadé nebyl vyhovujici, jelikoz
bylo vysledkem vice shlukl s vétSim rozptylem poctl ptipada na shluk, nez bylo ocekavano.

Ttetim piistupem bylo vyuZiti algoritmu TwoStep s automatickym uréenim optimélniho poctu
shlukti. Byl to tedy druhy zastupce algoritmi pro potencionalni doporuc¢ovani poctu hlidek. Ani zde
nebyly vysledky uspokojujici. Pocet shluki se uz sice vice blizil naSi predstavé, avSak rozdil
v Cetnosti pripadi na shluk byl stale jesté vysoky. Ani parametrizovani algoritmu, ve smyslu zmény
informacnich kriterii a metriky, nemélo zadouci efekt.

Ctvrtym, poslednim, p¥istupem byl opét algoritmus TwoStep, tentokrat viak opro$tény o snahy
automatického uréovani poctu shlukl. V porovnanim s algoritmem K-Means, kde byl poc¢et shluki
rovnéz zaddvan analytikem, m¢l o poznani lepsi vysledky a prokazoval vétsi odolnost proti
odlehlym piipadim. Toto si vysvétlujeme pouzitim log-likelihood, podobnostni miry, zavadgjici
pravdépodobnostni piistup do feSeni nalezitosti objektu do shluku. Tento posledni pfistup se stal
ptistupem finalnim.

4.1.3 Vytvoreni modelu hledajiciho souvisejici pfipady vloupani do
obytnych budov

Tieti faze ptipadové studie spocivala ve vytvoreni modelu schopného nalézt takové pripady
vloupani do obytnych budov, které vykazuji znaky podobnosti.

Prvnim dilezitym krokem bylo odhadnuti pocétu skupin ptipadii, které spolu souvisi. Z
pochopitelnych diivodi nebylo mozné toto odhadnout bez pomoci nastrojii programu. Vzhledem
k tomu, ze nebyla zadna predstava o tom, zda vibec né¢jaké podobné ptipady existuji, byly zvoleny
nasledujici zptsoby:
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Postupné zkouseni riznych pocti shluku (skupin) pro K-Means

Prvni napad spocival v tom, Ze budeme modifikovat parametry algoritmu K-Means, konkrétné
parametr cilového poctu shlukli. K tomu, aby bylo mozno posléze nalézt idedlni pocet, bylo nutné
se spolehnout na evaluaéni mechanismy shlukli, které jsou implementované v jednotlivych
algoritmech programu. Nicméné vysledky kvalitativniho ohodnoceni segmentace se neliSily tak
vyrazn¢, aby dlivéra mohla byt vloZena pravé do tohoto zplsobu. Fakt, Ze segmentace se dle
programu pohybovala na rozmezi ohodnoceni ,,Poor* a ,,Fair*, neboli ,,épatné“ a ,,Dostacujici® pro
vSechny zadané pocty, také nenaznacoval, ze by pouze tento piistup byl dostacujici. Jediny pfinos,
ktery tento zptsob mél, bylo ziskani pfedstavy o tom, ze idedlni pocCet shlukli se bude pohybovat
nékde kolem cisla deset.

Pouziti algoritmu TwoStep s mozZnosti automatické detekce optimalniho poctu shluku

V rané fazi studie byl pouzit algoritmus TwoStep s automatickou detekci optimalniho poctu
shlukti, jehozZ vysledky byly dale pouZzity k dalSimu zpracovani. Nicméné po dikladném auditu dat
bylo zjisténo, Ze program nevhodné vyhodnotil chybéjici hodnoty u kategorialnich atributd
a nahradil je jakousi vychozi hodnotou.

Po opraveni tohoto nedostatku a spravném klasifikovani chybéjicich hodnot, jako chybgjict,
nikoli doplnéné, se v souladu se znalostmi zminénymi v teoretické Casti projevila neschopnost
algoritmu TwoStep poradit si s pifipady, které maji neuplné hodnoty. Algoritmus totiz takové
zdznamy vyfazuje z tvorby modelu, a tak program zahlésil chybu nedostatku validnich dat.

Pouziti Kohonenovych map

Disledkem netspéchu s algoritmem TwoStep bylo nutno pouzit druhy zpiisob, jak algoritmicky
zjistit idedlni pocet shlukli — Kohonenovymi mapami.

Tento zplisob ndm vyhodnotil pocet 11 jako idealni. Tohoto algoritmu bylo nakonec vyuzito 1 pro
samotné hledani shlukt v ptipadech.

Kombinace vice modeli

Jelikoz vSechny pouzité algoritmy jsou zavislé na poradi ptipadd, bylo nutné ovéfit stabilitu
vysledki pfi rizném potadi ptipadi. Vysledkem tohoto pokusu byly v urcitych piipadech rozdilné
hodnoty, coz vedlo k tendenci pfetizit celou fazi pouzitim vice modelii a naslednému vyhodnoceni
vysledka.

Uz samotny pocet shluki vykdzal nestabilni hodnoty pti rizném potadi ptipadid. V jednom
piipadé se totiz objevil jako idealni pocet ¢islo 12. Pro modelovani tak bylo vytvoreno Sest riznych
modelt. Tti vedly do algoritmu K-Means s tim, ze pokazdé bylo rizné poradi vstupnich objektt. To
sam¢é platilo 1 pro zbylé tfi vétve, které vedly do Kohonenovych map. Tak bylo ziskano Sesti
ruznych piifazeni stejnych objektd do shlukt, a dalsi ¢ast se zaobirala vyhodnocenim spolehlivych
vysledka.
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Vyhodnocovani probihalo slou¢enim vsSech vysledkii a nalezeni téch zédznamu, které tvorily
shluk, nehledé¢ na pouzity algoritmus a potfadi objektd. Jen o nich se totiz d4 uvazovat jako
o kandidatech pro analytickou ¢innost bezpecnostnich slozek.

V ramci ovéteni vysledkl, byly vyhodnocené shluky filtrovany a jejich konkrétni hodnoty dale
zkoumany.

4.1.4 Vytvoreni modelu zabyvajiciho se kapesnimi kradezemi.

Jak jiz bylo zminéno, zde nas zajimaji lokace a obdobi, kdy ke kradezim dochazi.

Proto bylo potieba se nejdiive na kradeze podivat z geografického hlediska, aby bylo mozné
zjistit, zda se vyskytuji rovnomérné, ¢i je to lokalni problém. Bylo zjiSténo, Ze kapesni kradeze se
vyskytuji prakticky vyhradn€ na dvou mistech. Pro lepSi orientaci a srozumitelnost vysledka je
témto lokacim pfifazen nazev, a to na zakladé dodate¢nych informaci, obdrZzenym k datim

Po pojmenovani kritickych lokaci jsme se mohli zabyvat ¢asovou doménou udélosti. PouzZitim
histogrami, s parametrem zabyvajicim se atributem obsahujicim informaci o tydnu udalosti, jsme
byli schopni patficné oddélit jednotlivé Casové useky a nadale zkoumat vliv téchto ¢asovych useki
na lokaci.

Vysledky, které nam byly pfedstaveny programem, uz zbyvalo pouze zobrazit do dostatecné
vypovidajici a srozumitelné formy vystupu.

V této, posledni, fazi nasi piipadové studie tedy nebyl pouzit jediny analyticky algoritmus
a vSechny vysledky vznikly pouze diky vytvofeni novych atributli a jejich vhodném zobrazeni do
vizualiza¢nich nastrojt.

4.2 Implementace algoritmu

Algoritmus K-Means jsme se rozhodli implementovat na platformé .Net s programovacim
jazykem C#. Je tedy pochopitelné, ze k implementaci byl vyuzit objektovy ptistup. Dale lze
program délit do dvou &asti. Casti obsahujici metody a objekty umoziujici konverzi a provedeni
samotného algoritmu a déle uzivatelské rozhrani, které ma na starosti nacitani dat, interakce
s uzivatelem a zobrazovani vyslednych shluki. Jednalo se o klasickou Windows Forms aplikaci.

Cely vyvoj byl rozdélen do dvou verzi. Prvni verze byla zjednoduSena oproti findlni zamyslené
funkcionalit¢ a méla ovéerit samotny algoritmus pro nejjednodussi kontinudlni, data pro rtzné
metriky. Druhd verze si pak méla poradit s kategoridlnimi/dichotomickymi atributy, zobrazit
prehled dat, a mit moZnost tato data pretypovat. Pochopiteln¢ u obou verzi byla moznost zvolit si
pocet vyslednych shluk. Diky rozd€leni do dvou verzi byla specialni pozornost vénovana
modularité programu.

JiZ na zacatku bylo jasné, Ze aplikace bude muset fesit:

1. nacteni hodnot ze souboru a jejich konvertovani do Zddouci podoby — do objektil
2. provedeni samotného shlukovani

3. nakonec zobrazeni vysledkl v piehledné formé — idedlné grafu.
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4.2.1 Nacitani hodnot a jejich konverze

V prvni verzi programu se pocitalo pouze s numerickymi atributy zadanymi v exponencialnim
tvaru v souboru s hodnotami oddélenymi mezerou. Takto nactend data bylo mozné rovnou pouzit
jako hodnoty ¢lentd objekta.

Ve druhé verzi se pak zachdzelo s klasickymi CSV (comma separated values) soubory
obsahujicimi riizné, pfedem nezndmé typy atributii. Takto nactené atributy bylo potieba nejdiive
rozpoznat. Rozpoznavaly se tfi typy atribut:

¢ dichotomické
» kategorické
¢ kontinualni

Uzivateli vSak byla ddna moznost tyto atributy ptetypovat pro piipad, Ze by to uzivatel chtél, ¢i
by byl v programu nedostatek.

Po rozpoznani typt atributi bylo potieba vhodné preménit kategorické atributy na kontinudlni,
jelikoz algoritmus K-Means ve svych implementacich pouziva Euklidovu metriku. Jelikoz bylo
cilem vysledky konfrontovat s vysledky IBM SPSS Modeleru, bylo nutné se inspirovat
dokumentaci k tomuto programu a pouzit stejnou konverzi kategorickych atributd, jako je pouzita
ve vySe zminéném programu.

4.2.2 Shlukovaci algoritmus

Diky konverzi kategorickych dat na data kontinudlni bylo mozné pouzit jeden a ten samy
algoritmus pro ob& verze programu. V tomto piipadé byly pouzity jiz hotové kolekce
platformy .Net., ve kterych byly objekty uchovany, a které reprezentovaly samotné shluky. Dalsi
zamér byl nechat uZivateli moZnost vybéru mezi vice metrikami.

Ptestoze tento program neni urcen pro Siroké spektrum uzivateld, chtéli jsme zabudovat oSetteni
vstupll od uZzivatele. Program byl tedy naptiklad oSetfen pfed nevalidnim poctem shlukd, jako je
pocet 1 a méng, i pocet shlukl vétsi, nezli pocet dostupnych dat.

Vystupem algoritmu bylo zvoleno pouze Ciselné oznaceni shluku, do kterého dany objekt patfi.

4.2.3 Zobrazeni vysledku do grafu

Pro pohodIné porovnani vysledkli naSeho algoritmu a algoritmu z programu IBM SPSS Modeler
bylo tfeba vytvofit vizudlni zobrazeni dat do grafu, z n¢hoZz bude na prvni pohled ziejmé, zda
vysledky koresponduji s profesionalnim feSenim, ¢i ne.

Opét bylo vyuzito jiz hotovych komponent platformy .Net, s vhodnou konfiguraci. Navic,
vzhledem k absenci funkce jitter, tedy vychyleni ptekryvajicich se objektt, bylo dalsim
pozadavkem rozsifit zobrazeni o moznost skryt vybrané shluky.
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4.3 Vytvoreni ¢asti kurzu Datamining na e-learningovém portalu FM
TUL

Zde byl postup jiz pfedem znamy. Nejprve bylo potfeba vypracovat teoretickou c¢ast této
bakalarské prace, jejiz obsah mél byt samostatnou kapitolou ve zmifiovaném kurzu. Poté bylo
potieba vypracovat piipadovou studii a jeji popis prepsat do vhodné podoby pro vyukové tucely.
A tak, po seznameni se s administraci portalu, mohl byt tento materidl vytvotfen, nahrdn na server
a jako posledni krok k nému mohly byt vytvotfeny kontrolni otazky.
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5 Realizace reSeni
5.1 Zvoleny software

Pfipadova studie

K realizaci ptipadové studie byl pouzit software IBM SPSS Modeler ve verzi 14.2. Tento
program je komplexni nastroj pro feSeni dataminingovych tloh. Vyznacuje se grafickym
zpracovanim prostiedi, kde se vytvaii modely a klade daraz na to, aby uzivatel nepotieboval
rozsahlé znalosti z oblasti programovani a algoritmd.

Projekty jsou zde nazyvany Streamy, ¢esky Proudy. Obsahem proudti jsou uzly, které¢ se tadi do
ruznych kategorii, v zdvislosti na tom, jakou ¢innost vykonavaji. Existuji tedy naptiklad uzly
slouzici k nacitani dat, uzly provad¢jici operace se zdznamy, uzly provadéjici operace s atributy,
uzly modelovaci, uzly slouzici k riznym grafickym zobrazenim dat, a tak dale. Tyto uzly jsou
propojovany uzivatelem, a tak se vystup z jednoho uzlu stava vstupem druhého, odkud vychazi ono
oznaceni proud.

Implementace algoritmu

Pro tvorbu programu, implementujiciho algoritmus K-Means, byl zvolen software Microsoft
Visual Studio 2010.

5.2 Pripadova studie

V této sekci budou popsany kroky, provedené v jednotlivych fazich, popsanych v Navrhu fesSeni
za pomoci zminéného software. Kompletni ilustrace vyslednych proudi lze nalézt v ptiloze. Na
nosi¢i DVD-ROM, pftilozeném k této préci jako zvlastni ptiloha, jsou umistény proudy této studie.

5.2.1 Proud pripravy dat

[lustrace proudu této faze je obsahem Piilohy 1.

Vstupnim bodem je uzel s ndzvem ,Nacteni dat“, ktery nacitd data ze statistického souboru.
V tomto uzlu byl proveden prvni nahled do dat, za ucelem zjisténi, jaké atributy se v nich nachézi
a v jaké formé.

Mezi daty tak byly nalezeny atributy jako datum, ¢islo pfipadu, lokalita, kde k ptipadu doslo,
ruzné priznakové i kategoridlni atributy, vyjadiujici zpiisob provedeni vloupani, jednalo-li se
o ptipad vloupani do objektu a také kod piipadu, ¢iseln€ reprezentujici, o jaky trestny Cin/piestupek
se jedna. Z data bylo zjisténo, ze se jedna o zaznamy za jeden rok na urcité lokalité. Kompletni
seznam atributl je obsahem Ptilohy 2.
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Ze ziskanych dat bylo patrné, Ze n€ktera nebyla spravné rozpoznana, respektive, ze automaticky
pfifazené typy jsou chybné. VSechny dichotomické atributy byly vedeny jako nomindlni. Pfiloha 2
jiz obsahuje data opravena, pro pfedstavu v jakém stavu se nachazela bez provedenych Uprav,

pfiloZena ilustrace 7.

Field
3 cislo_pripadu
[a] Kod
{#* souradnice_X
#* souradnice_Y
fr Datum
[A] MO_vstup
[A] MO_misto
[A] MO_zabezp
[A] MO_cinnost
[a] MO_odchod
[A] MO_zabdvere
[A] MO_neporadek
[A] MO_sejf
[a] MO_zpusobvstupu
[a] Kaud
[4] Kuid
[A] Kpocitac
[a] Pobleceni
[a] Ppenize
[A] Pkredit
[4] Plek
[a] Ptelefan
[a] Phodiny
[A] Pkalk
|[a] Palkah
[A] Pzaznam
[A] Psperky
[a] Ppenez
|a] Pdvere
[A] Pokno
[A] Pautomat
[A] Ptelauto

& Continuous
@5 MNominal
£ Continuous
& Continuous
& Continuous
@5 MNominal
&5 Nominal
& Nominal
@5 Nominal
@b Nominal
@5 Nominal
&5 Nominal
&b Nominal
@5 Nominal
@5 MNominal
&5 Nominal
& Nominal
@5 Nominal
@b Nominal
@5 Nominal
&5 Nominal
&b Nominal
@5 Nominal
@5 MNominal
&5 Nominal
& Nominal
@5 Nominal
@5 MNominal
&5 Nominal
& Nominal
@5 Nominal
@b Nominal

Hlustrace 7: Chybné rozpoznané typy atributii

Measurement

Yalues
[1.09701001E8,1.09701662E8]
"008/017,7008/06","028/037"030/0...
[210.0,500.0]
[-900.0,-510.0]
[1995-01-01 04:10:00,1995-12-3...
Lsti Vioupani Vstup
Dwvefe, Okno,PoZ_sch
Alarm, Odeméeno, Otevieno, Zame...
Charita,M/&, Obchod Prodejna,Sta...
AN
AN
AN
AN
M4 "Rozbité dvefe” "Rozbité okno...
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN
AN

Po odstranéni nedostatku s nevhodnym rozpoznanim typti bylo potfeba ru¢né nadefinovat, ktera
ze dvou hodnot ,,A* a ,,N* reprezentuje hodnotu true a kterd reprezentuje false. Za ticelem vyhnuti
se nesrovnalostem v navazujicich modelech, byly dva nasledujici uzly modifikovany pravdivou,

resp. nepravdivou hodnotu na ponékud tradi¢néjsi ,, 1%, resp. ,,0%.
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V momenté, kdy byla data upravena do spravné formy, bylo tieba doplnit data o odvozené
atributy. Nejprve byl atributu ,,Kod*, doposud nabyvajiciho kdédové ¢iselné hodnoty, ptfifazen popis,
ktery usnadnil Citelnost dat. Tyto popisy byly ziskany z piekladového souboru, kde kazdé kodové
reprezentaci byl pfifazen text, ve stylu ,,Vandalismus®. Vzhledem k tomu, Ze se v datech objevovaly
druhy trestné ¢innosti, které nebyly predmétem analyz, byly proto takové ¢innosti slouceny tak, aby
ve vysledku zistaly kategorie Ctyfi:

* nasilnd Cinnost

*  v¢tsi majetkova trestnd ¢innost (vloupani do budov)

* vandalismus (obsahujici téZ drobnéj$i majetkovou trestnou ¢innost)

* jiné (zpravidla Ciny, které se vyskytuji nahodné€ a nemé smysl v nich hledat vyssi
souvislosti)

Z data se pak odvodily atributy ,,hodina“ a ,,tyden®.

Dal$im bodem v tomto proudu byl vybér vhodnych zaznamti do vystupnich souborti, které byly
pouzity jako vstup navazujicich modeli. Do ¢€asti, zabyvajici se nalezenim optimalniho pokryti
oblasti danym poctem hlidek, se vybraly ty zdznamy, které spliiovaly piisluSnost ke kategoriim
nasilné a majetkové trestné Cinnosti, plus kategorii vandalismu. Do ¢asti, zabyvajici se nalezenim
souvisejicich ptipadl vloupani, se vybraly pouze ty zaznamy, které piislusely kategorii vétsi
majetkové trestné ¢innosti. Vystup do posledni ¢asti s kapesnimi kradezemi se sklddal pochopitelné
pouze ze zdznam, obsahujicich kod kapesnich kradeZi. Ten vSak musel byt jesté zpracovan.

Toto zpracovani spocivalo v dal$im nahledu do dat, tentokrat z perspektivy jednotlivych tydnii
a Cetnosti v téchto tydnech. Tento nahled je zobrazen ilustraci 8.
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Tlustrace 8: Cetnost kapesnich kradezi v jednotlivé tydny roku

Bylo zjisténo, Ze se béhem roku vyskytuji dva tydny vykazujici extrémni ndrast cetnosti. Kvili
témto tydnlim byl vytvotfen novy atribut, ktery bude indikovat, zda se jedna o ptipad udévajici se
v prvnim extrémnim tydnu, druhém extrémnim tydnu, ¢i zda se jednd o ptfipad udavajici se v
,bezZny* tyden.

Poslednim krokem pied exportovanim dat do souboru bylo filtrovani nepotiebnych atributti.

5.2.2 Proud nalezeni optimalniho rozlozeni hlidek

Proud této faze je obsahem ilustrace 9.
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llustrace 9: Proud hledani optimdlniho pokryti oblasti hlidkami
Vstupnim bodem je opét nacteni piipadii ze statistického souboru, vyexportovaného z ptipravy
dat. Tato nactena data jsou zobrazena v histogramu, aby bylo mozné urcit vhodné hodiny pro
definici jednotlivych ¢asti dne. Na zékladé Cetnosti pfipadi v jednotlivé hodiny, bylo zvoleno

nasledujici rozdé€leni:

* Rano: 6.-10. hodina

*  Den: 10.-19. hodina

* Noc: 19.-6. hodina

Jelikoz jsme nepouzivali automatické definovani poctl shlukli (policejnich skupin) a v dalsi ¢asti
tohoto proudu bylo nutné zvolit pozadovany pocet shlukl, byla zobrazena cetnost piipada
v jednotlivé ¢asti dne. Tim doSlo ke zjisténi, Ze pocet piipadii rano je polovi¢ni oproti poctu piipadi
ve dne, a ten je polovi¢ni oproti poctu ptipada v noci. Byly tedy zvoleny nésledujici pocty skupin:

* Rano: 3 skupiny
* Den: 5 skupin
*  Noc: 6 skupin
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Zbyvalo tedy roztfidit zdznamy do tfi skupin, dle ¢asti dne, ve kterych se udaly, a tyto skupiny
tvofily vstup dohromady tii uzld s algoritmem TwoStep. Konfigurace modelujiciho uzlu
s nastavenim pro skupinu ,,Noc* je zobrazena na ilustraci 10, vysledné rozlozeni skupin je soucasti
Ptilohy 3.

F R’
) & hlidek - —
P
\ f
FlEHiE m antatio_n.s
Model name: @ Auto Custom
[ Use paritioned data
[ Standardize numeric fields [7] Exclude outliers Percentage :
Cluster label: @ String © NMumber
Label prefic Inlicka
Automatically calculate number of clusters
- F. .
I @ Specify number of clusters
Distance measure: @ Log-likelinood © Euclidean
Clustering criterion: @ Schwarz's Bayesian Criterion (BIC) Akaike's Information Criterion (AIC)
( ok |[# Run]| cancell [ Apply || Reset]

llustrace 10: Nastaveni uzlu TwoStep pro optimalizaci rozmisténi hlidek v noci
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5.2.3 Proud nalezeni souvisejicich pripadu
Proud této faze je obsahem Ptilohy 4.

Ptestoze byly v proudu ptipravy dat vyexportovany ptipady vloupani do obytnych, a zaroven do
neobytnych budov, zde byly vybrany pouze ty obytné. Po nastaveni roli pfisluSnych atributi bylo
mozné data postoupit k modelovani.

Jak lze vidét na ilustraci zobrazujici proud, z uzlu pojmenovaného ,,Nastaveni miry a roli*
vychazi Sest spojnic do dalSich uzll, kde Ctyfi z nich jsou uzly tfidici. Dva pro kazdou metodu
shlukovani. Tyto uzly tfidi vstupni mnozinu dat, a to jednou sestupné¢ a podruhé vzestupn¢, coz ndm
mélo pomoci v odhaleni slabych shlukd. Slaby shluk je nase oznaceni pro shluk, ktery neexistuje ve
vSech tiech modelech dané shlukovaci metody.

Vystupy vSech Sesti modelti putuji do uzlu ,,Merge“, ktery mél za ukol sjednotit vysledky
(zatazeni) kazdého piipadu napfi¢ spektrem modelt. Cilem bylo tedy mit identifikacni cislo
zaznamu a k nému Sest hodnot, uréujicich nalezitost k ur¢itému shluku v daném modelu. Nyni bylo
potieba nalézt skupiny ptipadu, které spolu tvotily shluk ve vSech Sesti modelech. Takové piipady
byly oznaceny za pied-kandidaty na analyzu vySetfovatelem.

Jelikoz data byla po sjednoceni nepiehledna, bylo potfeba pouzit agregacni uzel, agregujici pres
atributy nesouci oznaceni shluku. Z toho diivodu byla vytvotena tabulka, ktera ve svych sloupcich
méla vysledky z jednotlivych modelt a v fadcich bylo mozné vidét, z jakych dil¢ich vysledki se
skladaji skupiny pted-kandidatd. Dostali jsme 84 skupin pted-kandidatd, z nichz vSak pouhych 9
tvorilo skupiny o dvou a vice ptipadech. Prvnich 20 skupin, tvoficich vystup agregacniho uzlu,
zobrazuje ilustrace 11.

Hlustrace 11: Vystup agregacniho uzlu zobrazujici skupiny pred-kandidatii
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BKM-K-Means1 |$KM K-Means2 |$KM K-Means3 |$KXY Kohonen |$I'0W Kohonen2 |$K}W Knhonen3|Recnrd Count
1 skupina-g skupina-2 skupina-7 ¥=0,¥=2 ¥=3, ¥=0 X=3,¥=0
2 skupina-9 skupina-8 skupina-8 ¥=3,¥=0 X=0,¥=0 X=0,¥=0
3 skupina-5 skupina-3 skupina-10 X=0,¥=0 X=0, ¥=2 X=0,¥=2
4 skupina-4 skupina-3 skupina-9 ¥=3,Y=0 X=0,¥=0 X=0,Y=0
5 skupina-G skupina-2 skupina-1 X=0,Y¥=2 X=3,¥=0 X=3,¥=0
G skupina-g skupina-g skupina-3 X=3,¥=2 X=3, Y=2 X=3,Y=2
Ti skupina-1 skupina-9 skupina-11 K=3 Y=2 K=3, ¥=2 X=3,Y=2
g skupina-11 skupina-3 skupina-1 ¥=3,¥=0 X=1,%=0 X=1,¥=0
g skupina-g skupina-7 skupina-10 X=0,¥=1 X=0,Y=2 X=0, Y=2
10 skupina-7 skupina-4 skupina-2 ¥=0,¥=0 K=0,¥=2 X=0,Y=2
11 skupina-6 skupina-7 skupina-1 ¥=2,¥=0 X=0,¥=0 X=0,Y=0
12 skupina-10 skupina-1 skupina-g ¥=3,¥=2 K=2 =2 X=2 ¥=2
13 skupina-4 skupina-7 skupina-1 K=0,Y=2 K=2, ¥=0 X=3,¥=0 %
14 skupina-3 skupina-9 skupina-4 K=2 Y=2 K=3 ¥=1 X=3 ¥=1
15 skupina-5 skupina-2 skupina-5 X=0,¥=0 X=0,Y=2 X=0, Y=2
16 skupina-4 skupina-4 skupina-4 X=3,¥=2 X=3, Y=2 X=3,¥=2
17 skupina-4 skupina-1 skupina-4 K=3 ¥Y=2 K=3, Y=2 K=3 Y=2
18 skupina-11 skupina-7 skupina-1 X=0,¥=2 X=3,Y=0 X=2 ¥=0
19 skupina-11 skupina-7 skupina-1 X=0, ¥=2 X=2, Y=0 X=2 ¥=0
20 skupina-7 skupina-5 skupina-2 ¥=1,¥=0 K=1,¥=2 X=1,¥=1



Nakonec bylo vybrano nasledujicich 9 skupin pomoci uzlu s nazvem ,,PocCetnéjsi skupiny*
a dal§im cilem bylo tyto skupiny zobrazit na mape. K tomu byl, pon¢kud netradicné, zvolen uzel
K-Means, ktery se jevil jako nejjednodussi a nejrychlejsi feseni. Pii nastaveni cilového poctu shluka
na 9 a nastaveni vstupnich roli atributim, nesoucich oznaceni vyslednych shlukii z piedchozich
modeli, bylo ziskano jednotné oznaceni pro celou Sestici. Oproti ilustraci 11 by tak nebylo potieba

Sest sloupcti pro identifikaci unikatni kombinace, ale pouze jeden sloupec s oznacenim noveé
vzniklého shluku.

Vysledné shluky pred-kandidati pro prozkouméni policejnim specialistou jsou zobrazeny
v grafu tak, aby bylo mozné vidét pozici téchto pfipadii na mapé€. Toto zobrazeni je obsahem
ilustrace 12.
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llustrace 12: Zobrazeni pred-kandidatii na mapé

Na vySe zminéné ilustraci je mozné vidét, ze nékteré shluky jsou pobliz sebe, aniz by lokalita
vstupovala do modelovani v jakékoli ¢asti tohoto proudu. Zda se tedy, Ze tito pred-kandidati jsou
adepty na to stat se kandidaty. Zbyvalo si jednoho z nich vybrat a ovéfit tak funkénost modela
prostupujicich timto proudem.

Vybrana byla ctvetice piipadii umisténa v levé ¢asti, nichz byla zkoumana mira odliSnosti
v modus operandi a v dal§ich charakteristickych znacich provedeni loupeze. Bylo zjisténo, Ze
vSechny Ctyfi pfipady se staly v jeden den, v rozmezi Ctyt hodin. Pfipomeneme, Ze datum, ¢as a ani
lokace do modelovéani nevstupovaly. Déle se vSechny piipady shodovaly ve vSech atributech
obsahujicich modus operandi. Ve vétSin€ zbyvajicich atributii, které vyjadfovaly napiiklad druh
odcizené véci, dochazelo rovnéz ke shodé.

Zavérem lze tedy fict, Ze model, skladajici se z nékolika dil¢ich modeld, je funkéni a pouzitelny
na danych datech v této tloze.
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5.2.4 Proud zabyvajici se kapesnimi kradezemi

Proud této faze ptipadové studie je obsahem Piilohy 5.

Jiz v proudu piipravy dat byl proveden prvotni piehled o casovém rozpolozeni kapesnich
kradezi. Zjisténo bylo, ze v roce, ke kterému mame data, jsou dva tydny vykazujici extrémni narust.
Vzhledem k tomu, ze vystupem ma byt informace nejen o Casové doméng, ale také o rozmisténi

kapesnich kradezi, bylo nahlédnuto na piipady z hlediska rozmisténi na mapé¢. Ilustrace 13 toto
zobrazeni demonstruje.
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llustrace 13: Rozmisténi kapesnich kradezi na mapé

Na posledni ilustraci bylo zcela zifejmé vidét, Ze kapesni kradeze se vyskytuji ve dvou lokacich.
Byl pouzit soubor obsahujici pojmenovani lokaci spole¢né s jejich soufadnicemi. Bylo tak mozné
dat oblastem jméno a zaroven se ukézalo, ze se ve skutecnosti jedna o lokace tf1, z ¢ehoz dvé jsou
vedle sebe:

e Namesti
¢ Stadion
e Park

Tak byl odvozen novy atribut ,,oblast, nesouci ndzev mista kradeze. Po odvozeni nového
atributu nas zajimalo zastoupeni kradezi v jednotlivych oblastech v zavislosti na tom, o jaky tyden

se jednd. Zavérem je, Ze se ve vetsing tydnl krade zdsadné na namésti. Dalsi lokace se objevovaly
pouze v tydnech kolem letni sezony.

Po dalsim zkoumani, které spocivalo naptiklad v kategorizaci tydnil (sezénni a mimo-sezonni) ¢i

v zobrazovani zavislosti na histogramech, bylo zji§t€éno, Ze na ndmésti se tyto pifipady loupeZzi
vyskytuji v pribéhu celého roku, zatimco v parku a na stadionu pouze v letni sezoné.
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5.3 Implementace algoritmu

Cely projekt byl rozdélen do dvou ¢asti. Do knihovny, implementujici algoritmus K-Means
a obsahujici vSechny pomocné datové struktury, a do Windows Forms aplikace, ktera tvoftila
uzivatelské rozhrani potfebné pro nacitani dat, jejich manipulaci a zobrazeni vysledkd.

Na nosi¢i DVD-ROM, pfiloZzeném k této praci jako zvlastni pfiloha, je umistén projekt
(solution), obsahujici veskeré zdrojové kody.

5.3.1 Knihovna implementujici K-Means algoritmus

Vzhledem k tomu, Ze algoritmus byl popséan jiz v teoretické Casti, bude se tato Cast vé€novat
vlastni implementaci z hlediska navrZeni objektd, prace s nimi a pozornost bude vénovana
roz§itenim, kterd bylo tfeba udé€lat tak, aby se vysledky vlastni implementace daly porovnat
s vysledky programu IBM SPSS Modeler.

Diagram zavislosti

Diagram na ilustraci 14 zobrazuje diagram zavislosti mezi tfidami a datovymi strukturami uvniti
knihovny obsahujici algoritmus K-Means. Zobrazen je detail pouze téch clend, jejichZ vnitini
vztahy jsou jednoduché.

KMeans.dll LEGEND »
{} KMeans Assembly .
Mamespace
& Metric P
Interface I:E]
# Nanhattan Struct @
Enumeration
bd ClosestCluster
Delegate E
& cluster = @ ClosestCluster » & distance
Class
@ Categorical
Property ¥
@ Flag
@ Resl Metheod (%}
Event &
Field w
Externals .

llustrace 14: Diagram zavislosti
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Témi Cleny jsou:

* vycet Metric obsahujici podporované metriky
* vycet DataType obsahujici podporované typy atributli
» struktura ClosestCluster pouzivana jako nadstavba tiidy Cluster (reprezentujici shluk),
obsahujici kromé reference na objekt tfidy Cluster navic vzdalenost objektu od shluku,
¢ehoz se pouziva pii vyhledavani nejblizsiho shluku.
Na diagramu se dale vyskytuji tii tfidy, jejichz obsah datovych ¢lenii a metod neni zobrazen,
jelikoZ by nebyl dostatecné srozumitelny. Misto toho jejich funkcionalitu popiSeme slovné. Jedna se
0:

* tfida DataEntity: Tato tfida reprezentuje to, cemu se v prubchu této prace fikalo ,,objekt,
»zaznam* Ci ,,piipad” (z pfipadové studie). Obsahuje seznam hodnot atributi, referenci ke
shluku k némuz nélezi, a pro usnadnéni prace také pretizené operatory sc¢itdni a déleni, jenz
se pouzivaji naptiklad u vypocitavani vzdalenosti Ci pfi standardizaci atributi.

» tfida Cluster: Jak jiz bylo feceno, tato tfida reprezentuje shluk. Obsahuje seznam objektd
DataEntity, které do néj nalezi. Uchovava také informaci o centroidu tak, aby nemusel byt
pokazdé vypocitavan.

* Tiida K-Means: V podstaté se jedna o hlavni tfidu. V této tfid¢ je naimplementovan samotny
algoritmus, jsou zde vSechny ostatni metody slouzici tomuto algoritmu, a zaroveil je zde
rozhrani mezi uzivatelskym rozhranim a knihovnou.

Rozsifeni oproti obecné definice algoritmu K-Means

K této sekci se vaze Priloha 6, obsahujici zdrojovy kod k hlavni metodé nasi implementace.
Vsechny metody nebudou rozepsany z diivodu rozsahu prace, avSak funkcionalita dilezitych metod
bude popsana.

Standardizace dat

Pted zacatkem algoritmu bylo pro dosaZeni co nejlepSich vysledkl potieba data standardizovat.
Toho se docililo tak, ze od kazdého atributu byl odecten primér napii¢ v§emi hodnotami tohoto
atributu a tento rozdil byl vydélen rozsahem hodnot. Vysledkem tohoto opatfeni byly hodnoty
v rozsahu <0 ; 1> nehled€ na jednotky méfeni.

Zpracovani kategorickych dat
Dal8im, nejvétsim rozSifenim oproti obecné definici algoritmu K-Means, byla potfeba umét

zpracovat kategorické atributy, se kterymi v bézném pojeti algoritmus nepo¢ita. Cili byla potieba
jakasi ptedpiiprava dat, kterou obsahovala metoda s ndzvem ,transformData®.
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Tato metoda fungovala na tomto principu:
1. kazdy kategoricky atribut o 7 hodnotach, nahrad® »n dichotomickymi atributy

2. Z nové vytvorenych atributi bude maximaln¢ jeden nabyvat hodnoty 1, a to ten, ktery
odpovidé ptivodni hodnoté.

Budeme-li mit naptiklad atribut 7var, ktery bude mit hodnoty {“Ctverec”, “obdélnik”}, pak se
tento atribut transformuje na dva dichotomické atributy s nazvy napiiklad Je Obdélnik
aJe_Ctverec. Pro objekt, jenz mél v pivodnim atributu Tvar hodnotu ,,0obdélnik*, bude mit novy
atribut Je_C’tverec hodnotu ,,0° a atribut Je Obdélnik hodnotu ,,1¢.

Nicmén¢ udrzovat hodnoty 1 a 0 bylo nevhodné, a to z toho diivodu, ze K-Means pouziva
eukleidovskou metriku, a ta kategoridlnim atributim pfisoudila vétsi vahu. Mame-li totiz jeden
atribut, pohybujici se v rozmezi hodnot 0 az 1, a dva objekty s naprosto rozdilnou hodnotou tohoto
atributu, tedy prvni objekt bude mit hodnotu 1 a druhy bude mit hodnotu 0, pak vysledek
eukleidovské metriky bude 1 a vys$si byt nemtze. Pokud ale tento atribut pojmeme jako kategorialni
a oba objekty budou mit rtiznou hodnotu, pak po transformaci na dichotomické atributy dostaneme
hodnotu 1 + 1 (rozdil nastane v obou vytvotenych atributech).

To bylo odstranéno takzvanou ,,Set Encoding Value®, neboli hodnotou kategorialniho kodovani,
ktera v transformac¢nim kroku pfifazovala misto hodnoty 1 hodnotu jinou, v nasem piipadé¢
odmocninu z jedné poloviny. Diky tomu, pii rozdilnych kategoriich, hodnoty ¢tverct rozdila byly 2
+ Y4, Cili soucet 1, stejné jako by tomu bylo u kontinudlnich atributt.

Zastavovaci podminky cyklu

Podminky zastavujici iteracni cyklus byly v tomto ptipad¢ nasledujici:

* pocet iteraci dosahl maximdlniho poctu, poskytnutého v parametru metody. Pokud tento
parametr nebyl nastaven, pouzila se maximalni hodnota znaménkového celociselného
Sestnacti-bitového datového typu.

* V cyklu nebylo provedeno zadné pietazeni jakéhokoli objektu do jiného shluku.

OsSetreni vstupu
Jelikoz algoritmus pracuje s hodnotami, které mu poskytuje uzivatel skrze uzivatelské rozhrani,
bylo nutné zajistit dostatecnou ochranu proti nevalidnim vstupiim. Soucasti hlavni metody tedy byly
nasledujici kontroly:
*  Minimalni pocet zadanych shluki mize byt dva

* Maximalni pocet shlukii musi byt roven nebo mensi, nez celkovy pocet objektt v datech

* Uzivatelsky zadany maximalni pocet iteraci musi byt vyssi, nez jeden.
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5.3.2 Uzivatelské rozhrani

Uzivatelské rozhrani mélo dvé hlavni ulohy:

1. Umoznit uzivateli definovat vstupni parametry do algoritmu.
2. Zobrazit vysledky v prehledné, grafické forme

Uzivatelska definice vstupnich parametru

Design této Casti je mozné vidét v Priloze 7

Filosofie této ¢asti je takova, ze uzivatel svymi kroky postupuje v levém pracovnim sloupci od

shora dolu:

1.

5.

Nejprve si tedy pies klasicky dialog vybere patiicny soubor s daty. Aplikace je navrzena
tak, aby pracovala se soubory, které maji data oddélena ¢arkou, neboli CSV. V datech
rovnéz musi byt prvni fadek, popisujici nazvy jednotlivych atributa.

Vybere si metriku, za pouziti takzvanych radio button selektorti. K dispozici je metrika
eukleidovska a metrika méstskych blokii, neboli Manhattanska ¢i taxikarova.

Oblast pod vybérem metriky obsahuje tfi selektory, které slouzi k definovéni, jaké
polozky nesou identifikator zaznamii a jaké polozky maji byt pouzity jako osy
vysledného grafu. Tyto tfi polozky posléze nejsou soucasti modelovani.

Dalsi sekce slouzi ke zméné datovych typi atributd, pokud automatickd detekce nebyla
dostacujici. V odstavcich vySe bylo zminéno, Ze naSe konkrétni implementace zachazi
s kazdym typem dat jinak. K tomu, aby uzivatel tento typ zménil, staci oznacit v tabulce
dat, umisténé napravo od pracovniho sloupce, jakoukoli hodnotu daného atributu, a poté
zvolit, o jaky datovy typ se jednd. Pfedvyplnény typ je ten, ktery byl automaticky
rozpoznan.

Nakonec uzivatel pouzije tlac¢itko Run a algoritmus provede shlukovani.

Zobrazeni vysledku

Po provedeni algoritmu se uzivateli otevie nové okno, kde se nachazi graf zobrazujici jednotliva
data a jejich ptislusnost ke clusteriim neboli shlukiim. JelikoZ se v datech této prace nékteré objekty
ptekryvaly, bylo toto zobrazeni dale zlepSeno o moznost skryt libovolny pocet shlukti. Diky tomu je
mozné piehledné pozorovat rozprostieni objektii daného shluku..
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6 Vyhodnoceni feseni
6.1 Pripadova studie

Ptipadovad studie pokryvala né€kolik menSich, izolovanych pod-tkold, a tak 1 zhodnoceni
vysledkl bude vypadat dle struktury zadani.

Optimalni rozmisténi hlidek

Na dané mnozin¢ dat skute¢né doslo k rovnomérnému pokryti mapy, tvofené zaznamenanymi
kriminalnimi ptipady, uréitym poctem hlidek (viz ptiloha 3).

Béhem celé této ulohy bylo tieba definovat fadu parametra, které by v realném prostiedi vzesly
od zadavatele. Nejlepsim piikladem takového parametru je pocet hlidek, patrolujicich pro danou
dobu v oblasti.

Tento parametr byl zvolen dle vlastniho uvazeni, bez znalosti rozlohy oblasti, za ptfedpokladu
niz8tho poctu hlidek, ktery bude mit pfimou tmérnost s po¢tem kriminalnich ptipadl v tu kterou
¢ast dne. Zcela subjektivni také bylo rozhodnuti tykajici se slouceni ne€kterych kategorii zloc¢int,
a to bez zpétné vazby od lidi v dané problematice se pohybujicich. Otazkou tedy je, na kolik byla
uloha oprosténa od omezeni, jenz se v praxi objevuji.

Kromé jiz zminéného zvoleni poctu hlidek se v této tloze objevila otdzka, zda je pro zajiSténi
bezpecnosti ve spolecnosti lepSi rovnomérné pokryti plochy, ¢i rovnomérné pokryti kriminalnich
ptipadl. Na ilustraci 15 lze totiZ zpozorovat ne zcela vyrovnané procentudlni pokryti piipada péti
hlidkami béhem dne. Znamena to, ze v tomto piipade bylo rad¢ji pokryto vétsi uzemi za cenu toho,
ze u této hlidky bude mensi pravdépodobnost jejiho vyuziti v akci.

Cluster Sizes

Cluster

Clhilidka-1
Bhilidka-2
M hiidka-3
B hlidka-4
O hlidka-5

llustrace 15: Procentualni pokryti pripadii péti hlidkami béhem dne

Souvisejici pripady vloupani do obytnych budov

V této Casti je uspéSnost identifikace souvisejicich pfipadii siln€ zavisla na kvalité dat. Lze tvrdit,
ze veSkeré kandidaty na provéteni, které naS model nasel, opravdu vykazuji znaky podobnosti
a n€které z nich dokonce podpofily i informace o ¢asu a lokalité.
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To vSak nutné neznamena, ze vSechny nalezené ptipady lze automaticky prohlasit za souvisejici.
Vzhledem k tomu, Ze se jedna o tlohu deskriptivni, 1ze pouze prohlésit, ze nalezené ptipady nesou
do urcité miry podobné rysy.

Ona ,,mira“ vychazi z nastaveni ,,pfisnosti modelu a po patiicné odezvé z praxe by mohla byt
tématem diskuze. Je zde balance na hranici toho, aby model nenachazel pouze ptipady, které
vykazuji tak silnou souvislost, ze by si je kriminalisté spojili, aniz by jakykoli model potfebovali
a mezi témi piipady, kdy by podobnost byla vyhodnocovana ve vétsi mife 1 u téch piipadi, které
spolu nesouvisi.

Kapesni kradeze

Pro posledni tlohu nebylo pouzito zadnych modelovacich algoritmt a celd se sklddala pouze
z prace analytika, jeho nahlizeni do map, histogrami, tabulek a jinych vizualiza¢nich nastroji.
Nejednalo se o jakysi univerzalni ptistup pro vysetfovani prevence kapesnich kradezi.

Dle zadéni byla prozkoumana doména kapesnich kradezi z hlediska ¢asu a mista a bylo dosazeno
kompletnich zavért o tom, kde a kdy k nim dochazi. Pouzité postupy byly jednorazové. V ptipadé
takového zadéni ulohy, aby se znalosti daly pouzit v delSim ¢asovém horizontu, bylo by nutné
upozornit na dva extrémni tydny, které¢ dle naseho nézoru musely byt zplsobeny jistou kulturni
udélosti, a je tak potieba zjistit charakter této udélosti, zejména, zda se bude opakovat
v nésledujicich letech, a pripadné posilit prevenci kapesnich kradezi v dnech kondni zminované
akce.

6.2 Viastni implementace algoritmu K-Means

Program je schopny uspéSné pracovat s daty ve stejném formatu, s jakymi s nimi pracuje
program IBM SPSS Modeler, coz bylo jednim z poZadavkd na aplikaci. Program byl vytvofen
modularné, ¢ili bylo oddéleno uzZivatelské rozhrani od vlastni knihovny obsahujici algoritmus. Diky
zavedeni riznych datovych typl pro vstupni data, 1ze pouzit algoritmus v tradi¢nim smyslu - pouze
s kontinudlnimi hodnotami, stejné¢ dobie jako ve smyslu uloh v dataminingu — 1 s kategoridlnimi
hodnotami. Navic po adaptaci uzivatelského rozhrani neni problém vytvofit robustni platformu,
schopnou nacitat n€kolik typli souborti, exportovat vysledky do souboru, ¢i mit roz§ifené moznosti
manipulace s daty. To vSe bez zasahu do importované knihovny s algoritmem.

Vystupy z této vlastni implementace a vystupy z implementace ve zminovaném profesiondlnim
feSeni je mozné porovnat ptilohu 8 a ptilohu 9. Je zietelné, Ze vysledky jsou si velice podobné.

6.3 Porovnani postupu v pripadové studii s postupy v realném
prostredi

V ramci této bakalatfské prace byl navstiven Odbor analytiky krajského feditelstvi policie pro
Liberecky kraj, kde byly ziskdny informace o soufasném stavu a existujicich postupech
v zélezitostech podobnych t€ém, kterymi se zabyva pripadova studie.

Informace z této schiizky se tykaji pfedevSim Libereckého kraje a metody zde pouzivané nemusi
platit celorepublikove.
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6.3.1 Soucasna situace

Pro nenasilné trestné Ciny, jako jsou loupeze, kradeze aut a podobné se nepouzivad Zadného
specidlné zaméteného software. Analytici pouzivaji takzvané zurnaly, coz jsou soubory formatu
Microsoft Excel a kazdy takovy Zurnal se tyka jedné kategorie trestnych ¢int. Existuje tak specidlni
zurndl pro vykradena auta, ukradend auta, vloupani a podobné. Tyto Zurnaly funguji v rdmci kraje
a jednotlivé okresy k nim pfistupuji ptes Microsoft Sharepoint.

Data v zurnélech jsou z velké miry podobna datim, ktera byla pro tuto praci k dispozici. Co se
rozsahu tyce, je jich o trochu vice. Dat v§ak neni mnoho (zacala se sbirat relativné nedavno) a jejich
dosavadni forma neni bez editace pfili§ vhodna pro pouziti v modelech pouzivanych programem
IBM SPSS Modeler. Dle vyjadieni analytického oddéleni vsak jiz existuji tendence pro vytvareni
strukturovanych dat, coz poskytne prostor pro pouziti v expertnich algoritmech. Nejdiive vSak bude
potieba adaptovat stavajici data do nové, strukturované podoby.

6.3.2 Moznosti nasazeni

Pti diskuzi nad tématem moznosti zavedeni systému podobného tomu, ktery byl pouzit v této
praci bylo zjisténo, ze je nutné vyiesit jesté fadu témat.

Naprosto stézejni komplikaci je soucasna persondlni situace spojena s obecnym nedostatkem
financi v sektoru. Pro zavedeni datamining-ovych pfistuptl, by totiz nebyla potieba jen software-ova
platforma, kterd svou cenou atakuje statisicové castky, ale také dostatecn¢ Skoleny personal. To
znamena investovat nemalé Castky a alokovat lidskou silu do pozic, jeZ se netykaji nasazeni
v terénu. Bohuzel, v soucasnosti jsou tyto pfistupy prevence kriminality okrajovou zaleZitosti.

I za ptedpokladu, ze vySe zminéné by piestalo byti problémem, je zde dalsi prekadzka v podobé
nutnosti dobte strukturovanych a obsahlych dat. Vytvofeni dobrého Uplného zdznamu kriminalni
¢innosti trvd nezanedbatelny cas, ktery zaméstnanec, béZzné urCeny do terénu, travi u stolu
v kanceléafi. Nezbytnym krokem pro UspéSné nasazeni téchto systémi na nasem Uzemi by tak
musela byt snaha minimalizovat administrativni zatéz ziskévani dat.

Pokud by i1 druhd pfipominka byla vyfeSena, pak nastdva omezeni vyplyvajici ze samotné
podstaty té dan¢ kategorie deliktu. Nékterd data neni mozné sesbirat z divodu toho, ze jsou
neznamd. Napiiklad Cas odcizeni vozidla velmi Casto neni znam piesné a vétSinou dostadvame
interval hodin, ve kterych se dany ¢in mohl odehrét.

Nutno poznamenat, Ze policie v nynéjsi dobé maximalné vyuzivd mozZnosti, jenZ jim poskytuje
»excelovské™ feseni. Kriminalisté si postupem Casu vytvofili opravdu propracované zurnaly, které
umoziuji filtrovani, grafické zobrazovani dat, exportovani riiznych prehledit a podobné. Nékteré
znalosti, které byly v tomto pfipad¢ ziskany sofistikovanym zptisobem pomoci dataminingu,
kriminalisté naSli pouze za pomoci Excelu. Toto je vSak mozné pouze do urcit¢ého mnozstvi dat,

poté jiz pouhy Excel nebude stacit.
Zavérem konzultace je, ze jedinym zplisobem, jak zjistit moznosti pouziti datamining-ovych

nastroji je tento pfistup ovéfit v praxi. Pravé tento zamér by mohl pifipadné vyustit v budouci
spolupraci.
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6.3.3 VICLAS

Piestoze by se z predchozich odstavelti mohlo zdat, Ze u nas nyni neni prostor pro pouzivani takto
pokrocilych metod, existuje a vyuziva se systém, ktery se velice blizi systému, pouzivanému v této
praci. Tim systémem je VICLAS (Violent Crime Linkage Analysis System), slouzici pro
vyhledavani spojitosti mezi nasilnymi trestnymi ¢iny.

Hlavni mySlenkou tohoto programu je poskytnout jednotnou platformu pro uchovavéni
detailnich zaznamt o nasilnych kriminalnich ¢inech, které budou nezavislé na lokaci a bude mozno
je sdilet napfi¢ krajskymi feditelstvimi, na rozdil od lokélnich Zurnalt. Jak jiZ bylo feeno, kromé
uchovavani téchto informaci se v ném i hledaji piipady souvisejici. Praktické nasazeni v Ceské
republice se vSak potyka s né€kolika potizemi.

Zaprvé tento systém piestavuje velkou administrativni zatéz pro vySetfovatele, jelikoz obsahuje
zhruba 150 detailnich otdzek, na které vysetfovatel musi ziskat odpovédi, at’ uz vyslechem nebo
vysetfovanim. Tyto informace je potieba do systému zadat.

Za druhé, je zde problém s rozdilnosti prostfedi, ve kterém byl systém vyvinut a prostiedi, kde je
provozovan. Jedna se o systém z Kanady, kde rozloha a pocet ptipadli nékolikandsobné pievySuje
situaci v zemich, jako je Ceska republika, ¢imz je degradovan jeji hlavni pfinos v centralizaci
zaznamll a schopnosti pracovat s piipady z rozsahlych oblasti, kde neni mozZné, aby se data
vyméinovala naptiklad jen na zéklad¢ zadosti t€¢ dan¢ oblasti do oblasti jiné.

Zatteti, ptinos VICLAS neni prozatim tak znatelny, jelikoZ stale jesté neni dostatek dat pro tento

systém, pfiCemz se ocekavad jeho vyuziti v momenté, kdy trestanci zacnou opoustét ndpravna
zafizeni a budou opakovat svou piedeslou trestnou ¢innost.
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7 Zaver
Téma prace je informatické, ale v této dobé neni datamining soucasti studijnich programi.
Prakticky cely zimni semestr probihalo intenzivni studovani dataminingové techniky, algoritmt

a dataminingového nastroje, ktery mé fakulta k dispozici — IBM SPSS Modeler ve verzi 14.2.
Navazujici prace byla aplikaci ziskanych znalosti a informaci do nékolika ukoli.

Pro pripravovany predmét datamining bylo zadano rozpracovat konkrétni pripadovou
studii nad daty o kriminalnich ¢inech ve virtualni lokalité.

Soucasti tohoto tkolu bylo aplikovat dataminingové postupy na obdrzena data, obsahujici udaje
o krimindlnich ¢inech za jeden rok. Pro feSeni bylo nutno:

1. Vytvotit model, urcujici idealni rozmisténi hlidek pro danou denni dobu
2. Vytvoftit model, schopny nalézat souvisejici ptipady vloupani do obytnych budov
3. Popsat vyskyty kapesnich kradezi z hlediska ¢asu a lokality

Model urcujici optimalni rozmisteni hlidek dle denni doby

Béhem néavrhu a feSeni prvni ¢asti bylo vyzkouSeno vice pfistupli k problematice idealniho
rozmisténi hlidek. Za tucelem nalezeni feSeni, které by bylo schopné obstit v praxi, bylo
vyzkouseno nékolik modelovacich algoritmi, ze kterych byl vybran ten, ktery vykazoval nejlepsi
vysledky. Stézejni problematikou bylo urceni poctu hlidek (shlukl) a zvoleni takového algoritmu,
ktery nebude pfili§ nachylny k vlivu odlehlych pozorovani. Posledni zminéné by vedlo
k neefektivnimu vyuziti hlidek. V zavéru se na zakladé rtiznych pfistupii rozhodlo, Ze nejlepsi
feSeni bude urcovat pocty hlidek subjektivné a nespoléhat se na algoritmy se schopnosti
optimalniho ur€eni poctu shlukii. Vzhledem k uspokojujicim vysledkim, byl jako algoritmus,
nejméné nachylny k odlehlym pozorovanim, vyhodnocen TwoStep.

Model schopny nalézt souvisejici pripady vioupani do obytnych budov

Opét se nejednalo o zadani, které by od zacatku vedlo ke konkrétnimu feSeni. Z ptivodniho planu
pouzit jeden algoritmus, bylo po patficném prostudovani literatury usouzeno, Ze shlukovaci
algoritmy jsou natolik nachylné vii¢i potadi objektii do nich vstupujicich, Ze bude potieba vytvorit
robustni sadu n¢kolika modeli, kdy na zakladé vhodného slouceni a vyhodnoceni dil¢ich vysledkt
se vytipuji pfipady, vyskytujici se ve stejnych shlucich napiic¢ vSemi modely. Vysledkem tedy bylo
Sest modelll, pricemz se jednalo o tfi K-Means a tfi Kohonenovy mapy, kdy do kazdého typu
algoritmu byla pfivadéna stejnd data, s jinym potfadim. Po nasledném spojeni do jedné matice
a nalezeni skupin ptipadd, tvoricich shluky, nehled¢ na pouzity algoritmus, ¢i potfadi pouzitém na
vstupu tohoto algoritmu, byly vybrany skupiny, majici Cetnost ptipadd vyssi neZ jedna. Tyto
skupiny byly zobrazeny do mapy. Diky tomu a diky zkoumani skupin z hlediska ¢asu, bylo mozné
oznacit nékolik skupin jako kandidaty na prosetieni kriminalistou.
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Popis vyskytut kapesnich kradezi z hlediska casu a lokality

Poslednim ukolem vypracovani ptipadové studie bylo zabyvat se kapesnimi krddezemi a ziskat
popis jejich vyskytl v zavislosti na Casu a lokalité. Zde, na rozdil od ptedchozich bodl piipadové
studie, nebylo zapotiebi pouzivat jakéhokoli modelovaciho prostiedku. Cely bod byl vypracovan
nahlédnutim do dat, kategorizaci obdobi v roce a zjisténim v jakych lokalitdch se v pribéhu celého
roku krade. Spojenim znalosti o Case se znalostmi o misté¢ bylo zjisténo, ze béhem celého roku
dochdzi ke kradezim na lokalité oznacené jako ,,Namésti“ a v tydnech letni sezony se navic krade
v parku a na stadionu.

Veskeré proudy (soubory z pouzivaného dataminingového ndstroje) je mozné nalézt na
DVD-ROM, ktery je soucasti této prace jako zvlastni piiloha.

Konzultace pripadové studie s odborniky z praxe

Pro posouzeni relevantnosti pouzitych dat a postupi v ramci piipadové studie, dosSlo ke
kontaktovani kriminalisti na odboru analytiky KRP LK, ktefi predstavili soudasné analytické
postupy a nastroje v praxi. Z hlediska této prace byla pozitivné byla vnimana podobnost Skolnich
dat s redlnymi daty i moznost dal$i spoluprace. Ukdazalo se, ze dataminingové postupy mohou
prispet ke zvySeni bezpecnosti, ale nejednotnost dat a nedostatecny sbér dat, v danou dobu brani
uc¢innému nasazeni téchto modernich metod. Na malych tsecich se specialni a fidkou agendou se
dodnes pouziva papirovda dokumentace. Neni to typické a Casem tento jev zmizi. Vyvoj
informacnich technologii a informacnich systémt povede zcela jist¢ i v tomto Gseku k zasadnim
zménam.

Implementace algoritmu

Dalsim ukolem byla realizace algoritmu K-Means, resp. vlastni implementace algoritmu
K-Means, ktery bude pracovat podobné jako K-Means pouzivany v IBM SPSS Modeleru. Toto
vyzadovalo vytvofit objektovy navrh, seznamit se s odliSnostmi konkrétni implementace ve
zminéném programu a algoritmus naprogramovat. Rovnéz bylo potifeba vytvofit uzivatelské
rozhrani. Behem studia specifické implementace feSeni od IBM byla zjiSténa potifeba obohatit
K-Means o moznost zpracovat kategoridlni data. To vedlo k pottebé ,inteligentnéjsiho*
uzivatelského rozhrani, umoziujiciho uzivateli upravovat datové typy nactenych atributi. Po
vytvofeni takového rozhrani, byl samotny algoritmus vyzkouSen na datech, pouzitych pii hledani
souvisejicich ptipadt vloupani do obytnych budov. Pro lepsi ¢itelnost vysledkli se zavedla moznost
urcité shluky v grafu skryt. Vysledky této implementace a implementace v IBM SPSS Modeleru
byly velmi podobné.

Veskeré zdrojové kody a cely projekt je mozné nalézt na DVD-ROM, ktery je soucasti této prace
jako zvlastni ptiloha.

Cadst kurzu Datamining

Posledni ¢asti zadani bylo vytvoftit ¢ast kurzu Datamining na e-learningovém portale FM TUL. V
ramci posledniho ukolu, praktické ¢asti bakalarské, prace byla vytvofena ¢ast kurzu Datamining,
nesouci nazev Shlukova analyza. Dostupné na: https://elearning.fm.tul.cz/ VSechny materialy jsou
také na ptilozeném DVD.
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Priloha 2 — Kompletni seznam atribut( vstupujicich do ulohy
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Priloha 6 — Hlavni metoda algoritmu

public static Tupleg<list<int», List<list<double»>> Run{List<string[]» _data, DataType[] types,
UIntle _count, Metric _metric = Metric.Euclid, UIntls _maxiterations = UIntle.MaxValue)

if (_count < 2) throw new ArgumentException("Minimum “"count\"” argument walue is 2!");
if (_count > _data.Count) throw new ArgumentException(“The number of cluster is too high!");
if (_maxiterations == @) throw new ArgumentException("There must be at least one iteration!™)};
count = _count;
maxiterations = _maxiterations;
switch (_metric){
case Metric.Euclid:
metric = EuclideanDistance; //metric = delegate; EuclideanDistance = function
break;
case Metric.Manhattan:
metric = ManhattanDistance;
break;
¥
normalizeValues(_data,types); //normalizing real type attributes
data = transformData(_data,types); //transforming categorical attributes on real attributes
initializeClusters();//initialization of the clusters according to the IBM SP55 Modeler way
bocl change=true;
while {(@<maxiterations--) && change) //main cycle
i
change = falseﬂ
foreach (DataEntity item in data){ // for each object (each row in the data matrix)
Cluster newcluster = GetClosestCluster(item); //select the closest cluster
if (newcluster != item.Cluster) //if the the new one is different from previcus one
1
change = true; //note that in this cycle there was a reassignment
item.InsertToCluster(newcluster); //reassign the object to another cluster
¥
¥
clusters.ForEach(x = x.CalculateCentrodid(}); // recalculate the centroids
¥
var vectorsList = data.Select(x =» x.Vector).Tolist();
var clustersTags = data.Select(x =»> clusters.IndexOf(x.Cluster)).ToList();
return new Tuple<list<int»,list<list<double>>>({clustersTags,vectorsList);
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Priloha 7 — Design uzivatelského rozhrani
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Priloha 8 — Vizualizace vystupu viastni implementace K-Means
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Priloha 9 — Vystup K-Means z IBM SPSS Modeler
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