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Anotace

Diplomové prace je zaméfena na Big Data, predev§im pak na data ze socidlnich siti a
moznosti jejich zpracovani malymi a sttednimi podniky. Cilem prace je predstavit nastroje
pro zpracovani Big Data a nasledné je podle vydefinovanych kritérii porovnat a zvolit ten
nejvhodnéjsi pro malé a stfedni podniky. DalSim cilem je pak provést analyzu dat ze
socidlnich siti vybranym nastrojem. V rdmci analyzy také predstavit zpiisoby jak data ze

socialnich siti ziskat.

Soucésti této prace je také obecna charakteristika Big Data a popsani zptisobu zpracovani
téchto dat. Dals$i dtlezitou ¢asti je také predstaveni jednotlivych technologii pro zpracovani

Big Data.
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Annotation

Tools for Analyzing Big Data with Focus on Small and Medium Businesses

This thesis focuses on Big Data, especially data from social networks and how can small and
medium enterprises process them. The main goal of this thesis is to introduce available Big
Data tools, make a comparison based on predefined criteria and then to choose the most
suitable tool for SME. Another goal is to analyze data from social networks on the chosen

platform and as a part of the analysis to showcase ways how to get data from social networks.

This thesis also defines the term Big Data and how are they processed. Then it introduces

some technologies that are used to process Big Data.
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Uvod

Termin Big Data se v posledni dob¢ neustéle skloiiuje a zmifluje se o ném ¢im dal vice lidi
pohybujicich se v oboru informaénich technologii. V minulosti se data shromazd’ovala tézko
a byla generovana ptredevsim v korporatnich spole¢nostech a to jen v ptipad¢, ze to ptislusny
pracovnik zadal do systému. Bylo velmi mélo systém, které by generovaly data. Pracovat
s velkymi daty byla ptedevsim vysada obrovskych korporaci, které na to mély jak dostatek
financi, tak také pfislusné zdroje dat, ze kterych by mohli ¢erpat. Tato doba jiz ddvno
pominula. Nyni generuje obrovské objemy dat kazdy ¢lovek, at’ uz nakupem zbozi a sluzeb,
¢1 pfidavanim raznych zazitkl, pocitd a celkové informaci do socialnich siti. V dne$ni dob¢
jiz tedy podniky nemusi spoléhat na data, ktera si sami pracné nasbiraji, ale maji moznost

data dolovat z nespocetn¢ mnoha zdroju.

Aby podnik mohl data vyuzit, potfebuje nejdiive najit nastroj, ktery mu pomuize data
z daného zdroje extrahovat a také dale transformovat pro dalsi pouziti. Pak také potiebuje

nastroj, kterym tato data zanalyzuje a dod4 jim business vyznam.

Cilem této prace je predstavit nastroje pro analyzu Big Data, poté je dle vydefinovanych
kritérii porovnat a zvolit nejvhodnéjsi pro malé a stiedni podniky. Déle je cilem ukazat
ptiklad postupu jak pfislusna data extrahovat a jak je zanalyzovat. Analyzovana data budou
extrahovana piedevsim ze socidlnich siti, jelikoZ se jedna o snadno ptistupny zdroj dat, ktery

mohou vyuZit i pfisluSné podniky.

V préci je také uvedena obecna charakteristika Big Data, popsani zptsobu jejich zpracovani

a predstaveni jednotlivych technologii, pomoci kterych Ize Big Data zpracovavat.

13



Zhodnoceni soucasného stavu

Big Data se stala fenoménem posledni doby, tudiz mizeme najit spousty odbornych ¢lankt
a n¢kolik publikaci, které se timto tématem zabyvaji. S daty pracuje kazdé odvétvi, coz
zpusobuje jejich rozdilné vnimani. Nékdo je mize vnimat jako néco naprosto nezbytného

pro sviij podnik a naopak nékdo jako nezbytné nutnou zatéz.

Publikovana kniha, ktera byla pteloZzena do Cestiny a zabyva se obecnou problematikou Big
Data, nese nazev Big Data: Revoluce, kterda meni zpiisob, jak zZijeme a myslime od autorti V.
Mayer-Schonbergera a K. Cukiera. V této publikaci autofi seznamuji s terminem Big Data
pomoci riiznych udalosti, které byly relevantni k dané problematice. Na danych ptikladech
je poukdzan piistup ke zpracovani dat, ktery jiz nepracuje pouze se vzorkem, ale s celou
mnozinou dat, diky cemuz lze ziskat pfesnéjsi a ptinosnéjsi informace.

Dalsi ceskou publikaci, tentokrat ale 1 od ¢eskych autorl je kniha Big Data a NoSQL
databdze od autorti 1. Holubové, J. Koska, K. Minatika a D. Novéka. Velké objemy dat a
jejich neustaly naridst ptindsi fadu problémi se zpracovanim, kdy bézné relac¢ni databaze jiz
nestaci a vznikaji NoSQL systémy, které nabizeji feseni v podob¢ efektivniho ulozeni dat a
dotazovéani. A pravé o problematice NoSQL databazi kniha pojednava. V publikaci jsou
zminény jak riizné formaty uloZeni dat, tak také zékladni principy, na kterych uloZeni dat

v databazi stoji.

Co se tyce zahrani¢nich publikaci tak téch je podstatné vic.

Kniha Big Data Analysis od D. Loshina popisuje hodnotu Big Data primarné z business
pohledu. Autor zde popisuje, kdy by mél podnik zacit uvazovat o technologiich, které dokazi
zpracovavat velké objemy dat a jaky to bude mit efekt na business uzivatele v podniku.

V publikaci 1ze nalézt také popsané jednotlivé techniky a nastroje pro zpracovani Big Data.

Dalsi zahrani¢ni publikaci je kniha Big Data Now: 2015 od spole¢nosti O’Reilly Media, Inc.
kde je popsdna problematika bezpecnosti, dale pak také aplikace Big Data a popsana

souvislost s pojmem Internet of things a jaké to ma mozné problémy.
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Dal$im klicovym zdrojem jsou zdznamy z konference DATAKON, konkrétné ro¢nik 2014,
ktery byl zaméten na toto téma. Piispévek Big Data: jejich ukladani, zpracovani a pouziti
od J. Pokorného je zaméten na popis jednotlivych architektur a zptisoby ukladani dat. Autor
zde popisuje jednotlivé moznosti jak Big Data zpracovavat a jaké je vhodna architektura
k ukladani velkého objemu dat. Dale je zde rozebiran problém skélovatelnosti jednotlivych

systémt ulozeni dat. Nachazi se tu také Cast vénovana specialné NoSQL databazim.

Ohledné¢ NoSQL databazi existuje také spousta clankti v databazi ProQuest. Jednim
z takovych je Clanek ,, NoSQL database technologies ““ od autortt Madison, M., Barnhill, M.,
Napier, C., a Godin, J., ktery popisuje databazové technologie NoSQL. Autofi zde uvadeji
podrobnou charakteristiku téchto technologii a dale uvadéji divody, pro¢ spolecnosti

NoSQL technologie piebiraji.

Akademickych praci, které se zabyvaji problematikou, existuje n€¢kolik. Naptiklad prace od
autora M. MiloSe s nazvem ,,Nastroje pro Big Data Analytics*. Tato prace se zabyva oblasti
Big Data a je konkrétné zamétena na nastroje, které se v této oblasti vyuzivaji. V praktické

¢asti pak autor analyzuje data ze socialni sit¢ pomoci nastroje Hortonworks.

Dalsi akademickou praci na toto téma, jejiz autorem je O. Linhart se nazyva ,,VyuZiti dat ze
socialnich siti pro BI. Tato prace je konkrétné¢ zamétena na vyuziti dat ze socialnich siti
Twitter a Facebook za ucelem ziskani konkurencni vyhody. V praci je popsano, jak by mél

podnik postupovat, pokud chce ziskat data ze socialnich siti.
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1. Big Data

Objem dat pro kazdy podnik roste exponencialn¢, nebot data relevantni pro podniky jiz
nejsou jen z jejich zdrojovych systému. To, kdy se z dat stavaji Big Data, neni tak uplné
presné definované, ale existuje obecny ptedpoklad, Ze pokud na zpracovani a ukladani dat
nestaci bézné systémy a je tieba pouzit jiny ptistup, aby k datovym transakcim dochézelo v
rozumném case, pak se tato data povazuji za Big Data. Pojem Big Data nesouvisi jen s
fyzickou velikosti dat (volume) a s tim kolik mista zabiraji, nybrz také s rychlosti nartistu
(velocity), riznorodosti (variety) a dalSimi aspekty. O téchto dimenzich se v souvislosti s
terminem Big Data hovoii jako o ,V’s*. Téchto aspektt neboli,,V’s* je n€kolik, ale zdkladni
jsou tfi. Tyto tfi dimenze poprvé predstavil analytik spolecnosti Gartner, Doug Laney v roce

2001.1

Postupem casu se zacaly pridavat dalsi dimenze, jelikoz tfi zdkladni dimenze pro vymezeni
Big Data prestaly stacit. V ¢lanku ,,How Many "V's" in Big Data? The Characteristics that
Define Big Data*, jehoz autorem je William Vorhies?, je popsdna autorova spoluprace
s americkym oddélenim NIST na projektu ,,.Big Data Roadmap®. Jednim z hlavnich cilt
tohoto projektu bylo definovat pojem Big Data. Na zakladé této analyzy byly specifikovany
dalsi dimenze jako je duvéryhodnost dat (veracity), hodnota dat (value), doba popisujici
prodlevu mezi realitou a uloZzenim v databazi (viscosity) nebo také tempo, jakym se data

dokazou sifit (virality).?

Na nasledujicim obrdzku je znazornéna expanze a rozdéleni dat do tfi zakladnich dimenzi

vymezené Dougem Laney.

! LANEY, Doug. 3D Data management: Controlling Data Volume, Velocity, and Variety. In: Application
delivery strategies [online]. 2001 [cit. 2016-12-10]. Dostupné z: https://blogs.gartner.com/doug-
laney/files/2012/01/ad949-3D-Data-Management-Controlling-Data-Volume-Velocity-and-Variety.pdf

2 Prezident a hlavni datovy analytik spolénosti Data-Magnum, ktera se zabyva konzultacemi a technickymi
integracemi Big Data.

3 VORHIES, William. How Many "V's" in Big Data? The Characteristics that Define Big Data [online]. In:
2014 [cit. 2016-10-12]. Dostupné z: http://www.datasciencecentral.com/profiles/blogs/how-many-v-s-in-

big-data-the-characteristics-that-define-big-data
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Big Data:
Expanding on 3 fronts
at an increasing rate.
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Obrazek 1: Expanze a rozdéleni dat do jednotlivych dimenzi
Zdroj: Big Data [online]. In: [cit. 2017-03-29]. Dostupné Z:

http://itknowledgeexchange.techtarget.com/writing-for business/files/2013/02/BigData.001.jpg

1.1 Volume - objem

Zajimavou statistiku* ohledné naristu dat pfipravil Ben Walker, Marketing Executive ze
spolecnosti Vouchercloud. Uvadi, Ze kazdy den se vyprodukuje pies 2,5 quintiliond® bajth
dat. Takovyto objem dat by se veSel zhruba na 100 miliont blue-ray diskl (pokud by se tyto
disky poskladaly na sebe, jejich vySka by byla stejna jako vySka ¢tyf Eiffelovych vézi

poskladanych na sebe). To je neuvéfitelné mnozstvi dat, které se samoziejmé musi n¢kde

* WALKER, Ben. EVERY DAY BIG DATA STATISTICS — 2.5 QUINTILLION BYTES OF DATA CREATED
DAILY [online]. In: 2015 [cit. 2016-10-12]. Dostupné z: http://www.vcloudnews.com/every-day-big-data-
statistics-2-5-quintillion-bytes-of-data-created-daily/

5 1 quintilion = 108
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ukladat a néjak zpracovavat. Déle statistika uvadi, Ze 90% téchto dat je nestrukturovanych,
protoze tato data celkov€ zahrnuji naptiklad ptispévky na socidlnich sitich, fotografie, ale

také naptiklad historii nakupt zakaznikd, telefonni logy a spoustu dal$ich dat.

To pfi jakém objemu se z obyCejnych dat stanou Big Data, neni definované, nicmén¢ existuji
ptiklady firem na svété, o kterych Ize s naprostou jistotou fici, ze musi s Big Data pracovat.
Jednou z takovych firem je Facebook. Podle statistiky vydané samotnou spolec¢nosti, bylo
na Facebook nahrano vice nez 250 biliéonti fotografii, coz je samo o sob¢ neskutecné

mnozstvi dat, které musi byt ulozeno a zpracovano.

Velikost dat je problém, ktery se samoziejmé dé fesit urcitym Skalovanim databaze, viz

podkapitola 1.4.

1.2 Velocity — rychlost naristu

Rychlost nardstu dat je v dobé¢ socidlnich siti obrovskd a nejvétsi vyzva spociva ve
zpracovani rychle nartistajicich dat v co nejkratSim Case, nejlépe pak zpracovavat data real-
time. Komplikovanost uloZeni a transakéniho zpracovani dat je zfejma. Ale co tato rychlost
nariistu znamena? Neni to tak davno, co bylo dilezité umét z urCitého vzorku dat
predpovedét, jak se bude chovat cela mnozina. Nyni s takovouto rychlosti nartstu dat, je

k dispozici skoro celd mnozina, tudiZ se museji vyuzit jiné metody, jak s tim pracovat.

Tuto podstatu vysvétluji na piikladu V. Mayer-Schonberger a K. Cukier. Uvadéji, piiklad
od Petera Norviga, experta na umélou inteligenci v Googlu, ktery fika, ze Pablo Picasso
vidél ve francouzské jeskyni Lascaux obraz koné, ktery vznikl v paleolitu (zhruba pied

17000 lety), a prohlasil, Ze jsme od té¢ doby nic nového nevymysleli.® Nacez autofi uvadéji:

., Picasso mél sice pravdu, ale jen v jistém smyslu. Vratme se nyni k té fotografii koné.
Nakresleni koné kdysi zabralo hodné casu, ale dnes miizeme pomoci fotografie vytvorit

reprezentaci kone mnohem rychleji. Je to sice zména, ale nejspise nikoli klicova, protoze

S MAYER-SCHONBERGER, Viktor a Kenneth CUKIER. Big Data. Brno: Computer Press, 2014, s. 18. ISBN
978-80-251-4119-9.
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v zasadé mame porad totéz: obraz kone. Nyni nas vSak Norvig pozada, abychom myslenkovée
zaznamenavali obraz koné a sérii obrazii zacali prehravat rychlosti 24 snimku za sekundu.
Kvantitativni zména nyni presla do stadia kvalitativni zmeny. Princip filmu a statické
fotografie se zasadné lisi. S veledaty je to obdobné: kdyz zménime mnozstvi, méni se samotna

podstata. 7

Z ptedchoziho textu je tedy patrné, ze pokud bude dochéazet k exponencidlnimu nartstu dat,

celkova podstata dat se bude ménit.

1.3 Variety — riznorodost

Raznorodost dat se vztahuje k heterogenit¢ zkoumaného datového setu. K lepSimu

pochopeni riznorodosti dat je nize uvedena zékladni kategorizace dat.
Obecné délime data do tii zakladnich kategorii:

e Strukturovana data
e Nestrukturovana

e Semistrukturovana
Strukturovana data

Tento typ dat se vyznacuje jasn¢ definovanou strukturou. Bézné jsou tato data ukladana do
relacnich databazi. Maji jasné definované schéma a pfistupuje se k nim pomoci dotazovacich
jazyku. Jako ptiklad maze slouzit databaze student. Kazdy zaznam v databazi bude tvotit

id_studenta, jméno, adresa atd. Vzhledem k tomu, Ze maji jasn€ definovany model, tak neni

vvvvvv

Nestrukturovana

"MAYER-SCHONBERGER, Viktor a Kenneth CUKIER. Big Data. Brno: Computer Press, 2014, s. 18. ISBN
978-80-251-4119-9.
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Jiz v roce 2008 prohlasil piedni datovy analytik Seth Grimes, ze 80% relevantnich dat pro
business jsou data nestrukturovana. Souvisi to také s obrovskym nariistem dat na socialnich
sitich. Nestrukturovanad data nemaji jasné definovanou strukturu, tedy nenajdeme pro né

jasn¢ definované schéma v databazi a neni tak jednoduché je analyzovat.

Jedna se o data ze socidlnich siti, ale 1 obrazky, audio, video. Dilezity aspekt také tvori
pojem Internet véci. Pfichazi doba chytrych domécnosti, kde pomalu kazdy spotiebi¢ bude
mit své aplikacni rozhrani (dale jen API), ptes které bude komunikovat s uréitym systémem,

¢ili bude generovat data.
Semistrukturovana

Casto je tento typ dat popisovan jako samo-popisujici se ¢i ,,data bez jasné definovaného
schématu®. Tedy semistrukturovand data mizou mit pfedem definované schéma, ale toto
schéma neni pevné, miiZze se ménit, ale data tam stale zlstanou. Schéma Ize definovat 1 ad-
hoc podle jednotlivych objektd. Jednou z ptrednosti semistrukturovanych dat, je moznost
ukladani dat, ktera nejsou uplna, jsou duplicitni, nebo se nedrzi pfedem definované struktury.

Na nasledujicim obrazku lze vidét ptiklad semistrukturovanych dat.

Zameéstnanec

Stanislav

Datum Datum
narozeni narozeni

20,000 K¢ 28.12.1992

Prosinec

Obrdazek 2: Priklad semistrukturovanych dat
Zdroj: vlastni
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Typickym datovym formatem pro semistrukturovana data je XML nebo JSON, viz

podkapitola 1.7.1.
Podle A. Gupta mize byt heterogenita dat popsana také dimenzemi riznorodosti.?

1. Strukturalni dimenze raznorodosti
Dimenze riznorodosti médii

Sémanticka dimenze

Ll

Dimenze pfistupnosti

8 GUPTA, Amarnath. Characteristics of Big Data - Variety. In: Coursera [online]. [cit. 2017-02-28]. Dostupné

z: https://www.coursera.org/learn/big-data-introduction/lecture/oV g4p/characteristics-of-big-data-variety
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Strukturalni dimenze ruznorodosti

Strukturdlni dimenze popisuje rozdilnost v reprezentaci dat. Data maji rGzné formaty a
modely. Napftiklad signadl z EKG je jina reprezentace dat nez napiiklad pfispévek na socialni

siti nebo nez satelitni fotografie potfizené spolecnosti NASA.
Dimenze riiznorodosti médii

Tato dimenze se tyka riiznorodosti médii, na kterych jsou data zaznamendna a pienédsena.
Audio zaznam projevu a jeho nésledna transkripce, obsahuji v zasad¢ velmi podobna data,

ale média, na kterych jsou data zaznamenana, jsou velmi odli$na.
Sémanticka dimenze

Sémanticka dimenze je hlavné o vyznamu dat, ve smyslu upfesiiovani kontextu. Napftiklad
pokud déldme vyzkum pifijmu a zkoumame dvé€ skupiny lidi, nemizeme nésledn¢ data

z obou skupin spojit, protoze kontext vyzkumu u kazdé skupiny bude jiny.
Dimenze pristupnosti

Data mohou byt pfistupnd v raznych Casovych dimenzich. Mohou byt pfistupnd v dany
okamzik (real-time), naptiklad data ze sensorii. Nebo mohou byt data ptistupna kontinudlné,

naptiklad z kamer.

Dimenze piistupnosti miiZze nasledné urcovat, jaké operace s daty budou vhodné a které jiz
mén¢, obzvlasté pokud se bude jednat o velké objemy dat.

1.4  Zpisoby zpracovani Big Data

Zivotni cyklus zpracovani Big Data se podstatné lisi od klasického (transakéniho) Zivotniho
cyklu. U klasického modelu se po uvodni datové analyze vytvoii specifika pro samotnou
strukturu databaze. Poté pfichazi vytvafeni datového modelu. Nasledné je vytvéarena

datab4zova struktura na zpracovani dat. Architektura celého feSeni je pak optimalizovana

22



jak z analytického hlediska, tak technického, jelikoz struktura dat, jejich stav a forma jsou

pfedem znamy.

Pti zpracovani Big Data jsou data nejdiive shromazdéna a nahrana do cilové platformy. Poté
se na data typicky aplikuje metadatova vrstva, ktera zajisti vytvoreni urcité datové struktury.
Jakmile se aplikuje metadatova vrstva, nastava transformacni a analyticka faze. Vzhledem
k dynamicky ménicim se datiim a celkov¢ flexibilnimu zpracovani neni typicka databazové
fizena architektura vhodnd. Abychom dokazali zpracovat takové mnozstvi dat, kterd jsou
velice komplexni a neustale piibyvaji, je vhodnéjsi zvolit souborové fizenou architekturu

s vhodnym programovacim rozhranim.

K. Krishnan vyspecifikoval nésledujici klicové pozadavky, co se tyCe infrastruktury a

architektury zpracovani.’

Pozadavky na architekturu zpracovani

e Data model-less

e Sbér dat by m¢l co nejbliZe ,,real-time*
e Vyuzivani mikrobatchti

e Minimalni transformace dat

e Schopnost Multipartitionu

e Ukladani dat do file-systému Ci ne-rela¢ni databéaze

Pozadavky na infrastrukturu

e Linearni Skalovani

e Vysoka propustnost
e Chybova tolerance

e Automaticka obnova

e Vysoky stupeni paralelismu

9 KRISHNAN, Krish. Data warehousing in the age of big data. Waltham: Elsevier, 2013, s. 37. ISBN 978-012-
4058-910.
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e Programovaci rozhrani

Data-flow zpracovani Big Data

Model architektury zpracovani dat by mél vzdy vychazet z urc¢itého data-flow modelu. Na

nasledujicim obrazku je znazornén data-flow model pro zpracovani Big Data.

d
dl

Zdrojové systémy

|

Shérdar —T Nacteni dat —» | Transformace | —> !

- 2 @ AN

Landing Zone Metadata Business Rules Analyza Integrace do
databaze

Obrazek 3: Data-flow Big Data
Zdroj: vlastni

Z obrazku je patrné, Ze datovy tok se sklada ze 4 ¢asti:

Sbér dat

V této fazi jsou data sbirdna z mnoha riznych zdroji (socidlni sité, zdrojové systémy ...) a

nasledné ukladéana do file-systému nebo ne-rela¢ni databaze, jinak fec¢eno do Landing Zone.

Nacteni dat
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Ve fazi nacitani dat je aplikovana metadatova vrstva, ktera udava strukturu dat. Soubory dat
se obvykle v této fazi rozkladaji na mensi soubory, které jsou dale fizeny metadaty. V této

casti se také da vyuzit partitioning (horizontalni nebo vertikalni).

Transformace

V této fazi dochazi k samotné transformaci, kterd zahrnuje vétSinou aplikovani né&jakych
business pravidel. Vystupem této faze jsou typicky klice metadat, které jsou dale naparovany

na hodnoty (key-value pair).
Extrakce

V extrakéni fazi se data mohou jiz analyzovat nebo mize dochazet k dalsi integraci do

databazového systému.

1.5 Distribuované zpracovani

Z pozadavk, které jsou uvedené v kapitole 1.4 a s ohledem na data-flow Big Data se jevi
jako nejvhodnéjsi zpracovani dat tzv. distribuované. Tento typ zpracovani dat se vyznacuje
tim, Ze Ulohy spojené se zpracovanim dat distribuuje vice jak jednomu mistu, na rozdil od

centralniho zpracovani, kdy se celé zpracovavani odehrava na jednom centralnim misté.*
Architektur, které vyuZzivaji distribuované zpracovani, je n€kolik:
Dvou vrstva architektura (klient-server)

V této architektuie klient obstarava prezentacni vrstvu a ptipadné vstupy. Server zpracovava

data a reaguje na dotazy klienta.

10 KRISHNAN, Krish. Data warehousing in the age of big data. Waltham: Elsevier, 2013. ISBN 978-012-4058-
910.
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T¥i vrstva architektura

Jednd se o nadstavbu dvou-vrstvé architektury (klient-server), kdy za ucelem zvyseni
efektivity zpracovani byla pfidana prostfedni vrstva, kterd zahrnuje logiku zpracovani dat,
ktera probihala na stran¢ klienta. Jinymi slovy klient uz neni pifimo napojeny na server, coz

vede k efektivnéjSimu zpracovani.
Cluster architektura

Cluster architektura se vyznacuje zapojenim vice serveri ¢i lokdlnich stanic a
distribuovanim jednotlivych tloh mezi veskeré Clanky za ucelem zvySeni efektivity. Kazda
stanice zapojena do clusteru ma tedy svoje ulohy zpracovani dat a nasledné jsou vysledky
odesilany na master server, kde dochazi k ptipadné konsolidaci, ¢i dalsi distribuci dat. High-

level koncept této architektury je zobrazen na néasledujicim obrazku.

Master
DB

Y

DBMS DBMS DBMS

Obrazek 4: Cluster architektura
Zdroj: vlastni

Mezi hlavni vyhody distribuovaného zpracovani patii horizontalni skdlovani systému, které
je efektivni a méné financné€ naro¢né nez Skalovani vertikdlni. Jednou z nevyhod mize byt

vyskyt redundantnich dat.
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1.6  Technologie pro zpracovani Big Data

Aby bylo mozné rozumné zpracovavat tak velké objemy dat, které maji navic obrovsky
nariist, je tfeba extrémné vykonné prostfedi, které je snadno ovladatelné¢ a vyuziva
horizontélni Skalovani. Spole¢nosti jako Google nebo Facebook musely fesit problém jak
zvySovat vykonnost dotazovani a jak zatidit nekonecné skalovani systému. Sam Google se
rozhodl tento problém feSit interné a vyvinul si Google File Systém, dale jen GFS. A

publikoval programovaci model zvany MapReduce.

1.6.1 GFS

Google zacal vyvijet tento file-systém pro své ucely v 90. letech, jelikoz v té dobé nebyly
zadné systémy, které by pokryly jeho specifické potteby. Tento file-systém stoji na
principech, které v t¢ dobé byly revolucni. Mezi tyto principy patii:

e Selhani komponent je vice normou nez vyjimkou
e Standardem jsou velké soubory

e Vétsina dat je Castéji ménéna pripojenim dalsich dat, nezli jejich pfepsanim

Na nésledujicim obrazku je vyobrazena architektura GFS.

Application (file name, chunk index) GFS master o~ /foo/bar
GFS client File namespace _," chunk 2ef0
(chunk handle, i
chunk locations) Legend:
d mmm)  Data messages
Instructions to chunkserver ’ Control messages
(chunk handle, byte range) Chunkserver state
GFS chunkserver GFS chunkserver |
chunk data | Linux file system Linux file system
Obrazek 5: Architektura GFS
Zdroj: Architektura GFS [online]. In: . [cit. 2017-03-29]. Dostupné Z:

https://ofirm.files.wordpress.com/2013/01/gfs_architecture.png
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GFS se sklada z jednoho Masteru a n¢kolika dalSich chunkservert. Veskera data jsou
uloZena praveé na téchto chunkserverech. Soubory jsou rozdélovany do tzv. chunkt, které
maji standardni velikost 64 MB. Kazdému chunku je GFS Masterem pfitfazeno 64 bitové
¢islo pii jeho vytvofeni. Aby bylo zajisténo, Ze selhdni komponent systému je bézné, je
kazdy chunk minimaln¢ jednou replikovan na dalsi jiny server. Standardni pocet replik
chunkt jsou tfi. Jako uzké hrdlo se v této architektuie jevi GFS Master, ale neni tomu tak.
Pres GFS Mastera nejdou zadné datové transakce, pouze sdéluje klientovi, na jakém
chunkserveru jsou ulozeny jaké chunky a dalSi metadatové informace. Klient pak casto
nekomunikuje viibec s GFS Masterem, jelikoz si informace od néj je schopen ulozit do

cache. !

Pokud dojde k selhani GFS Masteru, tak jediné co se ztrati, budou odkazy na chunky a
metadata. Toto je oSetfené tim, Ze je master navrZen tak, aby drzel data v paméti a logoval

na lokalni disk, ktery je replikovan do dalsich uzla.

GFS Master pravidelné kontroluje kazdy chuckserver a pomoci periodickych kontrolnich
vypocti hlida poskozeni dat. Pokud GFS Master detekuje néjaké posSkozeni, okamzité spusti

obnovu z replik. To znamena, Ze jsou data pouze po urcity ¢as nedostupna, nikoli poskozena.

' GHEMAWAT, Sanjay, Howard GOBIOFF a Shun-Tak LEUNG. The Google File System [online]. [cit.
2016-12-30]. Dostupné z:

https://static.googleusercontent.com/media/research.google.com/cs//archive/gfs-sosp2003.pdf

28


https://static.googleusercontent.com/media/research.google.com/cs/archive/gfs-sosp2003.pdf

1.6.2 MapReduce

Mezi zakladni principy pro zpracovani velkych objemi dat patii programovaci model
MapReduce, ktery publikovali zaméstnanci spolecnosti Google, J. Dean a S. Ghemawat

v ¢lanku ,,MapReduce: Simplified Data Processing on Large Clusters “."?

Jedna se o programovaci model, ktery umoziiuje paralelni zpracovani a generovani
obrovskych datovych setii. Vhodna implementace tohoto modelu umoziuje dosahovat
vysokych vykont diky velkym clusterim komoditnich pocitact. Implementace MapReduce
modelu se nazyvaji MapReduce frameworky a patii k zdkladnim stavebnim kamenim

zpracovani Big Data.

Princip programovaciho modelu MapReduce je postaven na dvou zékladnich funkcich.
Jedna z funkci se nazyva Map a druhd Reduce. Funkce Map zpracuje kazdy objekt vstupni
mnoziny a pievede data na strukturu klic-hodnota. Po pfevedeni dat na danou strukturu se
ke stejnému kli¢i naparuji vSechny hodnoty pies danou mnozinu a tento vysledek se zasle
funkci Reduce. Tato funkce pak k danému kli¢i slouci vSechny hodnoty, coz znamena, ze
z velké mnoziny hodnot typicky zbyde jen hodnota jedna (tedy vysledek bude jeden kli¢ a
k nému jedna hodnota). Hlavni vyhodou funkce MapReduce je moznost zpracovéavat velké
objemy dat v distribuovaném prostfedi. Na nasledujicim ptikladu je jasna ukazka
funkcionality. Problém, ktery bude feSen v ptikladu, je zjistovani nejvyssi teploty v danych
meéstech. Vstupni mnozina bude ptes 1000 soubort, které budou mit nésledujici strukturu.
Kazdy soubor ma v sob€ informaci o mésté a o teploté, kterd v daném mésté byla naméfena.

Hodnoty se v souboru mohou opakovat a nic z uvedenych informaci neindikuje ¢asovou

sloZku, data jsou Cisté nahodna, viz obrazek €. 6.

12 DEAN, Jeffrey a Sanjay GHEMAWAT. MapReduce: Simplified Data Processing on Large Clusters. In:
Sixth Symposium on Operating System Design and Implementation [online]. San Francisco, 2004 [cit. 2017-
02-28]. Dostupné Z:

https://static.googleusercontent.com/media/research.google.com/cs//archive/mapreduce-osdi04.pdf
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Soubor 1 Soubor 2 Soubor 3

Mésto Teplota Mésto Teplota Mésto Teplota
Liberec 24 Fraha 20 Machod 24
Praha 26 Machod 31 Frydlant 26
Machod 28 Machod 28 Liberec 26
Frydlant 22 Frydlant 14 Fraha 3z
Praha 21 Praha 18 Fraha 21
Liberec 24 Frydlant 29 Liheret 24

Obrazek 6: MapReduce - ukdazka vstupnich souborii
Zdroj: vlastni

Funkce Map nejdiive zajisti namapovani hodnot ze souboru tak, ze kli¢ je ndzev mésta a
teplota bude prislusna hodnota. Poté funkce Map zacne hledat v jednotlivych souborech
nejvyssi teploty za dand mésta a vystup za kazdy soubor bude vzdy pouze nazev mésta (klic)
a nejvyssi teplota (hodnota) v daném souboru. Implementovana funkce Map pro tento

konkrétni priklad by mohla vypadat takto.

% Execute | :‘-‘ Lhare Code main.rh =
1- def FunkceMap {soubor)

2

3 soubor.each { |key, wvalue|

4 next if soubor[kew] » walue

5 soubor_nejwyssi teplotalkey] = wvalue
6 ¥

7

8 end

Obrazek 7: Funkce Map — priklad

Zdroj: vlastni

71000 souborti udelad funkce Map 1000 vystupt, které ale budou jednak namapovany jako
klic-hodnota a déale bude kazdy vystup obsahovat pouze jednou ndzev mésta a k tomu

nejvyssi teplotu, kterd byla v daném souboru nalezena.
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Tabulka 1: vystup funkce Map

Vystup 1 Vystup 2 Vystup 3
Mésto Teplota | Mésto Teplota | Mésto Teplota
Liberec 25 | Praha 20 | Liberec 26
Praha 26 | Nachod 31| Praha 32
Nachod 28 | Frydlant 29 | Nachod 24
Frydlant 22 Frydlant 26

Zdroj: vlastni

Z tabulky €. 1 jasné vidime, ze funkce Map odstranila redundantni hodnoty vzhledem k tloze
(potieba jen vyskytl nejvyssich teplot v daném mésté). Vystupy z funkce Map nésledné
zacne zpracovavat funkce Reduce. Tato funkce zpracuje vSechny vystupy a pomoci dan¢ho
algoritmu vrati ndzvy mést pouze s nejvyssi teplotou, kterd byla nalezena napfi¢ vSemi

dokumenty.

Cely tento myslenkovy pochod se vyuziva v mnoha ulohach, které maji za ukol zpracovat
velké mnozstvi dat. Framework, ktery je na této funkcnosti postaven se vyuziva hlavné
k efektivnimu rozdélovéani uloh mezi jednotlivé uzly v clusteru a tedy umozniuje paralelné

zpracovavat danou tlohu.

1.6.3 Hadoop

Dalsi systém pro zpracovani velkych objemt dat, ktery zacal byt velmi popularni je Hadoop.
Jedna se o open-source Framework poskytujici architektonické feSeni na zpracovani Big
Data na levné&j$i platformé, kterd ma rychlou Skélovatelnost a umoZiuje paralelni zpracovani

dat.

Hadoop vznikl v ramci projektu Nutch, ktery spoluzalozili M. Cafarella a D. Coutting v roce
2002. Ugelem projektu bylo vytvofeni vyhledavaciho systému, ktery by mél $pickovy
crawler systém'. To se nakonec povedlo, ale tym D. Cuttinga narazil na omezené Skalovani

vyhledavaciho systému. Problém se Skalovatelnosti se vyfeSil vyvinutim vlastniho file-

13 Crawler je specidlni bot, ktery prochdzi cely web, za Gcelem vytvoteni obrovské databaze — indexuje weby

a tyto indexy se pak vyuzivaji pfes webové vyhledavace.
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systému s nazvem Nutch Distributed File System (NDFS), ktery byl inspirovan GFS. Dale
pak priisla na fadu implementace programovaciho modelu Map Reduce (také inspirovano

Googlem) a open-source Hadoop byl na svéte. !+

Hadoop se sklada z péti zékladnich komponent.

e HDFS (Hadoop Distrubuted File System)
e MapReduce

e YARN

e HBase

e ZooKeeper

HDFES

Hadoop Distributed File System je Skalovatelny file-systém, ktery je uréeny pro komoditni
hardware. Tento file-systém stoji na podobnych principech jako GFS. Systém se sam dokéze
efektivné obnovovat z vypadki, se kterymi pfedem pocitd a jsou spiSe pravidlem nez

vyjimkou.

HDFEFS stoji na 3 zékladnich principech.

1. Zpracovani souborii/dat ve velikosti petabytii
2. Zpracovani streamovanych dat za Gi¢elem ¢teni dat s vysokou mirou propustnosti
3. Moznost implementace na komoditni hardware

Architektura HDFS

Architektura se opét odviji od GFS a obsahuje tyto hlavni stavebni bloky.

e NameNode
e DataNode
e Image

14 KRISHNAN, Krish. Data warehousing in the age of big data. Waltham: Elsevier, 2013. ISBN 978-012-4058-
910.
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e Journal

e Checkpoint

HDFS je zalozeny na architektufe master/slave, kde uzel nazvany NameNode figuruje jako
master a uzel nazvany DataNode figuruje jako slave. NameNode spravuje jmenny prostor,
metadata a fidi pfistupy klientl k jednotlivym soubortim a adresaitim. DataNody slouzi jako
ulozisté pro jednotlivé soubory, nebo spise pro bloky soubori, viz obrazek 6. Bloky maji
velikost vétSinou 64 MB nebo 128 MB. Tyto bloky jsou také samoziejmé replikovany do
dalsich uzli, aby byla zajisténa odolnost a rychlé zotaveni z vypadku. Dilezitou vlastnosti
téchto bloki je fakt, ze velikost dat uloZzenych na bloku se rovna nasledné velikosti bloku.
To znamend, Ze pokud jsou v bloku pouze soubory s velikosti 64 MB, pak tento blok bude
fyzicky zabirat 64 MB, nikoli 128 MB, coz je jeho implicitni velikost. Timto je

optimalizovano ukladani soubort, ale také vykonnost daného feseni.

&

Obrazek 8: Slozeni DataNode
Zdroj: vlastni

Jednotlivé DataNode jsou seskupeny do tzv. racki, coz jsou logické jednotky, jejichz
seskupenim vzniké cely Hadoop cluster. Data by méla byt replikovéana jak v rdmci jednoho
racku, tak ale i v racku jiném, aby se zajistila co nejvétsi nezéavislost a redukovala se tak
pravdépodobnost ztraty dat. NiZze uvedeny obrazek €. 7 hrubé¢ reflektuje architekturu jednoho

clusteru.
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Hadoop Cluster

HameNode

Rack #1

Datalode #1 DataNode #2 Datalode #3

Rack #2

Datalode #1 DataNode #2 DataNode #3

Obrazek 9: Slozeni Hadoop Clusteru
Zdroj: vlastni

K zajisténi rychlého obnoveni z vypadku NameNode v pravidelnych intervalech uklada na
lokalni disk tzv. checkpointy. Tento soubor je v podstaté Image uloZeny na lokalnim file-
systému. Image slouzi jako snimek nastaveni metadat celého jmenného prostoru. Journal je
log transakci, které probéhly od posledniho ulozeni checkpointu. Obnoveni systému pak
vypada tak, ze Hadoop z checkpointu nacte celou konfiguraci jmenného prostoru a poté

provede vSechny operace, které jsou v Journalu zalogovany.

Operace v HDFS

HDFS vyuziva pro komunikaci uZivatele/softwaru a samotného file-systému rozhrani zvané
Klient. Pied jakoukoli operaci musi Klient nejprve kontaktovat NameNode a vyzadat si

metadata, kterd v sobé nesou naptiklad informace o umisténi souborti a o tom, v jakych
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blocich jsou jaké soubory ulozZeny. Poté jiz mtize Klient komunikovat ptimo s jednotlivymi

DataNode a provadét cteni nebo zapis.

- N
Hadoop Cluster
Metadata .
Klient NameNode
Rack #1
CtenifZapis
\_ vy

Obrazek 10: Operace v HDF'S — cteni a zapis
Zdroj: vlastni

Ukladéani soubort se od béznych file-systémi lisi tim zptisobem, Ze v kazdém bloku se
nachdzi pouze jeden soubor. To znamend, Ze pokud ma systém ulozit dva soubory, jeden o
velikosti 150 MB a druhy o velikosti 50 MB, tak z prvniho souboru vezme 128 MB a ulozi
je na jeden blok, jelikoZ takovy maximalni objem dat se vejde do jednoho bloku. Zbylych
22 MB nasledné¢ ulozi do druhého bloku. Soubor o velikost 50 MB pak neuloZzi do druhého
bloku, kde je zbyvajici kapacita 106 MB, ale uloZi je do tfetiho bloku, aby bylo zaji§téno
pravidlo, Ze kazdy blok ma v sob¢ pravé jeden soubor. Tento konkrétni ptiklad je uvedeny

na obrazku €. 9.
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Soubor B - 50 MB
Volné misto: 78 MB

Soubor B -50 MB

Obrazek 11: Operace v HDFS - ukladani souboru
Zdroj: vlastni

1.7 NoSQL databaze

S rozmachem trendu Big Data a s rychle rostoucimi objemy dat, neni mozné jednoduse vse
zpracovavat a ukladat do pravidelnych, strukturovanych a pevné danych tabulek. Relacni
databéze stoji na pfedpokladu, Ze je pfedem znama struktura dat a Ze uZivatel nebo aplikace
bude data do databaze Casto pridavat, Casto je aktualizovat a Ze nad daty probihaji Casto
neznamé dotazy. To jsou divody, proc¢ jsou tato data rozdélena na mensi kompaktni celky,

které¢ jsou ulozeny v tabulce. Relacni databaze také dale zajist'uji konzistenci transakci tim,
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ze vyuzivaji vlastnosti ACID, coz zajistuje pouze dva stavy transakce, bud’ probchla

kompletné€, nebo nikoli."

Vzhledem k tomu, ze data od dob vzniku internetu zacala rast neuvéfitelnou rychlosti a
vzhledem k tomu, ze byla potieba tato data ukladdat, zacal nastdvat problém s relacnimi
databazemi. Vertikalni Skalovani ma totiz sva omezeni a pfi horizontalnim Skalovani narazi
relacni databaze na bariéry, jelikoz ptfi horizontdlnim Skalovani nejsou tak efektivni a
dlouhodob¢ udrzitelné. Proto v roce 2009 piedstavil J. Oskarsson pojem ,,NoSQL®. Termin
NoSQL znamena Not Only SQL a vyjadiuje odlisny piistup k datim. NoSQL databaze
zazivaji v poslednich letech velky boom, jelikoz je zafina vyuzivat vice systému ¢i aplikaci.

Existuje vice typtit NoSQL databazi, které se navzéajem lisi a pracuji na odliSnych principech.

Primarnim ucelem NoSQL databazi je data ukladat. Jejich hlavni pfednosti je vysoka
efektivita pfi vyhledavani, coz je kompenzovano omezenou funk¢énosti (databaze miize
slouzit jen pro Cisté ukladdni). Jednou z hlavnich vyhod je pak pfedev§im moznost

horizontalniho Skalovani, které zajist'uje vyssi vykonnost.

1.7.1 Charakteristika NoSQL databazi

I ptes fakt, Ze se NoSQL databaze navzéajem lisi, 1ze nalézt nékteré spole¢né charakteristiky,
které¢ je spojuji. Kazda NoSQL databéaze navic mlze byt specifickd konkrétni implementaci,
jelikoz se muze liSit konzistence, implementace dotazovaciho jazyka nebo také fizeni
transakci. VétSinou se NoSQL databaze navzajem 1iSi v téchto aspektech z divodu

vykonnosti a riznych potieb konkrétnich podnikd.

Konzistence

s HOLUBOVA, Irena, Jiti KOSEK, Karel MINARIK a David NOVAK. Big Data a NoSQL
databaze. 1. vyd., Praha: Grada, 2015. Profesional. ISBN 978-80-247-5466-6.
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NoSQL databaze nemohou zajistit iplnou konzistenci transakci, jelikoz ve vétSing piipadt
vyuzivaji pln¢ vlastnosti ACID, ale vyuziva se tzv. ,,Eventual consistency” — obcCasna
konzistence. Diky zpisobu obcasné konzistence ziskavaji databaze lepsi dostupnost a
moznost vétSiho Skalovani, ale obétuji pfitom zaruceni konzistence, které je pro nckteré
aplikace ¢i podniky klicovy. NoSQL databaze tedy nemaji vlastnosti ACID, ale vlastnosti
BASE. Tento akronym je definovan jako Basically Available, Soft state, Eventual
consistency a znaci pravé obétovani konzistence za vyssi dostupnost a potiebu obnovovaci

periody.

Dotazovani

Dotazovani nad NoSQL databazi je pon€kud komplikované, jelikoz neni vyznaceny
jednoznacny standard jak k datim pfistupovat. To je zplisobeno riiznorodosti jednotlivych
NoSQL databazi. VétSina podnikl, které NoSQL databdze nabizi, si vyvinuly vlastni
dotazovaci jazyk, napt. Cassandra CQL, Splunk SPL, CouchDB unQL atd. DalSim ze
zpusobu dotazovani jsou programovaci jazyky, které pomoci unikdtniho API pfistupuji

k datim. V nékterych ptipadech je pak vyuzivano MapReduce dotazovani.'®

Flexibilita

NoSQL databaze poskytuji zna¢nou miru flexibility diky tomu, ze databaze nemad jasné
danou detailni strukturu. Napfiiklad aplikace, kde si uZivatel miZe libovoln€ ménit naslednou
strukturu dat, jako jsou anketni aplikace. Jeden uzivatel si mize zvolit vice zanofenych
otazek, jiny zase vice poli atd. Technologicky je to samozifejmé mozné provést s relacni
databéazi, nicméné neni to optimalni. NoSQL databéaze to dokaZi implementovat velmi lehce,
kdy se jednotliva pole budou vytvatet dynamicky a anketa se nasledn¢ ulozi jako celek

s unikatnim klicem.

1s HOLUBOVA, Irena, Jifi KOSEK, Karel MINARIK a David NOVAK. Big Data a NoSQL
databaze. 1. vyd., Praha: Grada, 2015. Profesional. ISBN 978-80-247-5466-6.

38



Porovnani s rela¢nimi databazemi

Co je charakteristické pro NoSQL databaze z pravidla pak neni charakteristické pro SQL
databaze a pokud by tyto dva druhy databazi byly mnoziny, oznacily bychom je za

disjunktni. V nasledujici tabulce Ize vidét porovnani téchto dvou typt databazi.

SQL databaze NoSQL databaze
Typ databaze Relacéni Nerela¢ni
Typ ukladanych dat Strukturovana Nestrukturovana
semistrukturovana
Skalovani Vertikalni Horizontalni
Vlastnosti transakeci ACID BASE
Konzistence Silna Obcasna (lisi se podle
jednotlivych feseni)
Schéma Statické schéma s jasné Dynamické schéma/bez

danou strukturou

Tabulka 2: SQL vs NoSQL databadze

Zdroj: vlastni

1.7.2 Typologie NoSQL databazi

V ramci NoSQL databazi existuje mnohem vice odliSnosti mezi jednotlivymi feSenimi nez

u relac¢nich. U NoSQL existuji 4 zakladni typy databéazi:

e Databaze typu klic-hodnota
e Grafové databaze
e Dokumentové databaze

e Sloupcové databaze

Databaze typu kli¢c-hodnota
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Tento typ NoSQL databaze je postaveny na velmi jednoduchém principu. Kazdy ukladany
objekt, at’ uz je to obrazek, video, dokument ¢i prosty text bude mit sviij unikatni kli¢. Tento
kli¢ pak funguje jako reference na dany objekt (hodnotu), nicméné jiz tento vztah nefunguje
zpétné. Jinymi slovy velmi to ztéZzuje vyhledavani podle hodnoty. Nicméné ¢im dal tim vice
databazi typu klic-hodnota zacalo tento nedostatek obchazet pomoci sekundarnich indext.
Tyto indexy jsou vytvofeny nad urcitymi atributy jednotlivych hodnot a nasledné 1ze podle
nich vyhledéavat. Databaze tohoto typu jsou jednoduché jak svou strukturou, tak operacemi,
které zde probihaji. Standardni API pro paci s daty obsahuje tii druhy operaci. Vlozeni
hodnoty (PUT), ziskani hodnoty (GET) a mazani (DELETE). Piikladem databéze typu klic-
hodnota je naptiklad Oracle NoSQL Database nebo Redis.

Dokumentové databaze

Z nazvu jiz vyplyva, ze tento typ NoSQL databaze bude ukladat data v podob¢é dokumentd.
Tyto dokumenty v sobé neobsahuji jen typickd data, ale jsou zde uloZena i metadata.
Databaze vyuZivaji formaty jako je JSON, XML nebo BSON. Dokumenty jsou dale typické
svou stromovitou strukturou a tim, Zze dokéazi efektivné komunikovat se systémy
¢i aplikacemi. Pfi pouziti rela¢nich databazi vzniké Casto potfeba konverze dat, jelikoz ke
komunikaci s webovymi aplikacemi jsou vyzadovany pravé formaty jako JSON nebo XML,
viz dale. Dokumentové databaze mohou uloZend data pfimo vyuZit pro komunikaci
s aplikacemi a nemusi dochazet tak ke konverzi, ktera mize byt naro¢na. Dalsi vyhodou je
fakt, ze dokumenty ulozené v databdzi mohou mit vnitini strukturu uzptisobenou ke svym

konkrétnim ucellim a nemusi se fidit pfedem definovanym schématem.

Sloupcové databaze

Tento typ databazi vychézi z principu, ktery piedstavil Google jako BigTable databaze.
Princip je podobny jako u databazi typu klic-hodnota. K datiim se ptistupuje prostfednictvim
unikatniho klice, jenze v tomto piipad€ tvoii tento kli¢ identifikace fadku a sloupce.
Sloupcovou databazi si lze predstavit jako obrovskou excel tabulku, kde jsou v jednotlivych
buiik4ch uloZeny riizné data v riiznych formatech. Tyto tabulky byvaji obrovské, az miliardy
radki a statisice sloupct. K vlozenym datiim se pak ptidava jesté casové razitko za ucelem

verzovani. Jako typicky ptiklad aplikace, ktera tento typ databaze vyuziva je Google Earth.
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Radky oznaduji zemépisnou $itku a sloupce pak zemépisnou délku. UZivatel pak piistupuje
k datim zadanim téchto dvou atributi a aplikace zobrazi prislusny snimek uloZzeny na daném
misté. Na rozdil od relacnich databazi umi sloupcové databaze efektivné pracovat s velkym
mnozstvim prazdnych hodnot. Hlavni nevyhodou je pak nemoznost indexace a nutnost

znalosti celého klice.
Grafové databaze

Grafové databaze se od ostatnich typtt NoSQL databazi podstatné 1isi. Data jsou totiz
ulozena v grafové struktufe, Cili je zde mnozina uzli, které jsou vzijemné propojeny
hranami. Jednotlivé uzly piedstavuji objekty a hrany pak reprezentuji vztahy mezi nimi. Na

nasledujicim obrazku je ptiklad jednoho grafu v databazi.

aW name: Morpheus
occupation: Total badass
rank: Captain

age: 29 S
name: Thomas Anderssan

language: C++
name: Agent Smith
version: 1.0b

o CODRD BY
narme: Trinity %

last name: Reagan \ name: The Architect
name: Cypher

Obrdazek 12: Priklad grafové databdze
Zdroj: Graf DB [online]. In: . [cit. 2017-03-29]. Dostupné z:

https://msdnshared.blob.core.windows.net/media/MSDNBIlogsFS/prod.evol.blogs.msdn.com/CommunitySer
ver.Blogs.Components. WeblogFiles/00/00/00/68/67/metablogapi/2311.image_42DC40D5.png

Na ptikladu je zobrazen kultovni film Matrix, respektive postavy vyskytujici se v tomto
filmu. Jsou zde zobrazeny také jejich vztahy a vlastnosti. Lze si pov§imnout toho, Ze i
samotny vztah mize mit n&jaky atribut (na ptikladu je oznaceno, jak dlouho se jednotlivé

postavy znaji). Hlavni vyhodou grafovych databazi je tedy moznost zachyceni vztahu mezi
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jednotlivymi objekty. To znamena, Ze lze provadét grafové analyzy, analyzy vazeb a
zobrazovat vztahy mezi dokumenty a vyuzivat tak vyhody dokumentové databaze. Do
grafovych databézi lze ulozit jakykoli datovy formét. Hlavni nevyhodou, podobné jako u

relacnich databazi, je neefektivni horizontalni Skalovani.

1.7.3 Datové formaty v NoSQL databazich

Na rozdil od relac¢nich databazi, které maji standardni datovy model s komplikovanou
strukturou, nemaji NoSQL databéze typicky datovy model viibec, nebo je naprosto trivialni
(naptiklad NoSQL databaze typu kli¢-hodnota, kde klicem muiZe byt umélé ID objektu a
hodnotou pak bude dany soubor). Tento soubor musi mit néjaky datovy format, zalezi na

vyuziti NoSQL databaze.

CSV

CSV neboli Comma-Separeted Values je jednim z datovych formath se kterym se Ize setkat
v NoSQL databazich. Jedna se o format, ktery byl podporovan jiz v roce 1972 (jesté pred
prvnim osobnim pocitatem). CSV uklada data jako prosty text, kde je pokazdé jeden zdznam
na jednom fadku a pole jsou odd¢lena ¢arkou. Diky své jednoduché struktute, kompatibilité
se vSemi systémy a mozZnosti ulozit tak velké mnozstvi dat, je format CSV stale hojné
vyuzivan. CSV si Ize pfedstavit jako tabulku v databazi s tim, Ze atributy jsou odd¢€leny tzv.
»oddélovacem® (typicky carkou) a jednotlivé zadznamy jsou pod sebou v fadcich, viz

obrazek.

1 ItemID,Sentiment,SentimentSource,SentimentText

21,0,Sentiment140@,is so sad for my APL friend.............
32,0,Sentiment140,I missed the New Moon trailer...

43,1,Sentiment140,omg its already 7:30 :0

54,0,Sentiment140,.. Omgaga. Im socoo im gunna CRy. I've been at this dentist
65,0,5entiment140@,i think mi bf is cheating on me!!! TT
76,0,Sentiment140,0r i just worry too much?

87,1,Sentiment140, Juuuuuuuuuuuuuuuuussssst Chillin!!

9 8,0,Sentiment148,Sunny Again Twitter Work Tomorrow :-| TV Tonight

10 9,1,Sentiment140,handed in my uniform today . i miss you already

Obrazek 13: Ukazka CSV

Zdroj: Data ze socialni sité Twitter [online]. In: . [cit. 2017-03-29]. Dostupné z: www.twitter.com
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V CSV nemusi byt oddélovacem pouze Carka, ale lze ho nastavit. Implicitné je jako
odd€lova¢ nastavena c¢arka, nicméné pro pfipady, kdy by se v datech ¢arka mohla
vyskytovat, je lepsi naptiklad zvolit stfednik, ¢i tabuldtor. Pokud by se ¢arka vyskytovala
v datech, tak krom¢ zvoleni jiného odd€lovace lze také znak odescapovat. Toto feSeni je
ponékud kostrbat¢, jelikoz by se musela odescapovat kazda ¢arka v datech, coz by pti velkém

objemu dat nebylo nejvhodné;jsi feSeni.

Hlavnim tc¢elem tohoto formatu je snadny pfenos dat mezi databdzemi/aplikacemi. Tuto
ulohu spliiuje CSV skvéle pti jednoduché struktuie dat. Jednim z hlavnich problémt tohoto
formatu je totiz nemoznost reprezentovat hierarchii dat, coz je velky problém pokud by se

meéla v CSV formatu drzet néjakd komplikované;si struktura dat.

JSON

JSON neboli JavaScript Object Notation je jednim z vibec nejrozsifenéjSich datovych
formatl, vyuzivajici se predevsim k vyméné dat mezi webovymi aplikacemi. Jedna se o
jednoduchy format, ktery umoznuje uchovavat komplexni datové struktury v pragmatickém
zapisu dat. Format JSON vychézi z JavaScriptu a navrhl jej D. Crocford v roce 2000.
Struktura JSONu vypada zhruba takto

“"comments": {

”d%ta”: [
"created_time": "2017-06-21T17:01:05+0000",
"from": {
"name”: "XyZ",
"id": "4665964744203"
I
'message”: "Tohle je boZi fotka C",
"id": "880912458741229_BE0913365407805"
%,
"created_time": "2017-06-21T17:02:12+0000",
"from": {
"hame”: "xzY",
"id": "10203947419581975"
I
'message”: "vyraz... Jezis co_jsem tam zapomel dat....",
"id": "880912458741229_BB0914742074334"
I

Obrdazek 14:Ukdzka JSON

Zdroj: Data ze socialni sit¢ Facebook [online]. In: . [cit. 2017-03-29]. Dostupné z: www.facebook.com
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JSON dokaze uchovavat Sest datovych typi, z toho Ctyfi jednoduché a dva strukturované.
Mezi jednoduché se tadi Cislo, null, boolean a fetézec a mezi strukturované pak objekty a
pole. Objekt v JSONu neni tak uplné¢ plnohodnotnym objektem jako napt. objekt
v JavaScriptu. Jedna se spiSe o asociativni pole. A pravé pomoci tohoto asociativniho pole
neboli hashe se daji v JSONu uchovavat komplexnéjsi datové struktury. JSON je jazykove
nezavisly format, tudiz se vyskytuje ve vice programovacich jazycich. Krom¢ v JavaScriptu
se s nim lze setkat napt. v Ruby, PHP, Pythonu a dalSich. Jednou z velkych nevyhod tohoto

formatu je nemoznost jakéhokoli komentdie. Coz podstatné komplikuje porozuméni

vvvvvv

Vzhledem k popularit¢ JSONu a stale vétSimu vyuzivani tohoto formatu, bylo potieba ho
néjak standardizovat. Kvili transparentnosti a konzistenci dat, kterou bylo potieba zajistit
jasnou definici zasilané struktury dat. Proto vzniklo JSON Schema, coZ je v podstaté
standard struktury JSONu, ktery bude databaze ¢i webova sluzba prijimat. Webova sluzba
co vyuzivd JSON Schema muze obdrzeny JSON nasledné porovnat s JSON Schematem a
podniknout urcité kroky, pokud obdrzeny JSON neni validni. Na obrazku lze vidét piiklad
JSON Schema.
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2. Specifikace a informac¢ni potifeby MSP

V dobé¢ bezplatné komunikace a cilen¢ho marketingu, ktery nabizeji socidlni sité, si mize
jakykoli maly a stfedni podnik obstarat data, diky kterym dokaze efektivnéji fidit,

komunikovat, nabizet, poptéavat, ale i 1épe poznat vlastni odvétvi.

2.1 Specifikace MSP

Zakladnim kritériem pro posouzeni velikosti podniku je pocet zaméstnancti, velikost ro¢niho
obratu a bilan¢ni suma ro¢ni rozvahy. Evropska komise vydala v roce 2005 novou definici,
¢imz poukézala na dualezitost malych a stfednich podniki, dale jen MSP, v podnikatelské

sféte. G. Verhaugen, ¢len Evropské komise k nové definici uvadi:

., Mikropodniky, malé a stredni podniky jsou motorem evropského hospodarstvi. Jsou
zdkladnim zdrojem pracovnich prileZitosti, vytvareji podnikatelského ducha a inovace v EU,
a jsou tedy rozhodujici pro posileni konkurenceschopnosti a zaméstnanosti. Nova definice
malych a stiednich podnikui, ktera vstoupila v platnost dne 1. ledna 2005, predstavuje
vyznamny krok smérem k lepSimu podnikatelskému prostiedi pro malé a stiedni podniky a
zaméruje se na podporu podnikani, investic a rustu. Tato definice byla vypracoviana po
Sirokych konzultacich s dotcenymi osobami, které prokdzaly, Ze naslouchani malym a

strednim podnikum je klicem k uspésnému provedeni lisabonskych cilu. "7

Definovani MSP je tedy z ekonomického, ale i technického hlediska velmi klicova
zélezitost. MSP tvofi patet Evropské ekonomiky, coz dokazuji statistiky vytvoiené
Evropskou komisi, kde se uvadi, Ze v EU spada do kategorie MSP pies 23 milionli podnikti
(cozZ je v Evropském priméru pies 99.81% vSech podnikl v zemi). Tyto podniky dokazaly
vygenerovat pies 3.9 triliondl euro a zaméstnat 90 miliont lidi. Co se ty¢e Ceské republiky,

tak pomér MSP vii¢i vSem podniklim v zemi ptekracuje evropsky priimér a dosahuje 99,85%

7 Uzivatelska piirucka: k definici malych a stiednich podnikd [online]. 1. Lucemburk: Utad pro publikace
Evropské  unie, 2015 [cit.  2017-5-14]. ISBN  978-92-79-45316-8.  Dostupné  z:

https://ec.europa.eu/docsroom/documents/15582/attachments/1/translations/cs/renditions/native.
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(coZ je 992 616 podniktl). MSP v Ceské republice zaméstnavaji 2 416 661 lidi (j. 68,2%) a

vygenerovaly 48.8 miliond Euro.'®

Evropska komise stanovila jasnou a jednotnou definici MSP, za ucelem vétsi soudrznosti a
omezeni narusovani zdravé hospodaiské soutéze. Stanoveni jasné definice bylo nutné

z diivodu jednotného trhu bez vnitinich hranic a finan¢ni podpofe MSP.

Maly podnik je definovan jako podnik s mén¢€ nez 50 zaméstnanci, rocnim obratem mensim
nebo rovnym 10 milionim eur a ro¢ni bilan¢ni sumou taktéz mensi nebo rovnou 10
milionim eur. Stfedni podnik je podnik s méné nez 250 zaméstnanci, roénim obratem
mensim nebo rovnym 50 miliontim eur a ro¢ni bilanéni sumou mens$i nebo rovnou 43
miliontim eur. Do kategorie MSP spada také mikropodnik, ktery je definovan jako podnik s
mén¢ nez 10 zaméstnanci, roénim obratem mens$im nebo rovnym 2 milionim eur a ro¢ni
bilan¢ni sumou taktéZ mens$i nebo rovnou 2 milionim eur. VSechny tyto definice jsou

zobrazeny na obrazku €. 14.

18 2016 SBA Fact Sheet - Czech Republic [online]. 1. Europe: Europe Comission, 2016 [cit. 2017-12-14].
Dostupné Z: https://ec.europa.eu/growth/smes/business-friendly-environment/performance-

review_en#sba-fact-sheets
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Pocet
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i b e
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40 miliont) €) 27 miliont €)

) < 10 miliond € "% 10 miliond €
maly < 50 {v roce 1996 v roce 1996
7 miliond €) 5 milionl €]
o nebo .
mikropodnik <10 < 2 miliony € < 2 miliony €
[dftve nedefinovana) [dfivie nedefinovana)

Obrazek 15: Definice MSP
Zdroj:http://www.czechinvest.org/data/files/definice-msp-uzivatelska-prirucka-4128cz.pdf

S rozmachem socialnich siti ziskal kazdy podnik dalsi distribu¢ni kanal, kterym muze
komunikovat S§irSi vefejnosti jak své produkty, tak prezentovat sdm sebe. Vyuzivani
socialnich siti také tizce souvisi s tim, jak moc je podnik vyspély, co se tyce ICT. Potencial
dnedni doby ve vyuzivani sluzeb ICT je velky a proto by podnik mél byt také vyspély
v urcitych ICT kompetencich. To, jak moc jsou podniky kompetentni v ICT, uvadi statistika
vypracovand Evropskou komisi. Tato statistiky byla vypracovana pravé s ohledem na
kompetence v oblasti ICT, coZ tzce souvisi s firemnim vystupovanim online. Evropska
komise stanovila urcité indikatory, dle kterych 1ze usoudit jak moc je podnik kompetentni

v ICT. Mezi tyto indikatory ICT kompetenci se podle Evropské komise fadi naptiklad:

e Prodéavani svych produktl online

e Nakupovani od dodavatelii online
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e Obraty z e-commerce
e Pocet ICT specialistl pracujicich v podniku

e Vzdélavani zaméstnancu v oblasti IT

Statistika, ktera je uvedena na obrazku €. 13, porovnava pomoci smérodatné odchylky udaje
Ceské republiky a EU praméru. Je patrné, Ze Ceska republika v nékterych oblastech zaostava

za evropskym standardem a naopak v nékterych oblastech ho daleko prevysuje.

Variationfromthe EU average
(measuredin standard deviations, EU average=0)

Percentage of SMEs introducing product or process innovations; 2012;
Czech Republic: 30.86; EU avg: 30.6

Percentage of SMEs introducing marketing or organisational innovations ;
2012; Czech Republic: 30.19; EU avg: 36.19

Percentage of SMEs innovating in-house, 2012, Czech Republic: 27 .33, EU
avg: 28.68

Percentage of innovative SMEs collaborating with others; 2012; Czech
Republic: 11.63; EU avg 10.32

Sales of newto-market and newto-firm innovations (percentage of
turnover), 2012, Czech Republic: 13.39, EU avg: 12.4

Percentage of SMEs selling onling; 2015; Czech Republic: 22.79; EU avg:
16.16

Percentage of SMEs purchasing online; 2015; Czech Republic: 4.18; EU
avg 22 55

Turnover from e-commerce; 2015; Czech Republic: 16.78; EU avg: 9.4
Percentage of all enterprises that train their employees; 2010; Czech
Republic: 72; EU avg: 66

Percentage of persons employed that have ICT specialist skills; 2015;
Czech Republic: 16.77, EU avg: 19.95

Percentage of enterprises providing ICT skills training to their employees;
2015; Czech Republic: 19.59; EU avg: 20.08

National R&D available to SMEs (1-5); 2013; Czech Republic: 2.24; EU
avg: 2.48

20 -15 -10 05 00 05 10 15 20

Note: Data bars pointing right show better performance than the EU average and data bars pointing left show weaker performance.

Obrazek 16:ICT kompetence
Zdroj: ICT competencies [online]. In: . [cit. 2017-03-29]. Dostupné z:

https://ec.europa.eu/docsroom/documents/22382.jpg

V prodavani produkt online MSP v Ceské republice prevysuji Evropsky standard o 6,63%,
kdezto v ndkupu online naopak zaostdvaji o vice nez 18%. To indikuje vétsi sklon
k vyuzivani internetovych sluzeb jako komunika¢niho kandlu se zdkazniky, nez jako
prostiedek k nakupu. Dal§im indikatorem, kterym MSP v Ceské republice daleko prevysuji

evropsky prumér je obrat z e-commerce. Tato forma obchodovéani se stala rychle rostoucim
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trendem, ktery pfebira mnoho podniki. Indikator e-commerce tizce souvisi s nakupem a
prodejem online a s vyuzivanim modernich elektronickych komunikaénich prosttedki, pod
které spadaji mimo jiné také socialni sité. Poget pracujicich ICT specialistii je v Ceské
republice naopak nizsi o 3,18% nez je evropsky prumér. Posledni indikétor, kterym je

vzdélavani zaméstnanct v oblasti IT, se skoro shoduje s evropskym primerem.

Z této statistiky je patrné, ze MSP v Ceské republice nijak nezaostavaji za MSP v Evropé.
Coz muze byt 1 disledek snahy Evropské komise ztidit pro malé a stfedni podniky v Evropé

stejné podminky.

2.2 Informacni potieby MSP

Informacni potieby podnikii se v ¢asovém horizontu méni a také jsou odvozovany
z konkrétniho zaméteni Cinnosti daného podniku, nicméné jejich zdklad zlstdva stejny.
Podniky potfebuji informace, které jim pomohou dosdhnout jejich dlouhodobych cili.
Vétsina MSP jiz své informacni potieby uspokojuje z informaéniho zdroje, kterym je
internet. Cim dél tim vice podnik® chee investovat do IT a ¢im dal tim vice podnik® je na IT
zavisld. Dokazuje to prizkum z roku 2014 Asociace malych a stfednich podnikli a
zivnostnikil v CR, dale jen AMSP, s nazvem ,,Investice do IT a prdce s daty ve firmdach .
Cilem tohoto prizkumu bylo zjistit planované investice do IT béhem 12 mésicti a odhalit
priority pro budouci rozvoj. Prizkum ukazal, ze ptes 36% podnikt, je na IT zcela zavislé,
coz znamena, ze pokud by doslo k vypadku IT, nebyl by podnik schopen poskytovat zakladni
sluzby. Déle z prizkumu vyplyvé, ze 18% podnikt plénuje do IT investovat vice nez 1
milion K¢. Nabizi se tu srovnani s o rok star§im pruzkumem, ktery byl totozné strukturovany.
V prizkumu z roku 2013 planovalo investovat ptes 1 milion K¢ do IT jen 10% podnikd, ¢ili

skute¢né chtéji podniky do toho odvétvi ¢im dél tim vice investovat."”

19 Asociace malych a stfednich podniki a Zivnostnika Ceské republiky (AMSP CR). Investice do IT a prace s
daty ve firmach [online]. 1. Praha: AMSP, 2014 [cit. 2017-12-14]. Dostupné z:
http://amsp.cz/uploads/Pruzkumy/Vysledky_pruzkumu_Investice_do_IT_a_prace_s_daty_ve_firmach.pdf
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Planované Investice do IT b&éhem 12 mésici B vicene 3mil ke
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Obrazek 17: Investice do IT - AMSP 2014
Zdroj:http://www.amsp.cz/uploads/Pruzkumy/Vysledky_pruzkumu_Investice_do_IT_a_prace_s_daty_ve_fir

mach.pdf

Data ze socidlnich siti se stavaji pro podniky ¢im dél tim cenné¢j$im aktivem, které dokazi
chytfe vyuzivat. Informace ze socialnich siti stale nevyuziva vétSina MSP. Jelikoz jsou
informacni potteby stale vazany na ¢innosti konkrétnich podnikli, nemuze dojit ke stavu, ze

by vSechny podniky potfebovali data z téchto zdroja.

Cesky statisticky ufad vypracoval za rok 2017 statistické Setfeni s nédzvem ,, Setieni o
vyuzivani informacnich a komunikacnich technologii v podnikatelském sektoru*.
Predmétem tohoto Setfeni bylo rozSifeni a vyuzivani informacénich a komunikacnich
technologii v podnikatelském sektoru. Jako zékladni soubor byly vybrany pravnické a
fyzické osoby s deseti a vice zamé&stnanymi osobami ve vybranych odvétvich ekonomické
¢innosti. Vybranou technikou Setieni byly dotazniky rozeslané zpravodajskym jednotkam,
kde byla moZnost vyplnéni jak klasického tiSténého dotazniku, ale i elektronické verze.
Vybérovy soubor ¢ital 7 977 zpravodajskych jednotek, které byly vybrany kombinaci
plosného, zadmérného a stratifikovaného nahodného vybéru. V tomto Setfeni se nachazi

segment socialnich médii, ktery poukazuje na vyuZivanost tohoto komunika¢niho kanalu

v podnicich.

Podniky aktivné vyuzivajici socialni média

Podle tohoto Setfeni, vyuzivalo aktivné socialni sit¢ 32,7% malych podniki a 46,8%
sttednich podnik®i. Nicméné je nutné také vzit v Givahu strukturu MSP v CR, coZ nastésti
statistika zohledniuje. Nejvice vyuZzivaji socidlni sit€¢ MSP v odvétvi Informacni a
komunikacni ¢innosti (67,2% pro malé podniky a 83,2% pro stfedni podniky), nejméné pak

odvétvi Stavebnictvi (pouze 20,7% pro malé podniky a 26,2% pro stfedni podniky). Ale ze
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statistik je patrné, Ze kazdé odvétvi néjak socialné sité vyuziva at’ uz méné aktivné ¢i vice.

Kompletni statistiku lze nalézt v Pfiloze A.*

Podniky vyuzZivajici socialni média ke zlepSovani obrazu firmy ¢i uvadéni produkti na

trh

Pisobeni podniku na socialnich sitich mtize zna¢n¢€ ovlivnit jeho image. Proto podniky
investuji nemalé penize do Public relations, které¢ dokaze s timto komunikacnim kanalem
vyborné pracovat. Cesky statisticky ufad v ramci Setfeni vypracoval také statistiku, ktera se
tykala opét podnikil v CR a socialnich siti, tentokrat se zaméfil na to, kolik podnikil v jakém
odvétvi, vyuziva socialni sité pro zlepSovani image podniku ¢i uvadéni produktt na trh. U
malych podnikil se nejvetsi podil firem, které vyuzivaji socidlni sité ke zlepSeni image ¢i
uvadéni produktl na trh, nachéazi v odvétvi Informacni a komunikacni ¢innosti (57,7%), na
druhém misté je pak odvétvi Ubytovani, stravovani a pohostinstvi (51,4%). U stfednich
podnik je situace podobnd. Nejvétsi podil firem vyuzivajici socialni sité ke zlepSeni image
¢1 uvadeéni produktl na trh mé také odvétvi Informacni a komunikacni cinnosti (75,7%). Je
nutno podotknout, ze u velkych podnikti ma 100% zastoupeni, ve vyuzivani socidlnich médii

ke zlep$ovéni obrazu firmy ¢i uvadéni produktii na trh, odvétvi Ubytovani, viz Ptiloha B®.

Podniky vyuzivajici socialni média k ziskavani nazoru/otazek od zakazniku

Dalsi vypracovanou statistikou v ramci Setfeni Ceského statistického tfadu bylo, zda
podniky vyuzivaji socialni sité k ziskavani nadzoru/otazek od zakaznikd. U malych podniki
je nejveétsi podil v odvétvi Ubytovani, stravovani a pohostinstvi (43,5%). U stfednich

podniki je to také v odvétvi Ubytovani, stravovani a pohostinstvi (68,3%), viz Ptiloha C°.

Z tohoto Setfeni je patrné, Ze informacni potieby ze socialnich siti jsou pfimo zavislé na

odvétvi, ve kterém podnik plisobi. Také 1ze vyvodit zavér, Ze ¢im vEtsi je podnik, tim vice

20 CESKY STATISTICKY URAD. Vyuzivdni informacnich a komunikacnich technologii v podnikatelském
sektoru - v roce 2017 [online]. 1. Praha: Odbor statistik rozvoje spolecnosti, 2017 [cit. 2017-12-14].
Dostupné  z:  https://www.czso.cz/csu/czso/vyuzivani-informacnich-a-komunikacnich-technologii-v-

podnikatelskem-sektoru-2016-2017
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socialni média vyuziva. MSP v CR zaéinaji postupné socialni média vyuzivat, coZ potvrzuje
1jeden ze zavera Setteni, ze od roku 2013 se podil firem, které maji profil na nékteré socialni
siti, vice nez zdvojnasobil?'. Opét to ale zalezi na odvétvi daného podniku, jelikoz né vSechny
odvétvi socialni sité plné vyuziji. Podniky v téch odvétvich, kde socidlni sit¢ aktivné

vyuzivaji, maji hlavné zajem ziskavat ze socialnich siti informace o zdkaznicich.

Trend Big Data se nedotyka pouze odvétvi Informacnich technologii, ale dotyka se neptimo
vSech odvétvi, kterd jakymkoli zplisobem pracuji s daty. O velké objemy dat, pfedevsim pak
o jejich zpracovani, se zajima ¢im dal tim vice podnikli a maji zdjem do tohoto trendu
investovat. Prizkum spole¢nosti Microsoft s nazvem ,, Naskok diky technologiim “, ktery byl
realizovan v roce 2016, m¢l za ukol zmapovat investice MSP v Evropé. Sbér dat probihal
prostfednictvim rozhovori s respondenty ve 20 evropskych zemich. Prizkumu se zacastnili
jen MSP. Jak je vidét na obrazku niZe, tak do analyzy velkych dat by chtélo investovat 35%
MSP z evropskych zemi. V Ceské republice jevi o tento trend zna¢né vétsi zajem a chee do

n¢j investovat 50% MSP. Priizkum mimo jiné poukazuje i na to, ze vétSina podniki chce

investovat do vztahu se zakaznikem, coZ se také tyka socialnich siti.??

21 CESKY STATISTICKY URAD. Vyuzivdni informacnich a komunikacnich technologii v podnikatelském
sektoru - v roce 2017 [online]. 1. Praha: Odbor statistik rozvoje spolecnosti, 2017 [cit. 2017-12-14].
Dostupné  z:  https://www.czso.cz/csu/czso/vyuzivani-informacnich-a-komunikacnich-technologii-v-
podnikatelskem-sektoru-2016-2017

22 MICROSOFT. Ndskok diky technologiim [online]. 1. Praha: Ipsos Mori, 2016 [cit. 2017-12-14]. Dostupné
z: https://mews.microsoft.com/cs-cz/2016/09/02/ceske-male-a-stredni-podniky-chteji-investovat-vyrazne-

vic-nez-firmy-v-ostatnich-evropskych-zemich/
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Obrazek 18: Naskok diky technologiim — investice
Zdroj: https://ncmedia.azureedge.net/ncmedia/2016/09/SMB-investuji.png

Umeéni pracovat s velkymi daty se stava klicovou zalezitosti uz také pro MSP, protoZe diky

tomu podniky ziskavaji nové zédkazniky a zvySuji svou produktivitu v rdmci obchodu. Je

tedy dulezité, aby

znaly moznosti analyzy velkych dat, potazmo néstroje, které toto

umoznuji, viz kapitola Nastroje pro analyzu Big Data - charakteristika, porovnani.
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3. Nastroje pro analyzu Big Data

Analyza Big Data je trendem poslednich let. Na trhu jiz existuje mnoho nastrojt, které
umoznuji analyzu velkych objemti dat. VétSina z nich je postavend na vySe zmifovaném
open-source frameworku Hadoop. Vzhledem k tomu, Ze ndastroje maji byt urCeny pro

analyzu Big Data v MSP, tak pro jejich vybér byla stanovena nésledujici kritéria:

e Zpracovani Big Data — platforma umoziuje zpracovani velkych objemt dat
e Nastroj je k dispozici v n¢jaké podobé zdarma
e Moznost zprovoznéni néstroje na PC

¢ Umoznéni nacteni vstupnich dat ve formatu CSV

Na zaklad¢ téchto kritérii byly vybrany ndstroje Databricks, Splunk, Hortonworks Data
Platform a Cloudera Data Hub. VSechny tyto néstroje n&jakym zpiisobem spliiuji dana

kritéria.

3.1 Databricks

Spolec¢nost Databricks byla zaloZena v roce 2013 lidmi, ktefi vytvotili Apache Spark. Jednim
ze zakladatelii je Matei Zaharia, profesor na Standford University. Spole¢nost vytvofila
platformu, ktera vyuziva webové rozhrani spolupracujici se Sparkem a poskytuje uzivatelim

automatizovany cluster management.?
Charakteristika nastroje

Databricks je platforma, ktera je zamétfena Cisté na Big Data. Je postavena nad frameworkem
Apache Spark, ktery umozniuje rychlé a sofistikované analyzy dat. Databricks je cisté
cloudova platforma, ktera vyuzivd hosting od Amazonu. Databricks umoznuje svym
zékazniktim pracovat s clustery v cloudu, ptfiddvat a odebirat je pfimo podle jejich potieb.

Kazdy zdkaznik ma tedy svij workspace, kde miZze provadét své analyzy. Dale pak

2 Databricks Team. Databricks Platform. [online] 2015 [cit. 2017-03-21]. Dostupné z:
https://databricks.com/product/unified-analytics-platform
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poskytuje interaktivni vestavény editor pro psani ptikazl v jazyce Python, Scala nebo SQL.
Databricks umoziiuje import dat z Hadoop, AWS, relac¢nich databazi a také z NoSQL
databazi. V ramci Databricks jsou tzv. Databricks Units (DBU), jedna se o jednotky, které
urcéuji vykonnost jeho feseni. Jedna DBU je typicky 30 GB operacni pamét a 4 jadra.

Zakaznici si pak urcuji kolik DBU ve svém feSeni chtéji zahrnout.
Cena nastroje

Spolec¢nost Databricks nabizi 4 tady, které se 1isi uloznym prostorem, poctem uzivatelti a

nabizenymi sluzbami. Jedna se o fady:

e Community
e Starter
e Professional

e Enterprise

Rada Community je zcela zdarma a nabizi 6GB cluster, vestavény editor s podporou jazyki
Python, Scala a SQL, moznost vytvareni interaktivnich vizualizaci a také moznost vybrani

si z n€kolika verzi Apache Sparku.

V tad¢ Starter je vSe co v fadé Community s tim rozdilem, Ze je neomezeny pocet clusteri
(tedy i jejich velikosti), pfidané REST API a integrace IDE. Cena je 99$ mési¢né plus 0.40$
za kazdou DBU jednotku.

V tadach Professional a Enterprise je pak nabizena plna Skala sluzeb, v€etné podpory,
GitHub integrace, neomezené¢ho poctu uZzivatelli a s tim volitelna struktura roli a prav a
v neposledni fad¢ také automatické Skalovani clustert. Tato feSeni jiZ nemaji pevné danou

cenu, ale vzdy se to bude odvijet od robustnosti a individualnich potieb daného feseni.

3.2 Splunk

Spolecnost Splunk byla zaloZena v roce 2002 R. Dasem a E. Swanem. Prvni verze tohoto

softwaru se objevila v roce 2004 a stala se velmi populérni, tudiZ si podniky zacaly kupovat
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Enterprise licence Splunku, coz umoznilo spole¢nosti riist. Splunk poskytuje sviij software
vice nez 6000 spolecnostem ve vice nez 90 zemich. Mezi vyznamné klienty patii Coca-cola,

Adobe, Bosch, Ubisoft, Valve a mnoho dalSich.

Charakteristika nastroje

Jedna se o softwarovou platformu, ktera umozinuje vyhledavani, analyzovani, monitorovani
a vizualizaci Big Data. Splunk umoziiuje import dat z riznych zdroji a je v tomto ohledu
velmi flexibilni. Hlavni silou platformy je zpracovani strojovych dat, kam se zahrnuji
vSechny aktivity aplikaci. Silnou strankou této platformy jsou customizované aplikace, které
uzivatelim pomadhaji fesit specifické problémy. Ddle je tato platforma schopna indexovat
velkou Skdlu rtznorodych dat (logy, konfigurace, zpravy, skripty, riizné statistiky...).
Platforma Splunk vyuziva k praci s daty jazyk SPL (Search Processing Langugage), ktery

obsahuje pfes 140 commandu na prohledavani, korelaci, analyzu a vizualizaci dat.

Cena nastroje

Splunk nabizi dvé hlavni fady produktd, které se liSi svou robustnosti a feSenim. Prvnim
produktem je Splunk Light. Jedna se o produkt uzptsobeny pro mensi spole¢nosti, které
nebudou denné potiebovat analyzovat obrovské mnozstvi dat. Splunk Light umoZznuje
snadnou analyzu, reportovani a monitorovani dat v realném Case na jednom misté. Cena se
odviji od denniho zpracovani dat spole¢nosti. Pokud naptiklad spole¢nost denné zpracuje
(indexuje) 1 GB dat, tak ro¢né za produkt zaplati 1035$. Druhym produktem je pak Splunk
Enterprise, ktery je mnohem robustnéjsi nez Light a také v sobé nese vice funkénosti a
sluzeb. Cena se opé&t odviji od objemu dat, které budou indexovany. V fad€ Enterprise je to
za 500MB denng, 6000$ ro¢n€. Obé tato feSeni Splunk nabizi také jako cloud, kde poskytuje

100% SLA. Splunk nabizi i verzi zdarma, ktera je omezena S00MB indexace.

3.3 Hortonworks

Jedna se o spole¢nost, ktera nabizi platformu schopnou zpracovéavat Big Data. Hortonworks

byla zaloZena v roce 2011 byvalymi zaméstnanci spolecnosti Yahoo!. Nyni mé spole¢nost
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pies 1000 zaméstnanct a poskytuje své sluzby ve vice nez 17 zemich svéta. Mezi vyznamné

zékazniky pak patii naptiklad T-Mobile, Pandora, Samsung, E-bay, Spotify a dalsi.

Charakteristika nastroje

Hortonworks poskytuje open-source platformu (Hortonworks Data Platform — HDP), ktera
je postavena nad Hadoopem. Poskytuje dva primarni produkty. Jednim z nich je
Hortonworks Data Flow (HDF) a druhym vySe zminiovana platforma HDP. HDF umoznuje
sbirat, konsolidovat a dodavat data v redlném case z Internetu véci (IoT). To znamena, ze
streamovand data nejsou pro tuto platformu cizi. Platforma HDP pak umoziiuje
spole¢nostem vytvofit zabezpe€eny data lake, z kterého pak podnik mulze Cerpat veskeré
informace, provadét rizné analyzy a vizualizace. Klicovymi komponentami HDP je Hadoop

File System a YARN, viz kapitola Big Data.

Cena nastroje

Platforma HDP je zcela zdarma a neni potieba platit zZadné poplatky. Podnik uctuje poplatky

formou predplatného pouze za podporu, konzultace nebo Skoleni.

34 Cloudera

Spolecnost Cloudera byla zaloZzena v roce 2008 C. Biscigliem, A. Awadallahem, M.
Olsonem a J. Hammerbacherem, ktefi pracovali v Sillicon Valley pro velké spole¢nosti jako
Google, Yahoo!, Facebook nebo Oracle. Cloudtera je postavena nad Apache Hadoopem a
poskytuje svym klientim velké know-how, technickou podporu, konzultace a Skoleni.
Cloudtera ma pres 1600 zaméstnanct a své produkty poskytuje ve 28 zemich svéta. Mezi

hlavni zakazniky této spolecnosti patii Samsung, Cisco, MBank a dalsi.

Charakteristika nastroje

Cloudera je moderni platforma vyznacujici se zaméfenim na Big Data. Tato platforma je
opét postavena nad Apache Hadoopem. Cloudera se fadi mezi open-source software,

nicméné nabizi komercni verzi Cloudera Enterprise Data Hub (CDH), ktera zahrnuje
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management aplikace, integrace se systémy, knowledge base a podporu 24 hodin denné.

CEDH umoznuje snadnéjsi spravu clusterti, které bézi nad open-source Clouderou.

Cena nastroje

Cloudera je open-source nastroj a uzivatel plati za jeji nadstavby, v podobé lepsiho
managementu nebo pak pokud mé zdjem o cloud. Cloudera poskytuje zdarma sandboxovou

verzi — QuickStart VM, kde uzivatel ma k dispozici cluster s jednim nodem.

3.5 Porovnani nastroju

Pro porovnani nastrojii byla zvolena metoda vicekriteridlniho hodnoceni. Hlavni vyhodou
této metody je zohlednéni vice kritérii pii vybéru vhodné varianty. Kriteria pro porovnani
nastroju byla stanovena tak, aby zohlediiovala informa¢ni potfeby a moznosti MSP, obdobné

jako kritéria vybéru nastroju.

3.5.1 Kiritéria hodnoceni platformy

S ohledem na potieby MSP a na zaklad¢ informaci ziskanych z publikaci jako je naptiklad
,,Big Data Vendor Benchmark 2015 “ od spolecnosti Experton Group* nebo publikovanych
¢lankl o srovnavani platforem jako je ,,Comparing the leading big data analytics software

options* od D. Loshina, byla stanovena niZe uvedena kritéria.?

e Deployment model

e Dostupnost nastroje zdarma

24 LANDROCK, Holm, Oliver SCHONSCHEK a Prof. Dr. Andreas GADATSCH. Big Data Vendor
Benchmark 2015 [online]. In: . Mnichov, Némecko, D2015, s. 91 [cit. 2017-05-04]. Dostupné z:
https://www.t-systems.com/solutions/big-data-vendor-

download/1298900_1/blobBinary/Big+Data+Vendor_Download-ps.pdf

25 LOSHIN, David. Comparing the leading big data analytics software options [online]. 2015 [cit. 2017-05-
04]. Dostupné z: http://searchbusinessanalytics.techtarget.com/feature/Comparing-the-leading-big-data-

analytics-software-options
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e Funkcionalita

o Uzivatelska privétivost

Deployment model

Stanovené kritérium bude hodnotit jaky deployment model umoznuje vyuzivat dana
platforma, zda nabizi pouze on-premise variantu, nebo umoznuje uzivateli vyuzivat

cloudové feSeni.

Dostupnost nastroje zdarma

Jednim z hlavnich kritérii bude dostupnost verze daného nastroje zdarma. Jelikoz MSP maji
oproti velkym korporacim znaéné¢ omezené rozpocty, je potieba hledat alternativy, které
mohou poskytnout co nejlepsi funkcionalitu vzhledem k vynalozenym nakladim.

Hodnoceno tedy bude, zda nastroj 1ze vyuzivat zdarma a za jakych podminek.

Funkcionalita

Dal$im kritériem je funkcionalita. Toto kritérium bylo zvoleno také jako jedno z kli¢ovych.
JelikoZz kazdy nastroj mlUzZe mit troSku odliSné funkcénosti, tak toto kritérium se sklada
z dil¢ich subkritérii - krokl, kdy kazdy nastroj analyzoval stejny datovy set a to pomoci

nasledujicich kroki.

1. Nahrani datového setu do platformy
2. Jednoducha datova analyza — kolik tweetil je negativnich a kolik pozitivnich

3. Textova analyza — vyskyt slova ,, Twitter*

Pro dané tlohy se bude méfit 1 doba trvani jednotlivych tloh, coz by se dalo také oznacit za
vykonnost. Datova analyza - kolik tweetll je negativnich a kolik pozitivnich probihala
vyhodnocenim pfisluSného ptiznaku v datasetu. Textova analyza pak probihala analyzou

vSech tweetll, zda obsahuji slovo ,, Twitter®.

Uzivatelska privétivost
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Uzivatelska ptivétivost je také jednim z kritérii, kterd jsou nezbytné nutnd pii hodnoceni
aplikaci, potazmo softwaru obecné. Software se déla za ucelem zefektivnéni néjakého
procesu, coz ma za nasledek celkové zvyseni efektivity podniku. A jelikoZz je nezbytné, aby
software obsluhoval uzivatel, je klicové, aby tomu rozumél a bylo pro néj jednoduché se
v prostiedi softwaru pohybovat. V ramci tohoto kritéria je také piihlédnuto k dokumentaci

daného feSeni.

3.5.2 Stanoveni vah Kkritérii

Jelikoz se jedna o porovnani na zakladé vicekriteridlniho rozhodovani, je nezbytné nutné
stanovit vahy jednotlivym kritériim, jelikoz se dulezitosti kritérii lisi. Vahy byly stanoveny
pomoci bodovaci metody urovani vah kritérii. Tato metoda umoziiuje diferencovanéjsi
vyjadieni subjektivnich preferenci, nez naptiklad metoda potfadi. Bylo tedy nutné
kvantitativné ohodnotit jednotliva kritéria a nasledné vyuzit nize uvedeny vzorec k vypoctu

vah, kde b; oznacuje zvolenou stupnici, v tomto ptipadé b; € < 0,10 >.

Yic1 by

Vi

Tabulka 3: Vahy kritérii

Kritérium Cislo kritéria Body Vysledna vaha
Deployment model 1 6 0,230
Dostupnost ndastroje zdarma 2 8 0,308
Funkcionalita 3 8 0,308
Nahrani datového setu 3.1 2 0,250
Jednoducha datova analyza 3.2 2 0,250
Textova analyza 3.3 4 0,500
Uzivatelska privétivost 4 4 0,154
Celkem 26 1

Zdroj: vlastni
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Nejveétsi vahu ziskala kritéria dostupnost nastroje zdarma a funkcionalita. Dostupnost
nastroje zdarma je diilezitym aspektem vzhledem k tomu, ze se jedna o nastroj urceny pro
MSP, které Casto disponuji s omezenymi zdroji a vetsi finanéni investice do ndstroje pro
analyzu dat, kde neni jasna navratnost, je tak nemyslitelnd. Funkcionalita je také klicové
kritérium, jelikoz nastroj musi umét analyzovat data tak, aby to mélo pro podnik piidanou
hodnotu. Nejmensi vahu ziskalo kritérium Uzivatelska ptivétivost. To vSak neznamena, ze

by nebylo dilezité, ale v porovnanim s ostatnimi kritérii se jevi jako nejméné vyznamné.

3.5.3 Hodnoceni dle Kritérii

3.5.3.1 Deployment model

Prvnim hodnocenym kritériem je technologické feSeni, neboli ,,deployment model*.
Technologické feseni, na kterém je platforma postavend. V ramci téchto €yt nastroji, které
byly vybrany, jsou aplikovéana feSeni bud’ on-premise nebo cloud. Kazdy z téchto modelt
ma sva pro a proti, které by MSP mély pii vybéru zohlednit. Hlavni vyhodou on-premise
feSeni je bezpecnost privatnich dat. Rlizné podniky museji kvili ur¢itym regulacim vyuzivat
jen toto feSeni, protoze neni ze zdkona mozné mit ulozena privatni data klient. Nicméné
bezpecnost je nyni mnohdy vétsi u cloudového fteSeni, ale nékteré pokrocilejsi a
customizované bezpecnostni prvky v cloudovych feSeni nejsou. Dalsi vyhodou miize byt
pfistup k datim. Problémy u cloudového feseni mohou nastat naptiklad z diivodu do¢asného
nepfiistupu sluzby, na druhou stranu se v ramci cloudu Ize k datim dostat odkudkoli a kdykoli
a odpadaji starosti o infrastrukturu. Platforma Databricks nabizi Cisté¢ cloudové feSeni.
Splunk, Hortonworks a Cloudera maji ve své nabidce jak on-premise variantu, tak cloudové

fesSeni.

3.5.3.2 Dostupnost nastroje zdarma

Platforma Databricks nabizi verzi zdarma v prostfedi cloudu s Sesti gigabytovym mikro-
clusterem s interaktivnim prostfedim. Splunk, Hortonworks a Cloudera nabizeji verze
zdarma pouze v on-premise varianté. U platformy Splunk je omezena indexace dat na
500MB za den. Platformy Hortonworks a Cloudera maji jeden cluster s jednim pracovnim

nodem.
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3.5.3.3 Funkcionalita

Pro zjisténi funkcionality byla jako datovy set vybrana Analyza sentimentu ze socialni sité
Twitter, kterou vypracoval N. Sanders. Datovy set je volné k dispozici na webové platformé
Kaggle, kam riizné spole¢nosti a pfredevsim datovi analytici davaji své analyzy, volné datové
sety atd. Tento datovy set obsahuje piesné 1 578 627 tweetli v anglickém jazyce. Kazdy
fadek obsahuje ItemID, coz je ID tweetu, Sentiment ID, dany tweet a indikator zda je dany
tweet pozitivni nebo negativni. U kazdého néstroje bylo postupné hodnoceno nahrani

datového setu do platformy, jednoducha datovy analyza a textova analyza.

Databricks

Platforma umoznuje uzivateli vytvaiet on-demand clustery na kterych je framework Apache
Spark. Jde zde ptedinstalovand Java, Python a Scala, coz umoziuje vyvoj skripti nad
vstupnimi daty. UZivateli je dale umoznéno vytvaret klasické tabulky a pomoci dotazovaciho

jazyka SQL analyzovat data.

Nahrani datového setu do platformy

Nahrani datového setu do prostiedi bylo velice jednoduché a intuitivni. Platforma podporuje
funkénost Drag&Drop, tudiz stacilo datovy set jen pretahnout a okamzité zac¢alo nahravani.

Soubor o velikosti 149 MB pfi rychlosti uploadu 60 Mbps trval 7 minut a 25 sekund.

Jednoducha datova analyza — kolik tweetii je negativnich a kolik pozitivnich

Platforma Databricks podporuje okamzity prevod dat do tabulky. Datovy set ve formatu
CSV tedy Slo okamzité¢ vlozit do tabulky a platforma automaticky vytvotila schéma a
naindexovala sloupce, které se pfi nahrani souboru zvolily jako hlavicka. Na obrazku nize

1ze vidét strukturu vytvoteného schématu a vzorek dat v tabulce.
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Schema:

col_name
ltemlD

Sentiment
SentimentSource

SentimentText

Table: Sentiment_Analysis_Dataset_08265_csv

Sentiment_Analysis_Dataset 08265 csv & Refiesh

data_type comment
string null
string null
string null
string null

Text

Sample Data:
ItemID | Senti Senti Source S
1 0 Sentiment140
2 0 Sentiment140
3 1 Sentiment140
4 0 Sentiment140
5 0 Sentiment140
8 0 Sentiment140
7 1 Sentiment140
| 0 Sentiment140
El 1 Sentiment140
10 1 Sentiment140
1 0 Sentiment140
12 1 Sentiment140

i5 g0 sad for rmy APL friend.............
I missed the New Moon trailer
omg its already 7:30 :0

.. Drngaga. Iimosooo im gunna CRY. [ve been at this dentist since 11, [was suposed 2 just get a crown put on (30ming)...

i think mi bf is cheating on mell TT

or i just worry too much?
Juunuouououounuuunssssst Chillinl!
Sunny Again Wark Tormorrow | T+ Tanight
handed in my uniform today . i miss you already
hmrmmm.. . i wonder how she my number @-)
I must think about positive.

thanks to all the haters up in my face all day! 112-102

Obrazek 19: Databricks - vytvoreni tabulky

Zdroj: vlastni

Pro zjisténi kolik je pozitivnich a negativnich tweetl byl pouzit pfiznak ve sloupci

Sentiment, pro pozitivni tweet je hodnota 1 a pro negativni 0. Databricks podporuje

dotazovaci jazyk SQL, tudiZ byl napsan dotaz do tabulky, ktery secetl vSechny pozitivni a

negativni tweety. SQL piikaz bézel 4.94 sekund. Cely SQL piikaz a vysledky jsou zobrazeny

na nasledujicim obrazku.
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Twitter sau

o Attached: Filiple~ S File~ [l Yiew Codew @& Run All & Clear Results

SELECT SUM(CASE WHENM Sentiment = "1' THEM 1 ELSE @ EMD) AS Fositive_sentiment_count,
SUM(CASE WHEN Sentiment = '®' THEW 1 ELSE & END) AS Megative_sentiment_count
FROM szentiment_analyzis_dataset _BR265_cav

v (17 Spark Jobs

Positive_sentiment_count | Negative_sentiment_count

7E0185 785442

Search

Obrazek 20: Databricks - analyza pozitivnich a negativnich tweetii
Zdroj: vlastni

Textova analyza — vyskyt slova ,, Twitter*

Pro textovou analyzu v Databricks je mozné zvolit vice postupd. Prvnim postupem je
analyza s vyuzitim programovaciho jazyka Python. Napsany algoritmus nejdiive nacte
dataset ve formatu CSV a uloZi ho jako format dataframe. Nasledn& kazdy tweet ulozi do
pole. Poté dochazi k iterovani ptes pole, kde se kazdé slovo ve vété analyzuje, zda to neni
slovo ,, Twitter”, pokud ano, tak se pficte jednicka do vydefinované promeénné. Analyza
bézela 5 minut a 51 sekund, zanalyzovalo se pies 1 500 000 tweetd a slovo ,,Twitter” se

vyskytovalo 20680 krat. Cely kod je vidét na néasledujicim obrazku.
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= WordCount eyhany o ?

databricks

aa Attached: Filip_Le = EFile = &l iew: Code = @ Run All & Clear Results = ™ Publish & Comments ‘D Revision hf

. . b v =
impert collections

import pandas as pd
import esv
from collections import defaultdict

array = []
pandas_df = pd.read_csv('/dbfs/FileStore/tables/rd8z1wal1451667144688/ Sentiment_Analysis_Dataset-88265.csv’, delimiter=',’,
error_bad_lines=False, header=8)

for 1 4n range(@, len(pandas_df)):
array.eppend (pandes_df.iloc[i]1[2])

hledane_slovo = "Twittar”
= "Twitter!”
hledane_slovo_2 = "Twitter.”
= "Twitter?”

hledane_slovo_1
hledane_slovo_3

vyskyt_slova = @
print len(array)
for 1 in array:

for k 4n d.split():

if k.lower() == hladane_slovo.lower() or k.lower(] == hledana_slovo_1.lower() or k.lower() == hledans_slovo_2.lower() or k.lower() ==
hledane_slovo_3. lower (]:
wyskyt_slovat=1

wyskyt = 'Slovo’ + reprihledane_slovs) + ' se v datasetu wyskytuje ' + repr(vyskyt_slova) + 'x'

Skipping line 8838: expected 4 fislds, saw 5

Skipping line 535882: expected 4 fislds, saw 7

Obrazek 21: Databricks — Wordcount
Zdroj: vlastni

Z obrazku je vidét, ze algoritmus pieskocil dva tweety, jelikoz nebyl validni pocet sloupci.
Coz vzhledem k velkému objemu dat neni relevantni. Tento zplsob analyzy neni
nejvhodnéjsi, jelikoz zde probihaji operace navic, které zatéZzuji cluster. Nicméné poukazuje
to na urcitou dynamicnost nastroje, kde slozitéjsi algoritmy budou probihat pravé s vyuzitim

jazyka Python, nikoli SQL.

DalSim zptsobem je klasicky SQL dotaz do tabulky. Tento zpisob se zda sofistikovanéjsi a

rychlejsi. Dotaz probéhl za 2,75 sekundy a slovo ,,Twitter* bylo nalezeno 20700krét.
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= Twitter cow

clatabricks

o Attached: Filip_Lew  [HFilew  [al%iew Codew ®Run Al # Clear Results

Py
Hogl SELECT count(*) as Twitter_word_count

FROM sentiment_analysis_dataset_@3265_csv

where RTRIM(lower(SentimentText)) like "% twitter %" OR RTRIM(Lower (SentimentText)) 1like "% twitter_"

Recert v (1) Spark Jobs

Twitter_word_count

& 20700

Tahles

h

Clusters

Obrazek 22: Databricks - WordCount SQL

Zdroj: vlastni

Na platformé Databricks nebylo komplikované provést vyse uvedené ulohy. Podpora vice
programovacich jazykt dava uzivateli moznost zvolit nejvhodnéjsi variantu pro analyzu Big

Data. Databricks dale také umoziuji vizualizaci dat pfimo v prostiedi.

Splunk

Platforma je primarné zaloZena na indexaci dat, kterd nasledn¢€ umoziiuje rychlou analyzu
dat. K indexovani vyuziva Splunk tzv. Peer nodes. Peer node pfijme data a nasledn¢ je
nejen naindexuje, ale také je replikuje na ostatni nody. Pro vyhledavani dat se pak vyuziva
komponenta Search head, kterd spousti vyhledavani indext napfi¢ nody. V ramci samotné
indexace dochazi také k normalizaci dat, coZ zajisti konzistenci pfi reportovani ¢i analyze.
K dotazovani vyuziva Splunk vlastni dotazovaci jazyk postaveny na syntaxi SQL s Splunk
Processing Langugage, dale jen SPL. SPL umoznuje prohledavani dat, jejich modifikaci,

update 1 mazani.

Nahrani datového setu do platformy
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Prosttedi Splunk podporuje nahrani riznorodych dat, tudiz nebyl problém pii nahrani
datového setu ve formatu CSV. Vzhledem k tomu, ze verze zdarma od Splunk (Splunk
Enterprise Free) je on-premise software, tak se jednalo jen o pfesun souboru, coz trvalo 8
sekund. Platforma Splunk po nahrani externich dat vyzaduje specifikovani typu dat
(platforma sama ptednastavi doporu¢ovany typ). Jsou zde moznosti jako strukturovana,
nestrukturovand data nebo také ptimo datovy typ, napt. CSV. Splunk diky specifikaci
datového typu dokaze efektivné normalizovat a kategorizovat data pfi samotné indexaci.
Po nahrani datového setu a nasledné specifikaci dat musi dojit k indexaci. Samotna
indexace trvala 45 sekund, tudiz nahrani datového setu i s indexaci trval celkové 50

sekund.

Jednoducha datova analyza — kolik tweetii je negativnich a kolik pozitivnich

Samotna datovd analyza kolik tweetli je negativnich a kolik pozitivnich je pak velmi
jednoduchd, jelikoZ pomoci SPL specifikujeme hodnotu daného atributu a zabere to
minimalni Cas diky pfedeslé indexaci dat. Vzhledem k tomu, Ze jsou jiz data naindexovana,
analyza kolik tweetll je negativnich a kolik pozitivnich zabrala jen par sekund. Vyuzit byl

jazyk SPL, prikaz a vysledné poCty jsou vidét na nasledujicim obrazku.

Sp| unlk App: Search & Reporting v Adminigtrator v

Seanch Datasets Reports Alerts Dashboards

G New Search

source="Sentiment Analysis Dataset.csw” host="Filip-HP" sourcetype="csy" | stats count by Sentiment

- 1,578,421 events (before 4/11/17 5:11:46.000 FM)  No Event Sampling

Events Patterns Statistics (2) Wizsualization
Sentiment &~ caunt
0 Toe3zs

1 To0092

Obrazek 23: Splunk - analyza pozitivnich a negativnich tweetit
Zdroj: vlastni

Z obrazku lze vidét, Ze bylo zpracovano 1 578 421 eventd, cozZ je o 205 zaznamii ménég, nez

obsahuje datovy set. To je zpiisobené normalizaci a kategorizaci pii indexovani. Ptikaz trval
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presné 10,483 sekund. Splunk poskytuje také funkcnost Job Inspector, diky které 1ze jasné
dohledat, jak dlouho jednotlivé ptikazy bézely. Na zaklad¢ toho se daji dotazy optimalizovat,

coz piinasi efektivnéjsi a ve vysledku méné ndkladné feseni.

Search job inspector

This search has completed and has returned 2 results by scanning 1,578,421 events in 10483 seconds
(5I0: 1491923505.65) search.log
~ Execution costs
Duration (geconds ) Component Invocations Inputcount outputcount
| 0.0n comrnand.addinfo 132 1578421 1578421
| o.nn cormmand.fields 122 1578421 1hT8421
| ] .63 command.prestats 132 1578421 262
] 7.9 COMMmEnd. seah 264 1578421 3,156,542
275 cammand. seach. filter 131
0.2z cOmmand. samh. indey 1m0
ooz command. seamh expand_seach 1
0.00 command. seamh . caichieln s 131 1578421 1578421
0.00 command. seach field alias 131 1578421 1578421
0.0 COMmand. seamn. indes. usec_1_8 5,105
0.00 command. seamh.indes. usec_5 12_4096 zz
493 command. seamh. randata 131
023 command. samh. kv 121
0.an command.seamch. bokups 121 1678421 1678421
0.0 COMMand. seamn. surnmary 132
0.0n cormmand. seamh 1ags 121 1578421 1878421
0.0 COMmand. samn . typer 131 1578421 1578421

Obrazek 24: Splunk - Job Inspector

Zdroj: vlastni

Textova analyza — vyskyt slova ,, Twitter*

Textova analyza probihala opét za pomoci jazyka SPL. Kod byl zvoleny totozny jako u
platformy Databricks, jelikoZ SPL je zalozen na jazyku SQL, dala se vyuZit stejna where
podminka. Pfikaz trval piesn¢ 17,18 sekund a vyhodnotil, Ze slovo ,, Twitter* se v datovém

setu vyskytuje 20 685 krat. Rozdilnost je zptisobena upravou datového setu pii indexaci.
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splunk:  App: Search & Reparting ~ Administratar~  Messsges~  Seftingsw  Activityw H

Search [atasets Reports Alerts Dashboards

O New Search

source="Sentiment Analysis Dataset.csy” host="Filip-HP" sourcetype="csy" | where RTRIM(lower(SentimentText)) lLike "% twitter %" OR RTRIM(lower
(SentimentText)) like "% twitter_" | stats count as Twitter_word_count
~ 20,685 events (before 4/11/17 7:14:02.000 PR Ko Event Sampling ~ Jdob v

Events Patterns Statistics (1) Wisualization

20 FerPage~  #Fommat~  Preview s

Twitter_word_count
20685

Obrazek 25: Splunk — WordCount
Zdroj: vlastni

Platforma Splunk je diky indexaci dobrym nastrojem pro praci s velkymi daty. Poskytuje
uzivatelim také dynamickou vizualizaci dat, diky které jsou analyzy piehlednéjsi a
srozumitelnéjs$i. Nicméné pfi praci s cloudovou verzi se vyskytly problémy ohledné
indexace vétSiho objemu dat, tudiz musela byt zvolena on-premise varianta, kterd byla

omezena vykonnosti pracovni stanice.

Hortonworks

Hortonworks poskytuje verzi zdarma v podobé Sandboxu. Ke zprovoznéni Hortonworks
Sandboxu je nutné mit aplikaci, kterd vytvaii virtudlni prostiedi. V tomto ptipad¢ byla
vyuzita aplikace od Oraclu VirtualBox. Hortonworks sandbox obsahuje nastroje Apache,
jako jsou Apache Pig, Hive, Hue a dal$i. Veskera interakce uzivatele s Hadoop clusterem

probiha ptes webové rozhrani Hue.

Nahrani datového setu do platformy

Jelikoz je vyuzivana sandboxové verze, nahrani souboru do platformy probihal v ramci
stejného prostiedi, Cili §lo jen o pfesun do souboru. To trvalo 15 sekund. Do ¢ésti nahrani
datového setu lze v tomto ptipadé zahrnout i to, jak dlouho trvalo ze souboru udélat tabulku.
To je zajisténo pomoci HCatalog, coz je vrstva v Hadoopu, ktera tidi praci s tabulkami a

uloZnym prostorem. Prosttedi HCatalog 1ze vidét na nésledujicim obrazku.
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Databases

Create a new table from a file

Table options

default
Table Name | Twitter_analysis Description

table from a file

w table manualy File options

Input File | /user/hue/Twitter_analysis/Sentiment_Analysis_Dataset csv Choose a file

Encoding Unicode UTF8 v Read column headers @ Importdata &
Delimiter Comma (.) r Autodetect delimiter cJ Ignore whitespaces
Replace delimiter with | Gomma (.) v Java-style comments Ignore tabs

Single line comment

Obrazek 26: Hortonworks — HCatalog
Zdroj: vlastni

Tabulka byla vytvofena pfimo z datového setu ve formatu CSV. HCatalog umoZiuje

uzivateli ur¢it nazvy sloupct, datové typy a také delimiter v souboru CSV.

Vytvoteni tabulky a import dat trval pfesn€ 2 minuty a 19 sekund. Coz znamena, Ze celkové

nahrani dat trval 2 minuty a 34 sekund.
Jednoducha datova analyza — kolik tweetii je negativnich a kolik pozitivnich

Pro jednoduchou datovou analyzu byl zvolen néstroj Beeswax, coZ je vestavény Hive klient,
ktery zajist'uje exekuci SQL dotazli nad tabulkami. SQL dotaz je totoZzny jako v pfedchozich
ptipadech. Job, ktery vykondval SQL piikaz, trval pfesné¢ 1 minutu a 5 sekund. Pii
zpracovavani dat byly vyuzity funkce Map 1 Reduce. Na niZe uvedeném obrazku, 1ze vidét

vysledky, které se shoduji s vysledky pfedchozich nastroja.

70



My Queries Saved Queries History Databases Tables Settings
Query Results: Unsaved Query

Results Query Log Columns
DOWNLOADS <

Download as CSV

Download as XLS
[ Enable visualization 0 790185 788442

4 positive_sentiment_count negative_sentiment_count

Save

MR JOB (1)

1492173159507 _0005

Obrdzek 27: Hortonworks - Jednoducha datova analyza
Zdroj: vlastni

Textova analyza — vyskyt slova ,, Twitter*

Hortonworks podobné jako Databricks poskytuje vice feSeni jak tuto ulohu vyfesit. Prvnim
feSenim bude SQL dotaz totoZny jako u feSeni na platformé Databricks. Dotaz vratil spravny

pocet vysledkt, coz je 20 700 a trval pfesné 1 minutu a 8 sekund.

My Queries Saved Ouries History Databases Tables Settings
Query Results: Unsaved Query

DOWNLOADS < Results ~ Query  Log  Columns

Download as CSV

Bowioaa s XS & twitter word_count
] Enable visualization 0 20700

Save

MR JOB (1)

1492173158507_0007

Obrazek 28: Hortonworks — SOL

Zdroj: vlastni

Druhym feSenim je vyuZiti integrovaného nastroje Apache Pig, ktery vyuziva programovaci
jazyk Pig. Tento programovaci jazyk byl navrZen piimo na praci s Hadoopem. Dokéze rychle
analyzovat data a umoznuje paralelizaci. VyuZiti tohoto postupu neni optimdlni, ale
poukazuje to opét na rozSifené¢ funkcnosti platformy, kdy Ize Apache Pig vyuzit ke
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slozitéj$im tloham. Algoritmus pro tuto tlohu nejprve nacte datovy set CSV do proménné,
urci se pfitom oddélovac a také sloupce a jejich datové typy. Nasledné algoritmus postupuje
po tadcich a pfevede obsah sloupce SentimentText na mala pismena pomoci funkce Lower,
dale pak pomoci funkce Tokenize rozd¢li text na jednotliva slova a zanofi je do bagu a tzv.
tupli. Aby se dala jednotliva slova prochazet, tak se musi zanoieni slov odstranit, k cemuz
slouzi funkce Flatten. Nasledn¢ pomoci funkce Filter se hleda jen slovo , Twitter
v definovaném bagu slov. Poté se jen vyuzije funkce Group, kterd vysledky spoji a pomoci
funkce Count se jednotlivé vyskyty slova spocitaji. Skript napocital 20 700 krat slovo

,» T witter a trval presné 6 minut a 28 sekund.

Query history
Title: | Twitter_analysis
My scripts
© NEW SCRIPT Pig script @ | FiGhelper =
T Q Twitter_analysis twitter_csv = LOAD '/user/hue/Twitter analysis/Sentiment Analysis Dataset.csv’
USING PigStorage(’,') as (ItemID: int, Sentiment:int, Sentimentsource:chararray, SentimentText: chararray);

Sl words = foreach twitter_csv generate FLATTEN(TOKENIZE(LOWER(SentimentText))) as word;

EnalligoXesion 6 tuitter_word - filter words by word matches ' *twitter®.’;

DR NN 8 twitter_grauped = GROUP twitter_word ALL;

o tuitter_count - foreach twitter_grouped generate COUNT(twitter word);
® Upload UDF Jar DUMP twitter_count;

Obrazek 29: Hortonworks - Pig skript
Zdroj: vlastni

Platforma Hortonworks mé integrovano dost Apache nastroji na to, aby Slo dynamicky a
efektivné pracovat s velkymi objemy dat. Verze zdarma je poskytovana formou Sandboxu,
tudiz uzivatel je zavisly na vykonu jeho pracovni stanice, coz muze analyzy dat dost
komplikovat. Hortonworks poskytuje uZivateli rizné moZznosti jak data analyzovat i

vizualizovat.
Cloudera

Cloudera poskytuje zdarma CDH prostfednictvim virtualniho prostfedi Cloudera QuickStart
VM. Toto virtualni prostiedi je tfeba spustit v aplikaci, ktera virtudlni prostiedi umi vytvofit,
v tomto ptipadé byla pouzita aplikace od spolecnosti Oracle s ndzvem VirtualBox. Ve
vytvofeném prostiedi se jiz nachazi platforma CDH, kterd uZivateli poskytuje nastroje pro

praci s daty, jako jsou Hadoop Impala, Apache Hive, HBase, Hadoop Hue, Hadoop YARN,
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Spark atd. Data jsou zpracovavana na jednom clusteru s jednim nodem. Jelikoz je to On-

premise model, vykon je opét vazany na konkrétni pracovni stanici.

Nahrani datového setu do platformy

Nahrani datového setu do prostredi trval 3,12 sekund, jelikoz to bylo jen pfesunuti do
ptislusné slozky. Nicméné do nahravaci Casti lze jako v ptipadé Hortonworks platformy
zahrnout i to, jak dlouho trvalo platformé z dat udélat tabulku, nad niz by se dalo data vice
analyzovat. Nahrani dat do tabulky probihal ptes webové rozhrani Hue, které slouzi k praci
s Apache Hadoopem. Vytvoreni tabulky z datového setu ve forméatu CSV, ktery ma pres
1 500 000 zaznam trvalo piesné€ 32 sekund. Celkové tedy nahrani datového setu trval 35,12

sekund. Webové rozhrani Hue Ize vidét na nize ptilozeném obrazku.

@ue #  Query Editors v Data Browsers ~¥  Workflows v Search  Security v I File Browser

8 Metastore Manager

< =Edefault

Tables Databases default Create a new table from a file
EH customers

& sample_07 Step 1: Choose File Step 2: Choose Delimiter Step 3: Define Columns

Edsample_08

B wehtons Name Your Table and Choose A File

Table Name  Twitter_analysis

Name of the new table. Table names must be globally unique. Table names tend to correspond to the directory where the data will be stored

Description | Optional

Use a table comment to describe the table. For example, note the data’s provenance and any caveats users need to know.

Input File luser/cloudera/Twitter_analysis/Sentiment Analysis Dataset.csv

The HDFS path to the file on which to base this new table definition. It can be compressed (gzip) or not

Import data from file

Check this box to import the data in this file after creating the table definition. Leave it unchecked to define an empty table.

Obrazek 30: Cloudera - webové rozhrani Hue
Zdroj: vlastni

Jednoducha datova analyza — kolik tweetii je negativnich a kolik pozitivnich

V ramci platformy se d4 pracovat s komponentou Apache Hive, kterd umoziuje uzivateli
v Hadoopu pracovat s daty prostiednictvim dotazovaciho jazyka SQL. Datova analyza kolik
tweetl je negativnich a kolik pozitivnich byla vykonana pomoci stejného SQL dotazu jako

v ptipadé€ platformy Databricks. Vykonani SQL dotazu trvalo 2 minuty a 56 sekund. Na nize
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uvedeném obrazku lze vidét 1 to, Ze byla vyuzita funkce MapReduce a ze job trval skutecné

2 minuty a 56 sekund.

due A QueryEditors ¥  DataBrowsers v  Workflows ¥  Search  Security v B File Browser
g Hive Add a name...  Add a description.

< Edefault

Tapies 1 select SUM(CASE WHEN Sentiment=1 THEN 1 ELSE O end) as Positive sentiment count,
Ecustomers B SUM{CASE WHEN Sentiment=0 THEN 1 ELSE © end) as Negative sentiment count
Esample 07 3 from twitter_analysis

EHsample_08

= twitter_analysis >

Fweb._logs

INFO @ MapReduce Jobs Launched:
INFO @ Stage-Stage-1: Map: 1 Reduce: 1  Cumulative CPUT 14.82 Sec  HDFS Read: 157058726 HDFS write: 14 SUCCESS
INFO @ Total wapReduce GPU Time Spent: 14 seconds 820 msec
INFO i Completed executing command(gueryTd=hive 20170413100484_8781bbes-06a1-414F-0450-68fe33bs1375); Time taken: 176.244 seconds
NFO @ oK
Resuits
4 positive_sentiment_count negative sentiment count
1 | 790185 788442

Obrdazek 31: Cloudera - Jednoducha datova analyza
Zdroj: vlastni

Textova analyza — vyskyt slova ,, Twitter*

Tuto tlohu Ize na platformé Cloudera vytesit vice zpusoby. Jednim z nich je klasicky SQL
dotaz a druhym z nich je analyza s vyuzitim integrovaného nastroje Apache Pig, stejné jako

u platformy Hortonworks.

Prvni feSeni pomoci SQL dotazu probéhlo za 1 minutu a 43 sekund a slovo ,, Twitter*

v datovém setu dotaz nasel 20700 krat.
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aue A  QueryEditors v

s+ Hive 9 Add aname...

& = default
Tables
EH customers
B sample_07
Edsample_08
E twitter_analysis
itemid (smallint)
sentiment (bigint)
sentimentsource (string)
sentimenttext (string}

EH web_logs

Data Browsers ¥ Workflows v Search  Security ¥

Add a description.

1 SELECT count(sentimenttext) as Twitter word count
2 FROM twitter analysis
3 where RTRIM(Llower(sentimenttext)) Like

"% twitter %" OR RTRIM(lower(sentimenttext)) Llike "% twitter "

File Browser

INFO : MapReduce Jobs Launched:
INFO : Stage-Stage-1: Map: 1 Reduce: 1 Cumularive CPU: 18.38 Sec HDFS Read: 157057993 HDFS Write: 6 SUCCESS
INFO : Total MapReduce CPU Time Spent: 18 seconds 380 msec
INFO : Completed executing command(gueryId=hive 20170413114747 S3efddc-8df4-47bd-bebs-05boceseafsh); Time taken: 103.622 seconds
INFO @ DK
Saved Queres Q Results
4 twitter word count
E]
1 17731

Obrazek 32: Cloudera — WordCount

Zdroj: vlastni

Druhym zpasobem feSeni této ulohy je skript v programovacim jazyce Pig. Tento

programovaci jazyk je uzpisoben pro praci s Hadoopem a vyuzivanim funkce MapReduce.

Syntaxe je proto specifickd. Skript je zaloZen na podobném algoritmu jako v platformé

Databricks s tim rozdilem, ze se zde vyuZziva funkce tokenizace, ktera rozdéli text na

jednotliva slova. Exekuce skriptu trvala 5 minut a 12 sekund a slovo ,, Twitter” se v datovém

setu naslo 20 700 krat.

due #

(&) Pig Editor  Editor

EDITOR
| & Pig
= Properties
Save
& share
© New Script
RUN
P Submit
=lLogs
& Copy
W Delete

[}

Query Editors v

Scripts

Data Browsers v Workflows v Search Security v

Dashboard

Twitter _analysis

1
2 twitter_csv = LOAD ‘/user/cloudera/Twitter_analysis/Twitter sentiment analysis.csv'
3 USING PigStorage(',')

F

words = foreach twitter_csv generate flatten(TOKENIZE(SentimentText)) as word;
7 lower_words = foreach words generate LOWER(word);:

9 twitter_word = filter lower_words by (word matches 't twitter!s.

.*twitter*.' OR word matches
18 OR word matches )

‘L twitter?®. ') ;
2 grouped_twitter_words = GROUP twitter_word ALL;
- twitter_count = foreach grouped_twitter_word generate COUNT(twitter_word)

G DUMP twitter_count;

OR word matches

K File Browser

as (ItemID:int, Sentiment:int, SentimentSource:chararray,SentimentText:chararray);

Obrazek 33: Cloudera - Pig skript

Zdroj: vlastni
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Platforma Cloudera je diky pfedem pfipravené integrace vSech Hadoop nastrojii vhodna pro
praci s velkymi objemy dat. Cloudera dava uzivateli moznost zvolit si zptsob zpracovani

dat a naslednou vizualizaci pomoci Apache komponent.

vr o w

3.5.3.4 Uzivatelska privétivost

Hodnoceni uzivatelské piivétivosti je ze vSech nejsubjektivnéjsi. VSechny platformy maji
piehledny design s intuitivnim rozmisténim ovladacich prvki. Na prvni pohled uzivatel vi

co délat a snadno nalezne jednotlivé funkce, které platformy nabizi.

Nicméné jako nejvice uzivatelsky ptivétivou platformou bylo zvoleno Databricks. Kromé
ptehledného designu je hlavni vyhodou piehlednd a vécnd dokumentace s konkrétnimi
ptiklady datovych analyz. Hlavnim problémem je ponékud komplikované vytvareni tabulek.
Platforma Splunk je ze vSech nejménég intuitivni, ale diky dobfe napsané dokumentaci a
navodiim, to neni az tak velky problém. Hlavni vyhodou je pak ptfehledné vytvareni tabulek.
Hortonworks je ptehlednd platforma u které je vSak hlavnim problémem pomérné slozita
instalace kvili sandboxu. Platforma Cloudera je intuitivni a mé ptfehlednou dokumentaci,
ktera popisuje jednotlivé funkcénosti na ptikladech. Hlavnim problémem je kromé slozitéjsi

instalace také né pfili§ povedené grafické rozhrani.

3.5.4 Vysledné hodnoceni

Kazdy z testovanych nastroji se néfim lisi, at’ uz funkcnosti, deployment modelem ¢i
uzivatelskou ptivétivosti, nicméné kazdy z nich je pouzitelny pro hlubsi analyzu Big Data.

V tabulce €. 4 je detailni vypsani faktickych vysledki u vSech kritérii, které byly hodnoceny.
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Tabulka 4: Detailni vypsani faktickych vysledkii

Platforms

€databricks

splunk>

Hortonworks

fcloudera

Deployment model

Cloud

On-premise/Cloud

On-premise/Cloud

On-premise/Cloud

Dostupnost nastroje zdarma

Platforma poskytuje
zdarma 6GB cluster s
interaktivnim

On-premise software -
omezena indexace dat
{upload dat)

On-premise
sandboxova verze
Potfeba aplikace na

On-premise
sandboxova verze
Potieba aplikace na

Funkcionalita - Upload datového

setu

prostfediv cloudu 500 MB/den vytvofenivirtudlniho  (vytvofenivirtualniho
prostiedi prostiedi
7 minut a 25 sekund |50 sekund 2 minuty a 34 sekund (35,12 sekund

Funkcionalita - Jednoduch3

datova analyza — kolik tweetd je

negativnich a kolik pozitivnich 4,94 sekund 10,483 sekund 1minutaa5sekund |2 minuty a 56 sekund
Funkcionalita - Textov3 analyza —
vyskyt slova ,, Twitter” - SQL pfikaz 2,75 sekund 17,18 sekund 1 minutaa 8sekund |1 minuta a 43 sekund

Funkcionalita - Textova analyza -
vyskyt slova , Twitter” - skript

5 minut a 51 sekund

Chybi

6 minut a 28 sekund

5 minut a 12 sekund

UZivatelska pfivétivost

Prehledny design.
Hlavnivyhodou je
prehledna a vécna
dokumentace s
konkrétnimi priklady
datowych analyz.
Hlavnim problémem
je ponékud
komplikované
vytvareni tabulek.

Platforma Splunk je ze
viech nejméné
intuitivni, ale diky
dobfe napsané
dokumentacia
navoddm, to neni aZ
tak velky problém.
Hlavnivyhodou je pak
pfehledné vytvafeni
tabulek.

Hortonworks je
pfehledna platforma u
které je viak hlavnim
problémem pomérné
sloZitd instalace kvali
sandboxu.

Platforma Cloudera je
intuitivnia ma
piehlednou
dokumentaci, ktera
popisuje jednotlivé
funkénosti na
pfikladech. Hlavnim
problémem je kromé
sloZitéjsi instalace
také né pfilis
povedené graficke
rozhrani,

Zdroj: vlastni

Na zakladé téchto vysledkii pak byla vytvofena rozhodovaci matice, kde bylo kazdé
kritérium bodovano od 0 (nejhorsi) do 10 (nejlepsi) pro jednotlivé platformy. Po obodovani
doslo k prondsobeni vahami, které byly stanoveny v kapitole 3.5.2. Vysledky lze vidét

v tabulce ¢&. 6.
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Tabulka 5: Bodovani kritérii pro jednotlivé platformy

Platforms Véha kritéria| ®databricks ‘ ' tcioudera
5 plunk Hortonworks
1. Deployment model 0,23 6 8 8
2. Dostupnost nastroje zdarma 0,308 8 7 7
3. Funkcionalita 0,308 8,25 5,25 6,25 6,5
3.1 Funkcionalita - Upload datového setu 0,25 3 7 5 8
3.2 Funkcionalita - Jednoducha datova analyza 0,25 10 g 6 4
3.3 Funkcionalita - Textovd analyza 0,5 10 3 7 7
4, Uzivatelska privétivost 0,154 8 5 6 7
Celkem 30,25 25,25 27,25 28,5

Zdroj: vlastni

Nejvice bodi ziskala platforma Databricks, nicméné je jesté poteba pronasobit bodovani

jednotlivymi védhami, aby tak doSlo k validnimu stanoveni nejvhodné&jsi platformy, viz

tabulka ¢. 6.

Tabulka 6: Vysledné hodnoceni

Platforms Vaha kritéria| ®databricks ' A fcloudera
S plunk Hortonworks
1. Deployment model 0,23 1,38 1,84 1,84 1,84
2. Dostupnost nastroje zdarma 0,308 2,464 2,156 2,156 2,156
3. Funkcionalita 0,308 2,541 1,617 1,771 2,002
3.1 Funkcionalita - Upload datového setu 0,25 0,75 1,75 1,25 2
3.2 Funkcionalita - Jednoduché datové analyza 0,25 2,5 2 1,5 1
3.3 Funkcionalita - Textova analyza 0,5 5 1,5 3 3,5
4. UzZivatelska prFivétivost 0,154 1,232 0,77 0,924 1,078
Celkem 7,617 6,383 6,691 7,076

Zdroj: vlastni

Po zohlednéni vah kritérii je nejvhodnéjsi variantou platforma Databricks. Kromé& kritéria

deployment model, ziskala platforma Databricks nejlepsi hodnoceni za kazdé kritérium, viz

graf niZe.
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Porovnani

O B N W A U1 O N

0 I

1. Deployment model 2. Dostupnost 3. Funkcionalita 4. Uzivatelska Celkem
nastroje zdarma privétivost

M Databricks ESplunk HHortonworks  Cloudera

Obrazek 34: Graf porovnani nastroji
Zdroj: vlastni

Databricks nabizi verzi zdarma formou cloudu. Ostatni poskytovatelé vyuZivaji on-premise
model, coz nuti uzivatele vyuZit vlastni hardware. Nejlepsi vysledky, co se tyce analyzy dat,
byly také zaznamenany pii praci s platformou Databricks. Nicméné to je ovlivnéno vykonem

pracovni stanice, na které probihaly analyzy s vyuzitim ostatnich néstroju.
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4. Zpracovani dat vybranym nastrojem

Pro zpracovéani byla zvolena data ze socidlnich siti, konkrétné¢ z Twitteru a Facebooku.
Diivodem vybrani téchto dvou socidlnich siti je fakt, Ze se jedna o dvé nepouzivanéjsi

socialni sit¢ na sveté a také to, ze umoziuji pomérné jednoduché ziskani relevantnich dat.

4.1 Zpracovani dat ze socialni sité Twitter

Twitter je jednou z nejpopularngjsich socialnich siti posledni doby. K roku 2017 ma ptes
300 miliont aktivnich uzivateli. Twitter je zalozen na principu odesildni textovych
ptispévki dlouhych maximalné 140 znaki, oznacované jako tweety. Pokrocilejsi uzivatelé
nebo vyvojaii mohou k datiim z Twitteru pfistupovat prostfednictvim aplikaéniho rozhrani

nazvané Twitter API. Toto aplika¢ni rozhrani se d€li na dvé hlavni APL

o Twitter REST API

e Twitter Streaming API

Twitter REST API poskytuje uzivatelim piistup k ¢teni 1 zapisu dat socialni sité¢ Twitter.
Pomoci REST API lze vytvatet nové tweety, ale také dohledavat staré, ziskat podrobné;si
informace o uzivatelich, jako je lokalita, stafi uctu, pocet tweetl atd. REST API vraci

defaultné na dotaz odpovéd’ ve formatu JSON.

Twitter Streaming API poskytuje uzivateliim ptistup ptimo ke streamovanym datiim socialni
sit¢ Twitter. To znamend, ze uZzivatel je schopen obdrZet tweety podle zvolenych kritérif,
provést analyzu ¢i vizualizaci a to vSe v redlném Case. V pfikladu zpracovani dat na

platformé Databricks bude vyuzito pravé Twitter Streaming API.

Pokud chce uZivatel vyuzivat aplikaéni rozhrani Twitter API, je nejprve nutné aby se dana
aplikace autentizovala a autorizovala vuci Twitteru. To je zajiSténo pomoci tzv. Tokent, coz
jsou textové fetézce, pomoci kterych se uzivatel ¢i aplikace identifikuje. Pro ziskani téchto
Tokenl je nutné vytvofit na Twitteru aplikaci. Po vytvoteni aplikace staci kliknout do
zalozky Keys and Access Tokens a zde lze nalézt Consumer Token/Consumer secret a

Access Token/Access Token secret.
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e Consumer Token
Jedna se o API Key, ktery je svazan s danou aplikaci a identifikuje ji. Vyuziva se pfi
autentizaci.

e Consumer secret
Funguje jako heslo k danému tokenu, pomoci néhoz dochézi k autentizaci vici
Twitteru.

e Access Token
Umoziuje autorizaci viici Twitteru.

e Access Token secret

Funguje jako heslo k Access Tokenu.

Nasledujici obrazek ukazuje ptislusnou zalozku na Twitteru s Tokeny.

filiple92_twitter_analysis e

Details Settings Keys and Access Tokens Permissions

Application Settings

Access Level Read and write (modify app permissions)
Owner filiple92
Owner 1D 2956402894

Application Actions

Regenerate Consumer Key and Secret Change App Permissions

Your Access Token

Obrazek 35: Twitter tokens
Zdroj: vlastni

Platforma Databricks je postavend nad frameworkem Apache Spark. Soucésti tohoto

frameworku je roz§ifeni s nazvem Spark Streaming, které¢ umoziuje Skalovatelné, vysoko

propustné zpracovani streamovanych dat. Tato data mohou byt pfijimana z mnoha zdroji,

jako jsou naptiklad Apache Flume nebo TCP Sockety (Twitter) a dal$i. Zpracovani probiha
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tak, ze Spark Streaming obdrzi Zivy datovy stream a tato data rozdéluje do davek, které jsou

nasledné zpracovany Spark Enginem do finalniho streamu dat, ktery se nazyva DStream.

input data batches of batches of
stream Spark input data Spark processed data
Streaming Engine [1[]

Obrazek 36: Spark Streaming data
Zdroj: https://spark.apache.org/docs/latest/img/streaming-flow.png

DStream je tedy oznaceni pro kontinualni stream dat, ktery je bud’ pfimo ze zdroje (napf.
Twitter) nebo jiZ zpracovany stream dat generovany transformaci vstupnich dat. DStream je
sloZen z jednotlivych ddvek dat ze zdroje ve form¢é neménitelnych spark datasett, které se
nazyvaji RDD (Resilient distributed datasets). Kazdy RDD obsahuje data z urcitého

intervalu ze zdroje.

RDD @tme1 RDD@time2 RDD@tme3 RDD @ time 4

datafrom |__ ' datafrom |__| datafrom | _ | datafrom ..)

DStream == w=« ° - X :
timeOto 1 time 1to 2 time2to3 time3to4

Obrazek 37: DStream
Zdroj: https://spark.apache.org/docs/latest/img/streaming-dstream.png

V nasledujicim ptikladu bude vyuzit zptsob zpracovani streamovanych dat, ktery predstavil

na Spark Summitu 2016 M. Franklin?. S malymi upravami bude tento zplsob aplikovan na

26 Na konferenci Spark Summit 2016, ktera se konala v New Yorku 16. 1. 2016, bylo pfedstaveno zpracovani
streamovanych dat na platform& Databricks. M. Franklin, hlavni vyvojaf na projektu Spark SQL

v Databricks, na konferenci ptedstavil zplsob jak na platformé Databricks zpracovavat streamovana data.
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jinou problematiku. Ke zpracovani streamovanych dat je vyuzit programovaci jazyk Scala.
V Databricks bylo potteba tedy zalozit notebook kompatibilni s jazykem Scala. Notebook
v Databricks je jakési rozhrani, které umoziuje komunikaci s touto platformou. Pti vytvareni
notebooku si 1ze zvolit, jaky programovaci jazyk bude vyuzit ke komunikaci s platformou.

V tomto piipadé to bude jazyk Scala.

Prvnim krokem je ziskani pfislusnych Tokenl na autentizaci a autorizaci. Pro zadani tokenti
jsou v notebooku zavedené widgety, které maji podobu prazdnych poli, do kterych uzivatel

ziskané tokeny vlozi, viz nize uvedeny obrazek.

SN Twitter_streaming_data (scaa

databricks

s Detached»  [EFilev (@& View: Codew @® Run All & Clear Results ™ Publizh = Cormments
- accessToken _ accessTokenSecret ; _ consumerkey ; _
= consurmerSecret _ dataPath | fwitter keyWWords & Realbadrid

Obrazek 38: Databricks — Tokens
Zdroj: vlastni

Na obrazku jsou jesté vidét pole s ndzvem ,,Path* a ,,keyWords*. Do pole Path se zada cesta,
kam se budou streamovana data pfenaSet. V tomto ptipadé to je slozka s ndzvem twitter. Do
pole keyWords zada uZivatel klicova slova, podle kterych se maji streamovana data filtrovat.
Tento filtr se pieda jako jeden z parametri v komunikaci s TwitterAPI, ¢ili streamovana data
budou chodit jiz odfiltrovand. V tomto piikladu bylo jako klicové slovo zvoleno

wewvr

skript najednou, kdy dojde ke streamovani dat do pfedem zvoleného uloZisté.

Pro vytvoreni streamu a nésledné stahovani dat je napsand ve skriptu tfida TwitterStream,
ktera prebira nckteré principy z knihovny Sparku TwitterUtils, kde najdeme funkce ke

komunikaci s Twitter API (REST i Stream).

Po spusténi skriptu se tedy zacnou odchytavat streamovand data socidlni sit€¢ Twitter jeste
nez jsou fyzicky ulozeny do databaze. Tato data se ukladaji do pfedem stanoveného ulozisté
jako RDD soubory. Ve skriptu se da také stanovit interval, po kterém se ma vytvofit novy

RDD do kterého se budou streamovat data. V tomto pfipad¢ jsou to 2 sekundy. Streamovani
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dat probihalo néco pfes 60 minut a bylo stazeno 23915 tweetli s filtrem na slovo
»RealMadrid®. Tyto tweety jsou uchovany v 1925 RDD objektech. Tyto RDD objekty 1ze
pak diky modulu Spark SQL jednoduse vSechny nacist do strukturovaného objektu. Tento
objekt se nazyva DataFrame a je to tedy dataset s klasickou sloupcovou strukturou. Tento
typ objektu mize byt vytvofen z raznych zdrojl, jako jsou naptiklad tabulky, externi
databaze nebo pravé i RDD objekty. DataFrame API je mozné vyuzivat prostfednictvim
jazykl jako je Scala, Java ¢i Python. V tomto ptfipadé se vSechny tweety do DataFramu

nactou pomoci jednoduchého piikazu.

JF MNadteni wiech RDD do jednoho DataFramu, ktery se v tomto pfipadé jmenuje df_tweets
val df_tweets = spark.read.json(path]

Obrazek 39: Databricks - DataFrame creation
Zdroj: vlastni

Tento DataFrame df tweets obsahuje tedy vSech 23915 tweetii ve sloupcové struktufe, ¢ili
lze snadno provadét analyzu dat, ale uzivatel musi znat DataFrame API. Soucasti tohoto
API, je také funkce, kterd z DataFrame vytvoti docasné view, kde lze jiz standardn€ vyuzivat

jazyk SQL.

df_tweetz.createlrReplaceTempView( "tweets")

Obrazek 40: Databricks - DataFrame — view
Zdroj: vlastni

Neni potieba se omezovat jen na SQL. Tim, Ze lze volné pfistupovat k datim pomoci
vhodného API, Ize psat riizné algoritmy, pomoci nichz lze data analyzovat. Pro tuto ukazku

analyzy jazyk SQL nicmén¢ postaci.

Jako prvni se 1ze podivat na to, kdo viibec nejvice tweetoval za dobu ukladani streamovacich
dat. Pro tuto ulohu lze napsat jednoduchy select, ktery seskupi zdznamy dle jména a provede
count. Bylo stanoveno jest¢ jedno omezeni a to pouze na 10 uZivateld s nejvice tweety, kvuli

prehlednosti.
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S Ktery uwiivatel odeslal nejwice tweetd ?
dizplay(sgl("""
SELECT uwszer.szcreen_name as MNickname, count(*) as Tweets_count
FROM tweets
GROUP BY uaer.scresn_name
ORDER BY count(*) DESC limit 1@
")

¥ (1) Spark Jobs

Nickname Tweets_count
DinheiRonaldo 72
llhnsmilee 35
dreakero2222 26
roly201 18
Alvariito_22 18
LiveStream_7 16
goalkeapper 14
LeSASuliani 14
CamloAndrs 13
adriiiiiiiid 13

= ) R S 4

Obrazek 41:Databricks - Kdo odeslal nejvice tweetii 2
Zdroj: vlastni

Z obrazku je patrné, ze nejvice tweetl za zhruba 64 minut stihl napsat uzivatel s prezdivkou
,DinheiRonaldo*. Databricks poskytuje uzivatelim 1 moznost vizualizace dat. Lze vybirat
z nejriznéjSich grafii jako je naptiklad sloupcovy graf, kolaovy graf, bodovy graf atd. Pro

tento piipad byl zvolen sloupcovy graf.
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Jf Ktery uZivatel odeslal nejvice tweetd ?
display(sgl{"""

SELECT user.screen_name as Mickname, count(*) as Tweets count
FROM twests

GROUFP BY user.zcreen_name

ORDER BY count(*) DESC limit 1€

"))

¥ (1) Spark Jobs

a0
70
&0

al
40

20
1}

DinheiRonaldo  llhnsmilee  dreakercZ222 roly201 Alvariito_22  LiveStream_7  goalkeapper  LeSAZuliani CamloAndrs adriiiiiiii4
Mickname

Tweets_count

Obrazek 42: Databricks — graf

Zdroj: vlastni

Dalsi analyza bude zamétena na zjisténi zemé, odkud pochazi uzivatelé¢ z datového setu.
K tomu bude vyuzit atribut ,location® z TwitterAPI, ktery se zadava pii registraci.
V platformé Databricks je mozné vizualizovat ziskand data pomoci widgetu Map, ktery
zobrazuje celosvétovou mapu. Tento widget podporuje pouze kody statti v ISO normé 3166
systém alpha 3. Jelikoz uzivatelé Twitteru pii registraci vétSinou zadavaji jako atribut
location cely nazev zemé, bylo nutné provést namapovani ndzvi zemi na ISO kody. To bylo
provedeno pomoci nahrani CSV souboru s mapovanim zemi na ISO koédy a néaslednou
klauzuli JOIN, kterd nam hodnoty ,,namapuje“. Nejvice uzivateld, ktefi tweetovali bylo
pochopitelné ze Spanélska, jelikoz vybérova podminka pro streamovana data byla jen na
vyskyt Spanélského klubu Real Madrid. Nésledné pak hodné uzivateli bylo z Britanie ¢i

Portugalska. Mapa odkud jsou uzivatelé, ktefi tweetovali vypada nasledovné.
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5000-10000
0-5000
[N

Germany

France

Spain

Obrazek 43: Databricks - Mapa odkud pochazi uzivatelé
Zdroj: vlastni

Vyuzity atribut location poskytuje informaci odkud je uzivatel, nicméné readlné misto, odkud
tweet pfisel, to s nejvetsi pravdépodobnosti nezjisti. To, odkud ptesné tweet ptisel, by se
dalo zjistit, jen pokud by dany zaznam mél geolokacni soufadnice (atribut coordinates).
V tomto atributu se nachdzi zemépisna Sitka 1 délka. Podle Twitteru obsahuje tyto geolokaéni
soufadnice v priméru pouze 4% tweetll. V tomto konkrétnim piipad€ obsahuje geolokacni
soufadnice pouze 55 zdznam, coZ je zhruba 0,2% z celkové mnoZiny. Tato analyza by tedy
postradala smysl, jelikoz vzorek by nedosahoval ani primérné hodnoty, kterou uvadi

Twitter.

Jako dalsi lze provést analyzu nejCastéji pouzivaného jazyku. To miliZze podniku vice
prozradit o tom, jaky jazyk by méli vice vyuZivat pro komunikaci se zdkazniky, pfipadné na
jaké trhy vice cilit a podobné&. TwitterAPI poskytuje atribut lang, pomoci kterého se da lehce
zjistit jazyk daného tweetu. Opét 1ze vyuzit SQL dotaz, kde se zobrazi pouze Ctyii nejvice
vyskytujici se jazyky z toho divodu, Ze ostatni jazyky jsou zastoupeny ve velmi malém

méfitku.
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display (sglL{"™""
SELECT user.lang, count{*)
FROM tweets
GROUFP BY uzer.lang
ORDER BY count(*) DESC limit 4
G}

k(1) Spark Jobs

lang count(1)
es 12431

en 5706

pt 2545

fr 969

= ¥ R R 1

Obrazek 44: Databricks — lang

Zdroj: vlastni

Notebook vytvoteny na platformé Databricks, pomoci kterého Ize analyzovat streamovana
data ze socidlni sit¢ Twitter je volné dostupny ptes webové rozhrani. Jelikoz platforma
umoznuje volné sdileni notebookli mezi uzivateli, tak se sta¢i pouze na Databricks
zaregistrovat a nasledné notebook naimportovat do pracovniho prostfedi. Pak jiz lze

notebook zaméfeny na streamovana data volne vyuzivat?.

Notebook je véetné postupu v ¢esting, jak streamovana data ziskat, viz obrazek.

2 Notebook je volng dostupny na adrese: https://databricks-prod-
cloudfront.cloud.databricks.com/public/4027ec902e239¢93eaaa87141f173bcfc/5647495502287019/43554
90338349702/327186963973146/latest.html
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Twitter_streaming_data (sca o ?

accessTokenSecre consumerkey consumerSecret dataPath witter

Streamovana data - Twitter
Tento notebook slouZi pro ziskani streamovanych dat ze socialni sité Twitter.

Predtim ne spustite tento skript, je potfeba ziskat Tokeny z Twitteru. To udélate tak, 7e si vytvofite na Twitteru aplikaci
« Pokud nemate Ui€et na Twitteru,

ite na strance https://twitter.com

« Jdéte na stranku hitps:/dev twitter.col
« Vyplitte nézev aplikace, jeji popis a zadejte Vasi webovou strénku (pokud webovou stranku nevlastnite, miZete zadat jakoukoli jinou). Pole Callback URL miZe zistat prazdné
« Vytvofte aplikaci a nasledné kliknéte na zalozku "Keys and Access Tokens"

« Zde najdete potiebné Tokeny, které nasledné vioZte nahoru do uvedenych poli

Po ziskani potfebnych tokend je potfeba jesté zadat skriptu klicova slova, podle kterych bude filtrovat streamovana data

Tato slova se musi zadana v uvozovkéch a oddélena €arkou, napf. "Twitter","Facebook” - streamovana data nasledné budou vyhledavat tweety, které obsahuji klicova slova "Twitter” nebo "Facebook”
Po zadani kli¢ovych slov stisknéte tlacitko "Run All" a zatne streamovani dat

Pro ukonteni streamu je na konci tohoto Notebooku pfikaz, ktery je nutno spustit.

Obrazek 45: Databricks notebook - streamovana data
Zdroj: vlastni

4.2 Zpracovani dat ze socialni sité Facebook

Facebook je jiz dlouhodob¢ nejvyznamnéjsi a nejrozsahlejsi socialni sit’ na svété. Dokazuje
to fakt, Ze jako prvni pfesahl milnik miliardy registrovanych uzivatelii a k roku 2017 ma
dokonce 1,71 miliardy aktivnich uzivatel(i?®. To mimo jiné také znamena obrovské mnozstvi
dat, které Ize ziskat a vyuzit je. K datim Facebooku, 1ze pfistupovat ptes aplikacni rozhrani
Graph API. Toto nizko uroviové aplika¢ni rozhrani postavené na http protokolu, je primarni

zpusob jak dostat pozadovana data z této platformy.

Vzhledem k tomu, Ze se také webové technologie posouvaji rychle doptedu, tak se ptirozené
API Facebooku vyviji a vydavaji se neustale nové verze. K datu 20. 7. 2017 je posledni verze
2. 10. Facebook zajistuje verzovani svého API, coZ poméha predev§im ostatnim vyvojarim
prizplisobit se zméndm okoli a dava jim to potiebny ¢as na implementaci novéjsich feseni.
Kazda verze API je totiZ platnd jesté 2 roky od vydani novéjsi verze, takze vyvojati aplikaci
maji dva roky na pfechod na nové API. Vyvojafi Graph API nicméné pocitaji s rigidnimi
aplikacemi a garantuji, Ze pokud néktera aplikace vola ptikazy z jiz deprekované verze, tak
budou ptikazy automaticky pfesmérovany na nejstarS$i dostupnou verzi, ¢imz se zajisti

integrita aplikaci.

28 https://www.statista.com/statistics/272014/global-social-networks-ranked-by-number-of-users/
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Podobné jako u Twitteru, tak také Facebook vyuziva tokeny na identifikaci toho, kdo k
omunikuje s Facebookem prostfednictvim jeho aplikacniho rozhrani. Tyto tokeny slouzi

primarn¢ jako autorizacni prostfedek. Facebook rozeznava ctyfi typy téchto tokent.

User Access Token

Jedna se o jeden z nejvice vyuzivanych access tokenil. Pokazdé kdyz aplikace chce ziskat ¢i
n¢jakym zpiisobem modifikovat data konkrétniho uZzivatele na Facebooku, tak potiebuje
tento typ tokenu. Pro ziskani tohoto tokenu musi nejdiive aplikace odeslat konkrétnimu

uzivateli pozadavek na udéleni opravnéni.

App Access Token

Tento token slouZzi k ptistupu do nastaveni Facebook aplikace.

Page Access Token

Tento token je podobny jako User Access Token jen s tim rozdilem, ze objektem neni
samotny uzivatel, ale pfimo facebookova stranka. Pro ziskani tohoto tokenu je nutné nejprve

ziskat user access token uZzivatele, ktery ma administratorska opravnéni k dané strance.

Client Access Token

Jedna se o token, ktery lze vlozit do bindrnich souborii v mobilnich zafizenich ¢i do
desktopovych aplikaci za uc¢elem identifikace této aplikace vic¢i Facebooku. Tento typ

tokenu se vyuziva velmi ziidka.

Pro ucely této prace bude potieba ziskat User Access Token. To lze provést hned nékolika
zpiisoby a primarn€ zdlezi na platformé, ve které budou data vyuzivana. Napiiklad
JavaScript ziskava a uchovava token automaticky v cookies dané¢ho prohliZzece. Platformy
jako 108 ¢i Android si token automaticky generuji skrz predem ptipravené ttidy. Pro ziskéani

tokenu a také nasledné ziskani dat bude vyuZit nastroj Graph API Explorer.

Graph API Explorer
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Jedna se o nastroj, ktery byl vyvinut pfimo spole¢nosti Facebook Tento néstroj slouzi pro
psani dotazil, pfidavani ¢i mazéani dat ptimo z Facebooku za vyuziti Graph API. Tento nastroj
také zvySuje transparentnost daného API, jelikoz po slozeni dotazu jsou vracena data ve
formatu JSON, coz umoznuje okamzitou kontrolu dat vi¢i datim vracenym na urcité
platformé. Pfed samotnym skladanim dotazu je potieba ziskat Access Token. Graph API
Explorer ma piimo implementovanou funkci, kterd slouzi k ziskani Access Tokenu.
Kliknutim na tlacitko Get Acces Token je uzivateli dale predlozeno dialogové okno, kde
muze ptimo vyspecifikovat prava ziskané¢ho Access Tokenu. Nabidku s pfistupovymi pravy

1ze vidét na nasledujicim obrazku.

Select Permissions

User Data Permissions

< email

# publish_actions

¥ user_about_me

¥ user_birthday

# user_education_histary
¥ user_friends

¥ user_games_activity

Events, Groups & Pages

¥ ads_management

¥ ads_read

¥ business_management
¥ manage_pages

¥ pages_manage_cta

¥ publish_pages

[0 user_actions.books
| user_actions.fitness

Other

(] read_audience_network_insights

Public profile included by default

#| user_hometown

+| user_likes

#| yser_location

#| user_photos

+| user_posts

# user_relationship_details
#| user_relationships

' pages_messaging

¥ pages_messaging_paymants

+| pages_messaging_phone_number
+| pages_messaging_subscriptions
+| pages_show_list

) uger_actions. music
) user_aclions.news

[ read_custem_friendists

¥ user_religion_politics
+ user_status

¥ user_tagged_places
+ user_videos

+ user_website

# user_work_history

“ read_page_mailboxes

¥ rsvp_event

¥ user_events

¥ user_managed_groups

¥ pages_manage_instant_articles

) user_actions video

O read_insights

Get Access Token Clear Cancel

Obrazek 46: Dialogové okno s pravy
Zdroj: vlastni

V pravé casti obrazku lze vidét tlacitko ,,Get Token™ pomoci n¢hoz se pfistupuje do
dialogového okna s pravy. Po ziskani tokenu uz je potieba jen specifikovat dotaz pomoci
Graph API. Aplika¢ni rozhrani Facebooku pfistupuje k datlim pies princip sociogramu, coz
je graf, ktery zndzornuje vztahy mezi ¢leny uréité skupiny. Informace jsou tedy

reprezentovany jako:
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e Nodes (uzly)
e Edges (hrany)
e Fields (pole)

Nodes neboli uzly jsou hlavnimi objekty, s kterymi Graph API pracuje. Jedna se o objekty,
jako jsou uzivatel, stranka ¢i udalost. Kazdy uzel ma unikatni ID, diky kterému k nému lze
pristoupit a ziskat tak potfebna data k dalsi analyze. Hrany (Edges) figuruji pak jako vztahy
mezi uzly, naptiklad komentat k fotografii nebo fotografie jednotlivych stranek. Kazda hrana
se tedy vaze na urcity uzel ¢i vice uzll a poskytuje predevsim referenci na tyto uzly. Uzel
pfispévek, ma hranu s ndzvem Likes, ktera obsahuje seznam uZivatelii (reference na
uzivatele, respektive uzly), ktefi piispévek oznacili jako ,,To se mi libi“. Pole (Fields) jsou
atributy ptislusného uzlu. Napftiklad uzel, ktery predstavuje profil ma pole jako ID, Name,
Link atp. Kompletni seznam poli a hran 1ze nalézt v dokumentaci GraphAPI? ¢i pfimo pies

nastroj Graph API Explorer.

Dotazovani pomoci Graph API Exploreru

Generovani dotazi, jelikoz je Graph API postavené na protokolu HTTP, vyuziva jednu
z dotazovacich metod pravé protokolu HTTP a to sice metodu GET. Graph API Explorer
ma implementovany vlastni GUI, pfes ktery se daji dotazy skladat. Grafické rozhrani

nastroje, 1ze vidét na nasledujicim obrazku.

Graph APl Explorer Graph API Explorer =

Access Token: EAACEdE0selcBAKQCDPrYHZCE11DdKDgnKdUbZCi9Z BZABwoeoShoPKet02JCQeelekDeziGK3XZCGPoXHXrirguDOMYBjgBnY 1oxrivi % Get Token v
EE | GET * — /v2.12 ~ /me?fields=id,name m
Lesm mare sbout the Grah AP syntax

Obrazek 47: Graph API Explorer
Zdroj: vlastni

V prostoru na dotaz (pod Access Tokenem) je potieba vybrat metodu pro dotazovani, tedy

GET. Daéle pak vybrat pfisluSnou verzi Graph APIL, kterd bude vychéazet z potfeb dané¢ho

2 https://developers.facebook.com/docs/graph-api/reference/user
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dotazu, typicky vSak lze ponechat defaultni nastaveni, coz je nejaktudlnéjsi verze rozhrani.
Dalsim krokem je do dotazovaciho okna zadat unikatni ID objektu (hrany ¢i uzlu) z kterého

je potieba ziskat data. Na nasledujicim obrazku je dotaz na uzel ptihlaSeného uzivatele.

Graph API| Explorer Graph API Explorer +
Access Token: EAACEdEeselcBAKRZBJCIIBhoSCnenQUmzEsXFlgKiN4G4dvoPSapKd2jkNX330REy ZASLKOFs6wy 78I OmTgStaiPFEj2Y 9ZAIE2hPIBCRG £ Get Token «
Lesm mere about the Graph AP| syntax

Node: me

Obrazek 48: Graph API Explorer - dotaz na uzel "me"
Zdroj: vlastni

Unikatni ID objektu byva typicky uméle vygenerované Cislo ze sekvence. Nicméné v tomto
pripad¢ byl pouzit uzel ,,me*. Tento uzel je specidlnim koncovym bodem, ktery odkazuje na
uzivatele ¢i stranku (respektive uzivatelovo unikatni user id, v ptipad¢ stranky je to pak
page id), jejiz Access token je vyuzivan k volani Graph API. V pfikladu uvedeném na
obrazku dotaz vratil standardni atributy (jméno a unikatni ID uzlu), které¢ vraci API pokazdé,
pokud dotaz neni specifikovan. Data byla vracena ve formatu JSON. Nastroj také nabizi
moznost exportu dotazu do riznych SDK (Android SDK, iOS SDK, PHP SDK, JavaScript
SDK a cURL SDK), coz podstatné usnadnuje implementaci do riznych aplikaci. Je tedy
mozné slozit si dotaz v tomto nastroji a poté vyexportovat zdrojovy kod do aplikace napf.

pro Android.

V nastroji Graph API Explorer existuje také rolovaci menu se seznamem poli (viz obrazek
¢. 44 - vlevo) pro dany uzel, na ktery se 1ze dotazat, coZ podstatné ulehcuje praci s nastrojem.
Odpada tak totiz potieba znat pole pro dané typy uzli, nebo je hledat v dokumentaci. Staci
kliknout na tlacitko se znakem plus a rolovaci menu zobrazi veskera pole, na ktera se pro

dany uzel 1ze dotazat.

Data uzlu, kterd API vraci, se tedy daji ovlivnit vyspecifikovanim jednotlivych poli daného

uzlu. Tato pole (nebo také atributy objektu) se vyspecifikuji ptimo v dotazu. V piikladu,
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ktery je uvedeny niZe na obrazku, jsou dotazovany pole jméno (name), zatizeni (devices) a

lokalita (location) uzlu ,,me*.

Graph AFI Explorer Graph API Explorer =
Access Token: EAACEdEDselcBAKDZBJCIIBhoSOncnQUmzEsXFlgKiMN464dvoPSapKd2jkNX330REyZABLKOFsBwy TAIOMTgSt5IPF5j2Y3Z AHEZhPIBORG % Get Token =
EE | GET - — [v2.10 - i me?fields=name devices,location m
Learn mare sbout the Graph AP| syntex
Node: me {
“name”: “Filip Le",
¥ name “devices": [
¥ devices b

¥ |ocation

Obrazek 49: Graph API Explorer - dotazovani na pole
Zdroj: vlastni

Pole name urcuje jméno uzivatele, pole devices odkazuje zafizeni, z kterych se uzivatel
piihlasoval na Facebook pomoci aplikace (pokud se uzivatel ptihlasoval naptiklad pies
mobilni telefon s operacnim systémem Android, ale pfes webové rozhrani, tento atribut to
nezachyti) a nakonec atribut location, ktery odkazuje na lokalitu, z které uzivatel pochazi.
Atribut location poskytuje pouze piesnou lokalitu uZivatele (kterou zadal pfi vyplhovani
informaci), nikoli pak zemi, ve které se dané mésto nachazi. Nicméné pii dotazu na lokalitu
je vracen nejen nazev meésta, ale také ID daného mista. To znamena, Ze se jedna také o uzel,
ktery ma dalsi atributy, z kterych se da zjistit vice informaci (naptiklad zemé ve které mésto

lezi). Ke zjisténi zemé, ze které uzivatel pochdzi, 1ze vyuzit zanofovani dotaza.

Zanotovani dotazt je dalsi z funkei, kterou nastroj podporuje. Prakticky to znamena, Ze pro
informaci, ktera by jinak vyzadovala vice dotazii do bézného API, staci vytvofit jeden

robustni dotaz, ktery ji poskytne. Obecny format dotazii vypada néasledovné.

GET graph.facebook.com
{node-id}?

fields=<first-level>{<second-level:}

Obrazek 50: Zanorovani dotazii
Zdroj: https://developers.facebook.com/docs/graph-api/using-graph-api/
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Prvni trovni se v tomto ptipad€ mysli vybrana pole (uzly) nadfazeného uzlu. Druhd troven
je dany pod dotaz a zadavaji se tam pole uzld, které jsou vyspecifikované v prvni urovni.
Jako ptiklad poslouzi dotaz z obrazku €. 45. Zemé, ze které uzivatel pochazi, lze zjistit prave

zanorenim dotazu.

Graph APl Explorer Application Graph API Explorer =
Access Token: EAACEdE0selcBAKDZBJCIIZhoGOncnQUmzESXFlgkiN4G4dvoPSapkd2ikNX380RIEYZAGLKIFsEwy T SI0OmMToSt5PF5j2YIZAHEZhPIBCRG % Get Token =
EE | | GET - — /v2.10 - /me?fields=name, devices locationflocation} m
Learn more sbout the Graph AF| syntax
Node: me {
“name”: "Filip Le",
# name “devices"s [
#| devices " “harduare”: "ibhone",
"osT: Ti0S”

! |ocation 1

Obrazek 51: Zanorovani dotazii — priklad
Zdroj: vlastni

Prvni trovni je v tomto ptipad¢€ atribut Location uzlu Me. Vzhledem k tomu, Ze atribut
location vraci také ID, lze vytvofit zanofeny dotaz a tedy druhou tGrovni dotazu je atribut
Location uzlu Location. Ten vraci konkrétni zemi, ve které mésto lezi, dale pak zemépisnou

Sitku, délku a poStovni smérovaci ¢islo mésta.

Graph API podporuje také fazeni vracenych dat. Lze si tak sefadit komentafe u fotografii od
nejaktualnéjSiho po ten nejstarSi a naopak. Parametry, které této funkci lze pfifadit jsou
chronological nebo reverse chronological. Tato funkce se standardné vyuZije pravé pii
zkoumani komentait k ur€itym uzlim. Na obrazku jsou komentare k fotografii na strance
Nike a jsou sefazeny chronologicky, tedy od prvniho komentife po posledni. Razeni

komentail je podle atributu created time, ktery nese casovou sloZku dle standardu ISO

8601.
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Graph AFI Explorer Graph API Explorer =

Access Token: EAACEdE0se0cBAGU3cLuplZBsKIZCNINFeF4nMWIY Nx 1B BIZADyc nypVHoZAvaCBizCT5yD4TxC88Vm3L kdpgE9SGPRmMEXEbSpsFsas £ Get Token «

| | GET - — /v2.10 - /10154573837458445 7fields=comments order(chronological){created_time, from} m
Learn more shout the Graph AP syntex
Node: 1015457333T453445
#| comments
| created_time

¥l from

28T22:18:13+80868",

18154573570973445"

Obrdazek 52: Razeni vyslednych dat
Zdroj: vlastni

Mimo standardni analyzu stranky zminénou vyse, které poskytuje také ptfimo Facebook
Insight, by bylo uzitecné védét, jak lidé reaguji na jednotlivé ptispévky, ptipadné jak se lisi
reakce dle skupin, uréenych podle vybranych metrik. Facebook jiz neposkytuje konkrétni
analyzu kazdého prispévku, nicméné pomoci Graph API Ize vyhledat potifebna data, pokud

budeme znat ID daného piispévku.

Nasledujici analyza, bude zamétena na odhad pohlavi uZivatele, ktery klikl na tlacitko ,,To
se mi libi* u libovolného ptispévku. Analyzou konkrétniho ptispévku se da nasledné zjistit,
jak prispévek zaujal jednotlivé pohlavni skupiny a pfizpisobit pak vkladani dalSich
ptispévkl s ohledem na piredeslé analyzy. To umozni nejen mnohem Iépe zacilit jednotlivé
piispévky, ale také to poskytne cennd data, kterd se daji vyuZit pfi voleni marketingovych

strategii.

Ur¢ovanim pohlavi na zadklad¢ jména se zabyva spousta softwar(, stranek a vzniklo dokonce
1 par aplikacnich rozhrani, které se touto ulohou zaobiraji. To, ze se jednd o pomérné
komplexni ulohu, dokazuje fakt, ze se dodnes v registracnich formulafich setkavame
s manudlnim ur¢enim pohlavi (standardné je ve formulafi checkbox ¢i jina komponenta na

urceni pohlavi uzivatele). Znat pohlavi uzivatele je naprosto zasadni véc pii marketingovych
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kampanich, kdy je zddouci co nejvétsi personalizace. Pravé naptiklad pti personalizaci e-

mailu se s touto ulohou lze setkat.

Pro urceni pohlavi ze jména uzivaji softwary nejrizné;si algoritmy, které dokazou pohlavi
urCit s pravdépodobnosti blizici se sto procentim. V radmci této analyzy bude vyuzit
jednoduchy algoritmus, ktery bude pouze porovnévat kiestni jméno uzivatele s ¢iselnikem

zenskych nebo muzskych jmen.

Prvnim krokem bylo vydefinovani muzskych a zenskych jmen, které se vyskytuji na Gzemi
Ceské republiky. Data, ktera se pouZivaji v analyze, jsou k dispozici na webu krestni-
jmena.cz. Tento web ma vlastni databazi viech jmen, které jsou registrované v Ceské
republice. Po staZeni v§ech jmen bylo potieba konvertovat soubor se jmény do formatu CSV

v

kvtli jednodussimu nahrani do platformy Databricks, viz obrazek nize.

Create Table

Create Table
Notice: Any files or data uploaded to DBFS will be accessible to zll users in this workspace.
Cluster FFF v
Data S
ala source File .
File(s)
NAMES csv
69.5 KB
Remove file
Uploaded tc DBFS @ JFileStore/tables/Owes53a01509382676769 /NAMES . csv
Preview Table
Table Details
Previewing table
Table name .
name_dictionary Name Gender|
File type STRING v STRING v
csv v
Column Delimiter Abel Muz
it
First row is header
Achéc Muz

Obrazek 53: Nahrani jmen do Databricks
Zdroj: vlastni
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Po nahrani seznamu jmen bylo potieba zvolit vhodna testovaci data. Pfi vybéru vhodného
testovaciho vzorku bylo potieba vybrat stranku na Facebooku tak, aby méla pokud mozno,
co nejveétsi podil Ceskych fanouskid. Dalsi kritérium pro vybér testovacich dat byla pak
aktivita fanouski stranky, primarné pak suma vsech ,,To se mi 1ibi“ (déale jen Likes), které
stranka dokazala nasbirat. Kritéria vybéru koresponduji s cilem ziskat co nejvétsi pocet
testovacich dat, tedy vybrat Cesky piispévek s co nejvice pocty likes. K vybéru testovacich
dat byla pouzita platforma Ceské spolecnosti Socialbakers, ktera se zabyva analyzou vSech

socialnich siti a je nejveétsi a nejuspésnéjsi eskou spolecnosti v tomto odveétvi.

Prvni metrikou byl tedy pocet ¢eskych fanouskti Facebook stranky, potazmo pak jejich podil.

Na obrazku nize jsou vidét tfi facebook stranky, které maji ¢eskych fanouski nejvice.

Largest Audience

Jaromir Jagr PemiK Lidl Ceska republika

Hoke]ova
rodino, zi

spolecné vse
dokazeme!

737172 924 421 596 192

Local fans Local fans Local fans

587 294 576413 566 406

Obrdzek 54: Nejvice Ceskych fanouskil
Zdroj: platforma Socialbakers

Jak je patrné z obrazku, prvenstvi v této metrice nese facebook stranka hokejové hvézdy
Jaromira Jagr, ktera ¢ita presné 587 294 ¢eskych fanouski. Na druhém misté je pak oficidlni

stranka Ceskoslovenského bavicée PemiKa. Ttieti misto obsadila stranka Lidlu.

Po vyhodnoceni této metriky, bylo potfeba zjistit, kterd z téchto tii strinek ma nejaktivnéjsi
fanouSky v oblasti klikani na tlacitko ,,To se mi libi“. To, ze strdnka ma nejvice ¢eskych

fanousk jesté neznamena, ze nutné ma také vSechny fanousky aktivni.
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Name Sum of Like Reactions }

o Pemik
e =SSR Al 2 237 036
“,..{.' S

]ﬁ Jaromir Jagr
[ @) 3 agr 558 466

BEALE

Lidl Ceska republika
@ dicesko 46 527

NIA

Obrazek 55: Pocet celkovych "To se mi libi"
Zdroj: platforma Socialbakers

Z obrazku je vidét, Ze jasnym vitézem co se ty€e sumy likes je stranka PemiK. Fanousci
s touto strankou celkové mnohem vice interaguji nez s témi ostatnimi. Je to dano také tim,
jak Casto spravce stranky pridava prispévky a také jaky obsah je prezentovan. Obsah stranky
PemiK je vtipny a dost viralni, tudiz je zfejmé, ze také tato stranka bude mit nejvice aktivnich
fanouskl. Jako testovaci data poslouzi tedy jeden z piispévkl ze stranky PemiK, jelikoz

praveé tam bude nejvetsi testovaci vzorek.

Po zvoleni vhodné stranky bylo potieba najit post s nejvice likes, kterd kdy tato stranka
vytvofila. Zdanlivé trivialni uloha je vSak pomérné komplikovand. Tuto Ulohu znaéné
ulehCuje fakt, Ze stranka PemiK je zaloZena hlavné na vtipnych fotografiich, tudiz staci
prohledat vSechny fotografie/obrazky a zjistit, ktera ma nejvice likes. Tato tiloha byla
vyteSena pomoci Graph API Exploreru, kdy byl vytvoten tzv. zanofeny dotaz, viz obrazek

nize.
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Graph API Explorer Agplicaton: [?] | Graph API Explorer +

Access Token: | () EAACEdE0selcBAKZAKMUZAMGRhDOFEMIKUZBT clkVAXSudeeZ ALBIZAZBRCY23YuAIZCXwo 1 AWhC2ySUINNPOZCim3247KJo05SnK4T = Get Token

Learn more about the Graph AP syntax

EE | | GET - — /v2.10 -/ 354598058001113 ?ields=photos limit{20000). summary (true){likes limit{0). summary(true]}

Node: 3545838053001113 1 Debug Message (Show)
¥ photos
! ¥ jimit (20000}
i@ likes

o jimit (_ 0 )

aearcn or

0 £ ue,
neld “has_liked": false

"can_like": true,
“has_liked": false

"1441520319277976"
"likes™r [
“data®: [

I
“summary”: {
“total_count”: 1855

"can_like": true,
“has_liked": false

i
bs
"id™: “1441527839275284"
b
" "likes™r {

Obrazek 56.: Zanoreny dotaz pro dohledani fotky s nejvice likes
Zdroj: vlastni

Tento vysledny JSON byl dale nahran do platformy Databricks a pak pomoci SQL zjisténo

ID fotografie/obrazku s nejvice likes, viz obrazek ¢. 57.
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NAMES (saL)

I .. tiached: @ TEST ~ D File v  [(EalView: Code ®Run A & Clear~

select id, likes_count
from test_fb_datz
order by likes_count desc

id likes_count
26174
23781
22495
20804
19829
19395
18261
18131

Obrazek 57: ID fotky s nejvice likes

Zdroj: vlastni
Fotografie/obrazek, ktery ziskal nejvice likes (ptes 26000) byl nasledné zvolen k testovani.

Potom co bylo nalezeno ID objektu s nejvice likes, tak byl vyuzit znovu nastroj Graph API
Explorer. Pfes API byl nalezen hledany objekt a po spusténi slozené¢ho piikazu byla
vyhledana jména vSech lidi, co tomuto objektu dali ,,To se mi libi“. Seznam vSech lidi se
vratil standardné ve struktuie JSON, kterd byla ptfevedena pomoci open-source nastroje
konkolone.io do CSV formatu a néasledné nahrana do platformy Databricks, kde probé&hla

nasledna analyza.

Pro zjisténi kolik Zen a kolik muzi dalo ,,To se mi 1ibi*“ danému objektu, bylo potteba
k mnoziné jmen pfipojit vydefinovany ¢&iselnik se jmény a jejich pohlavimi. Ciselnik se
k mnoziné pfipojil left joinem, jelikoz bylo predpokladano nedohledani nékterych kiestnich
jmen v ¢iselniku (na platformé facebook si asto uzivatelé voli smysSlend jména u kterych je
samoziejmé aZ nemozné urcit pohlavi, jelikoz to nejsou kiestni jména, ale spiSe prezdivky).
Ciselnik byl pfipojen k testovacim datfim klauzuli ON na zékladé jména. Nicméné jelikoz
Facebook API vraci pouze celé jméno uzivatele, ktery dal ,,To se mi libi®, tak bylo potieba
zajistit vyber jen kiestniho jména. V ramci pfipojovaci klauzule byla tedy pouzita funkce
SUBSTR a v jejim ramci jesté¢ funkce INSTR, které spolecné zajistily vybér jen prvniho
slova do mezery (to je predpokladané kiestni jméno, nicméné funkce pro vybirani kiestniho

jména by §la jesté zoptimalizovat

101



NAMES san

i Attached: @ TEST - File = al View: Code = ® Run Al & Clear

select n.gender, count(#*)

from test_name_dsta tnd

left join dictionary_namess n

on SUBSTR(tnd.name, 1,instr{tnd.name,’' ') - 1) = n.name
group by n.gender

¥ (5) Spark Jobs

gender count(1)
Zena 13821
null 6601
Muz 5752

Obrazek 58: Facebook analyza
Zdroj: vlastni

Jak 1ze vidét z obrazku, objektu dalo ,,To se mi libi* 13821 Zen a 5752 Muzi. Hodnota null
se vyskytla 6601krat, coz znamend, ze se jména nedohledala v ¢iselniku jmen s pohlavim.

To miize byt zptisobeno nékolika divody:

e UZivatel nezadal své pravé kiestni jméno

e Uzivatel zadal nejprve pfijmeni a az poté kiestni jméno

e Uzivatelovo kiestni jméno se na tizemi Ceské republiky jesté nevyskytlo, tudiz neni
v databazi

e Uzivatel zadal hypokoristickou podobu kiestniho jméno*

Z vysledkt analyzy je patrné, Ze se dany objekt spise libil Zenam. Z toho lze vyvodit nékolik
zaveéry, napiiklad ze tématika daného objektu byla spiSe zenského zaméfeni. Diky této
analyze lze publikovat rtizné objekty a zkoumat reakci jednotlivych cilovych skupin a
zjiStovat tak na co skupiny reaguji l1épe, na co hiife a podle toho pak pfizpisobit svou

reklamni strategii.

30 Jméno uzivané v neformalnim nebo domackém prostedi napt. misto Vojtéch - Vojta
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Tato analyza slouzila jen jako jednoduchy piiklad toho, jak by se dala vyuzit data ze socialni

sit¢ Facebook na platform¢ Databricks.
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5. Doporuceni pro MSP

Kazdy MSP by m¢l mit uréenou zékladni koncepci pro analyzu dat. Tato zakladni koncepce

muze byt vydefinovana pomoci nésledujicih kroku:

e Vydefinovani cile datové analyzy

e Urceni datovych zdroju v organizaci vyuzitelnych pro analyzu dat

e Zvoleni néstroje pro analyzu dat

e Promyslet, jakym zplisobem bude realizovan sbér dat a nasledné analyza

e Prezentace dat

vvvvvv

zakladni stavebni kdmen ke vSem dalSim krokim. Cile datové analyzy by mély vychazet
z informacni strategie podniku. Naptiklad zjisténi jakym zplisobem zakaznici reaguji na
novy produkt, kterym jazykem primarné komunikovat se zdkazniky ptes socidlni sit¢ nebo

tteba jak vylepsit kiiZzovy prodej?'.

Zvoleni datovych zdrojii musi korespondovat se stanovenym cilem., tedy pokud je cilem
zjistit jak zdkaznici reaguji na novy produkt, jednim z moznych datovych zdroji jsou
socialni sité. Lze vyuzivat jak interni datové zdroje (typicky jsou zdrojem interni systémy,
napt. skladovy systém, software na ucetnictvi atd.), tak externi datové zdroje. Jako externi
datové zdroje lze oznacit vSechna voln€ dostupna data. Kromé dat ze socidlnich siti, ze
kterych mohou podniky vytézit nejvice informaci, existuje také spousta volné dostupnych
dat, kterd mohou mit pro MSP pfinos. Program Forum pro oteviend data poskytuje na
weboveé strance http://www.otevrenadata.cz/ piehled otevienych dat, ktera jsou volné
dostupna. Lze zde nalézt jak data vefejné spravy, tak volné dostupnd data z jednotlivych

krajti v Ceské republice.

Na zakladé porovnani nastrojii pro analyzu Big Data podle kritérii, kterd zohlednuji

informacni potieby a moznosti MSP (podkapitola 3.5) je doporuceno vyuzit nastroj

31 Jedna se o obchodni techniku, kterd ma za cil prodat vice produktii doporucenim souvisejiciho produktu.

Napf. kdyz si zékaznik koupi mys k pocitaci, tak mu nabidnout také podlozku pod mys
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Databricks. Tento nastroj umoznuje snadnou, ale zaroven komplexni analyzu dat diky své
rozmanitosti. Hlavni nevyhoda tkvi v tom, Ze je néstroj postaven Cisté na cloudovém feSeni,
coz pro nékteré podniky nemusi byt zrovna pohodIné. Pokud néstroj z nékterych divoda
nebude MSP vyhovovat, lze vyuzit stejny postup pro vybrani idealniho nastroje, ktery je
v podkapitole 3.5 (tj. urceni kritérii pro hodnoceni, stanoveni vah kritérii a nasledné vybrat

nejvhodnéjsi nastroj).

Existuje mnoho zpiisobil jak data sbirat a analyzovat, pfipadné jaké datové analyzy vyuZzit.
Opérnym bodem by mél byt opét predem stanoveny cil analyzy a také néstroj, ktery byl pro
analyzu dat zvolen. V kapitole 4 je uveden postup, jak 1ze nastroj Databricks vyuzit pro sbér
a analyzu dat ze socidlnich siti Twitter a Facebook. Analyza dat ze socidlni sit¢ Twitter je
zameéfena na streamovana data, coZ znamena, ze lze v realném Case sledovat reakce uzivatelu
napiiklad z jaké zemé, je reakci nejvice. S timto faktem lze nésledné pracovat v
ramci planovani zasob a distribuce daného produktu. Nejvétsim piinosem této analyzy je
fakt, ze umoziuje okamzité reakce podniku. Kromé konkrétni analyzy, ktera je provedena
v této praci si mohou MSP zpracovat napt. analyzu sentimentu nad streamovanymi daty. To
by podnikiim pomohlo porozumét co se v dané chvili dé€je s jejich znackou a dynamicky tak
reagovat na jakoukoli zménu nazoru uzivateld na dany podnik. Analyza sentimentu
v realném Case mize byt velmi silny néstroj, co se ty¢e sledovani nazoru na produkt a

v nékterych ptipadech mliZe i znacné sniZit naklady™.

Analyza dat ze socidlni sit¢ Facebook neni postavena nad streamovanymi daty jako analyza
dat z Twitteru, ale pouze nad statickymi daty, ktera se extrahovala pomoci Facebookového
Graph API Exploreru, postup extrahovani dat je popsan v podkapitole 4.2. Tato analyza by

se dala jeste rozsifit tak, aby ddvala ptesnéjsi roz€lenéni pohlavi dle jména. Nabizi se hned

nekolik vylepSeni a to naptiklad zohlednit hypokoristickou podobu jména. Nejjednodussim

32V préci ,,Detecting Sentiment Change in Twitter Streaming Data* od autor A. Biffeta, G. Holmese a B.
Pfahringera je uveden piipad krize automobilového podniku Toyota z roku 2010, kdy mély nekteré vozy
této znacky v USA problém s plynovym pedalem. Toyoté trvalo kolem ti{ mésict, nez si uvédomila, Ze se
jedna o krizi vétSiho rozsahu. V dané praci je dokdzéano, Ze v tomto obdobi se sentiment uzivatela Twitter
na znacku Toyota vyrazn¢€ zhorsSil (cca o 50%) a spolu s hashtagem #Toyota se zacala v jednotlivych

tweetech objevovat slova jako ,,gas* ¢i ,,pedals“. Zména sentimentu v redlném cCase by Toyoté umoznila

rozpoznat, ze se jedna o mnohem vétsi problém a nasledné by podnik mohl Iépe zareagovat
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zpusobem jak toto implementovat je pridat tvary jmen do Ciselniku. Poté by se klauzuli ON,
ktera se vyuziva pro propojeni Ciselniku a tabulky, ptipojila dana jména. Dal§im rozsifenim
by pak mohlo byt zahrnuti potadi jmen. To znamend, Ze pokud uzivatel zadal své jméno
v poradi: 1. Pfijmeni, 2. Kfestni, tak se pohlavi neurci. Implementace tohoto vylepseni by
zptesnila analyzu, nicméné by bylo potfeba vzit v potaz to, ze uzivatel mize mit jako

piijmeni standardni kiestni jméno napt. Tomas Lukas.

Prezentace vyslednych dat je velmi dulezita tloha, ktera napoméha celkovému porozumeéni
vystupu analyzy. V nastroji Databricks lze data prezentovat pomoci vizualizaci, jako jsou

grafy, tabulky, ale i mapy.

Nejvetsim prednosti nastroje Databricks je moznost psani vlastnich skriptii (v jazycich
Python ¢i Scala) a délat slozitéjsi analyzy dat. Jako ptiklad je v kapitole 3.5.3 uvedeno
analyzu, jako napft. analyza sentimentu. Naopak nejvétSim omezenim platformy Databricks
(respektive jeji verze zdarma Community Edition) je objem paméti poskytovaného clusteru,
coz zasadn€¢ omezuje objem analyzovanych dat a déle pak rychlost celého feseni. Tudiz
postaveni néjakého robustniho feseni, které bude analyzovat Big Data v fadt sekund je
s Community Edition Databricks nemyslitelné. Ale pro MSP, které chtéji zacit s pokrocilejsi

analyzou svych Big Data je tento nastroj idealni.
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Z7.avér

Cilem prace bylo najit a porovnat nastroje, které umoziuji zpracovani Big Data a zaroven
jsou dostupné MSP. Nastroje byly vybrany na zdkladé kritérii, které koresponduji
s potfebami MSP, jako je napf. dostupnost nastoje zdarma. DalSim cilem bylo jeden
z nastrojli vybrat, provést analyzu dat ze socidlnich siti a poskytnout MSP konkrétni ptiklady
analyz, které by se daly vyuzit. Nastroj byl vybran pomoci porovnani prostfednictvim
metody vicekriteridlniho hodnoceni, kde byla nejprve stanovena kritéria hodnoceni, kterym
byly pfidéleny vahy podle dulezitosti. Kritéria byla stanovena na zakladé informaci
z odbornych publikaci a potfeb MSP. Byly porovnavany ctyii néstroje a jako nejvhodné;si
byl zvolen nastroj Databricks. Pomoci tohoto nastroje pak byla analyzovana data ze

socialnich siti Facebook a Twitter.

Cile byly splnény a MSP mohou tedy vyuzit feSeni postavené nad nastrojem Databricks a
zacit analyzy vyuzivat. Konkrétné nad socialni siti Twitter Ize vyuzit feseni, které zahrnuje
analyzu streamovanych dat, tzn. lze analyzovat data v redlném Case. Analyza dat ze socidlni
sit¢ Facebook pak poskytuje MSP moznost analyzovat konkrétni ptispévky a urCovat napf.
pohlavi uzivateld, ktefi se né¢jakym zptisobem vyjadiili k danému ptispévku (konkrétné dali

,» 10 se mi libi®).

Big Data jsou stale fenoménem, ktery se snazi podniky n€jakym zplisobem uchopit a vytézit
z n&j to nejlepsi. V budoucnu piinese efektivni zpracovani vSech relevantnich dat pro ur¢ity
podnik vyraznou zménu ve fungovani a hlavné pak dramaticky zefektivni veskeré podnikové
¢innosti. Diky vyuZiti analyzy Big Data se zlep$i kaZzdodenni rozhodovani a planovani
podniku, dale se pak zna¢né zlepsi cileni na zdkaznika, které¢ mize mit za nasledek zvySeni
zisku. Nicméné zatim podniky zdaleka nevyuzivaji potencidl dat, ktera jsou pro n¢j
relevantni. S neustale vyvijejicim se trendem ,,Internet véci* (Internet of Things) bude narist

dat ¢im dal tim v¢tsi a je jen otazka firem, zda tyto datové zdroje za€nou vyuZivat.
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Piiloha A - Podniky vyuZivajici socialni sité, leden 2017

podil na celkovém poétu firem v dané velikostni a odvétvové skupiné (v %)

. B Velikost firmy (pocet éstnancu)
Odvétvi (ekonomicka €innost) — CZ NACE 1049 50-249 250+ Celkem
Zpracovatelsky pramysl — C (10-33) 22,3 41,2 60,2 29.8
Potravinafsky, napojovy a tabakovy pramysl (10-12) 34,2 53,5 72,8 40,9
Textilni, odévni, koZedé&Ini a obuvnicky primysl| (13—15) 32,7 327 38,7 32,9
Drevozpracujici a papirensky pramysl (16-18) 211 40,8 48,6 255
Chemicky, farmaceuticky, gumarensky a plastovy primysl; Pramysl| skla a stavebnich 13,9 34,7 64,6 253
Viyroba kov(, hutnich a kovodélnych vyrobki (24-25) 13,4 37,2 58,1 20,8
Viyroba poéitac, elektronickych a optickych pfistroji a zafizeni (26) 25,7 50,9 7.4 36,8
Vyroba elektrickych zafizeni, vyroba strojli a zafizeni j. n. (27-28) 26,2 46,8 66,2 36,3
Automobilovy pramysl a vyroba ostatnich dopravnich prostfedkd (29-30) 27,8 31,0 53,6 36,9
Vyroba nabytku; Ost. zpracovatelsky primysl; Opravy a instalace stroji a zafizeni (31-33) 26,1 45,0 53,5 31,0
Vyroba a rozvod energie, plynu, vody, tepla a éinn. souvisejici s odpady — D, E (35-39) 17,2 41,9 56,4 26,3
Stavebnictvi — F (41-43) 20,7 26,2 55,5 21,6
Velkoobchod a maloobchod; opravy a udrzba motorovych vozidel — G (45-47) 41,6 72,4 76,7 46,0
Velkoobchod, maloobchod a opravy motorovych vozidel (45) 48,2 71,8 86,7 52.0
Velkoobchod, kromé motorovych vozidel (46) 40,0 72,8 75,5 44 6
Maloobchod, kromé& motorovych vozidel (47) 41,3 72,0 75,8 45,8
Doprava a skladovani = H (49-53) 19,7 37.8 73,5 25,0
Ubytovani, stravovani a pohostinstvi — | (55-56) 58,0 78.4 95,5 59,8
Ubytovani (55) 76,0 92,9 100,0 78,5
Stravovani a pohostinstvi (56) 51,8 64,4 93,2 52,7
Informacéni a komunikaéni ¢innosti — J (58—63) 67,2 83,2 93,1 71.4
Cinnosti v oblasti vydavatelstvi, filmu, videozéaznamd a televiznich programa (58—60) 78,8 94,3 91,0 822
Telekomunikaéni €innosti (61) 69,6 825 100,0 72,8
Cinnosti v oblasti informaénich technologii; Informaéni éinnosti (62—63) 64,4 81,1 92,6 68,9
Cinnosti v oblasti nemovitosti — L (68) 23,2 39.4 . 24,6
Profesni, védecké a technické cinnosti — M (69-75) 38,6 40,3 88,1 39,9
Administrativni a podpirné éinnosti — N (77-82) 30,5 37,6 53,9 34,2
Cinnosti cestovnich agentur a kancelafi (79) 835 83,6 . 84,2
Ostatni administrativni a podplmé &innosti (77—78, 80-82) 24 4 36,4 52,0 30,1
Celkem 32,7 48,8 65,6 36,5

Zdroj:https://www.czso.cz/csu/czso/vyuzivani-informacnich-a-komunikacnich-technologii-v-

podnikatelskem-sektoru-2016-2017
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Ptiloha B - Podniky vyuZivajici socidlni média ke zlepSovani obrazu firmy

¢i uvadéni produkta na trh

podil na celkovém pociu firem v dané velikosini a odvéivové skuping (v %)

L L Velikost firmy (poéet zaméstnancii)

Odvétvi (ekonomicka ¢innost) — CZ NACE 1049 50249 250+ Celkem

Zpracovatelsky priamysl — C (10-33) 18,4 34,4 49,4 24,6
Potravinafsky, napojovy a tabakovy pramysl (10-12) 29,7 48,1 87,5 36,2
Textilni, odévni, koZedélni a obuvnicky primysl (13—15) 26,6 27,7 349 27,2
Drevozpracujici a papirensky pramysl (16-18) 19,7 40,8 48,6 24 4
Chemicky, farmaceuticky, gumarensky a plastovy pramysl; Pramysl skla a stavebnich 12,1 28,3 57,2 21,5
Vyroba kov(, hutnich a kovodélnych vyrobk( (24-25) 8,5 27,6 50,1 14,7
Vyroba pocitacl, elektronickych a optickych pfistroja a zafizeni (26) 19,3 38,1 48,2 27 .1
Vyroba elektrickych zafizeni, vyroba stroji a zafizeni j. n. (27-28) 21,0 42,9 53,5 30,8
Automobilovy primysl a vyroba ostatnich dopravnich prostfedka (29-30) 24,0 17,0 34,4 25,0
Vyroba nabytku; Ost. zpracovatelsky pramysl; Opravy a instalace stroj a zafizeni (31-33) 231 36,3 46,3 26,7
Vyroba a rozvod energie, plynu, vody, tepla a ¢inn. souvisejici s odpady — D, E (35-39) 11,0 33,5 52,7 19,7
Stavebnictvi — F (41-43) 16,4 22,9 49,2 17.4
Velkoobchod a maloobchod; opravy a udrzba motorovych vozidel - G (45-47) 38,1 67,8 71,6 42,3
Velkoobchod, maloobchod a opravy motorovych vozidel (45) 43,5 67,0 86,7 47,3
Velkoobchod, kromé& motorovych vozidel (46) 36,8 65,9 71,9 40,9
Maloobchod, kromé motorovych vozidel (47) 37,8 72,0 69,0 42,5
Doprava a skladovani — H (49-53) 13,8 30,1 65,6 18,7
Ubytovani, stravovani a pohostinstvi — | (65-56) 51,4 73,7 91,0 53,3
Ubytovani (55) 68,0 90,3 100,0 71,3
Stravovani a pehostinstvi (56) 457 57,5 86,3 46,6
Informaéni a komunikacni ¢innosti — J (58—63) 57.7 75.7 87.8 62,4
Cinnosti v oblasti vydavatelstvi, filmu, videozaznami a televiznich programt (58—60) 72,3 82,8 83,7 74,8
Telekomunikaéni ¢innosti (61) 66,0 72,6 87,5 68,0
Cinnosti v oblasti informaénich technologii; Informaéni &innosti (62—63) 53,3 74,7 88,9 59,0
Cinnosti v oblasti nemovitosti — L (68) 211 38,0 . 22,4
Profesni, védeckeé a technické cinnosti — M (69-75) 35,4 32,6 61,1 35,6
Administrativni a podpurné &innosti — N (77-82) 24,7 29,8 46,3 27,7
Cinnosti cestovnich agentur a kancelari (79) 75,7 83,6 . 77,4
Ostatni administrativni a podpimé &innosti (77-78, 80-82) 18,9 28,5 441 236
Celkem 28,3 40,4 56,0 31,5

Zdroj:https://www.czso.cz/csu/czso/vyuzivani-informacnich-a-komunikacnich-technologii-v-

podnikatelskem-sektoru-2016-2017
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Piiloha C - Podniky vyuZivajici socialni média k ziskavani nazori/otazek

od zakaznika

podil na celkovém poétu firem v dané velikostni a odvétvové skupiné (v %)

- . Velikost firmy (poéet zaméstnancii)

Odvétvi (ekonomicka cinnost) — CZ NACE 1049 50-249 250+ Celkem

Zpracovatelsky pramysl — C (10-33) 12,4 22,4 29,7 16,2
Potravinafsky, napojovy a tabakovy pramysl (10-12) 27,7 37,6 60,8 31,8
Textilni, odévni, koZzedéIni a obuvnicky pramysl| (13—15) 18,9 18,8 34,9 19,5
Drevozpracujici a papirensky pramysl (16—18) 9,9 23,0 26,9 12,8
Chemicky, farmaceuticky, gumarensky a plastovy pramysl; Pramysl skla a stavebnich 6.8 20,9 353 14,0
Vyroba kovi, hutnich a kovodélnych vyrobka (24-25) 6.1 14,9 31,4 9,2
Vyroba poéitaéll, elektronickych a optickych pfistroji a zafizeni (26) 121 26,7 22,3 17,1
Vyroba elektrickych zafizeni, vyroba strojl a zafizeni j. n. (27-28) 11,0 22,5 28,7 16,2
Automobilovy primysl a vyroba ostatnich dopravnich prostfedki (29-30) 17,9 12,3 15,1 15,2
Vyroba nabytku: Ost. zpracovatelsky pramysl: Opravy a instalace strojil a zafizeni (31-33) 15,0 29,8 25,3 18,4
Vyroba a rozvod energie, plynu, vody, tepla a ¢inn. souvisejici s odpady — D, E (35-39) 8,6 21,5 32,7 13,6
Stavebnictvi — F (41-43) 7.8 14,2 27,9 8,7
Velkoobchod a maloobchod; opravy a udrzba motorovych vozidel - G (45-47) 25,2 56,0 61,9 29,6
Velkoobchod, maloobchod a opravy motorovych vozidel (45) 29,3 57,4 69,7 337
Velkoobchod, kromé& motorovych vozidel (46) 245 52,6 52,4 28,4
Maloobchod, kromé motorovych vozidel (47) 24,5 62,0 66,7 30,0
Doprava a skladovani — H (49-53) 8,2 22,4 51,1 12,4
Ubytovani, stravovani a pohostinstvi — | (55-56) 43,5 68,3 85,5 45,7
Ubytovani (55) 64,7 83,2 83,8 67,3
Stravovani a pohostinstvi (56) 36,2 53,8 86,3 37,5
Informaéni a komunikaéni €innosti — J (58—63) 34,3 60,4 67,6 40,6
Cinnosti v oblasti vydavatelstvi, filmu, videozaznami a televiznich programii (58—-60) 55,0 74.8 91,0 60,6
Telekomunikacni ¢innosti (61) 49 1 58,3 75,0 51,5
Cinnosti v oblasti informaénich technologii; Informaéni éinnosti (62—63) 27,6 57,7 60,7 348
Cinnosti v oblasti nemovitosti — L (68) 13,8 32,3 . 15,2
Profesni, védeckeé a technické ¢innosti — M (69-75) 21,6 26,9 42,1 22,7
Administrativni a podpurné éinnosti — N (77-82) 15,8 20,1 30,6 18,0
Cinnosti cestovnich agentur a kancelafi (79) 67,3 76,0 . 67,8
Ostatni administrativni a podpimé &innosti (77—78, 80-82) 9.7 18,7 29,3 13,9
Celk 18,8 29,7 38,3 21,4

Zdroj:https://www.czso.cz/csu/czso/vyuzivani-informacnich-a-komunikacnich-technologii-v-

podnikatelskem-sektoru-2016-2017

114



