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Abstrakt

Préace se zabyva navrhem, ucenim a vyhodnocenim rozdilnych mo-
delt, jejichz tcelem bylo pro poskytnutou sekvenci téni (melodii),
vygenerovat harmonicky doprovod, tvoreny akordy.

Uceni modelu bylo podminéno tvorbou rozsahlého datového sou-
boru, slozeného z melodickych a harmonickych dvojic. Ten byl vy-
tvoreny zpracovanim velkého mnozstvi MIDI souborii, do forméatu
vhodného k reprezentaci neuronovymi sitémi.

Oba navrzené modely byly zalozeny na hlubokych rekurentnich neu-
ronovych sitich. Prvni model byl diskriminativni logisticky klasifi-
kator. Druhy, generativni model, byl zalozeny na varia¢nim auto-
enkodéru.

Déle je popsano vyhodnoceni obou modelti na nezavislych datech.
To bylo provadéno pomoci testovani shody mezi vygenerovanymi a
referencnimi daty. Dale pak porovnanim vlastnosti melodie a vyge-
nerovaného doprovodu.

Abstract

The aim of this thesis was to design, learn a evaluate distinct models
whose purpose was to generate harmonic accompaniment consisting
of chords for given melody.

The learning was conditioned by the creation of a large dataset
consisting of melodic and harmonic pairs. The dataset was created
by processing a large ammount of MIDI files, into the format which
is more natural for neural networks.

Both models were based on deep recurrent neural networks. First
model was a discriminative logistic classifier. Second model was
generative and based on a variational autoencoder.

The evaluation of both models was done on independent data. It
was performed using measuring similarity between the generated
and the reference data. Another accuracy metric consisted of mea-
suring properties between melody and generated data.
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1 Uvod

1.1 Melodie a harmonie

Melodie a harmonie jsou spolu s rytmem zékladnim prvkem hudby. Melodie je orga-
nizovana sekvence tont, odlisujicich se vyskou a délkou a zpravidla tvori myslenku
hudebniho dila. Vyska ténu je umérna jeji frekvenci. Napriklad tén o frekvenci 440
Hz vnima lidsky mozek jako tén vyssi, nez ton o frekvenci 196 Hz. Dva tony tvori
oktavu, pokud je pomér jejich frekvenci 1 : 2 (napiiklad 440 Hz a 880 Hz). Podstata
oktav tkvi v tom, ze lidsky mozek vyhodnocuje tony o tomto poméru jako tony
velmi podobné. Divodem je, ze lidsky mozek vnima vysku tonu logaritmicky.

Hudba, bézna v nasem prosttedi, je zalozena na vybrané podmnoziné frekvenci,
téz nazyvana jako chromaticka stupnice. Ta rozdéluje oktavu do dvanécti tont,
kde je kazdy tom identifikovan cyklickou posloupnosti pismen. Ta byva doplnéna
¢islem, udévajicim oktavu (napiiklad Cy, F7 nebo As). Nejmensi vzdélenost mezi
takto vybranymi sousednimi tény se nazyva pultén. Vzdalenost dvou pultont se pak
nazyva jako cely ton.

7. chromatické stupnice dédle vychéazi stupnice diatonicka. Ta pouziva pro jednu
oktédvu téni sedm o jasné definovanych vzdélenostech mezi tony (konkrétné pét ce-
Iych tént a dva pultény). VSsechny mozné kombinace vzdalenosti tvoii dohromady
sedm modu. Jednim z modu je pak i stupnice durova (jénsky modus) a mollova
(aiolsky modus). Dalsi hojné pouzivanou stupnici byva napiiklad stupnice pentato-
nicka, vychéazejici z durové a mollové stupnice. Stupnic existuje vSsak mnohem vice
a kazda disponuje jinymi kvalitami.

Harmonie je sekvence vice téni, soucasné znéjicich v jeden ¢asovy okamzik. Uce-
lem harmonie byva doplnovat melodii. Souzvuk o vice jak dvou témech, spliujici
urcita pravidla, se nazyva akord.

1.2 Strucna historie pocitacové hudby

Historie pocitacové hudby saha az do roku 1951, kdy Alan Turing vytvoril prvni
pocitacem generovanou hudebni nahravku. Ta se skladala ze tii skladeb — hymny
Spojeného kralovstvi ,God Save the Queen®, ,Baa Baa Black Sheep® a uryvku



pisné ,In the Mood® O Sest let pozdéji vznikl v Bellovych laboratorich prvni siteji
pouzivany program, slouzici k poc¢itacovému komponovani hudby. Nazyval se MUSIC
a jeho autorem byl Maxem Mathewsem.

Revoluce prisla az na pocatku 80. let, s rozvojem prvnich osobnich pocitaci, kon-
krétné s pomoci pocitaci Commodore 64 a Atari ST, disponujici zvukovym ¢ipem.
Ty prinesly moznost pocitacové generované hudby mezi Sirokou populaci. Zhruba v
této dobé téz vznikl protokol MIDI, umoznujici komunikaci s vnéjsim hardwarem
(napriklad syntetizdtory) a pretrval jako standard az dodnes.

Vsechna doposud popsana hudba byla vsak komponovana vyhradné clovekem.
Prvni hudba ryze pocitacové generovana, vyzadujici minimalni zédsah ¢lovéka, byla
tvorena Markovovymi fetézci. Markovuv fetézec je jednoduchy stochasticky stavovy
automat, kde kazda prechodova hrana disponuje pravdépodobnosti pro prechodu
do stejného c¢i odlisného stavu. Tento postup naptiklad vyuzil lannis Xenakis k
vytvoreni dila nazvaného ,,Analogique®.

Zlom prisel az s postupnou evoluci v oblasti neuronovych siti, prevazné se sitémi
rekurentnimi. Prvni pokus o generovani hudby pomoci rekurentnich siti se datuje
do roku 1988 [1]. Dalsim meznikem bylo napfiklad generovani bluesovych skladeb,
pomoci vylepsenych LSTM siti [2]. V soucasné dobé se na generovani hudby po-
moci neuronovych siti zaméruje kuprikladu tym Google Magenta nebo IBM (Watson
Beat).

1.3 Stanovené cile

Jelikoz se jednalo o velmi komplexni téma, bylo vymezeno nékolik pozadavki, které
by mél vysledny model spliovat.

e Vygenerovany doprovod by mél byt vyhradné polyfonni. V jednom casovém
okamziku by tedy po vétsinu casu meélo znit zaroven nékolik tont.

e Doprovod by mél byt vzhledem k melodii pro posluchace eufonicky. Snahou
tedy bylo, aby vygenerovana harmonii alespon odpovidala ténice a stupnici
melodie. Omezil jsem se pouze na diatonickou stupnici, respektive jeji durovou
a mollovou podmnozinu, pripadné na pentatonickou stupnici z ni vychézejici.

e Rytmus vygenerovaného doprovodu by mél viceméné korelovat s rytmem me-

lodie.

Vysledny doprovod naopak nemusel dodrzovat bézné hudebni formy. Tim je mys-
leno to, ze model nemusel v ramci jedné skladby generovat vzdy identicky doprovod
pro opakujici se melodické fragmenty. Ty byvaji bézné naptiklad v ramci slok, refrénti
a podobné. Divodem bylo, Ze je komplikované naucit neuronové sité vnimat hudbu
jako celek. S obdobnym problémem se potykaji modely, generujici text prirozeného
jazyka. Ty casto dokazou vérné napodobit syntaktickou strukturu textu, ptresto ale
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selhavaji v oblasti sémantiky a véty casto jako celek postradaji smysl. Presto ale
byla snaha tuto vlastnost do vysledného modelu zahrnout.

1.4 Neuronové sité

Tvorba modelu, zalozeného na neuronovych sitich, sestava z nékolika kroka. Ty bu-
dou v této sekci popsany pouze velmi zbézné. Prvnim a naprosto zasadnim krokem,
je ziskani dostatecné velkého mnozstvi dat, souvisejicich s modelovanou tlohou. Vice
se touto problematikou zabyvam v kapitole 3.

Druhym krokem je vytvoreni modelu. Existuje nepreberné mnozstvi architektur
neuronovych siti, kdy kazda architektura je vhodna pro jiny druh tloh. Jmenovité
napiiklad konvoluéni sité, pouzivané vyhradné v oblasti strojového vidéni (eventu-
alné v celé oblasti zpracovani signalii), nebo rekurentni sité, o kterych pojednava
kapitola 2 a 4.

Poslednim krokem je trénovani modelu. Tato faze obecné byva velmi zdlouhava.
Jednak proto, ze pro nékteré tlohy je trénovani narocné na vypocetni vykon. Za
druhé proto, ze model a optimalizacni proces obsahuje mnoho stupnu volnosti (téz
nazyvané jako hyperparametry). Hyperparametrem se rozumi napriklad velikost sité
nebo velikost optimalizacniho kroku. Ty obvykle neni mozné odhadnout z trénova-
cich dat a je potreba je k zdarnému natrénovani modelu vhodné nastavit, ¢asto jen
na zakladé intuice. K trénovani modelu je potieba specifikovat tcelovou funkci a
pouzit jeden z mnoho optimalizacnich algoritmii:

Ucelova funkce J(6) (anglicky ,objective function®) slouzi jako metrika opti-
malizacniho procesu. Ta udava, jak moc se vystup, predikovany modelem, odlisuje
od vystupu referencniho. Cilem je, aby rozdéleni modelu a rozdéleni trénovacich
dat bylo co nejpodobnéjsi. Napriklad funkce ktizové binarni entropie, jenz je casto
pouzivana jako metrika binarniho klasifikatoru, je definovana néasledovné:

T(9.9) =~ S wilog(i) + (1 - ) log(1 ~ 1) (1)

i=1
kde y je referencni hodnota a ¢ hodnota predikovand modelem. Tato funkce,
respektive jeji drobna modifikace, bude dale pouzivana v této praci.
Optimalizacéni proces je proces, jehoz cilem je najit # = arg min J(6), neboli
0

parametry modelu 6, minimalizujici ucelovou funkci J. Nejzakladnéjsim optimali-
zaénim algoritmem, pouzivanym pro optimalizaci neuronovych siti, je algoritmus
Stochastic Gradient Descent (zkracené SGD) [3], definovany nésledovné:

0
0t+1 == Ht - Oéaiet(](e) (12)

kde a je hyperparametr velikosti kroku. Jednd se o iterativni algoritmus, hledajici
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minimum tcelové funkce J(6), na zakladé jeji derivace. Neni vSak zaruceno, ze nale-
zené minimum bude globalni, nebo Ze algoritmus bude viibec k minimu konvergovat.
Druhy pripad obecné nastava pri pouziti prilis velké hodnoty «.

1.4.1 Diskriminativni a generativni modely

Cilem metody uceni s ucitelem je natrénovani f funkce, ktera bude pritazovat pfi-
znakum X spravnou hodnotu y, tedy f(X) = y. Existuji dva hlavni pfistupy k
odhadnuti funkce f:

Diskriminativni pFristup se ué¢i podminénou pravdépodobnost P(y|X). Obecné
byva nachylny k preuceni. Tento pristup dominuje v oblasti uceni s ucitelem. Zahr-
nuje napriklad SVM nebo kNN modely.

Generativni pristup se uci sdruzenost pravdépodobnost P(y, X). Jeho cilem je
odhadnout rozdéleni priznakt X a hodnot y. Tento ptistup dominuje v oblasti uceni
bez ucitele. Zahrnuje napriklad Naivni Bayestv klasifikator nebo GAN modely.

Pokud je k dispozici dostateéné mnozstvi trénovacich dat, funguje diskrimina-
tivni pristup casto lépe v oblasti logistické regrese. Oproti tomu generativni pristup,
jelikoz explicitné modeluje rozdéleni dat, umoznuje generovat umeéla data, podobna
datiim trénovacich.

Téchto odlisnych vlastnosti bylo vyuzito k tvorbé dvou rozdilnych modeli. Prvni
model byl zalozeny na diskriminativnim pristupu a logistické regresi. Druhy model
byl generativni a zalozeny na variacnim autoenkodéru.
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2 Souvisejici architektury neuronovych siti

Tato kapitola pojednava o nékolika architekturach neuronovych siti, které souvisely
nebo byly pouzity v této praci.

2.1 RNN

Rekurentni neuronové sité (zkracené RNN) a ostatni sekvencni modely, se pouzivaji
predevsim v pripadé, kdy vstupni nebo o¢ekavana vystupni data jsou casoveé zavisla.
Prikladem miize byt mezijazycény preklad nebo predpoveéd ¢i klasifikace ¢asovych rad
(prepis zvukovych nahrévek, detekce anomdlii v EKG apod.). Ackoli by mohlo byt
mozné modelovat tyto tlohy pomoci doprednych neuronovych siti, byla by jejich re-
prezentace velice neefektivni. Prvnim problémem je pocet parametri, ktery by rostl
s kazdym dalsim ¢asovym krokem. Oproti tomu rekurentni neuronové sité umoznuji
parametry modelu mezi jednotlivymi casovymi kroky sdilet. Druhym problémem
je, ze pocet vstupl a vystupt dopredné neuronové sité je fixni. Rekurentni neuro-
nové sité na druhou stranu umoznuji reprezentovat libovolny pocet casovych kroktu
v ramci jednoho modelu.

Rekurentni neuronové sit je tvorena nékolika pamétovymi bunkami (ta zhruba
odpovida neuronu v dopredné neuronové siti). Je tvorena (obrazek 2.1) tfemi va-
hami W, Waa, Wan (a odpovidajicimi biasy b pro kazdou vahu) a vnitinim stavem
a. Vnitini stav umoznuje bunce uchovavat dlouhodobé informace. Vahy jsou mezi
jednotlivymi casovymi kroky neménné, kdezto vnitini stav byva zpravidla kazdy
casovy krok modifikovan. Jeho hodnota v ¢ase t je definovan jako:

a' = g(Waea ™ + Woa' +b,) (2.1)

kde g je aktivaéni funkce (nejcastéji tanh nebo ReLU [4]) a vychozi stav byva
bézné a® = 0. Vystup pamétové buiiky h v ¢ase t je nasledujici:

ht = g(Whaat + bh) (22)

kde g byva o aktivacni funkce.
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Obrazek 2.1: RNN pamétova bunka a jeji rozvinuti v case

2.1.1 Zpétna propagace v Case

Zpétna propagace v Case (anglicky ,backpropagation through time*) je algoritmus,
slouzici k vypoctu gradientu parametri vah W a b, vzhledem k tucelové funkei J(6).
Velikost gradientu je umérna rozdilu (chybé) predikované hodnoty § a ocekavané
hodnoty y. Vypoctené gradienty jsou poté pouzity béhem optimalizacniho procesu,
kde urcuji, jak moc a jakym smérem (ur¢ené znaménkem) ma byt hodnota vahy
upravena. Vypocet je obdobny jako u doprednych siti, s tim rozdilem, Ze jednotlivé
gradienty vah W (a vah b) se pro vSechny ¢asové kroky scitaji:

9 _§~or 23)
oW = oW ‘

Gradient vahy W), v ¢asovém kroku t, je s pouzitim retizkového pravidla, nasle-
dujict:

oJt oI ot 02

= - 2.4
Wha 03 02 OWha (24)
kde 2! = Wy,at. Gradient vahy W,, je v ¢asovém kroku ¢ pak:
o.Jt aJt oyt dal
- - (2.5)

OW,a 09t Dal OW,,

kde vSak a® zavisi na a'~!, které déle zavisi na W,, a tak dale. Vzorec je proto
potieba upravit tak, aby byly explicitné vyjadieny vSechny zavislé ¢asové kroky:

aJ*
aWaa B Z

k=1

0J' 99" da' da*
94t dat dak OW,,

(2.6)
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Gradient vahy W,, je néasledujici:

0J'  9J' 9yt dd
W, Oft Oat OW,,

(2.7)

Obdobné se vypocitaji gradienty biast b.

2.1.2 Problém mizejiciho a explodujiciho gradientu

RNN pamétové bunky se potykaji s problémem mizejiciho gradientu (anglicky ,va-
nishing gradient problem®). Ten m4 za nasledek neschopnost dlouhodobého ucho-
vani informace. Vznika béhem zpétné propagace v case, v pripadé, kdy je vypocitany
gradient v case dlouhodobé mensi nez jedna, nasledkem c¢ehoz muze gradient kon-
vergovat k nule. Z tohoto diivodu jsou v praxi RNN paméfové bunky nahrazovany
modernéjsimi LSTM nebo GRU pamétovymi bunkami, které jsou navrzeny tak, aby
problému mizejicitho gradientu predchézely.

Opacnym chovanim je explodujici gradient (anglicky ,exploding gradient®), kdy
je hodnota gradientu dlouhodobné vétsi nez jedna. Bézné se tento problém resi tak,
ze pokud gradient prekroc¢i urcéity prah, je gradient preskalovan. Tato technika se
nazyva , gradient clipping [5].

2.1.3 Hluboké rekurentni sité

Paralelou k hlubokym dopfednym sitim (neuronové sité, obsahujici vice jak dvé
vrstvy), jsou hluboké rekurentni sité. Vnikaji téz propojenim vystupu a vstupi séri-
ovym spojenim nékolika vrstev (v tomto pripadé nékolika rekurentnich pamétovych
bunék).

Ty, stejné jako u doprednych siti, zvysuji vyjadrovaci schopnosti sité. Z davodu
sériového zapojeni vSak nelze paralelné pocitat vSechny vrstvy v jeden okamzik, jeli-

koz vstup nasledujici vrstvy zavisi na vystupu vrstvy predchozi. Pfimym disledkem
jejich pouziti je pak zpomalené trénovani sité.

2.2 LSTM

Long short-term memory (zkrdcené LSTM) [6] je variaci obyc¢ejné RNN pamétové
bunky. Na rozdil od RNN efektivné resi problém mizejicitho gradientu a disponuje
vétsimi vyjadfovacimi schopnostmi. Architekturu RNN rozsifuje o trojici bran:

Aktualizac¢ni brana (anglicky ,update gate“) na zakladé predchoziho vystupu
hi=! a aktudlniho vstupu 2! rozhoduje, ktera data z 2! pouzit. Je definovana nésle-
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dovneé:

ut = g(Wunh' ™t + Woaa' +b,) (2.8)

kde g byva o aktivaéni funkce.

Resetovaci brana (anglicky ,reset gate”) na zdkladé predchoziho vystupu At~
a aktudlniho vstupu z* urcuje, kterd data ,zapomenout® z predchozi vystupni hod-
noty y'~!. Je definovdna nasledovné:

rt = g(Wih'™ + W' +b,) (2.9)

kde g byva o aktivacni funkce.

Vystupni brana (anglicky ,,output gate”) na zakladé predchoziho vystupu h'~*
a aktualnfho vstupu 2! rozhoduje, jakd data budou vystupem pamétové buiiky. Je
definovana nasledovné:

Ot = g(Wohht_l + Woxxt + bo) (210)

kde g byva o aktivacni funkce. Vystupni hodnota h! v éase t je poté odvozena z
vySe popsanych bran a vnitinim stavu a':

a' = tanh(We,h' ™t + Weat +b,)
ad=uvod+foad! (2.11)
=o' © g(a)

kde ® je Hadamardiv soucin a ¢ je o aktivaéni funkce nebo funkce identity
f(z) = x. Vypocet gradientu je pak v principu stejny jako u RNN.

2.2.1 Peephole LSTM

Peephole LSTM [7] je jednou z modifikaci obycejné LSTM pamétové burnky. Jedinou
zménou je uprava vSech bran tak, aby nezdvisely na vystupni hodnoté h’, nybrz
na vnitinim stavu af. Tato zména by méla vést k preciznéjsimu casovani udalosti.
Modifikovana vystupni brana pak bude vypadat nasledovneé:

o' = g(Woea'™ + Woua +b,) (2.12)

2.3 VAE

Varia¢ni autoenkodér (zkracené VAE) [8] je generativni architektura, rozsitujici au-
toenkodér o moznost generovani novych dat. Takto generovand data by v idedlnim
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Enkodér

Obrazek 2.2: Autoenkodér, slozeného ze dvou doprednych siti

pripadé méla pochazet z podobného rozdéleni, jako pochazela data trénovaci.

Autoenkodér se sklada z enkodéru a dekodéru (obrazek 2.2). Enkodér transfor-
muje vstupni data X na reprezentaci o nizsi dimenzi z. Ulohou dekodéru je pak
data z prevést do reprezentace puvodni. Autoekodér se tedy snazi redukovat pocet
dimenzi, potrebnych k reprezentaci dat, pricemz reprezentace nova by mela byt po-
dobné reprezentaci ptuvodni. Mnozstvi ztracené informace se méri pomoci tucelové
funkce a je snahou ji minimalizovat. V tomto smyslu se chova autoenkodér jako
ztratova komprese.

Nové priznaky vytvorené enkodérem, se nazyvaji latentni priznaky. Ty casto by-
vaji obecnéjsi, nez priznaky puvodni, jelikoz k co nejpresnéjsi reprodukei o nizsi

vani sité se dekodér zahodi a vystupem jsou pouze latentni priznaky.

Varia¢ni autoenkodér, na rozdil od autoenkodéru, se uéi parametry rozdéleni (ty-
picky pochézejici z normalniho rozdéleni) trénovacich dat. Ty jsou, obdobné jako u
autoenkodéru, reprezentovany latentnimi priznaky z. Dalsim rozdilem je, Ze u vari-
acni autoenkodéru se zahazuje enkodér a nova data vznikaji na zakladé poskytnutych
hodnot z. Ucelova funkce variaéniho autoenkodéru je nésledujict:

(1+1log(al)? — ()2 — (6)?) (2.13)

=
N | —

J(0)vag = —

J
J=

;(J(H) -

kde J(0) je metrika (napriklad funkce kfiZové entropie) urcujici, jak moc se po-
dartilo trénovaci data rekonstruovat. Proménné o a p jsou poté parametry latentniho
prostoru z.
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3 Datova sada

Tato kapitola se zabyva tvorbou datové sady. Datova sada se skladala z partitur,
tvorenymi melodickou a harmonickou slozkou. Jsou popsany operace, pouzité ke
zpracovani datové sady ze surovych dat, a vysledné statistiky vzniklé datové sady.

Velikost a kvalita datové sady byva pri trénovani neuronovych siti rozhodujici.
Exaktni mnozstvi neni nijak specifikovano a lisi se ilohu od tlohy. Naptiklad MNIST
dataset [9], pouzivany k trénovani klasifikatoru jednocifernych éislic, ¢ita 60 tisic
¢ernobilych obrazki o rozméru 28x28 pixeli. Oproti tomu One Billion Word Ben-
chmark [10], ¢asto pouzivany jako benchmark lingvistickych modeli, obsahuje vice
jak miliardu trénovacich n-gramu anglického jazyka. Datova sada byva rozdélena do
tT1 mnozin:

Trénovaci mnozina obsahuje zaznamy, pouzité k trénovani modelu. Bézné se-
stava z vice jak 90 % vSech dat datové sady. Méla by obsahovat zaznamy podobné
tém, s kterymi bude model pfi realném provozu konfrontovan.

Valida¢ni mnozina a testovaci mnozina by mély pochéazet ze stejného rozdé-
leni, jako pochézela mnozina trénovaci. Podstatou valida¢ni mnoziny je vyhodnoceni
presnosti modelu béhem trénovani, kdezto mnozina testovaci slouzi k vyhodnoceni
presnosti findlntho modelu, po ukonceni trénovani. Smyslem tohoto rozclenéni je
vylouceni predpojatosti modelu vic¢i trénovacich datiim. Velikost obou mnozin se
pohybuje v fadu jednotek tisicti az desetitisicti zaznami (bézné pouze zlomek cel-
kové velikosti datové sady). VSechny popsané mnoziny, véetné mnoziny trénovaci,
by mezi sebou mély byt disjunktni.

Vytvorena datova sada se skladala priblizné z 50 tisic vzorku trénovacich, pfti-
blizné 5 tisic vzorki validac¢nich a 5 tisic vzorki testovacich. Duvod jejtho vzniku
byla absence adekvatniho a jiz hotového Teseni.

3.1 Format zaznamu

V této ¢asti bude popisovan format, pouzity k reprezentaci vstupi a vystupt neu-
ronové sité a zaznamu datové sady. Motivaci pro vytvoreni popisovaného forméatu,
byla snaha o vytvoreni reprezentace, ktera by byla prirozené vhodna ke zpraco-
vani neuronovou siti. Vysledkem byla podmnozina notového zapisu, ulozena pomoci
matice.
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Obrazek 3.1: Ukazka kdédovani ténu a ligatur

Esencialni vlastnosti tohoto forméatu byla absence stavu. Kazdy casovy krok
explicitné vyjadroval vSechny aktualné znéjici tony. Byly uchovavany pouze dva
druhy priznakt — priznaky aktualné znéjicich ténti a priznaky ligatur. Priznaky
ligatur urcovaly, zda mél byt tén mezi dvéma ¢asovymi kroky hran prerusované.

Kazda bunka matice mohla nabyvat hodnot pouze jedné ze dvou tiid, které byly
reprezentovany hodnotami 0 nebo 1. Trida nula znacila absenci (ténu nebo ligatury),
trida 1 naopak jeji prezenci.

Jeden tadek matice odpovidal jednomu ¢asovému kroku a jeden casovy krok se
shodoval s délkou jedné c¢tvrtové noty. Pouziti takto hrubé skaly mélo priznivy dopad
na celkovy pocet parametri modelu. Na obrazku 3.1 je ukazkova reprezentace kratké
melodie.

Bylo vice priznakt, které by bylo mozné do tohoto formatu zahrnout. Ty vsak
byly, kvili primocarosti, vynechany.

3.2 Zdrojova data

Zdrojova data slouzila jako surova data, ktera byla dale upravovana do vyslednych
zéaznamu. Cilem bylo najit zdroj dat, slozeny z multi-instrumentalnich skladeb, ide-
alné distribuovany ve strojové zpracovatelné podobé. Z volné dostupnych dat byly
zvazovany nasledujici:

The Largest MIDI Collection on the Internet je kompilace MIDI soubort,
poskladana z mnoha rtznych zdroji. Obsahovala ~130000 unikatnich soubort, vy-
hradné popularni hudby. Duplikaty byly odstranény porovnavanim MDS5 kontrolniho
souctu jednotlivych skladeb. Tato velikost by méla byt uz sama o sobé dostatecna,
k vytvoreni rozmanité datové sady.

The Lakh MIDI Dataset [11], ktery ve verzi 0.1 obsahoval 176581 MIDI
soubort, tvorenych vyhradné popularni hudbou. Z toho 45129 soubort obsahovalo
metadata (text, zanr nebo ténika skladeb) prostfednictvim Million Song Dataset

19



[12]. Metadata zahrnovala naptiklad zanr, text nebo téniku skladby. Stejné jako
The Largest MIDI Collection on the Internet byl uz sdm o sobé dostatecné rozsahly.
Je nabizeny pod licenci CC-BY 4.0.

Yamaha Disklavier World Dataset je MIDI katalog vazné hudby, jenz se
svou rozsahlosti pohybuje v fadu desetitisict MIDI souborii. Je tedy vyrazné mensi,
nez predchozi popsané soubory dat. Jeho pouziti by bylo vhodné v pripadé, kdy by
bylo kombinovéno s dalsim zdrojem dat (pochézejim ze stejného rozdéleni).

Nottingham Database, objeveny az ke konci prace. Na rozdil od popsanych
predchozich datovych sad se nesklada z MIDI souborii, nybrz ze skladeb zapsanych
v ABC notaci, ktera od druhé verze umoznuje ukladat vicestopé skladby. Sklada
se z vice jak tisice folkovych skladeb. Diky povaze této notace by mélo byt snazsi
oddélit melodickou a harmonickou slozku jednotlivych stop. Nevyhodou je vsak jeho
velikost, ktera je nedostacujici a stejné jako u Yamaha Disklavier World Dataset, by
bylo vhodné sadu kombinovat se sadou jinou.

7 popsanych soubort dat byl zvolen The Lakh MIDI Dataset, jednak pro svou
licen¢ni politiku. Druhym davodem bylo, Ze jiz samotny byl dostatecné rozsahly k
tvorbé pestré datové sady. Dusledkem této volby bylo, Ze vysledny model byl omezen
vyhradné na generovani doprovodu, disponujici aspekty popularni hudby.

Poslednim divodem byla striktni a jednoznacna notace, vyplyvajici z formatu
MIDI. V pocatcich prace pripadalo v ivahu téz parsovani tabulatur. Od toho vsSak
bylo opusténo, vzhledem k absenci jejich standardizované reprezentace.

3.3 Popis formatu MIDI

Standard MIDI file je binarni souborovy format, definovany standardem General
MIDI". Soubory, vyhovujici tomuto standardu, byvaji ukladédny pod pfiponou .mid.

MIDI soubory jsou podmnozinou notového zapisu, vyuzivaného k tisporné repre-
zentaci hudby. Hudba je v tomto pfipadé ulozena pouze jako sled udélosti (napiiklad
stisk nebo uvolnéni kléavesy). Kazdy soubor se skladd z dvou hlavnich tseki — hla-
vicky a mnoziny stop.

3.3.1 Popis hlavicky

Hlavicka je vzdy uplné prvnim tsekem souboru. Zac¢ina magickou ¢tyrbytovou kon-
stantou MThd. Ta je nasledovana informaci o celkové velikosti tseku, informaci o
typu souboru, dale informaci o celkovém mmnozstvi stop a nakonec hodnotou PPQ.
MIDI soubory se déli do tii typi:

Soubor typu 0 obsahuje vSechny nastroje v jedné stopé. Je proto pro tuto praci
nepouzitelny.

http://oktopus.hu/uploaded/Tudastar/MIDI%201.0%20Detailed%20Specification.pdf
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Soubor typu 1 uklada kazdy néastroj do nové stopy a vSechny stopy jsou pre-
hravany soubézné. To umoznuje snazsi manipulaci s jednotlivymi stopami. Bylo
pracovano pouze s timto typem souboru.

Soubor typu 2 odpovida prvnimu typu, s tim rozdilem, Ze stopy jsou prehra-
vany a ukladany nezavisle na sobé. Byvaji proto vyuzivany naptiklad k tispornému
ukladani opakujicich se rytmickych casti.

V pripadé soubort prvniho a druhého typu nemusi vzdy platit, Ze jedna stopa
odpovida jednomu nastroji. Stopy mnohdy byvaji vyuzivany i k ukladani metainfor-
maci o celé skladbé.

Hodnota PPQ udava, kolik ¢asovych krokt pfipadd na jednu c¢tvrtovou notu.
Jeden casovy krok je nejmensi ¢asovou jednotkou, kterou MIDI soubory disponuji.
To znamena, ze pokud PPQ = 240, je ctvrtova nota slozena z 240 ¢asovych krokii.

3.3.2 Popis stop

Stopa nasleduje vzdy po bloku hlavicky nebo jiné stopé. Zac¢inad magickou ¢tyrbyto-
vou konstantou MTrk, nasledovanou informaci o celkové velikosti tiseku a sekvencénim
seznamem udalosti. Udalosti se déli na kanalové udalosti, souvisejici se zvukovym
vystupem a Tidici meta udalosti. Kazda udalost musi obsahovat informaci o ¢aso-
vém kroku, ve kterém ma byt zpracovana. Uddlosti, relevantni pro tuto praci, byly
nasledujici:

End of track je meta udalost, kterd nema zadné parametry. Je vzdy tuplné
posledni udalosti kazdé stopy.

Note on a Note off jsou kandlové udalosti, vyzadujici dva parametry. Prvnim
parametrem je jednobajtové ¢islo tonu, kdy minimalni hodnota 0 odpovida ténu
C_1 a maximalni hodnota 127 odpovida ténu Gg. Druhy parametr udava, jakou
intenzitou ma byt ton prehran.

Note on udalost urcuje pocatek noty a uddlost Note off jeji konec. Dohromady
obé tyto udalosti tvori interval, po kterou bude dany ton prehravan. Vyjimkou jsou
nekteré MIDI soubory, které nahrazuji udalost Note off, udédlosti Note on s nulovou
intenzitou.

Program change je meta udalost, popisujici, jaky néstroj ma byt pouzity k pre-
hravani budoucich kanalovych udalosti. Obsahuje jednu jednobajtovou informaci o
typu nastroje, kdy napriklad hodnota v rozmezi od 0 az po 7 odpovida klavirim o
odlisnych barvach téonu. Tato udalost je uzitecna k filtrovani nastroji béhem faze
predzpracovani, jelikoz nékteré druhy nastroji by mohli narusovat homogenitu dato-
vého souboru. Jedna se vsak jen o orientacni informaci, kterd nemusi vzdy odpovidat
skutecnosti, pripadné nemusi byt uvedena vibec.
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3.4 Transformace MIDI stopy na maticovy format

Tato sekce popisuje zpusob, jakym byly prevedeny stopy surovych MIDI soubort,
na maticovou reprezentaci, pouzitou ve vysledné datové sadé.

3.4.1 Pteskalovani casovych krokii MIDI stopy

MIDI soubory obecné pouzivaji prilis jemnou skalou casovych krokt, ktera neni
kompatibilni s formatem, popsanym v 3.1. Skala maticového formatu odpovidala
PPQ = 1. Tato hodnota se vSsak u MIDI soubori bézné pohybuje v rozmezi od
PPQ = 96 po PPQ = 960. Aby bylo mozné stopu do maticového formatu prevést, bylo
potieba MIDI soubory preskalovat.

Cilova skala MIDI souboru méla byt PPQ = 1. K tomu bylo potieba projit ¢asové
kroky vsechny udalosti a vydélit je ptivodni hodnotou PPQ. Nasledkem toho mohlo
dojit k dvéma nejednoznacnym situacim, které byly feseny nasledovné:

Situace prvni nastala, pokud ¢asovy krok nebyl délitelny beze zbytku. ReSenim
bylo casovy krok zaokrouhlit k nejblizsimu celému ¢islu.

Situace druha, obcas podminénd prvni situaci, nastala, pokud byly dvé uda-
losti, diive se nachézejici v odlisnych casovych krocich, pritazeny do stejného caso-
vého kroku.

Konkrétné se tento problém tykal pouze dvojic udalosti Note on a Note off.
Pokud se tyto udalosti nachazely zaroven v jednom casovém kroku, bylo nejed-
noznacné, zda ma tén skoncit, nebo pokracovat déle. Tyto udalosti byly nakonec
interpretovany jako dva nezavislé tény.

Preskalovani stopy bylo ztratovou operaci a nova stopa se mohla liSit od stopy
puvodni. Tento jev byl zptisoben zaokrouhlovanim ¢asovych krokti. Nasledkem mohla
byt ztrata nékterych informaci, pripadné drobné ¢asové odchylky. To kuprikladu pri
PPQ = 480 a tempu BPM = 120 odpovidalo horni hranici nepfesnosti 0,25 sekundy.
Pti bézném poslechu vsak byly tyto rozdily jen obtizné identifikovatelné.

Tato operace je znazornéna na obrazku 3.2, kde ptivodni MIDI stopa odpovidala
PPQ = 240. Oranzové intervaly znazornuji dvojici udalosti Note on a Note off.
Cervenou barvou jsou zobrazeny chyby, vzniklé zaokrouhlovanim.

3.4.2 Prevod na maticovy format

Preskalovana MIDI stopa byla nasledné prevedena na maticovy format. To bylo pro-
vedeno procedurou obdobnou vzorkovani, s krokem jednoho ¢asového kroku. Cilem
bylo ziskat aktualné znéjici tony kazdého ¢asového kroku.

Matice ligatur vznikala tak, ze pokud téon hrél v predchozim casovém kroku a
zaroven nebyl prerusen, byl mu nastaven priznak ligatury. Vyjimkou byl posledni
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Obrazek 3.2: Preskalovani casovych krokia MIDI stopy
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Obrazek 3.3: Vzorkovani preskalované MIDI stopy

casovy krok intervalu tonu, pro ktery nebyl priznak ligatury nastaven. Tato operace
byla bezztratova a je ilustrovana na obrazku 3.3.

3.5 Postprocessing

Tato sekce pojednava o formé postprocessigu, ktery byl aplikovan na zaznamy pie-
vedené do maticového formatu. Vysledkem byly partitury, tvorené melodickou a
harmonickou slozkou o fixni délce a omezeném ténovém rozsahu. Ty byly néasledné
ulozeny do datové sady.

3.5.1 Eliminace repetitivnich matic

Popularni hudba se sklada vyhradné ze stale se opakujicich melodickych nebo har-
monickych ¢asti. Aby bylo zamezeno jevu, kdy by vysledny model inklinoval k jedné
harmonii z divodu, Ze ji byl po dobu trénovani vice vystaven, byla snaha tyto opa-
kujici se fragmenty odstranit.
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Jako metrika, pro urc¢eni podobnosti dvou zaznami, byla pouzita kosinova po-
dobnost (3.1). Ta udava podobnost na oboru hodnot [0,1], kde 1 zna¢i nejvyssi
podobnost a naopak. Jako vstup byl pouzit dvanactiprvkovy vektor frekvenci téni,
bez informaci o oktavé. To umoznilo fragment identifikovat nezavisle na tom, zda se
pocatky obou porovnavanych zaznami shodovaly.

-

Zaznam A byl zahozen, pokud jeho vektor frekvenci téni @ splnoval s(d,b) > e.
Vektor b je vektor jiz zahrnutého zaznamu. Hodnota hranice byla empiricky stano-
vena na € = 0.95.

—

a-b

O = Tlallel (3.1)

3.5.2 Dekompozice a parovani

Cilem této operace bylo oddélit melodickou a harmonickou slozku z maticového for-
matu. K identifikaci melodické, respektive harmonické, slozky nastroje byla pouzita
vektorova [1 norma (3.2), aplikovana na @, predstavujici ¢asovy krok ¢ matice téni.
Pokud |la;|| < 1, byl casovy krok vektoru @; vyhodnocen jako melodicky. Pokud
|lat|| > 1, tak jako harmonicky.

ol = Z 24 (3.2)

7 takto identifikovanych casovych kroki byla poté vytvorena vyhradné melodicka
a vyhradné harmonicka matice. Casovy krok, které prislusely do druhé matice, byly
nahrazeny nulovym vektorem. Tato operace je znadzornéna na obrazku 3.4.

Melodické a harmonické slozky stop jedné skladby byly nasledné vzajemné pa-
rovany do partitur. Pro n stop v jedné skladbé tedy vzniklo V3" riznych partitur.

3.6.3 Fragmentace partitur

Cilem fragmentace bylo odstranéni prazdnych tuseki, které se prirozené nachazely v
melodickych a harmonicky slozkach partitury. Prazdnym ¢asovym tsekem je myslen
usek, kdy zaroven pro obé ze slozek neznél zadny ton.

Nalezené prazdné sekvence casovych krokii delSich, nez byla stanovena hranice
k, poté slouzily jako oddélovace partitur novych, derivovanych z partitury vychozi.
Vysledkem fragmentace tedy mohlo byt 0 az n partitur novych, kazda obsahujici
prazdné sekvence o nejvyse k — 1 ¢asovych krocich. Vysledna datova sada byla vy-
tvorena s pouzitim k£ = 8, odpovidajici pomlce o délce dvoucelé noty.

Z nové derivovanych dvojic poté byly odstranény dvojice, jenz byly kratsi nez T’
¢asovych kroki. Dvojice delsi, nez T' ¢asovych kroku byly rozdéleny do n = floor( %)
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Obrazek 3.4: Dekompozice matice

dvojic novych (I je pocet casovych kroku jedné dvojice). Pokud nebylo mozné dvojice
rozdélit beze zbytku, byly nadbyteéné casové kroky zahozeny. Datova sada byla
vytvorena s pouzitim T = 64.

3.5.4 Transpozice partitur

Transpozici se rozumi prevedeni celé skladby (nebo jeji ¢asti) do jiné téniny, pricemz
jsou zachovany intervaly mezi jednotlivymi tony. Prvnim divodem pro transpono-
vani zaznamu byla snaha o rovnomérnéjsi pokryti ténti datové sady. Vysledny model
by v opacném pripadé mohl selhavat na tonech, které v ni nebyly dostatecné zastou-
peny. Druhym divodem bylo umélé rozsireni datové sady o nové zaznamy.

Tato technika se v rdmci strojového uceni nazyva augmentace dat. Jeji podstatou
je odvozeni novych zdznami, ze zdznami jiz existujicich. Zamérem je pridani novych
informaci do datové sady a tim zvysSeni jeji variability. Diivodem pro pouziti miize
byt napriklad ptripad, kdy neni mozné ziskat dostatecné mnozstvi dat, pottebnych k
uspésnému natrénovani modelu. Druhym pripadem muze byt (vyse popsand) snaha
o zvyseni robustnosti vysledného modelu. Napiiklad v oblasti pocitacového vidéni se
provadi jednoduché transformace (pootoceni, zrcadleni, tiprava barevného néddechu
apod.) trénovacich snimku.

V této fazi byl téz omezen rozsah ténii na dvé oktavy. Bylo vyuzito vlastnosti
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Obrazek 3.5: Rozdéleni priznakti melodie trénovaci sady

transpozice kdy pokud jsou transponovany vsechny slozky o stejny rozdil, disponuje
vysledek stejnymi zvukovymi kvalitami. Ptes zvoleny interval poté byla partitura
postupné transponovana s krokem 4 a ndhodnym poéatkem v rozmezi [0, 3]. Vzniklo
tak 0 az n partitur novych, derivovanych z partitury ptivodni. Pokud byl ténovy
rozsah partitury vétsi, nez dvé oktavy, byla partitura zahozena.

Byva bézné data nahodile augmentovat pred kazdou epochu trénovani. Tento
pristup avsak nebyl pouzit, jelikoz trénovani modelu bylo podminény statistikami
jednotlivych priznakt datové sady.

3.6 Statistiky

Statistiky jsou omezeny pouze na trénovaci sadu. Jednak proto, ze by statistiky
mély byt obdobné (trénovaci, validacni a testovaci mnozina pochézela z podobnych
zdrojovych dat). Déle proto, ze statistiky validacni a testovaci sady nebyly nezbytné
pro dalsi trénovani modelu.

3.6.1 Rozdéleni priznaki

Rozdéleni priznakt udava absolutni pocet tridy 1, reprezentujici prezenci tonu nebo
ligatury, pro kazdy priznak datové sady. Na obrazku 3.5 je zobrazeno rozdéleni ttid
pro melodické slozky. Obsahovalo o ~2,32 % vice ténu, nez ligatur. Obrazek 3.6
zobrazuje rozdéleni tiid pro harmonické slozky. Obsahovalo o ~1,33 % vice téni,
nez ligatur. Z toho vyplyva, ze noty harmonie by mély byt obecné delsi (méli mensi
pomér ténu a ligatur). Z obrazku je patrné, ze rozdéleni ténu a ligatur se fidilo
normalnim rozdélenim. To mohlo byt zptisobeno nebo zkresleno transpozici.
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Obrézek 3.6: Rozdéleni priznakii harmonie trénovaci sady

3.6.2 Pomér trid priznaki

Kazdy priznak mohl nabyvat jedné ze dvou trid. Vysledné hodnoty reprezentuji
pomér mezi tiidou absence a tiidou prezence. Vysledky > 1 znacily, ze v priznaku
dominovala trida absence a naopak.

V tabulce 3.1 a 3.2 jsou absolutni vysledky pro kazdou tridu. Trida 0 < k& < 24
jsou priznaky tént a 24 < k < 48 priznaky ligatur. 7 dat vyplyva, ze tiidy jsou vy-
razné nevyvazené, pricemz pro kazdy priznak vyrazné prevazuje trida, reprezentujici
absenci.

Vysledky byly déle pouzity jako konstanty pro penalizaci priznakt v tucelové
funkci béhem trénovani (viz kapitola 4).

k 0 1 2 3 4 5 6 7 8 9 10 11
42,3 322 223 178 144 10,7 99 82 76 68 66 64

k 12 13 14 15 16 17 18 19 20 21 22 23
6,6 68 76 88 98 12,5 13,3 183 23,3 30,9 458 56,7

Tabulka 3.1: Pomér trid priznakt téna v trénovaci sadé

k 2425 26 27 288 29 30 31 32 33 34 35
62,6 479 332 266 215 16,1 149 123 11,5 10,3 99 9,7

k 36 37 38 39 40 41 42 43 44 45 46 47
10,0 10,4 114 13,2 14,6 18,5 198 275 356 47,2 71,8 90,4

Tabulka 3.2: Pomér tiid priznakii ligatur v trénovaci sadé
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3.6.3 Rozdéleni akordu dle ¢etnosti ténu

Na obrazku 3.7 (logaritmicka skala) jsou zobrazeny cetnosti tont, jenz obsahovaly
akordy trénovaci sady. V trénovaci sadé byly nejvice zastoupeny akordy slozené ze
tif téni. S podobnou ¢etnosti byly zastoupeny i pomlky (akord o nula ténech).

Trénovaci sada dale obsahovala zanedbatelné mnozstvi akordu o sedmi a vice
tonech. To mohlo byt kuptikladu zptsobeno preskalovanim, popsanym v 3.4.1, pri-
padné poskozenymi zdrojovymi MIDI soubory.

106 J
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Obrazek 3.7: Rozdéleni akordu dle ¢etnosti ténu

3.7 Format datové sady

K ulozeni datové byl pouzit binarni datovy format TFRecords, zalozeny na knihovné
protobuf. Diivodem pro zvoleni tohoto forméatu byla nativni podpora ve frameworku
TensorFlow.

Ve vysledku vzniklo osm soubori pro trénovaci sadu a po jednom pro sadu
validacni a testovaci, kdy jeden soubor obsahoval ~6000 zdznamii. Primérna velikost
souboru byla 10 MB. Data byla komprimovana algoritmem Gzip.
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4 Model

Pro tcely generovani hudebniho doprovodu byly vytvorena dva modely, zalozené
na rozdilnych pristupech. Pro implementaci byl zvolen framework TensorFlow [13],
disponujici automatickym vypoctem gradientu a umoznujici provadét vypocty na
grafické karté, pomoci technologie CUDA.

4.1 Problém nerovnovahy trid

Problém nerovnovéhy t¥id (anglicky ,class imbalance problem®) je jev, kdy ¢etnost
jedné tridy dat v trénovaci datové sadé vyrazné prevysuje tiidu jinou. Neuronové
sité (a nékteré dalsi algoritmy strojového uceni) jsou implicitné navrzeny tak, ze
dosahuji optimalnich vysledkt, pokud jsou tridy zastoupeny viceméné rovnomeérné.

Predevsim diskriminativni model, zalozeny na logistické regresi, mél tendence
konstantné predikovat prazdné sekvence. Pri¢inou tohoto chovani byla tic¢elova funkce
binarni kfizové entropie, jejiz minimem, vzhledem k nerovnovaze ttid, byl model, pre-
dikujici samé nuly. Jako doc¢asné reseni poslouzilo pouziti velmi malého optimalizac¢ni
kroku a zastaveni trénovani modelu jesté predtim, nez bylo tohoto minima dosazeno.
Ziskané vysledky byly avsak podprimérné o od tohoto postupu bylo opusténo.

Jednou z technik feSeni tohoto problému mize byt vygenerovani umeélych dat
minoritni tridy, pripadné zanedbani néktery dat tiidy majoritni tak, aby se dosahlo
rovnovahy. Nicméné ani jeden z popsanych pristuptt nebylo mozné v tomto pri-
padé pouzit. Z reprezentace hudebniho zaznamu, popsané v sekci 3.1, nebylo mozné
opomenout néktery z priznakti. Obdobné generovani matic, které by obsahovaly
rovnomérné rozdélené tiidy pro vSechny priznaky, nedavalo smysl.

Pouzité teseni zahrnovalo modifikaci icelové funkce tak, aby vice penalizovala
falesné negativni predpovédi. Jako penalizacni konstanty byly pouzity hodnoty ze
statistiky popsané v sekci 3.6.2, kdy byl kazdy priznak penalizovan odlisnou kon-
stantou, vzhledem k absolutnimu zastoupeni tiidy daného priznaku. Modifikovana
ucelova funkce J, vychéazejici z binarni krizové entropie, vypadala nasledovné:

1

~ 2 Cuilog(§) + (1 — 1) log(1 — §:) (4.1)

=1
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kde C' byl vektor penaliza¢nich konstant pro kazdy priznak.

4.2 Regularizace

Predmeétem regularizace je zamezeni preuceni. Preuceni je jev, kdy se model az prilis
prizpusobil datim z trénovaci sady, ¢imz se redukovaly jeho generalizacni schopnosti.
Preuceni miize indikovat naptiklad veliky rozdil presnosti na testovaci a validac¢ni
sadé, oproti sadé trénovaci. Muze téz vzniknout pouzitim velkého mmnozstvi para-
metri modelu. Presto se vSak nedoporucuje pocet parametri ihned snizovat (a tim
omezovat vyjadiovaci schopnost modelu), nybrz pouzit néjakou jinou formu regula-
rizace.

V kontextu této tlohy problém preuceni vznikal v moment, kdy model prestal
generovat vyhradné originalni sekvence, ale misto toho zacal kopirovat sekvence ze
sady trénovaci. Problém preuceni avsak nebyl z hlediska této tlohy tolik problema-
ticky, jako by mohl byt v tlohach jinych. Divodem je, ze opakujici se motivy jsou
napii¢ hudebnimi dily populdrni hudby bézné .

Prvni pouzitou regularizacni technikou, byla technika Dropout, respektive jeji
upravend varianta pro rekurentni sité [14]. Myslenkou této techniky je opomenuti
nékterych vstupnich, vystupnich nebo skrytych neuront (ptipadné bunék, v pripadé
rekurentnich siti) béhem doptfedného a zpétného prichodu. Ty byvaji pri kazdé ite-
race vybirany nahodné, na zakladé predem stanoveného vysledného procentualniho
zastoupeni.

Druhou pouzitou regularizaéni technikou bylo predc¢asné zastaveni trénovani (an-
glicky ,early stopping®). Jako vysledny model byl vybran ten, jenz dosahoval nej-
vyssi presnosti na validac¢ni sadé. Béhem trénovaci faze tedy byla ukladana historie
nékolika poslednich modeli, pricemz model byl ukladan po kazdé epose trénovani.

4.3 Adagrad

K trénovani obou modelu byl pouzit algoritmus Adagrad [15], ktery je definovany
nasledovneé:

e L9
\/Gt+€ 89t

kde ® je Hadamardtv soucin, « je pocatecni velikost kroku a € je velmi maly
¢len, slouzici k eliminace déleni nulou. Adagrad rozsiruje algoritmus SGD o adaptivni
velikost kroku «, zavisejicitho na parametru 6. Hyperparametr « je tudiz pro kazdou
dimenzi odlisny. Déle algoritmus automaticky voli velkou hodnotu o pro méné casté

01 = 0, J(0) (4.2)

'https://www.nature.com/articles/srep00521.pdf
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priznaky a malou hodnotu pro vice casté priznaky. Diky této vlastnosti se jeho
pouziti osvédcilo na nevyvazenych datech.

4.4 Diskriminativni model

Diskriminativni model generoval harmonii ¢asového kroku ¢ na zakladé aktualniho
tonu melodie a skrytého stavu, odvozeného ze vSech predchozich casovych kroku
melodie, neboli:

T

py) = Hp(ytht, o Xy) (4.3)

t=1

kde X je poskytnutda melodicka sekvence, T' celkovy pocet casovych krokii me-
lodie a y vygenerovana harmonie.

Model byl zalozen na hluboké rekurentni neuronové siti o dvou vrstvach, kdy se
kazda vrstva skladala z 128 Peephole LSTM pamétovych bunék. Vystup paméto-
vych bunék v kazdém kroku byl dale transformovan doprednou neuronovou siti na
rozmeér vysledné harmonické matice. Takto transformovany vystup byl poté preska-
lovan funkei o na interval hodnot v rozsahu [0, 1]. Jako ucelova funkce byla pouzita
modifikovana verze binarni k¥izové entropie, popsana v 4.1.

Béhem trénovani byla na vystupni hodnoty LSTM pamétovych bunék aplikovana
regularizace pomoci techniky Dropout, kterda méla zabranit preuceni. Pravdépodob-
nost zachovani vystupu obou vrstev byla empiricky stanovena na 70 %.

Model byl trénovan po dobu 100 epoch. K optimalizaci modelu byl pouzit algo-
ritmus Adagrad, s krokem 0,025. V jedné trénovaci iteraci byl provadén paralelni
vypocet s 128 trénovacimi vzorky, které byly pred kazdou epochou ndhodné promi-
chany. Graf prubéh uceni je na obrazku 4.3a. Schéma modelu je na obrazku 4.1.

4.5 Generativni model

Generativni model byl zalozeny na variacnim autoenkodéru, tvoreny dvéma reku-
rentnimi sitémi. Architektura modelu byla vyrazné inspirovana clankem ,Genera-
ting Sentences from a Continuous Space,, [16], kde byla tato architektura pouZita
ke generovani kratkych vét. Prvni sif, enkodér, byla tvorena dvéma vrstvami o 128
Peephole LSTM pamétovych bunkach. Druha sit, dekodér, disponovala identickymi
parametry.

Generativni model, navic oproti modelu diskriminativnimu, generoval harmonii
na zakladé globalni latentni reprezentace melodie. To probihalo tak, ze vstupni me-
lodie byla enkodérem prevedena na latentni reprezentaci z, tvorenou 11 hodnotami,
pochézejich z norméalniho rozdéleni. Tato latentni reprezentace byla nasledné pouzita
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Obrazek 4.1: Schéma diskriminativniho modelu

jako pocatecni stav obou rekurentnich vrstev dekodéru.

Po natrénovani byl enkodér zahozen. Generovani harmonie probihalo tak, ze
pocatecni stav dekodéru byl nastaven na ndhodnou hodnotu z ~ N(0, 1) a siti byla
jako vstup poskytnuta celd melodie. Ptitomnost latentni reprezentace z umoznovala
pro jednu melodii generovat libovolny pocet harmonii.

Optimalizace probihala témeér identicky, jako u diskriminativniho modelu. Roz-
dilnd byla pouze velikost kroku, kdy byla pouzita nizsi hodnota 0,01. Jako ucelova
funkce byla pouZita funkce J()yag variacniho autoenkodéru, popsana v 2.3. Jako
ucelova funkce, indikujici, jak moc se podarilo trénovaci data rekonstruovat, pak
funkce popsana v 4.1.

Graf prubéh uceni je na obrazku 4.3b. Nebyla pouzita zddna forma regularizace,
vyjma predcasného zastaveni. Schéma modelu je na obrazku 4.2. Model byl trénovan
100 epoch. Jako vysledny model byl vSak pouzit model ze 40 epochy, vzhledem ke
klesajici presnosti nésledujicich epoch na validac¢ni sadé.

4.6 Ostatni modely

Déle byl vytvoreny model, zalozeny na generativni kompetitivni sit (zkrdcené GAN)
[17]. Ten se vsak nepodafilo zprovoznit.

Trénovani generativnich kompetitivnich siti, zalozenych na sitich rekurentnich,
je obecné velmi komplikované [18]. V odkazovaném ¢lanku byly k trénovani modelu
naptiklad pouzity metody, zalozené na gradudlnim zvysSovani trénovaci sekvence
(curriculum learning [19]). Trénovani modelu, generujici text prirozeného jazyka o
délce 64 znakt, bylo navic tidajné zna¢né zdlouhavé (priblizné 12 dni na nespecifi-
kovaném hardwaru).

32



Skryté vrstvy
A

PG

Dopredna sit

— _/ — _/
~ ~
Enkodér Dekodér
Obrézek 4.2: Schéma generativniho modelu
1.20
1.201 | \
\ 1151
1.151 1.10]
% 110 3 1.05 N
1.00 .
1.05
0.95 L\AX\'\N
ML
1.00 T 0.90 R
6 20 40 60 80 100 0 20 40 60 80 100

Epocha Epocha

(a) Diskriminativni model (b) Generativni model

Obrazek 4.3: Prubéh ucelové funkce obou modelt

33



Generativni kompetitivni sit jsou, oproti varia¢nimu autoenkodéru, omezeny
pouze na spojité vstupni hodnoty 2. Techniky, zaloZené na predtrénovaném modelu,
zkouseny nebyly.

4.7 \Vysledna implementace

Vysledkem prace byl také jednoduchy program, ovladany z piikazové tadky. Ten
jako vstup prijima soubor obsahujici sekvenci not, zapsanych v notaci vytvorené
vyhradné pro tento tucel. Vystupem programu je MIDI soubor s vygenerovanym
doprovodem. Délka sekvence neni nijak omezena.

Pouzita gramatika je primocara a sklada se pouze z nazvi not, oddélenych meze-
rou, a nékolika modifikatort. Validni nazvy not jsou C, D, E, F, GG, A, B, kdy jedna
nota odpovida noté ¢tvrtové. Notu lze snizit o pulton priddanim znaku b (ASCII kéd
98) za notu, nebo naopak notu o pultén zvysit, pridanim znaku # (ASCII kéd 35).
Notu lze o oktavu zvysit znakem " (ASCII kod 39), bezprostiedné nasledovanym za
notou. Z divodu omezeni modelu pouze na dvé oktavy vsak nelze tento modifikéator
fetézit. Poslednim modifikdtorem je znak ~ (ASCII kéd 126), pridany bezprostredné
pred notou. Ten zajisti, Ze nota bude hrana bez preruseni v dalsim casovém kroku.
Ukazkova notace je vyobrazena ve vypisu 4.1.

Ab B E’ ~F# ~F# ~F# ~F# E B Db ~Db’ ~Db’ ~Db’ ~Db’

Vypis 4.1: Priklad melodie zapsané v popsané notaci

Program disponuje nékolika volitelnymi parametry a prepinaci, které modifikuji
vysledny MIDI soubor:

-0, ——output nastavuje nazev vysledného MIDI souboru. Pokud neni uvedeno
jinak, bude nazev vygenerovaného soubor output.mid.

--seed, kdy v pripadé pouziti tohoto parametru bude harmonie tvorena pomoci
generativniho modelu, namisto vychoziho diskriminativniho. Tato hodnota urcuje
pocatecni stav pseudondhodného generatoru cisel, generujici latentni vektor z. Tim
je zajistén determinismus generovani. Pro stejnou hodnotu bude vzdy vygenerovan
stejny doprovod.

-—tempo urcuje rychlost vysledné skladby. Vychozi je tempo 120, které odpovida
500 ms na jednu c¢tvrfovou notu.

--temperature-notes umoznuje specifikovat hyperparametr teploty, popsany
v 5.1. Cim je tato hodnota nizsi, z tim vice ténti se budou vygenerované akordy
skladat. Vychozi hodnota je 1,3.

--temperature-ligatures, stejné jako predchozi parametr, umoznuje kontro-

2https://www.reddit.com/r/MachineLearning/comments/401dq6/generative_
adversarial_networks_for_text/cyypOnl/
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lovat hyperparametr teploty ligatur. Cim je tato hodnota nizi, tim budou vygene-
rované akordy delsi a naopak. Vychozi hodnota je 1.

--ignore-melody a --ignore-harmony jsou prepinace, poskytujici kontrolu
nad tim, zda ma byt do vysledného MIDI souboru zahrnuta poskytnuta melodie
a vygenerovand harmonie. Ve vychozim stavu disponuje vystupni soubor obéma
stopami.

--octave-melody a —-octave-harmony jsou parametry, dovolujici nastavit za-
kladni oktavu pro jednotlivé stopy. Naptiklad pTi --octave-melody=5, odpovida C'
noté C° a C" noté C°. Vychozimi hodnotami jsou -—octave-melody=5 a ~—octave-harmony=3.
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5 Vyhodnoceni modeli

5.1 Hyperparametry teploty

Hyperparametr teploty 7 (anglicky ,,temperature®) [20] umoznoval kontrolovat sebe-
jistotu modelu. Urcoval miru, s jakou byl vystupni signal preskalovan. Pokud 7 < 1,
byl vystupni signal zesilen, coz méla za nasledek vyssi mnozstvi falesné pozitivnich
predpovédi. Pokud 7 > 1, signal byl zeslaben. P¥i 7 = 1 prochézel signdl nezmé-
nén. Na rozdil od odkazovaného clanku bylo provadéno preskalovani hodnot az po
posledni aktivacni funkci, nasledujicim vyrazem:

7 = min(1,7'9) (5.1)

kde funkce min zajistovala, ze § ztstane v rozmezi hodnot [0, 1].

Bez pouziti tohoto hyperparametru (neboli 7 = 1), mél model tendence tvorit
dlouhé akordy o mmnoha tonech. To se velmi negativné projevovalo na vysledném
doprovodu, ktery tak nebyl v souladu s melodii. Ptri¢inou tohoto chovani mohla byt
penalizace ttid jednotlivych priznakii.

Oba vysledné modely disponovaly dvéma hyperparametry teploty. Prvni hyper-
parametr 7, urc¢oval miru teploty téni. Pti vyssi hodnoté model obecné tvoril akordy
o méné ténech a naopak. Druhy hyperparametr 74 reguloval ligatury. Cim byla jeho
hodnota nizsi, tim byly obecné akordy kratsi. Na obrazku 5.1 je porovnan vygene-
rovaného doprovod na zékladé ruznych hodnot hyperparametru teploty.

Optimélnich vysledkt bylo v dosazeno s pouzitim hodnot, pohybujicich se kolem
Ta = 1,3 a 73 = 1. Tento parametr je ve vysledném programu nastavitelny, pricemz
je ve vétsiné pripadech doporuceno pouzivat 7, > 1 a 753 > 0, 8.

5.2 Vyhodnoceni presnosti

Ptesnost modelu byla poc¢itana mezi vygenerovanym doprovodem a referen¢nim do-
provodem z validac¢ni a testovaci sady. Jeji hodnota byla stanovena jako pomér mezi
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Obrazek 5.1: Srovnani doprovodu s odlisnymi hyperparametry teploty

spravné klasifikovanymi tridami a celkovym poctem dat, neboli:

. Pocet spravné klasifikovanych
Presnost =

5.2
Celkovy pocet (5:2)

Vysledky modelu pro valida¢ni sadu byly pocitany béhem trénovani a vysledné
hodnoty pro vsechny epochy trénovani jsou na obrazku 5.2. Presnost na testovaci

sadé byla vypocitana az po ukonceni trénovani. Pro diskriminativni model ¢inila
0,705 % a 0,722 % pro model generativni.
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Obrézek 5.2: Graf vyhodnoceni presnosti

Tato testovaci metrika, vyhodnocujici presnost modelu na zakladé porovnani
predikované hodnoty s referenc¢ni hodnotou, nebyla vzhledem ke své povaze zcela re-
levantni. Dvodem je, Ze k jedné vygenerované harmonii mize nalezet vice validnich
melodii a naopak. Je ji potfeba brat s rezervou a méla by mit spiSe jen informacni
charakter.
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5.3 Vyhodnoceni eufonie

Tato metrika se snazila, na rozdil od metriky predchozi, mérit vliastnosti vysledného
doprovodu. Vychéazela z predpokladu, ze pokud melodie a harmonie spolu dobfe zni,
je pravdépodobné, ze pochazi ze stejné toniny.

K rozeznéni stupnic byl pouzit Krumhansl-Schmuckler algoritmus [21]. Ten od-
haduje stupnici na zakladé porovnavani profilu pouzitych téni poskytnutého hudeb-
niho vzorku s profily tonin referenénimi. Jako vysledna ténina je poté vybrana ta,
jenz koreluje nejvice. Algoritmus je omezeny pouze na durovou a mollovou stupnici
(coz v rozsahu této prace nebyl problém).

Nutno podotknout, Ze tento test nebral v potaz zménu téniny v ramci jednoho
hudebniho vzorku. Jelikoz vSak tento jev neni v popularni hudbé prilis casty a jelikoz
validac¢ni a testovaci sekvence byly kratké, nemély by byt vysledky nijak vyrazné
zkreslené.

Vysledné grafy pro oba natrénované modely, vyhodnocené na valida¢ni sade,
jsou na obrazku 5.3. Presnost na testovaci sadé byla vypocitana az po ukonceni
trénovani a jeji vyslednd hodnota byla 0,592 % pro diskriminativni model a 0,59 %
pro generativni model.
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o o
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Obréazek 5.3: Graf vyhodnoceni eufonie

5.4 Ukazka vygenerovaného doprovodu

Na obrazcich 5.4 a 5.5 jsou ukéazky vygenerovanych doprovodii obou modeli. Jako
vzorova melodie byla pouzita tvodni melodie skladby ,,Lucy in the Sky with Dia-
monds“ od skupiny The Beatles. Z obrazku je patrné, ze se sit naucila tvorit souzvuk
vice téni o viceméné spravném nacasovani. Spatné nac¢asovani akordi se projevovalo
tak, ze akord nebyl cely zahran v jeden casovy okamzik, nybrz nékteré z jeho tontu
byly zahrédny o (typicky jeden) ¢asovy krok pozdéji. Tento tikaz byl v nékterych
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pripadech rusivy a nemusel by byt tolik patrny s pouzitim jemnéjsi skaly casového

kroku.

Druhym problémem byly redundantni tony. Jednalo se o tony, které znély sou-
bézné s akordem, ale nebyly jeho soucasti. Jejich pritomnost 1ze sledovat i na vzoro-
vych obrazcich. Ty bylo vsak, do jisté miry, mozné eliminovat spravnym nastavenim

hyperparametru teploty.

Zajimavy byl rozsah vygenerovanych akordi, ktery byl casto vétsi nez jedna
oktava. Soucasti mnoha akordt tak navic bylo nékolik stejnych ténti, odlisujicich se

pouze oktavou.
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Obrézek 5.4: Harmonie vygenerovana diskriminativnim modelem
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Obrazek 5.5: Harmonie vygenerovana generativnim modelem
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6 Zavér

Prace sestavala ze dvou hlavnich ¢asti. Prvni ¢asti bylo vytvoreni co nejrozsahlejsi
datové sady. Ta byla vytvorena zpracovanim velkého mnozstvi volné dostupnych
MIDI souborti. Vysledkem byla trénovaci, valida¢ni a testovaci sada, tvorena dohro-
mady vice jak 50 tisici normalizovanymi zaznamy. Zaznamy se skladaly z partitur —
melodickych a harmonickych sekvenci, kdy melodicka sekvence byla tvorena sledem
tont a sekvence harmonicka sledem akordi, ulozenych po jednotlivych ténech.

Druhou ¢asti bylo natrénovani modelu, ktery by k poskytnuté melodii vygenero-
val harmonicky doprovod. Vysledkem byly dva modely, oba zalozené na rekurentnich
sitich (konkrétné na LSTM pamétovych bunkach). Prvni model fungoval jako logis-
ticky klasifikator, druhy model odhadoval rozdéleni akordd vzhledem k melodii s
pouzitim variacniho autoenkodéru.

Specifikum obou modeli bylo, ze generovaly doprovod po jednotlivych ténech.
Dtvodem této volby byla snaha poskytnout modelu vétsi volnost a ucinit tak vy-
sledny doprovod zajimavejsim. Nasledkem toho by meél byt model naptiklad schopny
tvorit akordy, se kterymi neprisel do styku béhem faze uceni. Tento pristup vsak vedl
k nékolika problémiim.

Jednim z problému byla napriklad pritomnost redundantnich ténii, nezavislych
na aktualné hraném akordu. Druhym problémem bylo Spatném nacasovani nékterych
akordiu. Tyto jevy vsak bylo mozné do znacné miry omezit spravnym nastavenim
parametri generatoru. Oba modely tedy byly schopny, za urcitych podminek, vy-
generovat subjektivné odpovidajici doprovod k poskytnuté melodii. Resenfm by téz
mohlo byt pouziti zpétnévazebniho uceni nebo néjaké formy postprocessingu. Ta
vsak, z casovych divodi, nebyla do této prace zahrnuta.

Vysledkem prace byl i program, ovladany z prikazové radky. Vstupem je libovolné
dlouha melodie, zapsana v notaci, navrzené specialné pro tyto tucely. Vystupem je
pak hudebni doprovod, zapsany ve formatu MIDI. Program déale umoznuje ovladat
nekteré vlastnosti vygenerovaného doprovodu, jakym je napiiklad tempo nebo vyska
tont. Vstupni melodie a vygenerovany doprovod je vsak redukovany pouze na rozsah
dvou oktav. Divodem pro toto rozhodnuti byl omezeny vypocetni vykon, dostupny
pro trénovani modelu.
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