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Abstrakt

Tato prace se zabyva asocia¢nimi metodami v data miningu a vizualizaci dat pro

vybranou data miningovou ulohu pro studenty se zrakovym handicapem.

Cilem prace bylo sezndmit se s problematikou data miningu, detailn&ji pak
s uzitim asocia¢nich metod v data miningovych ulohach, a na zakladé ziskanych
znalosti vytvofit aplikaci, kterd bude pracovat s rozsdhlym datovym souborem a tézit
z n¢ho informace. Aplikace zpracovava data obsazena v textovém souboru, analyzuje je
a tfidi, dle pozadovanych kritérii vyhledavad v souboru pouze urcitd data a vysledky
zprostiedkovava uzivateli vizualné prostfednictvim piehledti a grafii s respektem
Kk zrakovému postizeni. Dale aplikace umi hlubsi analyzou a pouzitim slozit&jsich

algoritmti najit v datech asociaéni pravidla a méla by byt uziteCnou pomuckou

studentim pfi studiu asocia¢nich metod.

Aplikace je vytvofena ve vyvojovém prostiedi Delphi 10 s uzitim programovaciho

jazyka Pascal.

Kli¢ova slova: data mining, vizualizace, asociacni pravidla



Abstract

This thesis deals with association rules in data mining and with data visualization

for the selected data mining task for students with visual handicap.

The aim of this work was to become familiar with the problematics of data
mining, thoroughly with using the association methods in data mining tasks, and on the
basis to this knowledge create an application that will work with large data set and
obtain certain information of it. The application process data contained in a text file,
analyses and categorizes them, according to the required criteria it searches only certain
data in the file and convey these information to the user visually through a variety of
reports and graphs with respect to visual handicap. Furthermore, the application can
retrieve association rules of the data set using deeper analysis and complex algorithms

and it should be a useful tool for students studying association methods.

Application is programmed in Delphi 10 development environment using
programming language Pascal.

Key words: data mining, visualization, association rules
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1 Pojem data mining

Data mining, neboli v Cestiné dolovani ¢i vytézovani znalosti z dat, je soubor
matematickych metod slouzicich k ziskdvani doposud neznamych, potencidlné
uzite¢nych a urcitym zptisobem zajimavych a vyznamnych informaci z dat ¢i k hledani

souvislosti, vzorti a vztahi ukrytych v datech.

Takto ziskané informace a odhalené vztahy mezi daty se pozd&ji dale vyuZzivaji
v mnohych sférach a oblastech: od téch, kde je to pfirozené, jimiz jsou obchod,
bankovnictvi, medicina ¢i oblast bezpe¢nosti, az po specializované oblasti genomiky

nebo astrofyziky.

Ukolem data miningu je pomoci pii rozhodovani jakéhokoli typu.

2 Historie data miningu

Vznik data miningu souvisi se zavedenim elektronického sbéru dat, kdy zacaly
vznikat veliké datové soubory, které bylo nutné zpracovavat, aby je nésledné bylo
mozné 1épe vyhodnocovat a Cerpat z nich informace. Pro praci s obrovskymi objemy dat
se vSak klasické, jiz dfive zndmé a pouzivané, statistické metody ukdzaly jako ne pfilis
vhodné, a bylo nutné pfijit s novymi metodami, které dokazi nalézt i slozité nelinearni

vztahy, a to navic bez omezujicich predpokladii.

Prvni ndznaky aktivit, které dnes oznacujeme jako data mining, se objevily v 60.
letech 20. stoleti, jednalo se napfiklad o vyuZivani regresni analyzy s automatickym
vybérem proménnych a prvnich rozhodovacich stromt. Slo v§ak zpravidla o ojedinglé,

vétsinou akademické zalezitosti.

V 70. a 80. letech 20 stoleti byly podminky pro rozvoj data miningu vice nez
ptiznivé. Rozvijely se databazové aplikace 1 uméla inteligence, zvétSovala se pamét
pocitacli a zvySovala se jejich rychlost, a data miningové postupy mohly byt konecné
opravdu redlné vyuzivany Vv praxi. Nicméné ve spoleCnosti stile spiSe pretrvavaly
nedtvéra a pochyby o divéryhodnosti vysledk data miningu. Toto slovni spojeni se

oznacovalo jako ,,vyzobavani rozinek* z dat a 1idé byli presvédceni, ze hledani korelaci



ve velkych datovych souborech s sebou nese pfili§ velké riziko, Ze nalezneme pouze

nahodilé fluktuace bez moznosti zobecnéni a nasledného praktického vyuziti.

Obrat nastal v 90. letech 20. stoleti, kdy jiz byly vybudovany metody, jak se vyse
zminénému nebezpeci falesnych korelaci Gspésné vyhybat. V té dob¢ rostla poptavka
mnohych komer¢nich spole¢nosti po data miningovych nastrojich. Jednalo se o takové
organizace, které¢ disponovaly velikymi objemy dat, z nichz uz nebyly déale schopny
pomoci béznych tabelacnich metod efektivné Cerpat informace a ziskdvat potiebné
podklady pro rozhodovani. Data mining se tak velice rychle rozsitil zejména v komercni
sféfe (analyza ndkupniho koSiku, segmentace zakazniki, ptedpovéd’ odchodu klientl ke
konkurenci, fizeni zaméstnanct apod.), ale i v jinych oblastech jako je védecky vyzkum
— analyza genetické informace; bezpecnost — monitorovani aktivit na internetu s cilem

odhalit piipadné ,,Sktidce* nebo teroristy.

V roce 1991 definoval William J. Frawley data mining takto: ,,Data mining je
netrividlni ziskdvani predtim neznamé a potencialné uvzitecné informace ukryté

v datech.*

Na zacatku nového tisicileti se pak data mining osamostatnil jako nové odvétvi

statistiky.

V soucasné dob¢ je data mining béznou soucasti podpory fungovani organizaci

Mw

aktivita.

3 Data miningové ulohy

Data mining fesi, jak jiz bylo vySe zminéno, problémy z mnoha rtiznych obort od
marketingu a bankovnictvi, pies medicinu ¢i oblast bezpecnosti az po specializované

oblasti genomiky nebo astrofyziky.

Pro zlepSeni efektivity feSeni a zkvalitnéni jeho vysledku je kazdé tloze, kterd ma
byt feSena data miningovymi nastroji, tfeba nejprve piiradit typ (skupinu), do niz spada.
Jednotna podoba rozdé€leni typh uloh pfitom neexistuje, nejcastéji se uvadéji Ctyfi typy

uloh: klasifikace, predikce, deskripce a hledani nuggett.



Pro feSeni tloh kazdého typu se vyuZzivaji jiné data miningové metody, pficemz
pro kazdy typ lze zpravidla vyuzit vice metod a ziskat tak né¢kolik odlisnych vysledka

Kk porovnani.

3.1 Typy data miningovych uloh

Klasifikace

Jedna se o nejéastéjsi typ data miningové ulohy, jehoz podstatou je tfidéni objektl
a jejich zatazovani do urcitych tfid na zéklad¢ diive nalezenych znalosti. Klasifika¢ni

metody maji Siroké vyuziti zejména v oblastech, kde se shromazd’uje vét§i mnozstvi dat.

Podstatou klasifika¢nich tloh je vybér jednoho cilového atributu, zkouméani vlivu
ostatnich atributii na tento atribut a ziskdvani znalosti, které bude mozné pouzit pro
hodnoceni novych piipadi a jejich ndslednému zatfazeni do konkrétni skupiny.

Ptikladem klasifikace miize byt:

Tabulka 1. Priklad klasifikace

Objekt: | T¥ida

Uvér ano/ne

E-mail SPAM/ne SPAM

Pacient zdravy/nemocny

Predikce

Predikce znamend ptedpovéd’, odhad vyvoje né¢jakého ukazatele v ¢ase pomoci
netrividlnich statistickych technik. Na zaklad¢ analyzy hodnot jiz znamych z minulosti

jsou odvozovany hodnoty, které je pravdépodobné oc¢ekavat v budoucnu.

Deskripce

Deskripce neboli popis je proces hleddni dominantni struktury ¢i vazby skryté
v datech a charakterizujici tato data jako celek. Na rozdil od klasifikace ¢i predikce, kde
je kladen diraz predevsim na piesnost vysledkl, nikoli tolik na jejich srozumitelnost,
u deskripce je tomu naopak a je zde upfednostiiovano ziskani mensiho mnozstvi méné

presnych, ovSem srozumitelnych informaci pokryvajicich cely problém.



Hledani nuggeta

Hledani nuggetii se blizce podoba deskripci, a proto byva obcas také pod
deskripci zatazovano. Je to proces vyhledavani novych srozumitelnych informaci
charakterizujicich uréend data, pfi¢emz tyto informace nemusi pokryvat dany problém

jako celek, duraz je ovSem kladen na jejich zajimavost a ptekvapivost.

3.2 Metody FesSeni data miningovych uloh

Pro feSeni data miningovych uloh je mozné vyuzit rizné metody, kdy jejich
vybér zavisi na typu dané ulohy. Tato volba pfitom neni jednozna¢na, na kazdy typ
ulohy lze aplikovat vice metod a ziskat tak nékolik odliSnych vysledkti k dalSimu

porovnani.

Klasifikace

Ukolem klasifikace je tiidéni objektti datového souboru a jejich zafazovani do
piedem deklarovanych skupin dle vzdjemné podobnosti. V praxi byva klasifikace
pouzivana napiiklad k rozpoznavani bonitnich ¢i naopak problémovych zakaznikt

a klientt.

Regrese

Regrese slouzi obecné pro vysvétleni a predpovéd slozitych proménnych za
pomoci dostupnych informaci z historickych dat. Regresni tloha se lisi od klasifika¢ni
pfedevsim typem vysledku: zatimco vysledkem klasifikace je odhad dané kategorie
(tfidy), vysledkem regrese je spojita ¢iselna hodnota. Piikladem této metody mulze byt

odhad ceny domu vzhledem k lokalité.

Predikce

Predikce se zaméfuje na predpoveédi vyvoje néjakého ukazatele v Case, kdy jsou
na zadklad¢ analyzy hodnot jiz zndmych z minulosti odvozovany hodnoty budouci.
Piikladem predikce muze byt odhad kurzu akcii ¢i posouzeni rizikovosti Zadatele

0 uveér.



Shlukovani — segmentace

Segmentace je nejstarSim nastrojem data miningu vibec. Jejim cilem je najit
objekty, shlukovat je a zafazovat do skupin na zaklad¢ jejich vzijemné podobnosti,
kterd ovSem neni na prvni pohled patrna. Objekty v kazdém takovém shluku jsou Si

vzéajemné podobné, zatimco jednotlivé shluky by se od sebe mély liSit maximalng.

Sumarizace

Sumarizace je postup hledani uceleného popisu souboru objektl a tato technika je

pouzivana zejména k interaktivni analyze dat a automatizovanému generovani reportu.

Modelovani zavislosti

Jednd se o metodu spocivajici v hledani modelu, ktery popisuje vyznamné
zavislosti a vztahy mezi objekty. Existuji dva typy zavislosti: strukturdlni
a kvantitativni. Strukturalni rovenn modelu udéava, které proménné jsou navzajem
mistné zavislé, kvantitativni trovenn modelu potom specifikuje silu téchto zavislosti na

Ciselné skale.

Detekce zmén a odchylek

Tato metoda se zaméiuje na objevovani nejvyznamnéjSich zmén z dfive
naméfenych hodnot anebo na odchylky od zdvaznych normovych hodnot. Uzivaji se

napfiiklad pfi odhalovani podvod.

Asociace

Asociace neboli analyza vztahli je proces objevovani zajimavych vztahii mezi
objekty v souboru a ziskavani pravidel typu IF-THEN (jestlize-pak) pomoci asociacnich
algoritmi. Typickym ptikladem, kdy se vyuziva hledani asociaci, je analyza nakupniho

kosiku.



Objevovani posloupnosti

Objevovani posloupnosti blizce souvisi s analyzou asociaci, pfiCemz polozky,
které spolu vzdjemné souviseji, jsou obohaceny o ¢asovy udaj a cilem této metody je
stanoveni vyvoje jednotlivych udalosti v Case (uspotfadani udalosti v ¢ase, délku trvani

udalosti ¢i délku ¢asovych intervali mezi udalostmi).

Dalsimi typickymi metodami, které spadaji do oblasti data miningu jsou metody

strojového uceni a genetické algoritmy.

3.3 Algoritmy pro reseni data miningovych uloh

3.3.1 Shlukova analyza (cluster analysis)

Shlukova nebo také clusterové analyza je statistickda metoda slouZici ke klasifikaci
objektt, a to k jejich tfidéni do skupin (clusterl) na zékladé€ jejich vzajemné podobnosti.
Objekty v kazdé takové skupiné by si vzajemné mély byt co nejvice podobné, zatimco

naopak jednotlivé skupiny by se od sebe mély maximalné lisit.

Shlukova analyza se provadi na mnozinach predméti ¢i jevl, které jsou
popisovany p-tici stavii pfedem stanovenych p znakt, pficemz znaky mohou byt bud’
kvalitativni (kone¢nd mnoZina popisujicich termint, napt. barva o¢i) anebo kvantitativni
(interval realnych nebo celych ¢isel, napi. délka, teplota). Kazdému stavu jsou pak
piifazovany ¢iselné hodnoty — hodnoty danych znakii. Objektem pro shlukovou analyzu

je tedy p rozmérny vektor Cisel.

Typv metod shlukové analyzy

Shlukovaci metody se rozdéluji podle zplsobli algoritmizace na hierarchické

a nehierarchické.

Hierarchické shlukovani vytvari systém podmnozin ,,zdola nahoru®, Na zacatku
kazdy objekt tvori samostatny shluk. Postupné se jednotlivé shluky spojuji, az skonci

vsechny objekty v jednom shluku.[1] Najit dva nejpodobnéjsi shluky ke spojeni je



mozné n¢kolika zplisoby. Pouziva se metoda nejblizsiho ¢i nejvzdalenéjsiho souseda,

metoda primérné vzdalenosti nebo centroidni metoda.

Nehierarchické shlukovani vytvaii systém, kde jsou shluky disjunktivni mnoziny,
tedy plati, ze prinikem kazdych dvou neprazdnych podmnozin systému neni ani jedna
Z téchto podmnozin. Znamych je nékolik algoritmi, ve kterych se typicky posuzuje

kvalita shlukli funkcionalem kvality. Sleduje se naptiklad vnitroshlukovy rozptyl,

2

3.3.2 Rozhodovaci stromy

Tato metoda je jednou z nejrozsifenéjSich a nejpouzivanéjsich data miningovych
technik. Rozhodovaci stromy umoziuji snadnou a ptehlednou interpretaci dat a tedy
i rychlé vyhodnocovani ziskanych vysledki a identifikaci kliCovych polozek. Cilem
rozhodovacich stromt je klasifikovat objekty, popsané riiznymi atributy, a rozdé¢lit je do

tiid.

Podoba rozhodovacich stromu

Rozhodovaci stromy jsou acyklické grafy skladajici se z hran (spojnic uzll)
auzla, které predstavuji rozhodovani podle jedné vlastnosti posuzovanych objekti —
takové, ktera dané objekty od sebe maximalné odlisi. Uzly se dale déli podle charakteru
na kofen, ktery je vrcholem stromu a do n€hoz nevedou zadné hrany, vnitini uzly, které
maji své dalsi potomky, a listy, coz jsou kone¢né uzly nemajici dals$i potomky. Pravé

listy pak predstavuji cilové klasifika¢ni tiidy.
Ptiklad podoby rozhodovaciho stromu je uveden na nasledujicim obrazku:

A Koren

/ \4 Hrany

D Uzly

N — 4 O
—J — Listy
@ |

Obrazek 1. Struktura rozhodovaciho stromu.




Rozhodovaci stromy se podle topologie déli do dvou skupin:
o Binarni stromy — z kazdého uzlu vystupuji maximalné dvé vétve

o Obecné (nebinarni) stromy — z uzlit mize vystupovat vice nez dvé vétve

Dal$i mozné déleni rozhodovacich stroml je pak podle podoby interpretace
vysledku tlohy na stromy klasifikacni a regresni. Zatimco klasifika¢ni stromy pouze

zatazuji data do tfid, regresni stromy odhaduji hodnotu numerickych atributi.

Tvorba rozhodovacich stromu

Pti tvorbé rozhodovacich stromt se uziva metoda ,,rozd¢l a panuj“, kdy se nejprve
trénovaci data rozdé€luji do mensich a menSich podmnozin (uzll) tak, aby v téchto
podmnozinach prevladaly objekty jedné tiidy. Na zaCatku procesu tvoii data jednu
mnozinu, ktera je postupné rozdélovana, na konci zlistanou pouze podmnozZiny tvoiené

objekty stejné tiidy.

Pti tvorbé rozhodovaciho stromu miize dojit k dvéma zasadnim problémim. Prvnim je,
ze vytvoreny strom je prili§ rozsahly a slozity a stdva se proto nesrozumitelnym, druhy
problém je pak ptilisné ptizptisobeni trénovaci mnoziné dat, coz ma za nasledek snizeni
schopnosti generalizace a nasledné selhani systému. Stromy proto byvaji

zjednodusSovany.

Redukce rozhodovaciho stromu je moznd dvojim zpusobem: piedCasnym
zastavenim ristu stromu ¢i profezavanim stromu, kdy se z hotového stromu odstrani

nékteré malo vyznamné vétve.

Algoritmy rozhodovacich stromu

Vybrat atribut, ktery bude strom dale dé¢lit, 1ze n€kolika zptsoby, a existuje tedy
i vice algoritmti pro hledani tohoto atributu. Jsou jimi napiiklad ID3, C4.5, C5.0,
CART, CHAID ¢i QUEST. Kazdy z téchto algoritmi mé své vyhody a nevyhody

a volba nejvhodnéjsiho z nich zavisi na typu feSené ulohy.



3.3.3 Asocia¢ni metody

Asociaéni metody patii spolu s rozhodovacimi stromy k nejCastéji pouZivanym
prostiedkiim pro objevovani zajimavych vztahii mezi velkym mnozstvim datovych
polozek. Tato technika umoziuje z velkého mnozstvi zdznamu stanovit pravidla vhodna

pro dalsi rozhodovani.

Problematice asocia¢nich metod a hledani asocia¢nich pravidel je vénovana Ctvrta

kapitola, jako zaklad pro tviir¢i ¢ast této prace.

3.3.4 Neuronove sité

Neuronova sit’ je dalSim algoritmem uzivanym pro klasifikaci a predikci. MiZe
byt pouzita jako ndhrada rozhodovacich stromii nebo asociacnich pravidel v ptipadech,
kdy primarn€ nezalezi na srozumitelnosti vystupu. V této technice je, na rozdil od

rozhodovacich stromt, vhodné&j$i pracovat se spojitymi ¢iselnymi daty.

Principem neuronovych siti je napodobeni chovani lidského mozku zejména ve
ttech aspektech:
o Umeét uloZit znalosti
o Aplikovat uloZené znalosti na feSeni problémil

o Ziskavani novych znalosti

Neuronové sité jsou inspirovany biologickym systémem, konkrétné stavbou
neuronu, tedy nervové bunky clovéka, jejiz strukturu a funkcénost se snazi simulovat

pomoci pocitact.

Z hlediska prichodu informaci neuronovou siti rozliSujeme dva typy neuronovych

o Doptedné sité
o Rekurzivni sité
V ptipadé dopiednych siti se signal §ifi jednim smérem od vstupu Kk vystupu,

zatimco v pfipadé rekurzivnich siti se miize Sifit 1 smérem opacnym — to je dano

strukturou zapojeni sité (zapojeni se zpétnymi vazbami).



4 Asociac¢ni metody v data miningu

Asociacni metody jsou jednim z nastrojii pro dobyvani znalosti z databazi. Tyto
metody patii (spolu s rozhodovacimi stromy) k nejéastéji pouzivanym prostredkiim pro
objevovani zajimavych vztahli mezi velkym mnozstvim datovych polozek. Jsou urceny
k identifikaci silnych pravidel zjisténych v databazich za pouziti riznych méfitek

zajimavosti.

Pivodné se asociacni metody aplikovaly na transakéni data a vyuzivaly se
k analyze nakupnich kosiki zakaznik(i obchodnich fetézcti. V soucasné dobé se proces
hledani asocia¢nich pravidel uziva v mnoha riznych odvétvich: v oblasti marketingu
a Vv komeréni sféfe (analyza nadkupniho koSiku, analyza bankovnich sluzeb, analyza
sluzeb mobilnich operatort aj.), ale rovnéz i ve védeckém vyzkumu, v sociologii,

V hutnictvi a dalSich.

4.1 Asociacni pravidla

Ziskavani asocia¢nich pravidel z dat je jednim z vyznamnych obori data miningu.

411 Podoba asociac¢nich pravidel

Jednd se o pravidla se syntaxi: IE-THEN (v &esting JESTLIZE-PAK), tedy slovné

formulovana nésledovné: ,,Jestlize plati predpoklad A, pak plati zaver B *.

Obecna podoba pravidla:
IF podminka THEN vysledek

Konkrétnéjsi podoba pravidla:
IF polozka i THEN polozka_j

Priklady pravidel:
IF pohlavi = Zena THEN tv_zZdnr = romantika
IF pohlavi = muz THEN tv_zanr = sport
IF koleckové brusle THEN helma AND chrdnice



4.1.2 Charakteristiky asociac¢nich pravidel

U pravidel vytvofenych z dat nas zajimd, kolik piikladd spliuje predpoklad
(antecedent) a kolik zavér (sukcedent) pravidla, resp. kolik prikladt spliuje predpoklad
| zavér soucasné, kolik ptikladi spliiuje predpoklad a nesplituje zavér, kolik piiklada
naopak nespliiuje predpoklad a spliiuje zavér a kolik piikladt nespliiuje ani zavér a ani
predpoklad.

Zajima nas, jak pro pravidlo

Ant = Suc
vypada pfislusna kontingenéni (Etyfpolni) tabulka pro n prvku:

Tabulka 2. Kontingencni tabulka pro n prvkii

Suc =Suc >

Ant a b r
“Ant c d S
) k I n

a... pocet ptikladi pokryty soucasné predpokladem i zavérem
a = n(Ant A Suc)

b... pocet ptikladl pokryty predpokladem a nepokryty zavérem
b = n(Ant A =Suc)

c... pocet prikladli nepokryty predpokladem a pokryty zdvérem
¢ = n(=Ant A Suc)

d... pocet ptikladii nepokrytych ani ptedpokladem ani zavérem

d = n(=Ant A =Suc)

k=n(Suc)=a+c
| =n(=Suc)=b+d
r=n(Ant)=a+b
s=n(-Ant)=c +d

n=a+b+c+d

Z téchto ¢isel muzeme pocitat rizné charakteristiky pravidel a kvantitativné

hodnotit nalezené znalosti.



Zakladni charakteristiky asociaénich pravidel — Rakesh Agrawal:

o Podpora (support) je pocet objekti splitujici ptedpoklad i zavér.

Absolutni podpora: a

a

Relativni podpora: P(Ant A Suc) = ———

o Spolehlivost (platnost = validity, konsistence = consistency, spravnost = accuracy)

je podminéna pravdépodobnost zavéru, pokud plati predpoklad.

a
P(Sucldnt) = ——
(Suclant) a+b

o Pocet objekti, které splituji predpoklad:

Absolutni; a+b

a+b
a+b+c+d

Relativni: P(Ant) =

o Pocet objektt, které spliuji zaver
Absolutni: a + ¢

o __afc
Relativni: P(Suc) = ———

o Pokryti (coverage) = pravdépodobnost predpokladu, pokud plati zavér.

a
P(Suc|Ant) = ——
a+tc

o Kvalita = vazeny soucet spolehlivosti a pokryti

a

a
Kvalita =
valita W1a+b+wza+c

kde w1 a wz se obvykle voli tak, aby w1+ w2 = 1

Rozsireni charakteristik asocianich pravidel — Kodratof

o Kauzalni podpora (causal support)

a+d

P(Ant,-'\ SHC) + P(—u&nt:‘\ _l.SHC) = m



o Kauzalni spolehlivost (causal confidence)

1 a 1 d
Za+b 2b+d

1 1
3 P(Suc|Ant) + 3 P(—Ant|—Suc) =

o Deskriptivni potvrzeni (descriptive confirmation)

a—»h

P(Ant A Suc) — P(Ant A —=Suc) = ———
(Ant ASue) = P(Ant A =Suc) = oy

o Kauzalni potvrzeni (causal confirmation)

a+d-—2b

P(A?’It;"\ S'U,C) + P(—IATHTA —IS'H,C) — ZP(A?’HTA —IS'H,C) = m
o Ujisténi (conviction)

P(Ant)P(=Suc) (a+b)(b+d)
P(AntA —Suc) d(a+b+c+d)

o Zajimavost (interestingness)

P(AntASuc) a(a+b+c+d)
P(Ant)P(Suc) (a+b)(a+c)

o Zavislost (dependency)

a N a—+c
a+b a+b+c+d

P(Suc|Ant) — P(Suc) =

Déleni asocia¢nich pravidel

Implikace (tedy asociaéni pravidla) lze dé€lit na zakladé platnosti a pokryti do

téchto skupin:

o Konzistentni pravidla jsou pravidla splatnosti rovnou 1, kdy leva strana
implikace je postacujici podminkou pro splnéni pravé strany.

o Uplna pravidla jsou pravidla s pokrytim rovnym 1, kdy leva strana implikace je
nutnou podminkou pro splnéni pravé strany.

o Deterministicka pravidla jsou pravidla s platnosti i pokrytim rovnym 1, kde leva

strana implikace je nutnou a postacujici podminkou pro splnéni pravé strany.



4.1.3 Hledani asociacnich pravidel

Cilem tohoto procesu je nalézt tzv. ,silna pravidla®, tedy pravidla, kterd maji

vysokou (pfedem urc¢enou) hodnotu podpory a spolehlivosti.

Mnozina silnych pravidel (strong association rules) je definovana takto:

SAR = {ar|c(ar) = minconf A s(ar) > minsup}

ar ...ccooeveeeennn, asocia¢ni pravidlo tvaru A = B, kde A, B jsou
konjunkce predikatt tvaru a1 A az... A an

c@an ..o spolehlivost pravidla

s(ar) cooeeeeenene. podpora pravidla

minconf ........ minimalni spolehlivost

minsup.......... minimalni podpora

Proces hledani asociacnich pravidel probiha ve dvou krocich:

1. Generovani frekventovanych vzori (mnozin)

hledani kandidatt, které maji vyssi podporu, nez je zadana minimalni

podpora
nalezeni tzv. ,,silnych mnozin*

pro kazdé asociacni pravidlo X = Y musi platit, ze X U Y je

frekventovana mnozina polozek

plati, Ze podmnozina frekventované mnoziny je rovnéz

frekventovanou mnozinou

plati, Ze pro m poloZek existuje 2™ kandidatti

2. Generovani asocia¢nich pravidel

vygenerovani asociaCnich pravidel s vyuzitim silnych mnozin
nalezenych v piedchozim kroku

odstranéni pravidel, jejichz spolehlivost nedosahuje pfedem urcené
minimalni hodnoty

je-li L frekventovana mnozina a plati-li, e |L| = k, pak existuje 2%-2

kandidatnich asocia¢nich pravidel (ignoruje se L—g a g-L)

Nalezena asocia¢ni pravidla se dale testuji aplikaci na konkrétni data — zjist'uje se,

zda pravidlo spliuje pozadavky na hodnoty numerickych charakteristik.



PoZadavky na asociacni pravidla

Asociacni pravidla by méla byt:
- pochopitelna — je-li nalezen néjaky vztah, 1ze ho snadno ovéfit
- pouzitelnd — obsahuji wuzite¢né informace vedouci k dalSim

intervencim

Asociacni pravidla by neméla byt:
- trivialni — pravidla, jejichz vysledky jsou jiz znamé
- nevysvétlitelna — neexistuji k nim vysvétleni, nedavaji zadné uzite¢né

informace

4.2 Algoritmy pro hledani asociac¢nich pravidel

4.2.1 Generovani kombinaci

Zakladem vSech algoritmi pro hledani asocia¢nich pravidel je generovani

kombinaci (konjunkci) hodnot atributi.

Existuje n€kolik metod, jak tyto kombinace generovat:
o do Sifky
o jde o generovani kombinaci podle délek
o nejprve se vygeneruji vSechny kombinace délky jedna, pak vSechny kombinace
délky dvée atd.

o do hloubky
o vyjde se od prvni kombinace délky jedna, kterd se dale prodluzuje (vzdy
0 prvni kategorii dal$iho atributu), dokud to 1ze; nelze-li kombinaci prodlouZit,
zméni se kategorie posledniho atributu, pokud nelze ani to (kategorie atributu

jsou vycerpany), kombinace se zkrati a soucasné se zméni posledni kategorie

o heuristicka — generovani podle ¢etnosti
o vytvari kombinace v pofadi podle jejich vyskytu v datech
o pii tomto zpusobu generovani se kombinace s nejvyssi Cetnosti objevuji na

zacCatku seznamu, kombinace s nulovou ¢etnosti naopak na konci seznamu



Pocet kombinaci

Pocet generovanych kombinaci (konjunkci) je exponencialné zavisly na poctu

atributi.

Oznacime-li Kai,Kaz, ...Kam pocet kategorii atributi A1, Az...Am, kde m je pocet

atributd, z nichz vytvafime kombinace. Pak:

o pocet kombinaci délky jedna
m
Z KAij
i=1
o pocet kombinaci délky dveé

m
Z KAi.KAj

Li=Lii

o pocet kombinaci délky tii

KAi.KAj. KAk

ijk=1,izj=k

o pocet vSech moznych kombinaci

1;[(1 +KAD)—1

4.2.2 Struktura dat

Kazdy algoritmus pro hledani asocia¢nich pravidel je vzdy aplikovan na konkrétni

data. Tato data Ize z pohledu data miningu d¢€lit podle jejich struktury na dva typy: data

ve formatu transakénim ¢i tabularnim.

Transakéni data

Transak¢ni data maji oddélené zaznamy pro kazdou polozku transakce. V pfipade,

7e transakce obsahovala vice polozek, je kazda uloZena zvlast vzdy pod stejnym ID

zakaznika.



Piiklad transak¢nich dat je uveden v nasledujici tabulce:

Tabulka 3. Transakcéni data

ID zdkaznika Nakup

1 dZzem

mléko

dzem
chléb
dZzem
chléb

mléko

Al |N

Tabularni data

Pro vSechny polozky nabidky je pro kazdou transakci specifikovana jeji
pritomnost ¢i absence v této transakci pomoci pravdivostnich hodnot. Kazda transakce
ma pfitom v tabulce vlastni zdznam. Tedy tabularni data vznikaji pfevodem kategorialni

proménné na tzv. indikatorové proménné.

Priklad tabularnich dat je uveden v nasledujici tabulce:

Tabulka 4. Tabularni data

ID zakaznika DzZem Chléb Miléko
1 T F F
2 F F T
3 T T F
4 T T T

4.2.3 Algoritmus apriori

Jedna se o nejznamé;jsi algoritmus pro hledani asociaénich pravidel. V souvislosti

s analyzou nakupniho kosiku ho navrhl R. Agrawal.

Jadrem algoritmu je hledani Casto se opakujicich mnozin polozek (frequent
itemsets), jde o kombinace kategorii dosahujici pfedem zadané minimalni Cetnosti. Pti
hledani kombinaci délky k s vysokou Cetnosti se pfitom vyuziva toho, Ze jiz zname

kombinace délky k-1 ajejich cetnosti. Kombinace délky k se vytvareji spojovanim
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kombinaci délky k-1 (generovani kombinaci do S$itky), které dosahuji pozadované
minimalni ¢etnosti.

Poté, co jsou nalezeny vSechny kombinace s poZadovanou €etnosti, jsou vytvaiena

vlastni asociacni pravidla na zaklad¢ pfedem ur¢eného kritéria minimalni spolehlivosti.

Algoritmizace v krocich:

Krokl: Generovani celé kombinace do $itky:

Algoritmus apriori
1. do L pfifad’ vSechny hodnoty atributt, které dosahuji alespon pozadované cetnosti
2. poloz k=2
3. dokud Lx1=9@
3.1. pomoci funkce apriori-gen vygeneruj na zakladé Lx.1 mnozinu kandidati Cy
3.2. do Lk zafad’ ty kombinace z Cy, které dosahly alespon pozadovanou ¢etnost
3.3. zvétsi pocitadlo k
Funkce apriori-gen (L-1)
1. pro vSechny dvojce kombinaci p, g Z Lk-1
o pokud p a q se shoduji v prvnich k-2 polozkach pfidej do Ck sjednoceni p U g
2. pro kazdou kombinaci ¢ z Cy
o pokud néktera z jejich podkombinaci délky k-1 neni obsazena v L-1 odstran

c z Cx

Krok2: Vytvateni asocianich pravidel

KaZzda kombinace C se rozdéli na vSechny mozné dvojice podkombinaci Ant a Suc
takové, ze Suc = C — Ant. Hledaji se pravidla Ant = Suc tak, Ze se postupné presouvaji
kategorie z Ant do Suc, je-li Ant‘ podkombinaci Ant, potom:

conf(Ant’ = C - Ant’) < conf(Ant = C - jAnt)
Algoritmus je fizen parametry minsup (minimalni podpora) a minconf (minimalni

spolehlivost).

Algoritmus apriori neni nikterak slozitym algoritmem, je pomérné snadno
implementovatelny a zna¢né urychluje proces generovéani frekventovanych mnozin
a nasledné vyhledavani asociac¢nich pravidel, i kdyz rozhodné nepatii k nejrychlejSim
vzhledem Kk nutnosti vicenasobného prochazeni datového souboru. K jeho zdokonaleni

proto vznikla cela fada dalSich optimalizaci.



4.2.4 Algoritmus CARMA

CARMA (Continuous Association Rule Mining Algorithm) je, podobné jako
algoritmus apriori, dal§im algoritmem pro objevovani novych asociacnich pravidel

v datech.

Princip algoritmu

Algoritmus CARMA pouziva efektivni dvoupriichodovou metodu pro nalezeni
sekvenci v datech, k vyhledani vSech kombinaci polozek mu tedy sta¢i dva prichody
celého datového souboru. Proces navic probiha takzvané on-line — udrzuje nepietrzitou
zpétnou vazbu s uzivatelem, kterému umoznuje ménit poZzadavky na asociacni pravidla,

tedy poZzadovanou minimalni podporu a minimalni spolehlivost.

Algoritmus prochéazi data a pribézné generuje asociaéni pravidla, jejichz podpora

a spolehlivost odpovida zadanym parametrim.

V prvni fazi skenovani souboru ma uzivatel moznost zminéné prahy pozadované
fazi skenovani uz tuto moznost nema a algoritmus nalezne vSechna asociacni pravidla,
jejichz parametry odpovidaji naposledy zadanym prahovym hodnotdm. Druhy priichod
datového souboru by v nékterych piipadech ani nebyl nutny, bylo by to tehdy, kdyby
uzivatel bud’ viibec neménil pozadovanou minimalni podporu a minimalni spolehlivost,

anebo kdyby jejich hodnoty neustale pouze zvysoval.

Algoritmus je velice rychly v porovnani naptiklad z vySe zminénym algoritmem
apriori, ktery pro vygenerovani vSech kombinaci polozek a néslednému nalezeni
asociacnich pravidel potfebuje vice priichodii datovym souborem, a dokéze objevovat
| pomérné slozita asociaéni pravidla.

CARMA algoritmus urychluje proces detekovani asociaci a sbird detailni
pravidla — pravidla svice zavéry platicimi souCasné. Nalezena asocia¢ni pravidla

mohou byt déale pouzita pro Sirokou sféru aplikaci.



5 Data miningovy projekt

Prvni fazi kazdého projektu je samotné pochopeni projektu — jeho smyslu a cile
(na co bude pouzivan, k ¢emu je ureny), a provedeni nadvrhu projektu — vytvoreni planu

pro feseni daného problému.

Je nutné detailn¢ se seznamit s daty, se kterymi pracujeme, a porozumét jim. Bez
dostatecné znalosti a pochopeni dat by totiZ mohlo dojit ke znehodnoceni zdroju dat pti

jejich nasledném zpracovani a ovlivnéni kvality vysledného feSeni.

Zpracovani dat je pak dalSim krokem pii tvorbé projektu. Data je tteba tzv.
,,0Cistit”, prvotné je predpfipravit a upravit do pottebné podoby, najit v nich nesmyslné
hodnoty a ty vyfadit, pfipravit si nové proménné, které pro nas budou pozdéji uzitecné

pfi nasledném modelovani.

Dale prichazi faze modelovani. To je, jak je z ndzvu patrné, proces vytvareni
nejriznéjSich modelli projektu, testovani vhodnych metod pro feseni definovaného
problému a nastaveni jejich parametrii. Z vytvofenych modelll posléze vybirame ten

nejlepsi.

Posledni fazi je nasazeni modelu, tedy Ze vysledny vybrany model pouzijeme

v praxi a aplikujeme ho na novou sadu dat.

Samoziejmé je stile nutné sledovat, zda je model aktudlni (porovnavanim
vysledki modelu a rozloZzenim soucasnych a historickych vstupnich dat), v pfipadé
velkych odchylek musime piikrocCit k jeho aktualizaci na zakladé nové ziskanych

poznatki. Zastaralé modely pozbyvaji kvality a ztraci svou funkci.

6 Kdy je vhodné vyuzit data mining?

Data mining je silnym nastrojem, ktery ndm pomaha efektivné zpracovavat data.
Jeho vyuzivani se stava v moderni dob¢ stale vét§i nutnosti, pfesto vSak nadale existuji
situace, kdy se bez metod data miningu lze bez problému obejit a kdy je jeho vyuziti

V podstat¢ zbytecné. Jedna se o situace, kdy:



- pracujeme S malym objemem dat, ktera jsme schopni dostatecné vyhodnotit

pomoci klasickych vizualiza¢nich nastroji — grafi, tabulek apod.

- poCet atributu je maly — vyhodnocujeme-li napiiklad zakladni trendy objemu
prodeje urcitého vyrobku podle ¢asu a prodejniho mista (tedy na zédklad¢ dvou
atributll), dokdzeme si vystait s jednoduS$$imi nastroji, ur€enymi pro toto

vyhodnoceni

Pouziti data miningu je naopak velice efektivni, jestlize:
- vychozi objem dat je velky a jsou tim padem nepiehledna

- mame mnoho atributl, na zdklad€ nichz bychom mé¢li vyhodnocovat

7 Vyuziti data miningu v praxi

Data mining se pouziva v oblastech, kde se shromazd'uje velké mnozstvi dat.

Typické priklady takovychto datovych souborii nalezneme zejména v téchto oblastech:

- Bankovnictvi: informace o klientech, pohyby na ucétech
- Obchod: obchodni fetézce 1 internetové obchody sleduji zvyklosti svych
zakazniki, co nakupuji
- Telekomunikace: udaje o volani
- Genetika: datové informace o expresi gentl
- Primysl: zdznamy prab&hu provoznich parametrt
- Pohyb a ¢innost uzivatelii na internetu
Metodami data miningu se daji zpracovavat riznorodé informace bez ohledu na

obor a piivod a moznosti jeho vyuziti jsou rizné.

71 Data mining a jeho vyuziti v marketingu
a komeréni sfére

V této oblasti predstavuje data mining opravdu silny nastroj a hraje tu velmi
vyznamnou roli. Vysledky analyz data miningu pomahaji velkym spole¢nostem:
obchodnim fetézcim, bankdm a spofitelndm, mobilnim operatorim aj. Iépe

pfizpisobovat nabidku svych produktli poptavce zdkaznikli, provadét cilené nabidky



zbozi a zvySovat tak svlij finan¢ni zisk. Slouzi ale také k tomu, aby spolecnosti
dokazaly v€as odhalit mozny umysl klienta odejit ke konkurenci a v idedlnim piipadé

jeho odchodu zabrénit.

711 Analyza nakupniho kosiku

Slouzi k zjistovani, které druhy zboZi nakupovali zakaznici spole¢né. Podle toho
je pak mozné provadét cilené reklamni nabidky. Prodejce napiiklad vi, ze 60%
zakaznikd, kteti si kupovali pecivo, kupovalo zaroven i Casopisy, zatimco pecivo
v kombinaci s mrazenymi vyrobky si koupilo pouze 28% zakaznikl. Zda se byt tedy
vyhodnéjsi, pokud si zdkaznik kupuje pec€ivo, nabidnout mu zéroven s nim casopisy,

nezli mrazené vyrobky.

Vv

ktery si kupuje soucasné pecivo, mrazené vyrobky a Casopisy, v koSiku také alkohol.
Vime, Ze ze vSech zkoumanych kosikl, jich pefivo, mrazené vyrobky i casopisy
obsahovalo 13%. Alkohol obsahovalo 39% ze vSech zkoumanych kosiki, z kosiku
obsahujicich také pecivo, mrazené vyrobky a pecivo pak alkohol obsahovalo 75%, coz
bylo cca 10% z celkového mnozstvi. Pravdépodobnost, ze zakaznici kupuji alkohol bez
ohledu na ostatni zbozi je 1,9 (75%/39%) krat mensi nez pravdépodobnost, Ze si koupi
alkohol, pokud si zaroven koupi ipecivo, mrazené vyrobky a casopisy. Chytry
obchodnik by mél tedy zakaznikovi, ktery splituje predpoklady a nakupuje pecivo spolu

S mrazenymi vyrobky a ¢asopisy, nabizet také alkohol.

Nékupni kosiky zékaznikli zkoumaji rovnéz internetovi prodejci. Ti poté jejich
vysledkiim ptizpisobuji obsah a vzhled svych stranek. Naptiklad pokud si objednavam
knihu v internetovém obchod¢, zpravidla najdu na strankach i informace o tom, 0 co
dalsiho méli zajem zakaznici, kteii si kupovali stejnou knihu jako ja. Sance prodejce, Ze
u me s takto sestavenou doporuc¢enou nabidkou uspéje, je mnohem vyssi, nez kdyby

dalsi tituly do ni vybiral ndhodné.

7.1.2 Segmentace zakazniku

Zakaznici jsou rozdéleni do homogennich skupin podle jejich nakupniho chovéani

nebo podle demografickych charakteristik. Tato segmentace slouzi k lepSimu cileni



marketingu na konkrétni skupiny s ur€itym chovanim a pozadavky. Lze naptiklad urcit,
u jakych zakaznikii nejpravdépodobnéji uspéjeme s urcitou nabidkou zbozi a nasledné
jim poslat letdk sni, zatimco jinym nabidneme néco jiné¢ho, vhodnéjSiho. Tim
snizujeme vydejni naklady spojené s propagaci, v naSem konkrétnim ptipad¢ ndklady na

tisténi letaka.

7.1.3 Shlukova analyza

Umoziuje urcit skupiny zakaznikt, ktefi jsou vysoce ziskovi a zaméfit se na
ziskavani zakazniki s podobnym profilem. Z takovych zdkaznikii pak bude mit

spole¢nost pravdépodobnéji vétsi financni uzitek.

7.1.4 Predikce

Jedna se o ,,pfedpovidani budoucich udalosti a trendd na zaklad¢é historickych

dat.

Spolec¢nosti zkoumaji chovani svych klientd v minulosti a na zdkladé takto
zjisténych informaci odhaduji chovani klientti s podobnymi zvyklostmi do budoucna. Je
mozné predikovat mozny budouci zajem zdkazniki o produkty a t€émto je posléze

nabizet, ale také odhalit naptiklad mozny zdmér klientli odejit ke konkurenci.

Metody predikce hojné vyuzivaji financni spolecnosti (banky, spofitelny aj.) ¢i
mobilni operatofi. V dneSni dobé existuje jen malé mnozstvi lidi, kteti by neméli
bankovni ucet nebo nevlastnili mobilni telefon, a pro spole¢nosti, nabizejici tyto sluzby,
neni prakticky mozné ziskat nové klienty jinak nez na ukor konkurence. Je tedy nutné
oslovovat je s nabidkami, které pro né¢ budou lakavé a na néz pravdépodobné zareaguji.
Stejn¢ tak dulezité, protoze konkurence je velikd a vSudyptitomnd, je pak pro firmy

udrzet si stavajici zdkazniky.

Mobilni operatofi si vedou zdznamy o tom, jak klienti vyuzivaji jejich sluzeb: jaké
maji tarify, eventudlné jak casto dobijeji sviy kredit, kolik ¢asu protelefonuji, jaké
mnozstvi textovych zprav posilaji, vjakou denni dobu volaji apod. Tato data
shromazd’uji a zkoumaji a néasledné z nich vyvozuji zavéry. Operator naptiklad usiluje
0 to, aby nékterou z jeho sluzeb vyuzivalo vice zakaznikii. Jak toho docili? Nejprve

zamé&fi na zédkazniky, ktefi uz sluzbu vyuzivaji, a ur¢i znaky, které skupinu téchto osob



nejlépe charakterizuji. Poté vytipuje zdkazniky se stejnymi znaky, nicméné zminovanou
sluzbu dosud nevyuzivajici, a oslovi je s nabidkou oné sluzby, kterou mohou ziskat

napiiklad za zvyhodnénych podminek.

Operatofi uchovavaji rovnéz data o byvalych klientech. Udaje o nich porovnavaji
sudaji o svych stavajicich zakaznicich a snazi se predikovat na zakladé¢ podobnosti
a spole¢nych znaku jejich ptipadny odchod ke konkurenci. Skupina takto vytipovanych

klientd pak byva oslovovana a jsou jim nabizeny rtizné vyhody apod.

Obdobné postupuji rovnéz bankovni a jiné finanéni spolecnosti, které
shromazd’uji naptiklad informace o Uuctech klientd, o jejich aktivité, platbach,

hotovostnich pievodech aj. a z téchto dat vyvozuji riizné zajimavé poznatky.

7.1.5 Risk management

Vyjadfuje  pravdépodobnost  vyskytu  sledované  udalosti,  napiiklad

pravdépodobnost nesplaceni piijcky u konkrétniho klienta.

Spole¢nosti, poskytujici pajcky, si své klienty pied uzavienim smlouvy vzdy
peclivé proveii, zaméiuji se na jejich prijmy (tj. zda ma klient dostatek finan¢nich
prostredkii, aby byl schopen splacet vSechny své stavajici i budouci zavazky), zaznamy
Vv jejich bankovnich inebankovnich registrech, v€k klienta v dob& Zadosti o uver
i v dobé jeho splaceni, vzdélani, pocet déti apod. Na zaklad¢ ziskanych udaji vytipuje
spolecnost rizikové klienty, u nichz je napiiklad vys$si pravdépodobnost, Ze nesplati
pujcku, a tuto ptjcku jim bud’ odmitne poskytnout anebo ji poskytne, ovSem za méné
vyhodnych podminek nez klientim nerizikovym (se zvySenou sazbou trok,

s podminkou dalsiho rucitele apod.).

7.1.6 Fraud detection

Jde o odhalovani podvodi, typicky pojistovnickych ¢i tveérovych. Pojistovny
a uvéroveé spolecnosti dokazi diky metodam data miningu rychleji a presnéji odhalovat

finan¢ni podvody, opét na zaklad¢ z minulosti znamych vzorcii chovani jejich klientt.



7.2 Data mining a jeho vyuziti ve védeckém vyzkumu

Data mining se krom¢ komeréni oblasti vyuziva také ve védeckém vyzkumu.
Z DNA cloveéka se pomoci n¢j da vycist, jak vysoké je riziko, ze doty¢ny bude trpét

urcitou nemoci, jestli ma pro ni dédicné predpoklady.

Véda zkouma tkan zdravého ¢lovéka a porovnava ji s tkani jedince postizeného
urcitou nemoci. Ob¢ tkan¢é maji stejné geny, coz jsou nemeénné informace, kédy, s jehoz
pomoci se v bunice vytvareji nové proteiny, které se podileji na stavbé tkani v lidském
téle. Samotny gen je neménny a lisi se pouze mnoZzstvi proteinu, které se podle né¢ho
pfipravi, proces, ktery toto mnozstvi ovliviiuje, se nazyva genova exprese. A pravé
genova exprese se u tkani zdravych a nemocnych lidi rizni. Ve tkani s poruchou,
piestoZze byla vytvofena podle téhoZ genu, se vytvofilo jiné mnoZstvi proteinu nez ve

tkani zdravé.

Uzitecné tedy je nalézt u nemocného jedince geny, které se podileji na jeho

poruse, a ¢innost téchto genl napravit.

Vzhledem k tomu, Ze v lidské DNA je znamo zhruba 30 000 genti, zmény genové
exprese se hledaji u kazdého z nich a pro vérohodnost kone¢nych zavért nelze spoléhat
jen na jediny vzorek zdravého a jediny vzorek nemocného c¢lovéka a je naopak
zapotfebi porovnavat vzorkti hodné, dostavame ve vysledku obrovské mnozstvi dat,

kterd je nutné zpracovavat. A prave k tomu je vhodny data mining.

Mezi geny navic existuji vazby, jejich ¢innosti na sobé mohou vzajemné zéviset
(jeden gen tidi funkci jiného genu, ten pak funkci dalSiho...) a tyto skryté souvislosti
mezi geny se dafi efektivné odhalovat pravé diky data miningu. Data miningovy
program vezme urCity gen, nejprve zjisti, jestli byl aktivni pfi tvorbé zdravé nebo
nemocné tkané, a nasledné¢ zkontroluje, zda s jeho aktivitou souvisi ¢innost i jiného
genu z celkovych tiiceti tisic. Cely proces zkouméani a posuzovani genli byt jen
ujediného clovéka predstavuje asi milion matematickych operaci abez data

miningovych nastroju by byl prakticky neuskutecnitelny.

Data mining je vyuzivan i pii vyrobé novych 1ékii — pomoci ného jsou ze stovek
1éCebnych latek vybirany ty nejvhodnéjSi. Bere se pfitom v tvahu nejen samotnd
ucinnost latek, ale i jejich ptisobeni v kombinaci slatkami dal$imi, a posuzuje se

vysledny celkovy dopad kone¢ného 1éku na organismus ¢lovéka.



8 Mozna nebezpeci a uskali data miningu

Komerc¢ni data mining pfedstavuje masivni a inteligentni zpracovavani osobnich
udajii a mezi lidmi vznikaji obavy ze zneuziti téchto informaci. Jejich Unik, at uz
zamérny nebo neumyslny, mize vézt k nejriiznéj$im problémim — od banalniho spamu,

ktery vam zkazi néladu, az po zavazné piipady jako je vydirani.

Za vétsi potencidlni nebezpeci lze povazovat technologie, k jejichZ vzniku data
mining piispiva v akademické sféfe. Dekodovani genomu, které je samoziejmé ve véde
velkym krokem vpied, miize naptiklad predstavovat riziko v ptipadé, ze bude pouzito
k selekcim osob, nehumannim, ovSem postavenym na védeckém zaklad¢é. Pokrocilé

metody identifikace osob zase mohou byt zneuzity ke Spehovani obcani.

9 Softwarové nastroje pro data mining

V soucasné dob¢ existuje celd fada softwarovych nastroja, které slouzi k feSeni
data miningovych uloh, a vzhledem k faktu, ze je jiz data mining béznou soucasti
podpory fungovani organizaci a je uzivdin v mnoha oblastech, vyvijeji se stile nové

a nové programy zefektiviiujici praci s daty.

9.1 Rozdéleni data miningovych nastroju

Systémy lze rozdélit do ne€kolika skupin podle jejich spolecnych ryst. Téchto

rozdé€leni je pfitom vice.

Data miningové nastroje lze klasifikovat podle jejich zaméfeni — Kk ¢emu se
software bude primarné vyuzivat, a to na systémy, které byly ptimo vyvinuty pro data
mining a na systémy umoziujici data mining az v druhé fad¢ a jejich primarni vyuziti je

jiné (napf. matematické nebo statistické).

Dalsi a pravdépodobné obvyklejsi zplisob, jak data miningové nastroje délit, je
podle toho, zda jsou ¢i nejsou zdarma k dispozici veiejnosti. Existuji jak systémy volné
Sifitelné (open source systémy), které si mulze uzivatel bezplatné opatfit stazenim

z internetu a nabizeji zpravidla zakladni nabidku data miningovych metod, tak systémy



komer¢ni — placené, které disponuji Sirokou Skéalou funkci a nabizeji velké mnozstvi

data miningovych metod.

woewe

- WEKA
- Rapid-I RapidMiner
- Orange

Mezi komer¢ni data miningové néstroje patii:
- IBM SPSS Modeler
- SAS Enterprise Miner
- StatSoft Statistica Data Miner

9.2 IBM SPSS Modeler

Jedna se o jeden z nejrozsifengjSich a nejuzivanéjSich komerénich softwarovych

nastrojli pro data mining soucasné doby.

Puvodné byl vyvinut v poloviné 90. let firmou Integral Solutions pod nazvem
Clementine, po slouceni firem Integral Solutions a SPSS probihal dalsi vyvoj systému
pod hlavickou SPSS a poté, co tuto firmu koupila spolecnost IBM, dostal software

Clementine nazev IBM SPSS Modeler, pod nimz ho zname v soucasnosti.

IBM SPSS Modeler je rozsahla platforma poskytujici celou fadu pokroc€ilych
algoritmli a technik feSeni data miningovych Uloh, umoZziuje pouZziti mnoha data
miningovych metod modelovani a nabizi Sirokou Skalu riznych vizualizanich

prostredki.

Systém vychazi z metodiky CRISP-DM, ktera umoznuje feSit rozsahlé data
miningové ulohy rychleji, efektivnéji a méné nakladné prostiednictvim osvédcenych

postupll a pomaha vyhnout se potencialnim chybam.

Ovladani Modeleru je velice propracované, jedna se o tzv. vizudlni programovani,
kdy si uZivatel vybird znastroji v paletach, které odpovidaji jednotlivym krokim
procesu dobyvani znalosti zdat — predzpracovani, modelovani, vizualizaci
a interpretaci. Z vybranych komponent je na pracovni ploSe poskladan model feSeni

ulohy (stream), ktery je nasledn¢ testovan na konkrétnich datech.



Na nasledujicich obrazcich je vidét vizudlni podobu prostfedi IBM SPSS
Modeleru:

| tFmortes @Souces @RecoraOps @FisidOps AGaphs @ Modeing @Daianase oceing M Ouput W Eot (IBMS SPSS® Sasics ., IBUOSPSSS Tt naitic.
[

Dstsbase  FistFile Statistics Export Data Collection Export IBM Cognos Bl Export SAS Export  Excel XML Export

Obrazek 2. 1BM SPSS Modeler - paleta nastroju
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Vystup modeld Senzitivita

Obrazek 3. 1BM SPSS Modeler — vytvoreny stream
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Obrazek 4. 1BM SPSS Modeler - sloha vyresend pomoci rozhodovaciho stromu

Systém IBM SPSS Modeler nabizi fadu metod pro klasifika¢ni i deskriptivni
ulohy, mnoho piedprogramovanych nastrojii a algoritmi k feSeni data miningovych
uloh a nachazi proto uplatnéni v mnoha oblastech: v marketingu, ve véd¢ a vyzkumu,
Vv personalistice, uzivd se pro zpracovani laboratornich méfeni a pro sumarizace dat

z velkych 1 mensich databazi riizného typu.




10 Popis a cile vlastni prace

V bakaldtské praci se zabyvam vizualizaci dat a jejich analyzou
S vyuzitim asocia¢nich metod a vykladem algoritmu apriori véetné umoznéni
pocitatového experimentu pro jeho lepsi pochopeni. Veskeré vystupy programu jSou

vhodné nejen pro bézné uzivatele, ale také pro studenty se zrakovym handicapem

Ukolem je analyzovat nakupni kosiky zakaznikli obchodniho fetézce na zakladé
dat ziskanych propojenim transak¢nich dat, kterd vznikla pii prichodu nakupujicich

pokladnou, s osobnimi tdaji o nich.

K dispozici je soubor ,Skolnich® dat, zn€hoz je mozné vycist nejriznéjsi
informace o0 zakaznicich: jejich identifika¢ni ¢islo, pohlavi, v€k (zde se nejedna
0 presné urceni véku, ale zdkaznik je zafazen do urcit¢é vékové skupiny, napf.
zakaznikovi s identifikacnim ¢islem 12 je mezi 18 a 30 lety), rodinny stav, zda maji ¢i
nemaji déti, jestli pracuji nebo nepracuji. Dale se ze souboru dozvim, co ktery zdkaznik
v obchod¢ kupoval. Opét, podobné jako v ptipadé veéku nakupujicich, je i1 zbozi jiz
rozdéleno a zatazeno do produktovych skupin, tj. alkohol, pe€ivo, mrazené vyrobky,
maso, mlééné vyrobky, ¢asopisy, obCerstveni, konzervované potraviny, toaletni potieby
a zelenina. V ptipad¢ zakaznika s identifika¢nim ¢islem 12 tedy nezjistim, jestli mél

v ndkupnim kosiku rohliky nebo bochnik chleba, vim pouze, Ze kupoval pecivo.

Pro lepsi pfedstavu, jak vypada tento datovy soubor, vkladam nckolik fadkh
z ného vybranych:

8, "F""F""F""FCEUCTUUREUENUENUFY, "Female”,"18 to 30", "Widowed™”,"No”,"No”

9, “FEUEUENTTOTTTYUFNFY, "Female”,"18 to 30, "Single”,"No”,"No”

10, "FUUECUEURENCUECCTURENURRN R, "Female™ 18 to 307,"Single”,"No”,"No™

11, “FUUECUECUECUENTUEUENUFNUFY, "Femalet,t18 to 30","Single”,"No™, "No™

V prvnim sloupci je uvedeno identifikacni Cislo zakaznika, v druhém az
jedenactém informace, zda bylo ¢i nebylo zdkaznikem zakoupeno zbozi zurcité
produktové skupiny (alkohol — zelenina) a dvanécty az sedmndacty sloupec podavaji
informace o zakaznicich v potfadi: pohlavi, vékova skupina, rodinny stav, méa déti/nema

déti, pracujici/nepracujici.

Je nutné podotknout, ze piipad, kdy ma obchodni fetézec k dispozici podrobné

informace o vSech svych zakaznicich, je spiSe ucebnicovy a v praxi velmi ojedinély.



VEtsi supermarkety sice nabizeji zdkaznikim rGzné slevové karty, jejichz ziskani je
podminéno pravé tim, ze obchodu poskytneme néjaké bliz§i tidaje o sobé, nicméné
vlastnit podobné karty zpravidla nebyva podminkou a mnozi lidé, kteti v fetézcich

nakupuji, aniz by zde byli registrovani, tedy prizkumiim unikne.

Ukolem prace bylo vytvofit program, ktery dokaze hledat vazby mezi daty ve
vySe zminéném souboru, a zprostiedkovat je budoucimu uzivateli programu vizualné —
Vv podobé nejriznéjSich prehledi a grafi. Tyto vizualizace by pifitom mély byt
maximalné prehledné, aby se v nich uzivatel dokazal dobfe zorientovat a snadno z nich

ziskaval informace.

Program naptiklad zjistuje, co kteti zédkaznici kupovali a co naopak nekupovali,
jaka byla cetnost nakupl jednotlivych druhl zbozi, a to jak mnozstevni (kolik kust
zbozi bylo koupeno), tak procentudlni. Dale zkouma, jaké druhy zbozi byly kupovany
zaroven s jinymi a v jaké mife. Aplikace pfifazuje jak zbozi k jednotlivym zakaznikim,
eventualné ke skupinam zékaznikt, tak i obracené, tedy zédkaznické skupiny k urcitému

druhu zbozi.

Dalsim problémem, jimZ se ve své praci zabyvam, jsou asociacni pravidla v data
miningovych tlohéch a jejich ziskdvani. Snazim se tedy nejen o pouhé vyhodnocovani
dat a jejich vizualizaci, ale také o vyvozovani dalSich zavéru, doposud v datech skrytych
a na prvni pohled nepatrnych, pomoci jedné z nejvyuzivanéjSich data miningovych

technik — asociaénich metod.

Posuzuji, kterym zakaznikiim je a naopak neni vhodné nabizet urcité zboZi (co by
m¢él napftiklad prodejce nabidnout zdkaznikovi za zvyhodnénou cenu, pokud si koupi
pecivo), ¢i které druhy zbozi by mély byt umistény v regalech, ptipadné na strankach
internetovych e-shopli, blizko sebe, protoze je zakaznici Casto kupuji spole¢né,
pokousim se predikovat, co si zakaznik pravdépodobné koupi pii dalSi navstéve

obchodu.

Durraz ve své praci kladu na snadnou pouzitelnost programu, jeho jednoduchou
ovladatelnost a pfedevsim prehlednost. Snazim se vytvofit takovou aplikaci, ktera by
byla pfistupna co nejsirsi Skale uzivatell. Aby ji mohl vyuZivat opravdu kazdy, navrhla
jsem dva rezimy zobrazeni — prvni klasicky a druhy zvétSeny, ktery by mél byt vhodny

I pro zrakové handicapované osoby.



11 Struktura programu

11.1 Hlavni okno aplikace

Aplikace, kterou vytvatim, se sklada ze dvou Casti:

o Prvni cast se zabyva hledanim vazeb mezi daty v datovém souboru,
ajejich vizualizaci — vytvafenim riznych piehledd a vycta,
vykreslovanim grafti.

o Druha c¢ast aplikace hloubé&ji analyzuje data a vyhleddva v nich skryté

vazby, které nejsou na prvni pohled ziejmé. Tato analyza je provadéna

pomoci hledani asocia¢nich pravidel s vyuzitim algoritmu apriori.

Ke kazdé zvySe zminénych casti ma uzivatel pfistup z hlavniho okna této
aplikace, které se zobrazi po jejim spusténi. Velikost okna je implicitné nastavena na

maximalni, takze se hlavni okno vzdy zobrazi na celé obrazovce.

Hlavni okno aplikace vypada takto:

Welcasme!

This application is used to data vizualization
and to search for the associations between them.

Program deals with a typical data mining problem task: shopping basket analysis

Language for help text and explanations: ENGLISH

Visualization of combinations and associations

Combinations and association rules

Current file: Nakupy.txt Choose another file

[H] [ Close ALL

Obrazek 5. Hlavni okno aplikace

Kliknutim na tlacitko ,,Visualization of combinations and associations* se
uzivatel dostava k vizualizatnim funkcim aplikace, kliknutim na tlacitko
,, Combinations and association rules” se pak dostatd do casti aplikace umoziujici
vyhledavani asociacnich pravidel v datech, pficemz datovy soubor, ktery je programem

analyzovan, je mozné vybrat pomoci tlacitka ,, Choose another file “.



V levém dolnim rohu okna se nachazi symbol ,, 7 “, ktery se nachézi také ve vSech
dalsich podoknech aplikace. Slouzi k otevieni napovédy pro dané okno programu.
Uzivatel programu se tak dokaze snadno v aplikaci zorientovat a rychle porozumét

jejim funkcim.

Okno napovédy vypada takto:

|About the application

Program analyzes the customers’ shopping baskets.

1

‘We are working with a text file, which looks like this:

Obrazek 6. Okno napovédy

Text napoveédy je mozné dle potteby uzivatele zvEtsit ¢i zmensit diky tlacitkiim
,Zoom +*“ a ,Zoom - a je mozné Cist ho ve dvou jazycich: v anglictin€, ktera je
primarnim jazykem celého programu, a v ¢estin€. Volbu jazyka provadi uzivatel pomoci

tlacitek ,, EN“a ,,CZ".

11.2 Vizualizace dat

Prvni c¢ast aplikace se vénuje hledani zdkladnich vazeb mezi daty v datovém

souboru, a jejich vizualizaci — vytvareni piehledu a vy¢tl a vykreslovani grafi.

11.2.1 Hlavni okno vizualiza¢ni ¢asti aplikace

Po kliknuti na tlacitko ,,Visualization of combinations and associations
V hlavnim okné programu se uzivateli otevie okno, z néhoz ma pfistup k vizualizatnim
funkcim aplikace. Velikost okna je, podobné jako tomu bylo i u okna hlavniho,
implicitné nastavena na maximalni, takZe se toto okno po otevieni zobrazi na celé

obrazovce.



Hlavni okno vizualiza¢ni ¢asti aplikace vypada takto:

(o1 | 2§ P ] r2 ] P | pe Jrotfrczlipchsfipcusl wi i w2 Jf wa Jf we fjows | we | w7 ]

This part of application helps to see data and the associations between them.
It is used to plot graphs and to search links between data.

Purchases [P]

Pie Charts [PCH]

Web Graphs [W]

Obrazek 7. Hlavni okno vizualizacni casti aplikace

V zihlavi okna jsou rozmisténa tlacitka, ktera jsou oznacena pouze zkratkami,
nikoli celymi slovy. Tato zkratkovitd pojmenovani jsou zvolena zamémé — z divodu
zachovani prehlednosti. Umisténim kurzoru mysi nad piislusné tlacitko pak uzivatel
zjisti, kterou funkci programu pod sebou skryva, zobrazi se mu cely nazev okna, které
se mu po kliknuti nasledné otevie (tedy napt. pokud uzivatel umisti kurzor mysi nad
tlacitko ,,GI“, zjisti, ze toto tlacitko odkazuje na okno s ndzvem ,,Basic list*; po
kliknuti na tlacitko se zobrazi podokno aplikace pojmenované jako ,, Basic list“, které

podava informaci o tom, jaké druhy zboZi nabizel zminény obchod).

Tlac¢itka oznacena pismeny ,,G*, ,,P“, ,,PCH“ a , W* slouzi k logickému
roz¢lenéni tlacitek ,G1“ — ,, W7*, vztahuji se k tlaCitkim umisténym uprostifed okna,
tedy ,, G jako ,, Goods “ (Zbozi), ,,P*“ jako ,, Purchases* (Nakupy), ,,PCH* jako ,, Pie
Charts* (Kolacové grafy) a ,, W* jako ,, Web Graphs* (Pavu¢inové grafy). Diky témto
tlacitkiim v zdhlavi m4 uzivatel jasny piehled o tom, které funkce mu nabizeji ptislusna
tlaCitka uprostied (napt. pod tlacitkem ,,G* jsou umisténa dv¢ tlacitka ,,GI“ a ,,G2°,
takze soucasné tlacditko ,, Goods“ pod sebou bude skryvat okno, pomoci né¢hoz se lze

dale dostat k dvéma podoknim ,, Basic list* a ,,Sorted by customer ID*).

Tlacitka ,,GI*“ — ,, W7* uz své funkce maji a kliknuti na n¢ umoziuje otevirat
jednotliva podokna aplikace. Tato podokna je mozné zobrazovat na obrazovce paralelné
vedle sebe, nckolik najednou, aplikace dovoluje libovolné pieklikavat mezi nimi
a porovnavat vysledky ziskané jejich prostfednictvim. Tato varianta otevirani
a zobrazovani oken ovSem neumoziuje uzivateli volit mezi dvéma rezimy zobrazeni

(klasicky, zvétseny), zvétSeny rezim zobrazeni tu neni zptistupnén.
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Ctyii tla¢itka umisténa uprostfed hlavniho okna popsand jako ,, Goods*,
,,Purchases*, ,,Pie Charts“ a ,, Web Graphs “ byla jiz zminéna vyse. Odkazuji vzdy na
okno, které dale odkazuje na podokna aplikace piisluSna témto tlacitkim. Otvirani
a zobrazovani oken prostiednictvim téchto tlacitek se od prvniho zplsobu (pomoci
tlacitek ,,GI1“ az ,, W7 li$i tim, Ze nedovoluje mit otevienych vice podoken aplikace
najednou ani pieklikdvat kamkoli jinam, dokud nebude ukoncena prace s oknem, které
je momentalné aktivni. Tato metoda otevirani Setii misto v paméti pocitace (protoze po
uzavieni okna se misto vpaméti uvolni) ataké nabizi kromé klasického rezimu

zobrazovani i rezim zvétSeny, o jehoZz funkcich se blize zminim pozdéji.

11.2.2 Tlacitko ,,Goods*“ a podokna aplikace, k nimz se
vztahuje

Po kliknuti na tlacitko ,, Goods “ (Zbozi) se uzivateli zobrazi okno s dal§imi dvéma
tlacitky: ,, Basic list* (Zakladni piehled) a ,, Sorted by customer ID*“ (Rozdé€leni podle
ID zakaznik).

Okno ,,Goods “ (Zbozi) vypada takto:

Sorted by customer ID [G2]

Basic List [G1]

Obrazek 8. ,, Goods “

Okna ,,Basic list” (Zékladni piehled) a ,,Sorted by customer ID* (Rozdéleni
podle ID zdkaznik®l) vidime na nasledujicich obrazcich:

12

_ @ Purchased Not purchased Global survey
iy aucomoL
FROZEN BAKERY VEG
MEAT
MILK FROZEN TOILETRY
[READMADE 12
SNACKS MEAT TINNED
TINNED
TOILETRY MILK SNACKS
VEG READMADE
? ? Reload
Obrazek 9. ,, Basic list“ Obrazek 10. ,, Sorted by customer ID



wBasic list“ podava uzivateli informaci o tom, jaké zbozi mél v nabidce zminény

obchod.

wSorted by customer ID“ umoZiuje vybirat si ze seznamu zakazniky podle jejich
identifika¢niho Cisla a zjistit, jaké druhy zbozi kupovali, eventudlné nekupovali. Ze
seznamu zakaznikd si zvolim napft. zdkaznika s identifikaénim cislem 13, chci védét,
které druhy zbozi si koupil, takze oznac¢im ,,Purchased (Zakoupené) a program mi tuto
informaci poskytne — druhy zbozi, na néz se dotazuji, oznaci bile. Nezakoupené zbozi je
pak oznaCovano fuchsiovou barvou a toto barevné rozliSeni plati stejné€, pokud se ptadm

na zakoupené 1 nezakoupené zaroven.

11.2.3 Tlacitko ,Purchases“a podokna aplikace, k nimz
se vztahuje

Po kliknuti na tlac¢itko ,, Purchases “ (Nékupy) se uZzivateli zobrazi okno s dal§imi
Ctyimi tlacitky: ,, Purchased goods* (Zakoupené zbozi), ,, Customer Purchases — Basic

survey* (Nakupy zakazniku — jednoduchy piehled), ,, Customer Purchases — Extended

v

survey* (Nakupy zakaznikt — rozSifeny piehled) a ,, Details of the sale* (Detaily
0 prodeji).

Okno ,, Purchases *“ (Nakupy) vypada takto:

Purchased goods [P1]
Customer Purchases - Basic survey [P2]
Customer Purchases - Extended survey [P3]

Details of the sale [P4]

Obrazek 11. ,, Purchases *

Okna ,, Purchased goods* (Zakoupené zbozi), ,,Customer Purchases — Basic
survey“ (Nakupy zakaznikti — jednoduchy piehled), ,, Customer Purchases — Extended
survey (Nékupy zakaznikl — rozSifeny piehled) a ,, Details of the sale” (Detaily

0 prodeji) vidime na nasledujicich obrazcich:
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© Gender Age Marital Children Working
T

FEinaic) »
atcowol T I
BAKERY. ALcooL I
FROZEN 316 BAKERY
MEAT FROZEN 154
MILK 148 MEAT
resomsoe [ A ek
— ResomADE I S
SNACKS
TINNED =58 TINNED 205
TOILETRY 78
— ToweTRy
- ves
? ?

Obrazek 12. ,, Purchased goods * Obrazek 13. ,, Customer purchases — Basic survey

Gender Age Marital Children Working MILK
Male 18 to 30 Sinale Yes Yes
7 Female 7/ 31to 40 Married No No Gender
41 to 50 Separated Female
51 to 60 Divorced
Over 60 Widowed Male

ol

ti4
oo
ta]

Age

ALCOHOL 5030
31040
BAKERY 41050 TN
FROZEN Pl o
Over 60
MEAT [ 6 | Maritial
MILK Single 2
- Married
reaomaoe [ Separated
SNACKS Divorced
- Widowed
TINNED _—
TOILETRY Yes
=] No e S 00 s - e
Ves W Working
Yes
2 No
- Count 2
5
Obrazek 14. ,, Customer purchases — Extended Obrazek 15. ,, Details of the sale
survey

wPurchased goods“ uzivatele informuje o tom, kolik kust daného zbozi bylo
zakoupeno (tedy napt. ze alkohol byl v ndkupnich koSicich vSech zdkaznikl zastoupen
celkem 310 krat) atuto informaci vykresli pomoci sloupcového (v nasem piipadé
presnéji ,,fadkového* grafu). Umisti-li uzivatel kurzor mysi nad ptislusny graf, dozvi se
také, o kolik procent z celkového mnozstvi zakoupeného zbozi se jednalo (v ptipadé

alkoholu $lo o necelych 13% z celkového mnoZstvi zakoupeného zboZi).

»Customer Purchases — Basic survey“ ma podobnou funkci jako ,, Purchased
goods “ — opét informuje o tom, kolik kusi jednotlivych druhit zbozi bylo zakoupeno,
nicméné tentokrat se zaméfuje na konkrétni zdkazniky, pfesnéji skupiny zakaznik.
Uzivatel napft. potfebuje zjistit, kolik kust jednotlivych druhii zbozi zakoupily Zeny,
oznaci tedy rozdéleni zakaznikl podle pohlavi (Gender) a nasledné ze seznamu vybere
zeny (Female). Program spocita, ze Zeny kupovaly alkohol 146 krat, pecivo 197 krat
atd. I zde program vypocita, o kolik procent z celkového mnozstvi zakoupeného zbozi

se jednalo.
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»Customer Purchases — Extended survey“ funguje prakticky stejné jako
,, Customer Purchases — Basic survey*, opét pocita zastoupeni zbozi, mnozstevni
| procentualni, v koSicich zakazniki a tyto zakazniky opét déli do skupin. Zatimco
V ,, Zakladnim prehledu* vSak bylo mozné rozdélit zdkazniky vzdy jen do zékladnich
skupin podle pohlavi, véku, rodinného stavu atd., ,, Rozsireny prehled “ nabizi i moznost
délit tyto skupiny déale do podskupin. Lze naptiklad zjistit, kolik kusii zbozi nakoupily
zeny ve véku od 31 do 40 let nebo nezaméstnani muzi i zeny starsi 50 let, ktefi nema;ji

déti apod.

wDetails of the sale“ funguje obracené, nez tii vySe zminéné programy, tedy
nepfifazuje zakaznikiim zbozi, ale naopak ke zbozi pfifazuje zdkazniky. Ti jsou
rozdéleni do 16 zikladnich skupin: muz/zena, 5 ve€kovych skupin, 5 skupin podle
rodinného stavu, rodi¢/bezdétny, zameéstnany/nezaméstnany. UZzivatel ze seznamu
vybere, jaky druh zbozi ho zajima, a pomoci programu zjisti, kolik lidi z jednotlivych
skupin toto zbozi kupovalo. Napt. mlééné vyrobky melo v nakupnim kosiku 83 Zen a 65

muzl, 136 zaméstnanych a jen 12 nezaméstnanych lidi atd.

11.2.4 Tlacitko ,Pie Charts“ a podokna aplikace, k nimz
se vztahuje

Po kliknuti na tlacitko ,, Pie Charts“ (Kolacové grafy) se uzivateli zobrazi okno
s dalsimi ¢tyfmi tlacitky: ,, Global Overview*“ (Celkovy piehled), ,, Sorted by customers
— Basic survey” (Rozdéleni podle zakaznikti — jednoduchy piehled), ,,Sorted by
customers — Extended survey® (Rozd€leni podle zikaznikli — rozSifeny piehled)

a ,,Sorted by goods ““ (Rozdéleni podle zbozi).

Okno ,, Pie Charts “ (Kolacové grafy) vypada takto:

Global Overview [PCH1]
Sorted by customers - Basic survey [PCH2]
Sorted by customers - Extended survey [PCH3]

Sorted by goods [PCH4]

Obrazek 16. ,, Pie Charts



Okna ,,Global Overview* (Celkovy piehled), , Sorted by customers — Basic
survey “ (Rozdéleni podle zdkaznikli — jednoduchy ptehled), ,, Sorted by customers —
Extended survey *“ (Rozd¢€leni podle zakaznikti — rozSiteny piehled) a ,, Sorted by goods “

(Rozd¢leni podle zbozi) vidime na nasledujicich obrazcich:

© Gender Age Marital Children Working
Malel

ale] -

3%
ALCOHOL TOILETRY VEG

VEG

13% 3%

BAKERY
13%

FROZEN
15%

MILK
? 6% ?
Obrazek 17. ,, Global Overview Obrazek 18. ,,Sorted by customers — Basic survey
Gender Age Marital Children Working ) = :
< :ulo . ;s - 33 aamk;d :,:: ;? Gender ° Age Marital Children Working
emal v 31 to 4 i v 0 R
7 411050 Separated BAKERY] =
51 to 60 Divorced
Over 60 Widowed Draw
VEG Over 60
ALCOHOL 2%  TOILETRY 7%
17%
18 to 30 51 to 60
26% 20%
31to 40 41 to 50
30% 16%
T ?
Obrazek 19. ,, Sorted by customers — Extended survey Obrazek 20. ,, Sorted by goods *

»Global overview* podava uZzivateli celkovy piehled o tom, v jaké procentudlni
mife byly v nakupnich koSicich zdkaznik zastoupeny jednotlivé druhy zboZi a tuto
informaci vykresli pomoci kolaCového (vyseCového) grafu. Pokud uzivatel umisti
kurzor mysi na poli¢ko, kde jsou vypsanad procenta, dozvi se také, o kolik kust zbozi
daného druhu se jednalo. Tedy napt. z celkového mnozstvi zakoupeného zbozi Cinilo

14% pecivo, které bylo v kosicich zakaznikl celkem obsaZeno 337 krat.

wSorted by customers — Basic survey“ funguje opét podobné jako ,, Global
overview” — pocCitd zbozi a vykresluje jeho procentudlni zastoupeni v koSicich
zakaznikli pomoci koldCového grafu. Zakaznici jsou vSak tentokrat jiz rozdéleni do
zakladnich skupin podle pohlavi, véku atd. (podobn¢, jako tomu bylo v pfipadé

,,Customer Purchases — Basic survey ‘) a mnozstvi zakoupené¢ho zbozi se pocita vzdy
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pouze pro jednotlivé skupiny. Potiebuje-li uzivatel programu naptiklad veédeét, jaké
mnozstvi peciva kupovali muzi, vybere si tftidéni zakazniki podle pohlavi, v seznamu
zvoli muze a zjisti, ze z celkového mnozstvi zbozi, které muzi kupovali, bylo peciva

13% (140 kus).

wSorted by customers — Extended survey®, tedy rozSifeny prehled
0 procentualnim zastoupeni zboZzi v koSicich zakaznikd, opét tfidi zdkazniky do skupin,
a jak uz napovida slovo ,rozsifeny*“ v nazvu podprogramu, tyto skupiny jsou dale
déleny do podskupin. V praxi program dal funguje stejn¢ jako dva ptfedchozi: spocita
procentudlni obsazeni zbozi v koSicich vybrané skupiny zdkaznikl a vykresli kolaCovy
graf. Napft. z celkového mnozstvi zbozi, které koupili bezdétni muzi ve véku od 31 do

50 let, ¢inilo pecivo 14% (36 kust).

wSorted by goods“ pocita procentualni zastoupeni vzdy jednoho konkrétniho
druhu zbozi v koSicich zékazniki, rozdélenych do zadkladnich skupin podle pohlavi,
veku, atd. Podle jakého kritéria se maji zakaznici dé€lit, si uzivatel zvoli, stejn¢ jako druh
zbozi, o ktery se zajima. Chce-li napf. zjistit kolik procent muzii a kolik procent Zen
kupovalo maso, oznaci v nabidce rozdéleni podle pohlavi a v seznamu vybere maso.
Program spocita, ze maso kupovalo 39% muzi a 61% zen (v kusech to ¢inilo 9 a 14)

Z celkového mnozstvi lidi, ktefi kupovali maso.

11.2.5 Tlacitko ,,Web Graphs“ a podokna aplikace, k nimz
se vztahuje

Po kliknuti na tlacitko ,, Web Graphs‘ (Pavucinové grafy) se uZzivateli zobrazi
okno s dalsimi sedmi tlacitky: ,,Complete diagram* (Celkovy ptehled), ,, Pairs of
goods “ (Dvojice zbozi), ,, Combination of pairs“ (Kombinace part), ,, Pairs of goods by
customers — Basic survey” (Pary zbozi podle zakazniki — jednoduchy piehled),
,, Combination of pairs by customer - Basic”“ (Kombinace part podle zakaznikl —
zjednoduseny ptehled), ,, Pairs of goods by customers — Extended survey** (Pary zbozi
podle zakaznikl — rozsiteny ptehled) a ,, Combination of pairs by customer — Extended *

(Kombinace paru podle zakaznikt — rozsiteny pichled).



Okno ,, Web Graphs *“ (Pavucinové grafy) vypada takto:

Complete diagram [W1]
Pairs of goods [W2]
Combination of pairs [W3]
Pairs of goods by customers - Basic survey [W4]
Combination of pairs by customers - Basic [W5]

Pairs of goods by customers - Extended survey [W6]

Combination of pairs by customers - Extended [W7]

Obrazek 21. ,, Web Graphs “

Okna ,,Complete diagram* (Celkovy piehled), ,,Pairs of goods* (Dvojice zbozi),
,,Combination of pairs“ (Kombinace pard), ,,Pairs of goods by customers — Basic
survey* (Pary zbozi podle zakaznikii — jednoduchy piehled), ,,Combination of pairs by
customer - Basic* (Kombinace part podle zakaznikli — zjednoduseny piehled), ,,Pairs of
goods by customers — Extended survey“ (Pary zbozi podle zakaznikti — rozSifeny
piehled) a ,,Combination of pairs by customer — Extended* (Kombinace part podle

zakaznikd — rozsiteny prehled) vidime na nasledujicich obrazcich:

BAKERY VEG
FROZEN AN TOILETRY
MEATW N TINNED
MILK SNACKS

)

Obrazek 22. ,, Complete diagram*
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Obrdzek 23. ,, Pairs of goods * Obrazek 24. ,, Combination of pairs
© Gender Ace Marital Children Workina
Male .
-

? ? Clean ‘
Obrazek 25. ,, Pairs of goods by customers — Basic Obrazek 26. ,, Combination of pairs by customer -
survey Basic*“
Gender Age Marital Children Working
Male 18to0 30 Single Yes Yes
¥ Female ¥ 31t040 Married No No
v 41 to 50 Separated ‘
51 to 60 Divorced
Over 60
? ?
Obrazek 21. ,, Pairs of goods by customers — Extended Obrazek 28. ,, Combination of pairs by customer -

survey Extended

Pavucinové grafy pomahaji uzivateli programu zjistit, ktery druh zbozi byl ¢asto
v nakupnich kosicich zakaznikii spoleéné s jinym druhem. Cetnost vyskytu dvojic zbozi
udava tloustka cary, jiz jsou tyto druhy zbozi propojeny (¢im vyraznéjsi Cara, tim
Castéji se dand dvojice v ndkupnich koSicich vyskytovala spolecné, pokud ¢ara chybi,

zbozi se spole¢né nekupovalo nikdy).

T2 -



»Complete diagram*“ dava uzivateli celkovy ptehled o nakupech vSech dvojic

zbozi (s ¢im v8im a v jaké mife se kupoval alkohol, s ¢im pecivo atd.).

wPairs of goods* propojuje vzdy jeden urCity vybrany druh zbozi se vSemi
dalSimi, s nimiz byl zakoupen a pocita také, v jaké mite (kusy). Zajima-li vas naptiklad,
s¢im vSim avVvjaké mife zdkaznici kupovali pecivo, vyberete z nabidky zboZi
v seznamu pecivo a program vykresli zadany graf. Chcete-li se pak dozvédét, kolik kust
peciva bylo zakoupeno spole¢né s Casopisy, staci umistit kurzor mysi nad pole

,READMADE* a zjistite, Ze pe€ivo se spolu s ¢asopisy kupovalo 201 krat.

»Combination of pairs“ umoznuje, na rozdil od ptedchoziho ,, Pairs of goods*,
propojit grafem libovolny pocet polozek zbozi, neudava vsak jiz informaci o mnozstvi
zakoupenych dvojic. UmozZiuje sestavovat uzivateli vétS$i skupiny spolu nejcastéji
kupovaného zbozi — KnejCastéji zakoupené dvojici produktd vybrat tfeti, ktery
zakaznici také ¢asto kupovali, pokud kupovali 1 pfedchozi dva, k trojici vybrat ctvrty
produkt atd. Prakticky funguje tento podprogram zhruba takto: z nabidky zbozi
vybereme nejprve napiiklad jiz vySe zminéné pecivo, které se cCasto kupovalo
s casopisy. Chceme-li ke dvojici BAKERY — READMADE vybrat tieti produkt, ktery
byl stémito dvéma Casto kupovan, v nabidce zbozi dale zvolime casopisy a z grafu
vyCteme, ze spolu s Casopisy 1 pe¢ivem byl v koSicich zdkaznik velmi Casto obsazen
alkohol nebo mrazené vyrobky. Potfebujeme-li zjistit, o jaké konkrétni mnozstvi
zakoupeného zbozi se jednalo, staci se vratit k pfedchozimu grafu (,, Pairs of goods*)

a tuto informaci zde dohledat.

»Pairs of goods by customers — Basic survey“ funguje prakticky stejn¢ jako
,, Pairs of goods “ s jedinym rozdilem: déli zékazniky do zdkladnich skupin (opét podle
pohlavi, véku atd.) a vykresluje grafy cetnosti dvojic zbozi v koSicich téchto
konkrétnich skupin zdkaznikd. Opét podava 1 informaci o mnoZstvi zakoupeného zbozi.
Napt. muzi kupovali alkohol casto s pecivem, mrazenymi vyrobky, casopisy C¢i
obCerstvenim, a porovname-li mnozstvi, zjistime, Ze ztéchto Ctyf se v nakupnich
kosicich muzl spolu s alkoholem opravdu nejcastéji vyskytovaly mrazené vyrobky (97

kust).



»Combination of pairs by customer - Basic“ funguje obdobn¢ jako
,, Combination of pairs“ s tim, ze zakazniky déli opét (jako v ptipadé€ ,, Pairs of goods
by customer — Basic survey ‘) do zakladnich skupin podle pohlavi, véku atd. Pro tyto
skupiny pak hleda n-tice spolecné nejcastéji zakoupeného zbozi. Naptiklad zakaznici
muzského pohlavi tedy v naSem obchodé¢ kupovali nejcastéji alkohol spolu s mrazenymi

vyrobky a ¢asopisy.

»Pairs of goods by customers — Extended survey* Cleni zékazniky do skupin a ty
dale do podskupin a pro tyto pak pocitd a vykresluje obdobny graf jako ,, Pairs of
goods“ nebo ,, Pairs of goods by customer — Basic survey . Opét udava i informaci
0 mnozstvi spolu zakoupenych dvojic zbozi. Napt. zeny ve véku od 31 do 40 let, které
kupovaly ¢asopisy, mély nejcastéji spoleéné s nimi v nakupnim kosiku také pecivo (37

kust).

»Combination of pairs by customer — Extended* je rozsiteny piehled o n-ticich
spoleéné zakoupenych produkti skupin, eventualné podskupin zakazniki. Zeny ve véku
31 a40 let, jak jiz z pfedchoziho pfipadu vime, kupovaly nejcastéji ¢asopisy spolu
S pec¢ivem. Pecivo a Casopisy se pak v ndkupnich koSicich téchto Zzen vyskytovaly

nejcastéji v kombinaci s obcerstvenim.

11.2.6 Asociaéni pravidla v data miningu

Druha ¢ast aplikace se vénuje hlubsi analyze dat a vyhledavani skrytych vazeb
a vztah mezi nimi, odhalovani zavislosti, které nejsou na prvni pohled zfejmé. Tato
analyza je provadéna pomoci asociacnich metod, které jsou spolu s rozhodovacimi

stromy nejpouzivanéjsi data miningovou technikou.

11.2.7 Hlavni okno ¢asti aplikace zabyvajici se
asociaénimi metodami

Po kliknuti na tlacitko ,, Combinations and association rules” v hlavnim okné
programu se uZivateli otevie okno, zn¢hoZ ma piistup k funkcim aplikace, které
umoziuji generovani moznych kombinaci zbozi zakoupeného zakazniky v obchodé

a generovani asocia¢nich pravidel se syntaxi: Jestlize plati predpoklad A, pak plati



I zaver B (v piipadé analyzy nakupniho kosiku tedy Jestlize si zakaznik koupi zbozi A,

pravdépodobné si koupi i zbozi B).

Asociacni pravidla jsou vyhleddvana pomoci algoritmu apriori, coZ je
pravdépodobné nejznaméjsi algoritmus pro hledani asociacnich pravidel viibec, a ackoli
se dnes vyuziva 1V jinych sférach, ptivodné byl navrzen a urCen pravé pro analyzou

nakupniho kosiku.

Velikost okna je, podobné jak tomu bylo v ptipad¢ hlavniho okna celé aplikace
I hlavniho okna jeji vizualiza¢ni ¢asti, implicitn¢ nastavena na maximalni, takze se okno

po otevieni zobrazi na celé obrazovce.

Hlavni okno ¢asti aplikace zabyvajici se asociaénimi metodami vypada takto:

1 - 1 1T =~ 1 1 ~ 1~ 1~ |

This part of application helps to understand the associations between data.
It is used to generate combinations of products and to learn the association rules.

Combinations [C]

Association rules [AR]
Algorithms [A]

-~

Obrazek 29. Hlavni okno casti aplikace zabyvajici se asociacnimi metodami

Struktura tohoto okna je stejnd, jako tomu bylo v pfipadé¢ hlavniho okna

r

vizualizacni ¢asti aplikace.

V zédhlavi okna jsou opét rozmisténa tlacitka oznacend zkratkami, kterd umoziuji
otvirat jednotlivd podokna aplikace a zobrazovat je na obrazovce paralelné¢ vedle sebe,
coz je vyhodné, potiebuje-li uZivatel porovnavat vysledky ziskané jejich
prostiednictvim. Umisténim kurzoru mysi nad pfislusné tlacitko lze zjistit, kterou funkci
programu pod sebou skryva — zobrazi se cely nazev okna, které se po kliknuti na toto

tlacitko nasledné€ otevie.

Tlac¢itka oznacend pismeny , C“ ,AR“ a , A slouzi pouze k logickému
roz¢lenéni tlacitek ,,C1*“ — ,, 43", Zadnou dalsi funkci nemaji a po kliknuti na né se
nezobrazi zadné podokno aplikace. Vztahuji se k tlacitkim umisténym uprostied okna,

tedy ,,C*“ jako ,,Combinations (Kombinace), , AR“ jako ,Association rules*



(Asociacni pravidla) a ,,4*“ jako ,,Algorithms* (Algoritmy). Diky témto tlacitkiim
v zahlavi mé uzivatel jasny ptehled o tom, které funkce mu nabizeji ptislusna tlacitka
uprostied (napt. pod tlacitkem ,,C* jsou umisténa dvé¢ tlacitka ,C7“ a ,,C2*, takze
soucasné tlacitko Combinations pod sebou bude skryvat okno, pomoci néhoz se l1ze dale
dostat k dvéma podoknim ,, Combinations of purchased and not purchased goods

a ,, Combinations of purchased goods *).

Pomoci tlacitek ,,C1“ —,, 43 “ 1ze otevirat jednotlivd podokna aplikace a vyuzivat
jejich funkce, pfi¢emz tato okna je mozné zobrazovat na monitoru paralelné vedle sebe
a porovnavat vysledky analyz. Nevyhodou je, Ze takto paralelné oteviend okna
neumoziuji uzivateli volit mezi dvéma rezimy zobrazovani a nabizi pouze rezim

klasicky — nezvétSeny.

Tii tlacitka umisténa uprostfed hlavniho okna popsana jako ,, Combinations “,
,, Association rules* a,, Algorithms“ byla jiz zminéna vySe. Odkazuji vzdy na okno,
kter¢ dale odkazuje na podokna aplikace pfislusna témto tlacitkim. Otvirani
a zobrazovani oken prostfednictvim téchto tlacitek se od prvniho zpiisobu (pomoci
tlacitek ,,C1* az ,,43“ 1isi tim, Ze nedovoluje mit otevienych vice podoken aplikace
najednou ani pieklikdvat kamkoli jinam, dokud nebude ukoncena prace s oknem, které
je momentalné aktivni. Tato metoda otevirani Setii misto v paméti pocitace (protoze po
uzavieni okna se misto v paméti uvolni) a nabizi jesté jednu vyhodu: kromé klasického
rezimu zobrazovani i je mozné aktivovat i rezim zvétSeny, ktery je vhodny i pro zrakoveé

handicapované a o jehoZz funkcich se blize zminim na pozdgji.

11.2.8 Tlacitko ,,Combinations“ a podokna aplikace,
k nimz se vztahuje

Po kliknuti na tlac¢itko ,, Combinations“ (Kombinace) se uzivateli zobrazi okno
s dalsimi dvéma tlacitky: ,,Combinations of purchased and not purchased goods*
(Kombinace zakoupeného a nezakoupené¢ho zbozi) a ,,Combinations of purchased

goods “ (Kombinace zakoupeného zbozi).



Okno ,,Combinations “ (Kombinace) vypada takto:

Combinations of purchased and not purchased goods [C1]

Combinations of purchased goods [C2]

Obrazek 30. ,, Combinations “

Okna ,,Combinations of purchased and not purchased goods* (Kombinace
zakoupen¢ho a nezakoupeného zbozi) a , Combinations of purchased goods "

(Kombinace zakoupeného zbozi) vidime na nésledujicich obrazcich:

Combinations Frequency Categories
1T+3T+8F - 86 1-ALCO
1T+3T+8T 95
1T+3T+9F 143
1T+3T+9T 38
1T+3T+10F 151
1T+3T+10T 30
1T+4F+5F 215
1T+4F+5T 79
1T+4F+6T 152
1T+4F+6F 142
jzse |
1T+4F+7F T 136 v

ALCOHOL + no MEAT + SNACKS

1Ti2 13 MF5 |6 T8 9 [0 Search

Generate combination
?
Obrazek 31. ,, Combinations of purchased and not purchased goods"
Combinations Frequency Categories
|6T - 387 ~| |1-ALCOHOL (310
7T (373 El| |2 - BAKERY 337
8T 358 3 - FROZEN 316
9T 78 4 - MEAT 23
10T 65 5 - MILK 148
1T+2T 169 6 - READMADE (387
1T+3T 181 7 - SNACKS 373
1T+4T 16 8 - TINNED 358
1T+5T 90 9 - TOILETRY 78
1T+6T 167 10 - VEG 65
1T+8T ~1{136 o
ALCOHOL + SNACKS
1V 2[00 30 40 50 60 7™ 80 90 100 |[Search
Generate combination ‘
?

Obrazek 32. ,, Combinations of purchased goods"

» Combinations of purchased and not purchased goods* slouzi ke generovani
vSech moznych kombinaci zakoupeného i1 nezakoupeného zbozi a vypoctu, jak Casto se
tato kombinace vyskytovala v nakupnich kosicich zakaznikti obchodniho fetézce. Zalezi
pfitom ina zbozi, které zakoupené nebylo a v datovém souboru je reprezentovano

hodnotou ,, F*“ (False).



» Combinations of purchased goods“ slouzi ke generovani vSech moznych
kombinaci zakoupeného zbozi a zjiStovani, jak Casto se tato kombinace vyskytovala
v nédkupnich koSicich zakazniki obchodniho fetézce. Na zbozi, které zakoupeno nebylo,

pritom nezélezi, berou se v uvahu pouze kombinace zakoupenych polozek.

Prvni ze dvou vySe zminénych funkci aplikace umoziuje uzivateli vyhledavat
kombinace zbozi typu Polozkal(T) + Polozka2(F), ptikladem takové kombinace zbozi
muze byt Alkohol(T) + Maso (F) + Obcerstveni(T), ktera se Vv nakupnich koSicich
zakaznikli vyskytovala 158 krat, pficemz zalezi nejen na zakoupenych polozkach,
kterymi jsou vtomto piipadé alkohol a obcerstveni, ale i na polozce nezakoupené,

kterou je zde maso.

Z praktického hlediska je pro nas ovSem zajimavéjs$i pouze zbozi zakoupené,
zlstaneme-li u pfedchoziho ptikladu, budou to polozky alkohol a obcerstveni, pricemz
kombinace alkohol + obcerstveni se v nakupnich kosicich zakaznikd vyskytovala 172
krat — je to 158 piipadi, kde se navic nevyskytovalo maso, a 14 ptipadl, kde se maso
vyskytovalo. Generovat kombinace typu Polozkal + Polozka2 a zjistovat Cetnost jejich
zastoupeni v ndkupnich koSicich zdkaznikG umoziiuje uzivateli druhda ze dvou vyse

zminénych funkci.

11.2.9 TIlacitko ,,Association rules“ a podokna aplikace,
k nimz se vztahuje

Po kliknuti na tlacitko ,,4ssociation rules* (Asociacni pravidla) se uzivateli
zobrazi okno s dal§imi tfemi tlacitky: ,, How fo extract association rules‘ (Jak ziskavat
asociacni pravidla), ,,Details of the association rules” (Detaily o asociacnich
pravidlech) a ,, How to extract association rules — APRIORI algorithm* (Jak ziskavat

asociaéni pravidla — algoritmus APRIORI),.
Okno ,,4ssociation rules * (Asociacni pravidla) vypada takto:

How to extract association rules [AR1]

Details of the association rules [AR2]

How to extract association rules - APRIORI algorithm [AR3]

Obrazek 33. ,, Association rules “
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Tato Cast aplikace je uréena k objasnéni pojmu asociacni pravidlo pomoci
grafickych vizualizaci. Jsou zde popsany a nazorné¢ vysvétleny jednotlivé kroky
ziskavani asocia¢nich pravidel, uvedeny jsou dvé ukazky — prvni zptlisob klasicky bez
jakéhokoli urychlovani adruhy zpisob rychlejsi s pouzitim algoritmu apriori,
anasledn¢ také vSechny dulezité charakteristiky asociac¢nich pravidel, jimiz jsou
podpora (support), a to jak podpora celého asociacniho pravidla, tak 1 pouze jeho
piedpokladu ¢i pouze jeho zavéru, spolehlivost (confidence), navyseni (lift) a uplatnéni

(deployability).

w~How to extract association rules“ vysvétluje uzivateli, jak se z dat ziskavaji

asociacni pravidla. Cely proces je demonstrovan na malém mnozstvi dat (matice 4x4 —
¢tyfi druhy zboZi zakoupené nebo nezakoupené Ctyimi zdkazniky) a je vizualizovan ve
ctyfech krocich:

- Hledani zakoupenych produktti a vSech kombinaci zakoupenych produktii

- Vypocet frekvence vyskytu kazdé kombinace produkti v ndkupnich koSicich

zakaznikil

- Hledani frekventovanych mnozin

- Ziskani silnych asocia¢nich pravidel
Kazdy krok je podrobné vysvétlen a poté vizualizovan graficky, coz by mélo vést k jeho

snaz$imu pochopeni.

Ukazky z ¢asti programu ,,How to extract association rules” vidime na

nasledujicich obrazcich:

To obtain association rules we need to follow these steps:

Step 1:
Finding all purchased products and all sets of purchased products.

Step 2:
Counting the frequency of occurrence of each combination
of products in customers' shopping baskets.

Step 3:
Finding all frequent itemsets - those itemsets
whose support (frequency of occurrence) is greater than the required minimum support.

Step 4:
Generating all strong association rules.
Their support is greater than the required minimum support

and their confidence (conditional probability of the association rule's consequent's validity)
is higher than the required minimum confidence.

Follow the steps

00 ®

Obrazek 34. ,, How to extraCt association rules** — popis procesu ziskavani asociacnich pravidel
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Combinations Combinations
Length 1 Length 1
PL P2 P3 P4 PL P2 P3 P4
Length 2 Length 2
[Pi4P2 P1+P3 [P14P2 P14P3 P1+P4 P2+4P3 P2+P4 p34ps
Length 3 Length 3
[PISP3RPSN P1+P2+P4  P1+P3+P4  P2+P3+P4
Length 4 Length 4
[ RONORG)] | Pause | [ X NON@ Pause
Obrdzek 35. ,, How to extracCt association rules “ - Obrazek 36. ,, How to extraCt association rules ““ - frekvence
hledani kombinaci zakoupeného zbozi vyskytu nalezenych kombinaci zbozi

Minimum support:
50%

We have two potentially
interesting association rules
Support of the itemset:

S 1 E|F B |
s 1 of 4 which is 25% P4->P2 P2->P4
T K F|T|F
o Support of this itemset is lower
M E F F T F than the required minimum Lets check their confidence
E support.
A . FIFIEE
Combinations The only itemset whose support satisfies the minimum support threshold is:
Length 1 P2+P4
This itemset can be divided into two subsets:
P2 P4

Of those subsets we can obtain two association rules:
p3  P1+P2+P4" p14p3+P4 P2+P3+P4

P4->P2 P2->P4

Length 4
( N N N |_Pause | [ X X X J Pause
Obrazek 37. ,, How to extraCt association rules * - Obrazek 38. ,, How to extraCt association rules * - nalezeni
hledanti frekventovanych mnozin silnych asociacnich pravidel

wDetails of the association rules® seznamuje uzivatele blize s problematikou
asociac¢nich pravidel a spojmy, které Snimi souviseji — Sjejich dulezitymi

charakteristikami.

Vse je, obdobné jako v pfedchozim piipad€, demonstrovano na malém mnozstvi
dat (matice 8x8 — osm druhti zbozi zakoupenych nebo nezakoupenych osmi zakazniky).
V této datové tabulce jsou nejprve nalezena vSechna asociacni pravidla, a ta jsou

zobrazena v seznamu, jak vidime na nasledujicim obrazku.
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In this data table a lot of implications can be found. We can see all of
them in this list:

P1->P3
P3->P1

P1

P2 P3 P4 PS P6

©
~

P4->P1
P1->P2
P2->P1
P1->P5
P5->P1
P1->P7
P7->P1
P3->P4
P4->P3
P3->P5

AmTOo~nCo
W N O N S W N
MM oo - =M -
m MMM -4 Mmoo m
LI I R A R
LR B R R
m M o4 MMM -4m
MM M MM A4 -4 m
M MM =N NN
= mimiwmiN n =R

Majority of these rules is not interesting because of their low support.

P1-> P4 To reduce the list of rules and continue click the button below:

Frequency: 4
Eliminate uninteresting rules

0900 CO

razek 39. ,, Details of the association rules ““ - seznam nalezenych implikaci
Ob k 39. ,, Details of th t It

Seznam asociacnich pravidel je nasledné¢ zredukovdn na malé mnozstvi
nejzajimavéjSich implikaci, znichZz je nakonec vybrana jedna, a na ni jsou
demonstrovany vSechny dalsi vypocty.

’ Association rule

| <~ P3+P4a->P1 >

What can we find out about this rule?

Support of the antecedent

Obrazek 40. ,, Details of the association rules - charakteristiky asociacnich pravidel

Aplikace ukazuje, jak se vypocita:
- podpora (support) ptredpokladu asociacniho pravidla
- podpora (support) zavéru asociacniho pravidla
- podpora (support) asociacniho pravidla
- spolehlivost (confidence) asocia¢niho pravidla
- navySeni (lift) asociacniho pravidla
- uplatnéni (deployability) asociacniho pravidla
Kazdy z téchto pojml je popsan a jeho vypocet podrobné vysvétlen a graficky

vizualizovén, coZ by mélo usnadnit jeho pochopeni.



Dalsi ukazky z ¢asti programu ,,Details of the association rules® vidime na

nasledujicich obrazcich:

Support of the antecedent Support of the consequent
PRODUCT Asvockslon Iue PRODUCT Association rule
PL P2 P3 P4 PS5 PG P7 P8 P3 +P4->P1 PL P2 P3 P4 PS P6 P7 P8 P3 +P4->P1
1 I ETIT I F FEF Antecedent of this rule is: 1|T|F|T|T|F|F|F|F Consequent of this rule is:
M2 FTFFTTFT P3 + P4 M2 (F(T|F|F[T[T|F[T P1
: 3 F|E|T|T & T F|F Frequency of the antecedent is: 2 3|(F|F[T|T|F|T|FF Frequency of the consequent is:
fll« T T FTFFFF 5 Il ¢« T T F T FFFF 4
: s FEIRI T TR EISTF Support of the antecedent is : 5(V|e|(v|T|e|F|lT|F Support of the consequent is
eTrTTTFFF 5/8 STFTTTFFF 4/8
7 ElElTiTiEEE Wiche 7|e|e|x|x|e|r|E[F Wichls
slelrlelelelelely 62,5% slelelelrlelelrly 50%
= REPLAY Close = REPLAY Close
Obrdazek 41. ,, Details of the association rules * - Obrazek 42. ,, Details of the association rules“ - podpora
podpora (support) predpokladu (support) zaveru
Support of the rule Confidence
PRODUCT Association rule PRODUCT Association rule
PL P2 P3 P4 PS P6 P7 P8 P3 +P4->P1 PL P2 P3 P4 PS P6 P7 P8 P3 +P4->P1
1 [THELTIT This rule was extracted from the itemset: 1 TF TTFF F F Confidence of the rule is expressed as a quotient:
2|F|T|F|F|(T|T|F|T 2 support (P1+P3+P4)
c P1+P3+P4 c o
v BEGEREGRGEG Frequency of the rule is: v BEGEEGRE GG
s s which is
i@l ¢ T T F T F F F F 3 T B
o s ITHRENTHTEERELT |IF Support of the rule is 4 5 {E|LE| T T|FF LT F L
M M 5/8
sTFTTrrFF 3/: e elix|xlx=ele]e which is
which is e
7(ele|v|v|e|r|e|F Vg 7[e|le|x|v|e|F|F]|F 3/5 = 60%
slelelplelelelely ’ ) —
= REPLAY Close = REPLAY Close
Obrazek 43. ,, Details of the association rules* - Obrazek 44. ,, Details of the association rules* -
podpora (support) asociacniho pravidla spolehlivost (confidence) asociacniho pravidla
Lift Deployability
Association rule PRODUCT Association rule
P1 P8 P3 +P4->P1 PL P2 P3 P4 PS5 P6 P7 P8 P3+P4->P1
1|T|F|T|T|F|F|F|F Lift of the rule is expressed as a quotient: 1|T|F|T|T|F|F|F|F Deployability of the rule is expi as:
2|F|T|F|F|T|T|F|T > 2(F|T|(PF(P|T|(T|F|T support (P3+P4) - support (P1+P3+P4)
€ support (P1) ¢
83 F F TTFTFF '® s F F TTFTFF which is
s which is S
i@l 4 T T F T F|F F F i@l 4 T T F| T F F F F 5/8 - 3/8
2 a3 ° ARG
'R S| T|F T T|F F|TF 4/8 M W'\l(hlsr
: 6|T|F|T|T|T|F|F|F which is : 6|T|F|T|T|T|F|F|F 2/8 = 25%
7 F FTTFFFF (‘5’/5:1?\, 7|F|F|T|T|F|F|F|F o
p/ e
slFlrlFlF FlrlFlT 8 F F F FFFFT
o REPLAY Close | = REPLAY Close
Obrazek 45. ,, Details of the association rules* - Obrazek 46. ,, Details of the association rules* - uplatneni
navyseni (lift) asociacniho pravidla (deployability) asociacniho pravidla

wHow to extract association rules — APRIORI algorithm“ vysvétluje uzivateli,
jak se z dat ziskdvaji asociacni pravidla pomoci jednoho z nejznaméjsich algoritmt —
algoritmu apriori. Cely proces je demonstrovan na malém mnozstvi dat (matice 4x4 —
¢ty druhy zbozi zakoupené nebo nezakoupené Ctyimi zakazniky) a je vizualizovan ve

tfech krocich:
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- Hledani vsech frekventovanych polozek
- Hledani vSech frekventovanych mnoZin délky 2 a vice na zaklad¢ principu
algoritmu apriori
- Ziskani vSech silnych asocia¢nich pravidel
Kazdy krok procesu a cely princip algoritmu apriori je podrobné vysvétlen a poté

vizualizovan graficky, coZ by mé&lo vést k jeho snazSimu pochopeni.

Ukazky z ¢asti programu ,, How to extract association rules — APRIORI

algorithm *“ vidime na nasledujicich obrazcich:

_ Step 1: Minimum support:
Finding all purchased products, counting their support
and ing it with the required minil support. 50%

Finding all frequent items.
Support of the itemset:

3 of 4 which is 75%

Step 2:
Finding all combinations of length 2,
which can be made from the frequent items generated in the previous step.
Counting support of each combination, comparing it with the required minimum support

and finding all frequent itemsets of length 2. Support of this item satisfies the

minimum support threshold.
Step 3: T
Dividing generated frequent itemsets of length 2 into subsets
and finding all combinations of length 3, which can be made from these subsets. Frequent items and itemsets
Counting support of each combination, comparing it with the required minimum support Length 1
and finding all frequent itemsets of length 3. P2 p3 P4
Repeating the previous step
and generating combinations of length 4, 5, 6... as long as possible.
=
@000 @000 [ Pause |
Obrazek 47. ,, How to extract association rules - Obrazek 48. ,, How to extract association rules -
APRIORI algorithm“ — popis APRIORI algorithm* — frekventované polozky

Minimum confidence:

80%
Confidence of the rule
P2->P4
is 50%/50%
100%
The only itemset whose support satisfies the minimum support threshold is:
[PL P2 pP3 Pa e
This itemset can be divided into two subsets:
P2 P4
Of those subsets we can obtain two association rules:
P2 P4 P2->P4
Of these subsets it is not possible to generate itemsets of length 3.
000 Pause (X N X J | Pause |
Obrazek 49. ,, How to extract association rules - Obrazek 50. ,, How to extract association rules -

APRIORI algorithm* - frekventované mnoziny APRIORI algorithm* — asociacni pravidla



11.2.10 TIlacitko ,,A/gorithms“ a podokna aplikace, k nimz

se vztahuje

Po kliknuti na tlacitko ,,A4lgorithms* (Algoritmy) se uzivateli zobrazi okno

s dalsimi tfemi tlacitky: ,, Algorithm APRIORI in steps“ (Algoritmus apriori v krocich),

., Algorithm APRIORI* (Algoritmus apriori) a ,,Algorithm APRIORI - extended*

(Algoritmus apriori - rozsifeni).

Okno ,,Algorithms ** (Algoritmy) vypada takto:

Algorithm APRIORI in steps [A1]

Algorithm APRIORI [A2]

Algorithm APRIORI - extended [A3]

Obrazek 51. ,, Algorithms *

Okna ,,Algorithm APRIORI*“ (Algoritmus apriori) a ,,Algorithm APRIORI -

extended * (Algoritmus apriori - rozsifeni) vidime na nasledujicich obrazcich:

Categories Combinations

Frequent itemsets

+  MinSupport: 12%

MinConfidence: 66%

Get association rules

Association rules

« | |5T->2T

ST->6T

5T->7T

5T->8T

iTe2T>3T |
1T+2T->6T

1T+6T->2T

1TART.SIT

if ALCOHOL + BAKERY then FROZEN

Obrazek 52. ,, Algorithm APRIORI

Categories Combinations

1T
2T
3T
47

Frequent itemsets

- MinSupport: 12%

MinConfidence: 66%

Get association rules

Association rules

~| |5T->2T

5T->8T
1T+2T->3T

.| EEiEE i

1TAAT.5IT

if ALCOHOL + BAKERY then READMADE

Select rules whose consequent contains: Select product  ~

Obrazek 53. ,, Algorithm APRIORI - extended *
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»Algorithm APRIORI* umoziuje uzivateli vyhleddvat v datech asocia¢ni
pravidla ve tvaru: Jestlize plati pfedpoklad A, pak plati i zavér B (v ptipadé analyzy
nakupniho koSiku tedy: Jestlize si zdkaznik koupi zboZi A, pravdépodobné si koupi
I zbozi B) spouzitim algoritmu apriori, ktery je k tomuto Gc¢elu vhodny, nebot’ je
relativné snadno implementovatelny a naprogramovatelny a vyrazné urychluje proces

ziskavani pravidel. Princip fungovani algoritmu apriori je blize popsan v kapitole 4.2.3.

Uzivatel zadavd dvé kritéria: poZzadovanou minimalni podporu a minimalni
spolehlivost. Program nasledné vyhleda vSechny frekventované mnoziny — kombinace
zakoupeného zbozi, které spliiuji pozadavek na minimalni podporu, a nasledné vSechna
asociacni pravidla, ktera odpovidaji kritériu pozadované minimalni spolehlivosti.
Vysledky jsou zobrazeny v dolni poloviné okna: v levé ¢asti frekventované mnoziny,

V praveé ¢asti pak asociacni pravidla.

wAlgorithm APRIORI - extended®“ podobn¢ jako , Algorithm APRIORI*
umoziuje uzivateli vyhledavat v datech asociacni pravidla pomoci algoritmu apriori,
pificemz tato pravidla musi splnovat kritérium pozadované minimalni podpory
a minimalni spolehlivosti, a opét zobrazuje jak nalezené frekventované mnoziny
(spliuji pozadavek minimalni podpory), tak vSechna ziskand asociacni pravidla, jejichz
spolehlivost je veétsi nez pozadovand minimalni spolehlivost. Tato ¢ast aplikace navic,
jak je patrné zndzvu, nabizi 1 moznost hlubSiho zkoumani asociacnich pravidel
a ziskavani vice informaci o nich, dale umoziuje jejich nasledné tridéni, redukci a vybér

pravidel se zaméfenim na konkrétni polozky v nich obsazené.

Informace o konkrétnich asociacnich pravidlech se zobrazuji v okné, které vypada

nasledovné:

Association rules whose consequent contains BAKERY

Details of the rule

if ALCOHOL + TINNED then BAKERY
Antecedent: ALCOHOL + TINNED
Consequent: BAKERY
Support (antecedent): 17,30%
Support (consequent): 42,88%
Support (rule): 12,34%
Confidence: 71,32%
Lift: 1,66
Deployability: 4,96%

Obrazek 54. Detaily o vybranych asociacnich pravidlech

Toto okno se uzivateli zobrazi poté, co zadd kritéria pozadované minimalni

podpory a minimalni spolehlivosti, na zaklad¢ kterych ziska asocia¢ni pravidla, a po



vybéru konkrétnich pravidel ze seznamu umisténém v dolni ¢asti okna ,,Algorithm
APRIORI — extended (uzivatel vybira pravidla podle druhu zbozi, které je obsazeno
v zavéru pravidla, pfipadné si mize nechat programem zobrazit podrobné informace

0 vSech nalezenych pravidlech bez dalSich omezujicich kritérii).

Na obrazku 54 jsou zobrazena asociacni pravidla, v jejichz zavéru se vyskytovala
polozka pecivo. Kliknutim na libovolné pravidlo se lze dozvédét mnohé zajimavé
informace o ném: jeho podporu (Cetnost, sjakou se kombinace vSech polozek
obsazenych v pravidle vyskytovala v nakupnich kosicich zakaznikd obchodu), podporu
samotn¢ho predpokladu a podporu samotného zavéru pravidla, spolehlivost tohoto
pravidla (pravdépodobnost, s jakou plati zavér, plati-li ptedpoklad pravidla), lift (pomér
spolehlivost/podpora zavéeru) a deployability (pomér podpora predpokladu/podpora

pravidla).

wAlgorithm APRIORI in steps“ je specidlné¢ upravend forma okna ,, 4Algorithm
APRIORI“ nabizejici vSechny jeho funkce, ovSem uzplisobené tak, aby mohl uzivatel
sledovat pribeh algoritmu krok za krokem a dobie tak porozumét principu fungovani

tohoto algoritmu.

Po kliknuti na pfislusné tlacitko v hlavnim okn¢ aplikace se uzivateli zobrazi okno
s celkovym podrobnym popisem a vysvétlenim, jak pracuje algoritmus apriori. Jazyk,
ve kterém se text zobrazi, je mozné zménit pomoci tlacitek ,,EN“ a ,,CZ* a vybrat si
tedy mezi angli¢tinou a ¢eStinou. Toto okno vypada takto:

Algorithm APRIORI
The whole point of the algorithm is to extract useful information from large amounts of data.

Apriori is a classic algorithm for learning association rules. It operates with files and databases containing
transactions (for example collections of items bought by customers). Each transaction is seen as a set of items - an _
itemset.

How APRIORI works:

This algorithm proceeds by identifying the frequent items in the database and extending them to larger and larger
frequent itemsets as long as possible. The term "frequent item" (and "frequent itemset") means that the support of’
the item (percentage representation of this item in the database) must be higher then the required minimum support.
Next step of the algorithm is generating strong association rules from frequent itemsets. These rules must satisfy
the minimum support and minimum confidence threshold.

The minimum support condition is slready satisfied (non-frequent items and itemsets were discard and the algorithm
works with frequent itemsets only).

Tarh itamcat ic Adividad inta cithoate and tha alanrithm aanaratac accnriatinn mlac af tham and ralenlatac thair

Apply APRIORI on transactional data ]

? EN ‘ cz ‘

Obrazek 55. ,, Algorithm apriori in steps” — tivodni 0kno

Samotny algoritmus se spusti kliknutim na tlacitko ,, Apply APRIORI on
transactional data“ (Aplikovat APRIORI na transak¢ni data).
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Program vygeneruje vSechny mozné kombinace zbozi, které se mohly vyskytovat

v nakupnich kosicich zdkaznikl a zobrazi je v seznamu, jak vidime na obrazku 56:

Algorithm apriori operates with files and databases containing transactions. In our case it works with a text file which
contains some informations about customers and their purchases - what kind of goods they bought.

Before the algorithm starts it is neccesary to generate all combinations of products which may occur in customers’
shopping baskets. You can see them in the listbox ..Combinations®.

Categories Combinations

1 - ALCOHOL 3T+4T+5T+6T -

2 - BAKERY 3T+4T+5T+7T

3 - FROZEN 3T+4T+5T+8T

4 - MEAT 3T+4T+5T+9T =

5 - MILK 3T+4T+5T+10T

6 - READMADE 3T+4T+6T+7T

7 - SNACKS 3T+4T+6T+8T

8 - TINNED 3T+4T+6T+9T

9 - TOILETRY 3T+4T+6T+10T

10 - VEG 3T+4T+7T+8T o
‘ Go to the next step

Back to introduction OO0
? | ™

Obrazek 56. ,, Algorithm apriori in steps" — kombinace zbozi

V dal§im okné& uzivatel nastavuje pozadovanou minimalni podporu pro asociacni
pravidla. Toto okno vypada takto:

Step 1 &

First step of the algorithm is finding the frequent items and frequent itemsets in the list of generated combinations,
of purchased products. 3
The term "frequent item"/"frequent itemset" means that the support of the item (percentage representation of this
item in the database) is higher then the required minimum support.
An example:
We have 20 shopping baskets and 5 of them contain bakery. Then the support of bakery is expressed as a
quotient 5/20 and the percentage support of bakery is expressed as: 100 (5/20) = 25%.

If the required minimum support is less then 25%, then the item “bakery* is frequent.

MinSupport 13%

’ Find frequent itemsets ‘

Back to introduction ‘ ] JOlele)

? EN } cz ‘

iy 7 OVl 11 © M . ) 1 = 5 inimalni -
Obrazek 57. ,, Algorithm apriori in steps" — nastaveni poZadované minimalni podpory

Aplikace na zakladé¢ pozadované minimalni podpory pro asociani pravidla
vyhleda vSechny frekventované mnoziny (takové, jejichz procentudlni ¢etnost vyskytu
v ndkupnich koSicich zakaznikl je vétsi nebo rovna nastavenému prahu), a to tak, ze
jsou nejprve identifikovany frekventované polozky (mnoziny délky jedna) a z nich se
nasledné vytvareji stale delsi a delsi fetézce — frekventované mnoZiny, dokud je to
mozné. To je princip algoritmu apriori: kazdd mnozina musi byt sestavena pouze
z frekventovanych polozek a frekventovanych mnoZzin, polozky a mnoziny, které nejsou

frekventované, algoritmus vyradi a dale s nimi jiz nepracuje.



Nalezené frekventované mnoziny se zobrazi v okné, jehoz podobu vidime na
nasledujicim obrazku:

All frequent items and frequent itemsets (their support is higher than the required minimum support) were found. You!
can see them in the listbox "Frequent itemsets".

Frequent itemsets Support
iT 2 3T+8T ~120,74% ~
2T E 5T+6T 13,36%
3T 6T+7T 24,43%
4F 6T+8T 21,63%
5T 7T+8T 22,39%
6T |::> 1T+2T+3T 14,25%
7T 1T+2T+6T 14,63%
8T 1T+2T+7T =113,74% |=
oF 1T+3T+6T 14,38%
10T 1T+3T+7T 14,25%
1T+2T K 1T+6T+7T - 1113,49%
o . o e o ol e 3 o & 2 2R - 12 070L |

Back to introduction T ISle)

? 7 EN || €z

Obrazek 58. ,, Algorithm apriori in steps” — zobrazeni frekventovanych mnozin

V dal§im okné¢ uzivatel nastavuje pozadovanou minimalni spolehlivost pro

asociacni pravidla. Toto okno vypada takto:

Step 2 |5

Next step of the algorithm is generating strong association rules from frequent itemsets. These rules must satisfy
the minimum support (it is already satisfied) and minimum confidence threshold. 3
Each frequent itemset is divided into subsets and the algorithm generates association rules of them and calculates
their confidence.

Confidence is a conditional probability of the assciation rule's consequent's validity and it is expressed as a quotient:
support(X and Y)/support(X) for association rule in form "X->Y" ("X" is an antecedent of the rule, "Y" is a
consequent of the rule).

An example:
Ny A liaaa s i e s e Qe ity g A e et e e pe a0
MinConfidence 60 %
Get association rules ‘
Back to introduction | Q000
? EN { o4 ‘

L

Obrazek 59. ,, Algorithm apriori in steps" — nastaveni pozadované minimalni spolehlivosti

Aplikace na zaklad¢ pozadované minimalni spolehlivosti pro asociacni pravidla
vygeneruje vSechna tato pravidla (rozlozenim frekventovanych mnozin na podmnoziny
a jejich naslednym sluCovanim a sestavovanim pravidel) a vysledek zobrazi v okné,

které vidime na obrazku 60:
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All association rules, whose support is higher than the required minimum support and whose confidence is higher than
the required minimum confidence, were generated. You can see them in the listbox "Association rules”.

Strong association rules are used by supermarkets to improve their promotional offers. They determine which kinds of
goods are usually purchased together and they can predict what is the most profitable to offer to their customers.

Association rules Confidence
5T->2T +1174,32% =
5T->6T =1(70,95% |=
1T+2T->3T 66,27%
61,88%
2T+3T->1T 64,37%
1T+2T->6T 68,05%
1T+6T->2T 68,86%
1T+2T->7T 63,91%
1T+7T->2T " 1162,79% ~ |

if ALCOHOL + FROZEN then BAKERY

Product categories ‘

Back to introduction 0000

? EN /?

Obrazek 60. ,, Algorithm apriori in steps" — zobrazeni asociacnich pravidel

Kazdy krok algoritmu je v pfislusném okné podrobné popsan a vysvétlen (vcetné
ukazek jednoduchych ptiklad), v prabéhu prace je také mozné se k jednotlivym
kroktim, které¢ jiz byly projity, vracet, a pro uzivatele by tak mélo byt snadné pochopit
princip algoritmu apriori a jeho fungovani.

Okno aplikace ,,Algorithm APRIORI in steps 1ze popsat jako vyukovy program,
jak pracovat s algoritmem apriori. Tato cast aplikace by mohla byt vyuzivana
k demonstraci algoritmu apriori béhem vyuky data miningu a mohla by pomoci

studentiim snaze tomuto algoritmu porozumét.

11.3 Jazyk aplikace

Implicitnim jazykem pro tento program (a ptvodné také jedinym jazykem, ktery
m¢él nabizet) je angliCtina — ta byla zvolena proto, ze datovy soubor, s nimz se pracuje,
je rovnéz v anglictiné. Nicméné vzhledem K tomu, Ze aplikace je Castecné vyukova
ameéla by byt pfistupnd a snadno ovladatelnd pro co nejsirSi Skalu uzivateld, byly
nakonec nékteré jeji ¢asti (ndpoveéda, vykladovy text, vysvétlivky) pielozeny také do
ceStiny a mezi témito jazyky — CeStinou a angli¢tinou — je mozné b&hem prace s aplikaci

ptepinat dle libosti.



11.4 Klasicky a zvétSeny rezim zobrazeni programu

Jak jiz bylo zminéno nékolikrat vySe, program nabizi uzivateli dva rezimy
zobrazeni: klasicky a zvétSeny, vhodny mimo jiné 1 pro zrakové handicapované osoby.
Pravé vtomto se aplikace, kterou jsem naprogramovala, odliSuje od jinych data

miningovych nastroju.

Funkce programu se pro jednotlivé rezimy zobrazeni nijak nelisi, zplsob
vykreslovani grafii i ovladani programu zlstavaji nezménény stejné jako struktura ¢asti
programu, kterd se zabyva asocia¢nimi metodami, jediny rozdil spociva v grafické

podob¢ oken aplikace.

Veskeré obrazky, které jsem doposud uvedla v této praci a na nichz demonstruji,
jak muj program pracuje, byly pofizeny béhem chodu aplikace v klasickém rezimu
zobrazeni. Font textu a jeho velikost zde byly voleny s ohledem na vyslednou vizuélni
podobu oken a v uréitych piipadech by tento text mohl byt pro hufe vidiciho ¢lovéka
Spatné Citelny nebo necitelny. Program vSak umoziiuje aktivovat zvétSeny rezim
zobrazeni (kliknutim na policko ,,0ko* v pravém dolnim rohu pfislusného okna aplikace

— kazdého, u n¢hoz je tento rezim zptistupnén) a problém s Citelnosti snadno vyiesit.

ZvétSeny rezim zobrazeni vzdy roztdhne okno pies celou obrazovku, preskupi
komponenty na ném umisténé a upravi atributy fontu pisma tak, aby byl veskery text
dobfte citelny. Aktivace tohoto rezimu se nijak neprojevi na funkcich programu ani na

jeho ovladani.

Po ukonceni prace v okné aplikace, kde byl aktivovan zvétSeny rezim zobrazeni,

a jeho uzavfeni, se pak rezim zobrazovani automaticky nastavi na ,,klasicky*.

Na obréazcich 61 a 62 uvadim priklad, jak se li§i okno aplikace oteviené ve

zvétSeném rezimu zobrazeni od okna otevieném v rezimu klasickém:
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ALCOHOL 3% TOILETRY

o Gender

4% Male
[l Female

Age

TINNED 118 to 3(
131 to 4(
149 141 to 5(
% 151 to 6(
] Over 60

Marital
Sinale
SNACKS [ Married
[l Separat
14% [ Divorce
I Widowe

Children

READMADE gw5
No
1% 17% Workin
° MILK ’ Yes 9
6% No

15%
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13%

FROZEN
15%

MEAT

Obrazek 61. Zvetseny rezim zobrazovani okna

Obrazek 62. Klasicky rezim zobrazovani okna




12 Zaver

Existuje nepfeberné mnozstvi moznosti, jak nahlizet na data a jak tato data
zpracovavat. Vzdy to zavisi na tom, jaka data jsou k dispozici a jaky je zakladni cil

prace s daty.

Program vytvotfeny v ramci této bakalarské prace dokaze urcitym zptsobem tridit
a vyhodnocovat data ulozena v souboru domluveného typu a hledat mezi nimi vazby
a korelace. Vysledky zprostfedkovava uzivateli vizualné prostiednictvim nékolika typi
nejsou na prvni pohled patrné a které jsou odhalovany pomoci sofistikovanéjsich

algoritmli — asocia¢nich metod.

Program fesi jeden z typickych data miningovych problémt bez pouziti jiného
komplexniho data miningového nastroje, jehoz potizeni, instalace a ovladani by mohlo
piedstavovat problém, a to zejména pro uzivatele, ktery neni primarné IT specialista

a zajima jej ,,jen* posouzeni transakénich dat jeho obchodu.

Aplikace je urena nejen béZznym wuzivatelim, ale 1 lidem se zrakovym
handicapem, coz ji odliSuje od ostatnich ji podobnych, a ¢ini ji Vjistém smyslu
vyjimec¢nou.

Velmi dilezitd je vykladova cast aplikace, kterda ma studentim obort
informacnich technologii vysvétlit princip hledani asociacnich pravidel algoritmem
apriori. Aplikace je soucasti e-learningového kurzu Data mining. Jeji vzhled
a funk¢nost testovalo 10 studenti navazujiciho studia IT. Kazdy student poskytl svou
zkusenost a doporuceni vtextové podobé. Cenné rady, byly do aplikace
implementované — napiiklad grafické zobrazeni pro lepsi pochopeni definic dalezitych
pojmi. Tabulka s doporuenimi studentdi a zplisobem jejich zapracovani

a implementace je na v ptiloze této prace.

Diky své bakalaiské praci jsem méla moznost blize se seznamit s data miningem
ajeho problematikou a ziskala jsem tak mnoho cennych a zajimavych informaci
Z oblasti, o niz jsem dfive véd¢la jen velmi malo. Prace pro mé byla po vSech strankach

velkym pfinosem a velice mé obohatila.
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Prilohy

- Ptiloha 1: Tabulka s doporucenimi studentii a zplsobem jejich zapracovani

a implementace do aplikace

- Priloha 2: Obsah ptilozeného CD



Priloha 1: Doporuéeni studenti a zpusob jejich implementace do aplikace

Kategorie

Nazev

Popis problému

Regeni problému

Algoritmus apriori

Popis algoritmu

Lépe popsat princip algoritmu apriori - jak
pracuje + vysvétlit apriori vlastnost.

Popsano detailnéji, doplnén vzorovy priklad a vizualizace jeho feSeni pomoci
algoritmu apriori.

Ptidat vzorovy pfiklad algoritmu apriori
a jeho pribéhu od zacatku do konce.

Vzorovy pfiklad doplnén véetné vizualizace jeho Feseni.

Zkratit textovy popis jednotlivych krokd
algoritmu apriori.

Algoritmus popsan tak, aby byl dostatecné vysvétleny. Zvyraznény dllezité
pojmy.

Minimalni podpora a

Pridat doporuceni, v jakém rozmezi by se
mély pohybovat hodnoty minimalni podpory

Doporuceni pfidana ve vyukové Casti a také v napovédach.

spolehlivost . . . .
aspolehlivosti pro algoritmus apriori.
, .. - Ve vyukové €asti algoritmu apriori se zobrazuji frekventované mnoziny +
U frekventovanych mnozin uvadét podporu. o ¥ & P J ¥
Frekventované jejich podpora
mnoziny Ve vyukové &asti algoritmu apriori se zobrazuji asociaéni pravidla + jejich

U asociacnich pravidel uvadét spolehlivost.

spolehlivost

Interpretace vysledkd

Srozumitelnéji interpretovat vysledky
algoritmu apriori - asociacni pravidla ne ve
tvaru "1T + 2T -> 3T" ale "pokud si zdkaznik
koupi zboZi 1 a zboZi 2, pravdépodobné si
koupi také zbozi 3".

Po kliknuti na konkrétni asociac¢ni pravidlo se zobrazi jeho slovni interpretace.

Vyklad

Pojmy a vztahy

Zvyraznit daleZité vztahy a pojmy ve
vykladovém textu.

Dulezité pojmy zvyraznény, pridany vesvétlivky.

Vysvétlit pojem "asociacni pravidlo".

Pfidana ¢ast vysvétlujici pojem "asociacni pravidlo" a jeho Ciselné
charakteristiky.

Vysvétlovat dalezZité pojmy nejen v napovédé
¢i vyukovych castech - pridat napf. popisky,
které by pojem pfripomnély, pokud je potieba.

Doplnény vysvétlivky dalezitych pojmu v anglictiné a v ¢estiné.




V sekci "Help" popsat Iépe pouZivany datovy

Napovéda soubor a jeho strukturu - co ktery sloupec Upresnén popis datového souboru.
souboru predstavuje.
Namisto textového popisu vice véci Pridany vizaualizace vysvétlujici princip hledani asociacnich pravidel bez
Vizuali vizualizovat - doplnit ilustrace, animace, pouziti algoritmu apriori a vypocet jejich Ciselnych charakteristik. Dale
izualizace

grafy; problematiku vysvétlit a demonstrovat
na jednoduchych ptikladech.

pridana vizualizace vysvétlujici princip hledani asociacnich pravidel pomoci
algoritmu apriori.

Vizualni podoba

Prehlednost

Zmensit pocet oken, aby byl program
prehlednéjsi.

Zptehlednéni programu diky pfidani panelu zobrazujicim aktudlné oteviend
okna.

Pridat historii oken - kolik jich je otevienych,
ktera jsou otevienad atd. Nebo pfidat zaloZky.

Pfidani panelu zobrazujicim aktudlné oteviena okna.

Zvétsit okna s popisy u vyukové Casti
algoritmu apriori.

RozvrZeni
Upravit rozvrzeni jednotlivych komponent na | Nastaveni zobrazovani uzpisobeno tak, aby text a komponenty byly
plose. dostatecné velké pfi libovolném nastaveni rozliSeni obrazovky PC.
Zvétsit nékteré komponenty nebo jejich ¢asti

Komponenty , .
(posuvniky u progressbarl apod.)

Barvy Zvolit jiné barvy pro aplikaci. Zvoleny kontrastnéjsi barvy.

Zadavani hodnot

Zjednoduseni zadavani ¢iselnych hodnot -
misto trackbard pouZit tlacitka

MozZnost zadavani Ciselnych hodnot je nyni moZzna pomoci trackbard nebo

Ovladani s preddefinovanymi hodnotami nebo umoznit| pfimo z klavesnice.
zaddavani hodnot pfimo pomoci kldvesnice.
Tladitko ZPET PFidat tla¢itko ZPET Namisto tla¢itka ZPET pridan panel zéloZek zptehlediiujici cely program.
s v vl PreloZit vétsi ¢ast programu do cestiny, nejen w1, . ot vers e e wi
Jazyk Anglictina vs Cestina Pridany vysvétlivky dalezitych pojma v estiné.

delsi vykladové ¢asti.




Priloha 2: Obsah priloZeného CD

Text bakalarské prace
- Bakalarska_prace 2015 Marketa_Mala.doc
- Bakalarska prace 2015 Marketa_Mala.pdf
- Doporuceni_studentu.xIsx

- Kopie zadéani bakalarské prace: zadani prace.pdf

Aplikace
- Soubory pottebné ke spusténi aplikace v adresatich Alfiles, HelpFiles a TextFiles

- Spustitelna aplikace: Application.exe



