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Abstrakt

Tato prace seznamuje ¢tenare s pojmem datamining, SW nastrojem IBM SPSS
Modeler a zamérfuje se na tvorbu rozhodovacich stromu a popisuje pro né vybrané
klasifikacni algoritmy, jez jsou vyuzivany pfi feSeni rGznych realnych probléma.

Vybrané algoritmy jsou pak demonstrovany na konkrétnich datech.

Prace dale popisuje vznik desktopové aplikace pro vizualizaci vzniku
rozhodovaciho stromu, jakoz to nastroje pouzitelného pro vyuku.

Klicova slova

Datamining, klasifikace, rozhodovaci stromy, informacni zisk, entropie,

prediktor, predikovany atribut.

Abstract

This bachelor thesis introduces the concept of data mining and software IBM
SPSS Modeler. This thesis is focused on creating decision trees and classification
algorithms, which are used for different real problems. The algorithms are showing on

specific data.

This bachelor thesis describe creating desktop application for visualisation of a

decision tree. This application is a tool for teaching.
Keywords

Datamining, decision trees, information gain, entropy, predictor, predicted

attribute.
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1. Uvod

1.1 Historie

Jiz od vzniku prvniho pisma dochazi ke sbéru informaci a vyhledavani v nich.
Dlouha léta se takova data psala ru¢né. Po vynalezu knihtisku se béhem padesati let
v Evropé zdvojnasobil pocet knih. Dnes, v digitalni dob&, podobny narlst trva

priblizné 3 roky. [4]

S vétSim objemem dat, ale vznika problém jak data archivovat, zpracovavat, jak
v nich vyhledavat informace. Od 18. stoleti vznikaji prvni metody jak v datech
vyhledavat urcité ,vzory.“ Z téch starSich metod Ize zminit napfiklad Bayesuv teorém,
pouzivani regresni analyzy a dalSich statistickych metod. V padesatych letech 20.
stoleti, kdy doslo k rozvoji vypocetni techniky, dochazi s dalSim zvétSovanim objemu
dat také k rozvoji novych technik, jak analyzovat data. Rozvijely se napfiklad teorie
neuronovych siti, shlukové analyzy, genetické algoritmy, rozhodovaci stromy,

strojoveé uceni.

Teprve az v devadesatych letech se objevuje pojem Dobyvani znalosti
z databazi (Knowledge discovery from databases, KDD) [5]. Na konferencich o
umélé inteligenci v roce 1995 v Montreali se projednavalo mimo jiné pravé spojeni
databazi, statistickych a analytickych metod, vyuziti teorie informace a metod umélé
inteligence pro ziskavani skrytych informaci z velkych dat. Pojmy datamining a KDD
pouziva mnoho autorll jako synonymum, ale ¢asto je datamining chapan jen jako
Cast KDD. Pres uvedené rozdily, I1ze oblast zpracovani dat v celé Sifi naznaenych

problému, jednoduse nazvat datamining, protoze takto je vétSinové akceptovan.

1.2 Datamining

Existuje mnoho definic, které se liSi v detailech, vétSinou podle odborného
zameéfeni autora. Lze shrnout, Ze datamining je analyticka metodologie ziskavani
netrivialnich skrytych a potencialné uziteCnych informaci z dat. Dodnes se nékteré
definice, tak jak je popsali svétovi odbornici, od sebe lisi. Napfiklad E. Brethnoux
popsal datamining jako proces objevovani novych vyznamnych vztah(, vzorl a
trendd pfi zpracovani velkych objemU dat z datovych skladd pomoci metod
automatické detekce zavislosti, ale také matematickych a statistickych algoritmu.

Nebo S. Wilson fekl o dataminingu, Ze pomoci pokrocilych matematickych metod



odkryva vzory a vztahy ukryté v databazich. Zpravidla se jedna o vzory, které by

nebyly detekovany béznymi postupy.
1.2.1 DM nastroje

V souCasné dobé pro vyuzivani dataminingu byly vyvinuty rizné nastroje
a software, které dovoluji zpracovavat dataminingovy problém. Nékteré nastroje
umoznuji pracovat od porozuméni datim, prfes pfipravu dat k modelovani
a od modelovani probléml s nasazenim raznych postupl az k hodnoceni vysledku
a nasazeni vytvofeného modelu do praxe. Vysledky interpretuji uzivateli v pomérné
prehlednych schématech a grafech, popfipadé v tabulkach. Mezi nejznaméjsi
aplikace patfi napfiklad IBM SPSS Modeler, open-sourcova WEKA ¢i Knime. Dnes je
uz obvyklé, Ze databazové systémy jako Oracle, ale i dalsi, Ci statistické softwary
jako IBM SPSS Statistics nékteré dataminingové postupy maji implementované jako
nadstavbu.

Problémem je, Zze vétSina téchto nastroji jeSté nema v sobé naimplementovano
dostateCné mnozstvi statistickych a analytickych metod, které by pokryly DM ulohy
komplexné. Obzvlasté se to tyka téch, co jsou open source. Jejich postupné
pFiblizeni profesionalnim dataminingovym softwarlm se da océekavat a to

v souvislosti s aktualni poptavkou po levnéjSich nastrojich pro DM ulohy.

1.2.2 IBM SPSS Modeler

Software od IBM, IBM SPSS Modeler, je komplexnim nastrojem, ktery dokonce
splfiuje moznost pracovat v obecné uznavaném postupu, kterym je metodika CRISP
na robustnosti a funkCnosti. Obsahuje vSechny funkce pro jednotlivé kroky
dataminingu a pfredevsSim velké mnozstvi modeld pro DM modelovani. VSechny
funkce jsou prehledné zobrazeny jako uzly (moduly) rGzného zaméreni. Graficky je
jejich funkénost vyjadfena tvarem. Napfiklad vstupni uzly jsou kulaté, modelovaci

uzly maji tvar pétiuhelniku, Sestiuhelniky oznacuji funkce pro praci s daty apod.
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Obrazek 1 Uzly pro modelovani
Na Obrazek 1 Uzly pro modelovani je uveden pFehled implementovanych

dataminingovych algoritmu, pomoci kterych se dataminingovy model stavi.

Z uzl( se vytvari sekvencéni proud jednotlivych krok( dataminingového feSeni.
Uzly na sebe navazuji spojnicemi, které symbolizuji tok dat a jejich zpracovani.
Proud se znacCi anglickym ,stream®. Kazda DM uloha potfebuje jinak pfipravena data.
To zavisi nejen na tom, jaké modely hodla pro danou ulohu dataminer pouzit, ale
také na zdrojich dat. Data mohou mit riznou podobu podle toho, jak vznikala. Mohou
to byt rizné databazové zdroje, xIs tabulky, statistické soubory typu sav, csv soubory
a jiné. Datim je nutné porozumét a takeé je prevést do takového typu a tvaru, ktery je
pro vybrany algoritmus — ukryty v modelovacim uzlu, vhodny. Pro tyto ukoly dava
Modeler mnoho funkci ukrytych v jednotlivych uzlech. Tato <&ast feSeni
dataminingové ulohy je velmi naro¢na na kreativitu, znalosti i ¢as. V rlznych zdrojich

se uvadi, ze predstavuje az 70% Casu.

Obrazek 2 Priprava dat ilustruje pouziti uzld pro praci sfadky a sloupci
nactenych dat. Lze vkladat nové atributy, spojovat soubory, vytvaret agregované
hodnoty, restrukturalizovat data, sefradit je podle zvoleného kritéria, vybirat potfebné

podmnoziny a zpracovana data ulozit do novych soubort riiznych typu. Pracovni uzly
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Obrazek 2 Priprava dat




s Fadky ¢i sloupci jsou Sestiuhelnikové grafické znacky a vystup ma tvar obdélniku.
Kazdy uzel ma mnoho nastavitelnych parametrd a tak vysledny proud mize byt velmi

slozity.

Data se nacitaji obvykle ze souboru do dvourozmérného pole, které si lze
predstavit jako tabulku. Radky pfedstavuji zaznam o objektu a sloupce jsou atributy,
které objekt popisuji. Za objekt mlze byt povazovany napfiklad zakaznik, pacient, ale
i transakce bankovni operace aj. Radek sloZzeny z hodnot pro jednotlivé atributy je
vlastné vektor, kde defini¢ni obory atribut jsou typové primarné rizné. Mohou to byt

realna Cisla, Ciselniky, kategorie, stringy, podle typu objektu a dostupnych informaci

0 objektu.

. oy i . . Vyse . , - .
Vék Pocet déti Pohlavi Svobodny pHimu Zameéstnany VySe konta Uvér
18 0 Muz Ano 18 000 Ano 80 000 Ano
40 2 Muz Ne 0 Ne 550 000 Ano
28 1 Zena Ne 25 000 Ano 370 000 Ano
35 2 Muz Ne 65 000 Ano 650 000 Ano
22 0 Muz Ano 0 Ne 500 00 Ne

Tabulka 1 Mozna realna data

KlepSimu porozuméni datiim slouzi mnoho ruznych typa grafu a analyz.
Napfiklad uz po nacteni dat pfislusnym vstupnim uzlem Modeler data analyzuje,
predbézné urCi typ a rozsah nacCtenych hodnot a navrhne defaultné roli atributu
v uloze. Pod pojmem role atributu se rozumi pouziti atributu v datamainingovém
modelu. Atribut muze byt pouzit jako vstupni, vystupni, vstupni a vystupni zaroven
nebo také muze byt bez role, pokud atribut bude ignorovan.  DalSimi specialnimi
uzly Ize délat hloubkovou analyzu. Napfiklad posoudit kvalitu dat Ize uzlem ,Data
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audit®. Vysledkem datového auditu jsou zakladni statistiky pro kazdy atribut podle
typu atributu. Napfiklad pro cCiselné atributy vysledkem maximalni, minimalni
hodnota, primérna hodnota, smérodatna odchylka, interkvartilovy rozptyl, graf
rozdéleni, zeSikmeni a dalSi. Zaroven se kontroluje uplnost dat, tedy zjisti se
chybéjici hodnoty pro dany atribut, pfipadné podle nastaveni se hleda vyskyt
outliert, pokud jsou data atributu Ciselna. Uzel ,Type“ dovoli zménit typ, vybrat jen
nékteré atributy, pfejmenovat je, zménit roli. V pribéhu proudu Ize data kdykoliv
zobrazovat jak pomoci tabulek, tak i grafd nebo matic. Dataminer tak vidi, co se s

daty po aplikaci funkci navrzenych do proudu, déje.

Samotné modelovani v Modeleru umoziuje vyzkouseni nékolika soubéznych
modell a nasledné jejich porovnani. Proud pro ilustraci rozhodovani o udéleni Gvéru
klientovi je ,Skolni,“ nevychazi z realnych dat, ale ilustruje pouZiti nékolika modelu a
slouzi k porovnani vysledku s vlastnim algoritmem, ktery byl v rémci zadani vytvofen
k podpofe vyuky v pfedmétu Datamining. Vysledky modelovani pomoci klasifikacnich

a rozhodovacich stromu jsou dostupné v Modeleru v Zlutych ,diamantech.”

[oF ¢
a: Ana il il
y
0
/atmn}' audit El‘féf\ / (vEr RC-(vEr
. : i 554 :
—- +_’. B — By _.- _E.;E:?r' _.- i
Partiion TT e analjza vjsledkl,
:
= p ---o--- (G A
CHATD: |
Data Klientl lvér Gvér Gvér

Obrazek 4 Uvér v modeleru I.

Zminovana metodika CRISP-DM (Cross Industry Standard Process for
Datamining), definuje jednotlivé kroky a faze pfi feSeni uloh. Vysledek jednotlivych
krokll je pfimo ovliviiovan stavem kroku minulého, avSak nejedna se vylozené o

cyklus, spi$ o iteracni proces, ve kterém je vysledek postupné optimalizovan



Metodika CRISP-DM se sklada ze Sesti krokl zivotniho cyklu projektu:

1.

AN

Porozuméni problematice — definovani cili (Business Understanding)
Porozuméni datim (Data Understanding)

Pfiprava dat (Data Preparation)

Modelovani (Modeling)

Vyhodnoceni (Evaluation)

Nasazeni (Deployment)

A 3 hiN 1] Sﬁeﬂmsxﬁmﬂa Models |

e

LrEi zemi pdv...

| CRISP-DM || Classes

=1 _| (Lnsaved project)

|| Business Understanding
-[-] Datz Understanding
u:_| Diatz Praparation
i-[= Modzling
i--[=] Evaluation
el | Depo

Project o

Obrazek 5 Zabudovana technologie CRISP DM v Modeleru

1.2.3 Dataminingové ulohy

Dataminingové projekty se objevuji vSude tam, kde vznikaji elektronicka data a

tyto se v €ase hromadi. Je logické, snaZzit se o ziskani néjaké vyhody z existence

téchto dat. Naklady na archivaci a udrzbu musi vétSinou maijitel dat vynakladat tak

jako tak, protoze nékdy musi pinit napfiklad zakonnou povinnost, jindy mu data slouZzi

jako dokument pro reklamacni fizeni atd. Elektronicka data mame dnes témér ve

vSech oborech lidské Cinnosti a potfeba tyto data dale vyuzivat a zpracovavat je stale

naléhavéjsi. Dfive byla v nasazeni DM postupll mimofadna vyhoda. Napfiklad



business pan obchodnika, ktery pfisel s napadem segmentovat zakazniky pomoci
DM, dé&lat tak cilenou reklamu. Setfil tim velké finanéni &astky oproti konkurenci,
Dnes je nasazeni DM postupl nutnost pro zajisténi konkurenceschopnosti. V jinych
oborech pomaha DM chranit spoleCnost pfed kriminalitou, rdznymi podvody
v bankach, pfi ziskavani zakazek ¢i uvér(d. Vyznamné jsou ulohy védeckého
charakteru, pomoc v diagnostice nemoci, v predikci Sifeni kritickych nemoci.
Textmining je dnes nasazovan na webové prostiedi a to z mnoha davodud. Prvni byly
e-shopy. Naléhavy zaCina byt problém Sifeni nenavistnych ideologii prostfednictvim

pocitaCovych siti a i tady bude jisté pomahat dataminingové postupy.
Prehled nejznaméjsich uloh aktualné reSenych DM postupy:
V sektoru financnictvi je typické
o Skoérovani zadosti o uvér
e Hodnoceni chovani pfi splaceni avéru
e Hodnota (bonita) klienta
e Podvody pfi pouzivani platebnich karet
Detekce podvodného jednani
e Pojistné podvody
o Komercni pojistovny
o Zdravotni pojistovny
e Prani Spinavych penéz
e Bankovni podvody
e Danové uniky
e Korupce
V sektoru prodej a marketing

e Predikce Uspésnosti prospektl pro obchodni nabidky



e Urceni kombinaci produktl, které se kupuji spole¢né pro cilenou
nabidku

e Identifikace zakaznikt, ktefi chtéji rozvazat smlouvu nebo prejit ke

konkurenci
V dalSich oborech
e Genové inzenyrstvi
e Medicina — diagnostika chorob
e Personalistika — pfijimani pracovnikd
o Skolstvi — udélovani stipendii
e Obchodni fetézce — nakupni kosik
o Statni sféra — cilena kontrolni €¢innost
e Logistika — rozmisténi skladut
e Marketing - segmentace

Z vySe uvedeného je vidét, ze typl uloh feSenych DM postupy bude velké

mnozstvi a budou zasahovat mnoha sfér a do budoucna bude jejich pocet rust.

Zajimavé je rozdéleni dataminingovych uloh podle pouzitych statistickych,
matematickych postupll, ¢i nasazeni algoritmi umeélé inteligence. Z tohoto uhlu
pohledu Ize DM ulohy délit na klasifikacni, segmentacni, ulohy na odhadovani hodnot
vysvétlované proménné pro rozhodovani, Glohy analyz vztahd, ulohy predikce

v ¢asovych rfadach a ulohy detekce odchylek.



2. Klasifikacni ulohy v DM

V pfekladu pfesné znamena tfidéni, hodnoceni. V nékterych pfipadech lIze najit
zaménu klasifikace za diskriminaCni analyzu, ktera je ale ve skuteCnosti jen
podskupinou klasifikace. Podstatou klasifikace je rozdélovani objektu, které maiji
urcité charakteristické rysy, do jednotlivych tfid. V dataminingovych ulohach to zavisi
na zvoleném modelu. V nékterych modelech se vychazi ze znamé klasifikace a
model pak trénuje na tréninkové mnoziné dat. Jsou i jiné postupy, kde se vychazi
z podobnosti objektd a klasifikace je dana mirou podobnosti objektl. Mira
podobnosti se posuzuje rtzné. Pro klasifikacni a rozhodovaci stromy, co je v zadani
této prace, je typické, Ze cilova proménna je znama v datech o historii klasifikace
nebo rozhodovani. Vybudovani rozhodovaciho stromu vychazi z hledani vhodného
predikatoru pro predikovany atribut a danou mnozinu. Vybér predikatoru vychazi
z posouzeni zavislosti moznych predikator( s cilovou proménnou pomoci raznych
statistik Ci jinych charakteristik. S klasifikaci Uzce souvisi predikce cilové hodnoty
navrzenym modelem pro novy objekt, u kterého klasifikace neni znama a rozhoduje
model. Je to prfedpovéd neboli odhad nasledujicich hodnot cilové proménné pfi
znalosti hodnot pfedchozich. Dohromady predikce a klasifikace pracuji tak, ze pro
jeden konkrétni predikovany atribut A (nékdy téz zvany cilovy atribut) se provadi

modelovani vlivu ostatnich atributl na atribut A.

Klasifikaci Ize rozdélit do nékolika skupin. Napfiklad podle typu u€eni na uceni
se s ucCitelem a bez ucitele. A dale podle rozdéleni nahodného vektoru na klasifikani
a regresni. Anebo podle reprezentace dat na priznakové klasifikatory, sekvencni
klasifikatory, strukturalni klasifikatory a kombinované klasifikatory. V nasem pfipadé
jsme se zabyvali rozhodovacimi stromy, které spadaji do kategorie ucCeni se
s uCitelem a do strukturalnich klasifikatord. Shlukova analyza, ktera spada do uceni

se bez ucitele, je v praci zminéna jako jedna z mnoha dalSich moznosti klasifikace.

Na Obrazek 6 Moznosti klasifikace v Modeleru je rozhrani modeleru a v dolni
Casti je vidét mnoho dalSich uzl(, pomoci kterych lze FeSit klasifikaéni problém.
Kromé rozhodovacich stromu a shlukové analyzy, Ize pouzit napfiklad neuronovou
sit, linearni a logistickou regresi, diskriminacni analyzu, faktorovou analyzu a dalsi.

Vybér modelovacich uzl( zavisi na zadani a datech, které ma dataminer k dispozici.
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Obrazek 6 Moznosti klasifikace v Modeleru

Pred klasifikaci probiha vzdy proces poznavani dat a pfedzpracovani dat. Mimo
jiné se zdat odstranuji z dat. NejCastéji se jedna o chybéjici hodnoty, odlehlé
hodnoty nebo jde o transformaci dat pro konkrétni algoritmus. Nékteré klasifikacni
algoritmy se a chybéjicimi daty dokazi vyporadat sami. Pokud to je mozné, doplni
hodnotu podle zvolené metody dataminerem, nebo zavedou novou kategorii, jedna-li

se o data kategorialni.

V Modeleru maji pravé moduly pro klasifikaci nejvétsi zastoupeni. Ztéch
zajimavych Ize zminit napfiklad C&RT, CHAID, QUEST, C5.0, Linear regression a

neuronoveé sité neural Net.

Ulohy pro klasifikaci zabiraji Sirokou $kalu dataminingovych tloh. Mdze to byt
napfiklad problém pfidéleni dvéru v bance, urCeni botanického druhu, urceni

diagndzy pacienta Ci vyhledavani rizikovych mist v prevenci kriminality.

2.1 Rozhodovaci a klasifikaéni stromy

Rozhodovaci a klasifikani strom je soubor po sobé jdoucich pravidel, ktera
uréuji a zafazuji objekty n&jaké mnoziny. Casto je reprezentovan grafem, kde uzel
(vrchol) reprezentuje danou mnozinu a vétev (hrana) reprezentuje rozpad mnoziny
v uzlu, kde zacCina. Listem je pak nazvan takovy uzel, ktery se uz dal nevétvi.
Klasifikacni strom rozhoduje o kategorialni cilové proménné u rozhodovaciho stromu,

kde mlze byt predikovana hodnota i Ciselna.




Jedna se o jednu z nejrozSifenéjSich metod, jak rozdélovat mnozinu dat.
Vyuziva se v bézném Zivoté, nejen v dataminingu, napfiklad pro ur€ovani neznamych

rostlin podle kli¢e a podobné.

V praxi se pracuje tak, Ze se nejprve vytvofi rozhodovaci strom z trénovacich
dat, ktera maji jasné urCeny predikovany atribut a nasledné pomoci tohoto stromu
zarazuji predikovany atribut testovacich dat. Testovacimi daty se posuzuje kvalita

navrzeného modelu.

Rozhodovaci stromy Ize rozdélit podle poctu uzld na binarni stromy a obecné

stromy, dale podle typu zpracovani dat na klasifikaéni stromy a regresni stromy.
Pro v8echny rozhodovaci stromy plati obecny algoritmus, TDIDT.

2.1.1 Algoritmus TDIDT [5]

Top Down Induction Decision Trees je zakladnim algoritmem, podle kterého se
tvofi vSechny rozhodovaci stromy. Vyuziva metodu ,rozdél a panuj®, kdy trénovaci
data rozdéluje do mensich a mensich mnozin. Tyto mnoziny by méli byt vzdy tvofeny
jednou prevladajici tfidou nad ostatnimi, i idealné pouze jednou tfidou. Algoritmus

pracuje ve tfech krocich:

1. Zvolit jeden atribut jako kofen dil€¢iho stromu.

2. Rozdélit data v tomto uzlu podle hodnot zvoleného atributu a pfidat uzel
pro kazdou tfidu.

3. Pokud existuje uzel, pro ktery nepatfi vSechna data do téze tfidy, pro

tento uzel opakovat body 1 a 2, jinak skoncit.

2.1.2 Obecny rozhodovaci strom

Obecny strom je nejjednodussSi pro tvorbu a také nejlepSim pfikladem pro

vysvétleni, jak stromy funguiji.

Na zaCatku mame néjaka vstupni data (uvazujeme kategorialni data). MGzeme
si je predstavit jako velkou tabulku s hlavi¢kou, ve které jsou nazvy objektl (sloupct).
Pro to, abychom mohli data rozdélit, musime urcit, ktery z objektu je prediktor, a ktery
je predikovany atribut. Prediktor je takovy objekt, na kterém zavisi hodnota
predikovaného atributu. VSechny objekty tabulky maji své tfidy. Tfida je néjaka

konkrétni hodnota pro dany atribut.



Cilem je rozdélit data tak, abychom v listech stromu ziskali pro predikovany
atribut vzdy jen jednu jeho tfidu v zavislosti na jedné tfidé prediktora. Nékdy to neni
hned mozné, proto je prediktorl vzdy vice. Pro kazdou dalSi vzniklou tabulku se
provadi postup rozdéleni znovu, ale uz ne pro stejného prediktora jako v pfedchozim
pripadé. Vybér vhodného prediktora se provadi danym vypocltem at uz z oblasti

statistiky, Ci z teorie informace a dalSich.

Konec rastu u vS8ech stroml je dan takzvanymi stop kritérii. Mezi nejCastéjsi
podminky patfi Minimalni poCet tfid pro predikovany atribut, Pomér cetnosti
jednotlivych tfid predikovaného atributu, Hloubka stromu, Sitka stromu. Rast
prestava samoziejmé i v pfipadé, kdyZz uz neni k dispozici zadny dalSi predikator

nebo je mnozina dat mala.

Typickym znakem obecného stromu je mnoho uzll podle poctu kategorii

vybraného prediktora a tim i jeho vétsi Sifka.

2.1.3 Binarni rozhodovaci strom

Jak napovida nazev, vtomto pfipadé se jedna o strom, ve kterém jsou pro
kazdy uzel nejvice dvé vétve. Vznikne, kdyz mame pro kazdy prediktor, tj. atribut,
pomoci kterého se $tépi v uzlu stromu data jen dvé tfidy, nebo vznika z obecného
stromu pomoci pfevodu, nebo vznika slu¢ovanim kategorii pro kazdy prediktor tak,

aby nakonec zbyly kategorie dvé.

Dulezita vlastnost binarnich strom( je jejich rychlost prichodu. Jsou daleko

rychlejSi nez obecné stromy. Na druhou stranu mohou byt velmi hluboké.

2.1.4 Profezavani a vyvazovani stromu

Profezavani (tree-pruning) je zpusob, jak z obecného stromu vytvofime strom
jednodussi. Déje se tak proto, aby se zrychlil proces klasifikace a kvalita klasifikace.

Existuji dva zpusoby.
e Profezavani pfi konstrukci (pre-pruning)
e Profezavani po konstrukci (post-pruning)

Prvni postup pracuje na principu pfed€asného ukonceni nékterych vétvi pfi

tvorbé stromu. Davody mohou byt rizné. Napfiklad vyrazné vysSi pocet zastoupeni



jedné ftfidy predikovaného atributu oproti ostatnim. V tu chvili je ale nutné vyfesit,

jaka bude hrani¢ni hodnota.

V druhém pfipadé se odstraniuji vétve jiz z hotového stromu. Takové vétve jsou
nahrazeny listy s takovou hodnotou, ktera se nejCastéji vyskytuje v nahrazované
vétvi. Postup se opakuje, dokud je urCita mira chyby mensi nez zadana hranice. Opét

je nutné vyresit problém, jaka bude hrani¢ni hodnota.

V porovnani obou postupl vychazi, ze prvni postup je méné Casové narocny

nez druhy, ale poskytuje o néco horsi vysledky.
2.1.5 Porovnani klasifika¢nich a regresnich stromu

Hlavni rozdil mezi témito stromy je v pohledu na predikovany atribut. Klasifikaéni

stromy pracuji s kvalitativnimi daty a regresni stromy s kvantitativnimi daty.

KlasifikaCni stromy pracuji tedy predevsim s kategorialnimi proménnymi. Mohou
pracovat i s daty, ktera jsou numerického charakteru. Takova data se pomoci
riznych statistickych vypocta prevadéji na kategorie (kvartil, percentil, median a

podobné).

Kategorialni proménou se mysli proménna hodnota, ktera ma né&jaky vyznam.
Zastupuje napriklad néjaky Ciselny interval, nebo jinou skupinu hodnot (tvar okvéti,

vysoky pfijem, jedovata houba...).

Regresni stromy pracuji jediné s numerickymi hodnotami. Napfiklad se vyuzivaji
u internetovych vyhledavacu. Ve vstupni tabulce pro regresni strom jsou pak
zapsany napfriklad ¢etnosti vyskytll na konkrétni strance hledaného slova, page-rank

a podobné.

Pro ilustraci jak mize vypadat vysledny klasifikaéni strom je viozeny Obrazek 7

Vybudovany binarni strom v Modeleru.

Strom byl vytvofeny modelem CART a jedna se o binarni strom. Testovali jsme
timto modelem moznosti, které modeler v modelovacich uzlech poskytuje. Data
tvofilo milion pfipadd poskytnuti uvérl, jednalo se o uméla Skolni data. Na naSe
testovani vypoc¢td v Modeleru byla mnozina dostate€na. Na obrazku je jen cast
stromu. V uzlu 6 je vidét, ze odpovidajici mnoZina je skoro rovhomérné zastoupena
vzhledem k cilovému atributu. A tedy strom musi pokraCovat, aby bylo mozZno

rozhodnout.
| | |
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2.2 Shlukova analyza

Jedna se o mnohorozmérné statistické metody, které klasifikuji objekty. Objekty
tfidi do shluku, které obsahuji vzdy objekty k sob& navzajem nejvice podobné.
Podobnost objektd lze definovat rizné a volba metriky ¢i jiného statistického
hodnoceni podobnosti, je pro feSeni dataminingového zadani zasadni. Typové
fadime shlukovou analyzu k metodam ucCeni bez ucitele. Vstupni data jsou tedy
rovnou zpracovavana, neni definovana cilova proménna a shluky jsou vytvareny na
zakladé matematickych vypoctd. Shlukovani je reprezentace dat, ktera zmenSuje
objem dat za wurCité ztraty informaci. Shlukovaci algoritmy rozdélujeme na
hierarchické aglomerativni a hierarchické divizni a nehierarchické optimaliza¢ni a

nehierarchické analyzy modu.

2.2.1 Hierarchické shlukovani

Postupy jsou zaloZeny na hierarchickém uspofadani objektd a jejich shluku.
Graficky se hierarchicky uspofadané shluky zobrazuji formou vyvojového stromu
nebo dendrogramu. U aglomeracniho shlukovani na pocatku plati, Ze co objekt to
jeden shluk. V prvnim kroku se do shluku spoji dva objekty, jejichz vzdalenost je
nejmensi, spoji a vypocCte se nova matice vzdalenosti, v niz jsou vynechany objekty z
prvniho shluku a naopak tento shluk je zafazen jako objekt. Cely postup se opakuje
tak dlouho, dokud vS8echny objekty netvofi jeden velky shluk nebo dokud nezlistane
urcity, pfedem zadany pocet shlukd. Divizni postup je obraceny. Vychazi se z
mnoziny vSech objektl jako jediného shluku a jeho postupnym délenim ziskame
systém shlukl, aZz skonlime ve stadiu jednotlivych objektl. Otazka vypoctu
vzdalenosti dvou vice rozmérnych objektl, €i vypoctu jejich podobnosti je v kapitole
223

2.2.2 Nehierarchické shlukovani

Uzivatel na zakladé svych vécnych znalosti, nékdy v8ak nahodné&, urci, které
objekty maji tvofit zarodky nové vytvofenych shluki a systém rozdéli objekty do
shlukl podle jejich vzdalenosti od téchto typickych objektl. Existuje nékolik postupl
zadavani zarodkl shluku a zafazovani objektd do shluku. Vzdalenost
mnohorozmérnych objektl (fadkovych vektorl ve vstupnich datech) se da posoudit
rizné a to i vzavislosti na datovych typech jednotlivych atributd shlukovanych
objektd. Vzdalenost budeme povazovat za miru podobnosti a nékteré miry budou

dale zminény. Pro dobré rozlozeni se musi hodnotit kvalita vznikajicich shluk( a



pripadné jejich slozeni modifikovat pfeskupenim. Kvalita se hodnoti ,funkcionalem

kvality rozkladu®, ktery maze byt reprezentovan:
e Vzdalenosti objektu shluku od tézisté
e Vnitroshlukovym rozptylem
e Podobnosti objektu v shluku
e Mirou separace shluku
e Rovnomérnosti rozlozeni objektu v shluku

Nehierarchické metody maji dvé faze: urCit idealni pocCet shlukl a provést

samotné shlukovani

2.2.3 Vybrané miry podobnosti pro €iselna data

Shlukova analyza pracuje na principu porovnavani objektld a zjiStovani jak moc
si jsou blizko. Pokud bychom méli jednotliva data reprezentovany napfiklad pomoci
Ciselnych vektord, tak bychom hledali vzdalenosti mezi nimi. Vzdalenost p(A,B)

pro objekty A, B je definovana metrika v mnohorozmérném prostoru, pokud plati:

1. P(4,B)=0e A=B
2 p(4,.B)20

3. P(A4.B)=p(B.A)

4. P(4,C)=p(4,B)+p(B.C)

Takovému méfeni fikame také mira podobnosti dana metrikou. Metrik je cela

svos o

Euklidovska vzdalenost: E;=d(AB)=

Cebysevova vzdalenost: d(A,B) = max|A — B|
Manhattanskou vzdalenost: d(4,B) = ZlAi -5 |
i=1

Tyto metriky pracuji s numerickymi daty. Problém tedy nastava s daty

kategorialnimi.



2.2.4 Vybrané miry podobnosti pro kategorialni data

Idealni pfipadem pro takova data jsou binarni proménné. Tedy hodnoty, které

nabyvaji pouze dvou hodnot (napfiklad Pohlavi — muz, Zena). Vektory takovych

objektd pak maiji na svych pozicich bud 1, nebo 0. Problém nastava u kategorialnich

proménnych s vice hodnotami. Z takovych proménnych lze udélat transformaci na

Indikatorové proménné.

id_pacienta| Pohlavi Vék diagnoza dopolglj(ceny
132 M 47 120 L1
201 z 35 120 L2
345 M 28 100 L1
Tabulka 2 Piivodni data
id_pacienta| Pohlavi Vék diagnoza L1 L2 L3 L4
132 M 47 120 1 0 0 0
201 z 35 120 0 1 0 0
345 M 28 100 1 0 0 0
Tabulka 3 Po transformaci atributu doporucéeny lék
Pokud se povede prevod vSech atributl na dichotomické atributy, tak hledame
vzdalenosti (podobnost) objektu, ale uz ne pomoci metrik, nybrz pomoci Koeficientu
asociace. Pro tyto plati
e Pouzivaji se vyhradné pro objekty reprezentované dichotomickymi
atributy
e Vyuzivaji se asociacni tabulky, se kterymi koeficienty pracuji. Viz Tabulka
4
e Pocet atributll, kde oba maji 1 -> a
e Pocet atributli, kde oba maji 0 -> d
e Pocet atributl, kde prvni ma 0 a druhy 1 ->b
e Pocet atributll, kde prvni ma 1 a druhy 0 -> ¢
Napfiklad pro vektor A (1, 0, 1, 1, 0) a pro vektor B (0, 1, 0, 0, 1) bude takova
asociacni tabulka vypadat nasledovné:
[NYNy]
"N




A/B|1]|0] |A/B]1]|0

Tabulka 4 Tabulka shod pro nasledny vypocet koef. asociace

Z této tabulky pak Ize riznymi zpusoby spocitat koeficienty asociace a vytvaret
shluky. Nékteré vypoclty operuji pouze s ab, b, ¢, a uplné tak ignoruji d (napriklad
Jaccarduv koeficient, DiceGiv koeficient a dalSi), jiné operuji se vSemi koeficienty

(napfiklad Sokallv Micheneruv).

Jaccarduv Sj = al(at+b+c)
SokallGv a Michener(v koeficient Ssm = (a+d)/(a+b+c+d)
Dicelv Sq = 2*al(2*a+b+c)

Priklad v pfiloze 1 ukazuje, Ze nékolik riznych koeficientl poskytuje podobné

posouzeni vzdalenosti mezi objekty.

2.2.5 Koeficienty (ne)podobnosti shluku

Shlukova analyza poskytuje mnoho zplsobU jak nachazet shluky podobnych dat

a dale se shluky pracovat. Jejich zakladni déleni je uvedeno v 2.1 a2 2.2.2

Podobnost shlukl Ize posuzovat napfiklad podle koeficientl (ne)podobnosti shluka,
v praci jsou uvedené nékteré z metrik pouzivanych pro Ciselna data a koeficienty
asociace pro binarni (dichotomicka) data. Pro pocitani pfisluSnosti objektll do shluku
pro ilustraci uvadime tfi nejintuitivnéjsi metody:

1. NejblizSiho souseda

2. Nejvzdalenéjsiho souseda

3. Centroidni metoda

Metoda nejblizSiho souseda: Zde je nepodobnost shlukl vyjadiena
(ne)podobnosti dvou objektld. Prvni objekt je soucasti prvniho shluku, druhy objekt
nalezi do shluku druhého a hleda se ten par, ktery si je nejvice podobny, coz pro
Ciselnd data vyjadfime pomoci metrik a spocitanou vzdalenost chapeme jako
koeficient podobnosti objektl, vzdalenost shlukd uruje ten par, jenz ma nejmensi

vzajemnou vzdalenost.



Metoda nejvzdalenéjSiho souseda shlukuje objekty tfidéné mnoziny, které jsou
nejdale od sebe. To znamena, Ze za vzdalenost dvou shlukl se bere nejvétsi mozna
vzdalenost ze vzdalenosti kazdych dvou objektd z dvou rdznych shlukld. Z takto
vypocitanych vzdalenosti se pak vybere nejkratSi a spoji odpovidajici objekty.

Treti metodou jak ur€it miru (ne)podobnosti shlukd je centroidni metoda.
V tomto pfipadé se pro dany shluk vypocita centroid (t€zZisté), coz je pomocny objekt,
ktery Ize chapat jako typicky objekt pro shluk, jehoz hodnoty jednotlivych atributli jsou
tvofeny stfednimi hodnotami daného atributu pro vSechny objekty daného shluku.
Poté, co se vypocitaji centroidy, jsou na né aplikovany koeficienty podobnosti

objektd.

2.2.6 Algoritmus K-Means

Algoritmus K-Means se fadi mezi nehierarchické metody zachovavajici pocCet

shlukl v pribéhu algoritmu. Znama je také jeho metoda MacQueenova k-pramérd.

V algoritmu K-Means je shluk reprezentovany pomoci tézisté. Tézisté, nebo-li
centroid, Ize chapat jako typicky objekt pro shluk. Tyto typické objekty mohou byt bud
Cisté vypocitany, anebo to mohou byt existujici objekty ve vstupni mnoziné.
Podobnost mezi shluky se pro Ciselna data pocCita nékterou z pouzivanych metrik
pravé pro centroidy porovnavanych shlukl. Podstatné pro tuto metodu je, Ze pocet

shlukl je na po¢atku dan a v pribéhu prerozdélovani objektd do shlukud, se nemeéni.

Pocatecni typické objekty, tedy tézisté, mohou byt zadany nékolika zplsoby.
Bud se muze jednat o prvnich k objektim z mnoziny vstupnich objektd, nebo se
muZze jednat o nahodny vybér, pfipadné se mohou pouzit metody, které se snazi o

co nejrozptylenéjsi pozice typickych objektu.

K-Means v krocich:

1. Ur&eni poctu shluka N

2. Vybér N pocateCnich objektd, které budou reprezentovat prvni iteraci
centroidl. Vybér mize byt proveden mnoha postupy, nékteré jsou zminény
vyse.

3. Déale se vSechny objekty postupné pfifazuji k tém shlukim, k jejichz
typickym bodim — centroiddm &i tézistim, maji nejblize.

4. Typické body shluku jsou prepocitané pro nové rozmisténi objektl



do shlukd.
5. Pokud nedoSlo k zadnému prefazeni objektl, algoritmus se ukoncéi. Jinak

se opakuji kroky 3 — 5.

Ukon¢eni algoritmu muaze byt i jiné. PfedevSim proto, ze na mnohorozmérnych
velkych datech muze byt ¢as feSeni neumérny potiebé vyuziti vysledku, nebo se
vypocet zacykli. Proto jako stop kritérium se Casto pfidava pocet iteraci, pfipadné
dal$i podminky. Vysledek pro stejnou mnozinu dat se mize meénit v zavislosti na
nékolika faktorech. Napfiklad vysledek ovlivni volba prvnich N typickych objektd,
dokonce pofadi zpracovavanych objektd. Odlehlé objekty mohou taky zasadné
ovlivnit vypocet typickych objektl pro jednotlivé shluky. Vychyli tézisté a tim vyrazné
ovlivni vypocCet. Na druhou stranu, odlehlé objekty mohou ukryvat v sobé néco
netypické, podezielé a naopak dataminer bude pravé toto chtit objevit. Pro prvni
priblizeni 1ze pouzit K-Means s nastavenim N=1 a vypocltem vzdalenosti vSech
objektd od centroidu. Odlehly objekt, objekt svyznamné velkou vzdalenosti

od centroidu — typického objektu, je pak pfedmétem dalSiho zkoumani.



3. Budovani klasifikacniho stromu

Zakladni principy klasifikaCnich a rozhodovacich stromd byly popsany
v predeslych kapitolach. Podstatné pro tuto praci je jak vybrat prediktora z moznych
kandidatu, které jsou v datové v datové matici oznaCené jako vstupni. Pro nas
algoritmus byla vybrana podminéna entropie a informaéni zisk jako kritérium
rozhodujici o kvalité moznych prediktord. Pochopitelné existuje mnoho dalSich
moznosti jak postupovat, tedy jak zkoumat zavislost i korelaci mezi pfedikovanou

proménnou a moznymi atributy v roli prediktora.

3.1 Entropie jako vhodna charakteristika pro vybér prediktoru

V pfirodnich védach udava pojem entropie miru neuspofadanosti néjakého
systému. V teorii informace je definovana funkci (Berka, 2004)

= = ) @ logzlp)]
Kde P: udava pravdépodobnost v;'lzslkytu tfidy t. Jde o relativni Cetnost, ktera je
pocitana na urcité mnoziné. T pak udava celkovy pocet tfid. Entropii mizeme chapat
také jako miru nejistoty spojené s nahodnou proménnou. Cim je tato hodnota mensi,

1 i e e e Obrazek 8 Entropie
| =g pro nahodnou proménnou
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y \ se dvémi tiidami
/
]

—

@ 9.2 0.4 0.6 0.8 |

tim jsme si jistéjSi v predikci oCekavaného vysledku spojeného s nahodnou
promeénnou.

Na obrazku je vidét graf pribéhu entropie v zavislosti na pravdépodobnosti p
v pripadé dvou tfid. Je-li p jedna a tedy vSechny pfiklady patfi do této tfidy nebo je-li

p nula a tedy zadny pfiklad nepatfi do této tfidy, pak je entropie nulova. V pfipadé, ze



je p rovno jedné poloving, ato znamena, Ze jsou obé tfidy zastoupeny stejnym

poctem prikladd, je entropie maximalni.
3.1.1 Obecny vypocet entropie

Pro kazdou tfidu v, kterou nabyva atribut A, je podle vzorce na skupiné pfikladl

spocitana entropie H(A)). Skupina pfikladl je pokryta kategorii A .

~
i

S n.(A@)) n.(AQ@)
H(4®) = - 2. 2G6D F naey

=1

n(A@))

HW@= -
veVal(d)
.Nasledné je spocitana stfedni entropie atributu A jako vazeny soucet entropii

HUw@)

H(A«)), kde vahy v souctu jsou Cetnosti kategorii Ap) v datech.
.Pro vétveni stromu je pak vybran atribut s nejmensi entropii H(A).

3.1.2 Podminéna entropie

Rikdme podmin&na entropie, protoZze poditame G&etnosti tfid v zavislosti na
predikovaném atributu. Pocita se nejprve entropie tfidy prediktora VvGci
predikovanému atributu. Tedy pravdépodobnost P: se spocita jako pomér Cetnosti
tfidy predikovaného atributu pro konkrétni tfidu prediktora na celkovy pocet vyskytu

té stejné tfidy prediktora.
Priklad:

Mé&jme pfijem vysoky, nizky a stfedni a na zakladé toho udélujeme uvér. PFijem
vysoky ma pocet vyskytl 4, pficemz 3x byl Gvér udélen a 1 nebyl. Pfijem nizky ma 7
vyskytl a z toho 2x byl udélen Gvér a 5x nebyl. Pfijem stfedni ma 5 vyskytl a z toho

2x byl udélen uveér a 3x nebyl.

Vypocet:

7 7 7
H(Ps)— 21 3 e log,
g) = 50825+ 50823



Abychom ziskali celkovou entropii prediktora, musime jednotlivé entropie tfid

vynasobit podilem poctu zastoupeni tfidy a celkovym poctem zaznamdu.

Pro pfedchozi pfipad bude koneény vypocet vypadat takto:

P P 4 Py 7 Py 5
H(l_j)z H(ﬁ)‘R+H(ﬁ)‘E+H(ﬁ)‘E
3.2 Informacni zisk dalSi vhodna charakteristika pro vybér prediktoru

Informacni zisk je odvozen od entropie. Jde o rozdil entropie predikovaného
neboli cilového atributu H(C) a uvazovaného atributu, téz prediktora, H(A). Je tak
méfena redukce entropie, ktera je zplsobena volbou atributu A. Protoze pocitame
s predikovanym atributem, jsou vSechny entropie prediktoru pocitany podminéné,
v zavislosti pravé na predikovaném atributu. H(C) je tedy entropie predikovaného
atributu a H(A) je podminéna entropie prediktora. (Berka, 2004)

-

Zisk(A) = H(C)— H(A) , kde HC) = - ) = alogy ==
n n
t=1
Na rozdil od entropie, ale informacni zisk hleda atribut s maximalni hodnotou. Je
to dano tim, Ze entropie pro cela data neni zavisla na atributu. Z toho plyne, Ze prvni
Clen rozdilu je konstantni a tedy maximalni rozdil nastane tehdy, pokud druhy ¢len

rozdilu bude minimalni.

Nevyhodou ale je, Ze se nezahrnuje do uvahy poc€et hodnot daného atributu.
Jde pouze o odliSeni pfikladd rdznych tfid na zakladé vybraného atributu. Problém
nastane napfiklad v pfipadé, Ze bychom pro dali vétveni jako atribut vybrali
porfadové Cislo pfikladu. Tento atribut by sice umoznil bezchybné rozdélit a
klasifikovat data, ale byl by zcela nepouZitelny pro klasifikaci dalSich pfikladu. Z toho
dlvodu byl zaveden pomérny informacni zisk.

Zisk(4)

Pomérny zisk(A) = ———————
- ’ Vétveni(4)

Vétveni(A) je vlastné entropie dat k hodnotam atributu A.

n(A@)) n(A@))
log;

n n

Vétveni(d) = —
veVal(d)




3.3 Kilasifikaéni ulohy v Modeleru

NaznaCené postupy pro klasifikacni ulohu nejsou uplnym vyétem vSech
moznosti jak klasifikaci feSit. To by pfesahovalo rozsah zadané bakalarské prace.
Proto jen pro ilustraci uvadime nékteré dalSi mozné postupy jak klasifikacni problém
fesit. Typicky Ize pouzit neuronové sité, linearni a logistickou regresi, diskriminacni
analyzu a dalSi. IBM SPSS Modeler nabizi pro klasifikacni ulohu uzel Automaticky
vybér. Uzivatel muze jednoduchym zpusobem navolit nékolik implementovanych
modeld najednou a vysledky pak porovnat. Pfipadné vybrat jeden nejvhodnéjsi
model. Modely pak mohou pracovat kazdy sam za sebe, nebo vytvaret navazujici
sekvence a dokonce spolupracovat na zakladé riznych scénaru. Tato problematika
je nad rdmec bakalafské prace, nic méné obrazek ilustruje moznosti klasifikace
v Modeleru, se kterym jsem se mél seznamit a své vysledky vybudovani
klasifikacniho stromu porovnat se stromem, ktery na stejnych datech postavi

Modeler.

" U “ pivodu ‘ - ‘ [ | postur?ybrézek 9 Dal$i mozné
4
* 3 A

Estimated number of models to be executed: 10

Fields Model Expert Discard Seftings Annotations

Models used:

Use? | Model type |Model parameters |No of models |
Fi ::?IE ch Default 1 l
] |_£ Logistic... Default 1

&
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[7] Restrict maximum time spent building a single model to 155 minutes
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4. Vlastni aplikace MyTree

Cilem bakalafské prace bylo vytvofit aplikaci, ktera by pfehledné zobrazovala
tvorbu klasifikaCnich stromd a byla by tak pomuckou studentim ke studiu
dataminingu. Zarovei ma aplikace poskytovat zakladni informace k problému
budovani klasifikatnich stromu a to tak, aby si jednotlivé kroky na malém souboru
student mohl ovéfit, prepocitat si ruéné vybér prediktoru na dané mnoziné. Aplikace
studentovi dovoli i experiment s velkymi daty, tam uz ru€ni vypocCet nepfichazi do

uvahy, ale je zobrazen vysledek.

Aplikace byla napsana v jazyce C#, kromé uvodni obrazovky, ktera je webovou
strankou v desktopové aplikaci, kterou ma student dostupnou z e-learningového

portalu Fakulty mechatroniky. Aplikaci jsem nazval MyTree.

4.1 Vstupy

Nejprve byla vybrana vstupni vzorova data, o nichz jsem vypoc¢tem v Microsoft
Excelu zjistil, jak bude vypadat vysledny klasifikacni strom. Vybér atributu, ktery je na
dané mnoziné nejlepsi prediktor, jsem pocital na zakladé podminéné entropie

atributu v zavislosti na cilovém, tedy predikovaném atributu.

Tato vzorova data pak byla zadana do aplikace jako testovaci a kontroloval jsem

tak, jestli mnou navrzeny algoritmus pracuje spravné. Testovaci data jsou podle [5].

Klient| Pfijem| Konto |Pohlavi | Nezaméstnany | Uvér
1 |vysoky|vysoké| Zena ne ANO
2 |vysoky|vysoké| muz ne ANO
3 nizky | nizké muz ne NE
4 nizky |vysoké| Zena ano ANO
5 nizky |vysoké| muz ano ANO
6 nizky | nizké | Zena ano NE
7 |vysoky| nizké muz ne ANO
8 |vysoky| nizké | Zena ano ANO
9 nizky |stfedni| muz ano NE
10 |vysoky|stfedni| Zena ne ANO
11 nizky |stfedni| Zena ano NE
12 nizky |stfedni| muz ne ANO

Tabulka 5 Vstupni vzorova data

Data pro aplikaci jsou uloZzena v csv souboru a od sebe oddélena stfednikem.

Vlastni vstupni data mohou byt jina nez vySe popisovany vzorovy soubor, ale

s omezenim, které vyplyva z metod budovani klasifikacnich stromu, které jsem podle



zadani programoval. Pravidla pro jiné datové vstupy jsou popsané v nasledujici
kapitole. Aplikace ma jesté jeden vstupni soubor, ve kterém se ukladaji nékteré
parametry rozhrani ,nastaveni.ini,“ pro zvySeni komfortu uzivatele. Napfiklad se zde
uklada hodnoty o tom, jak velké bude pismo v aplikaci, jakou barvou bude obarven

ktery prediktor

4.1.1 Nacteni dat

Data jsou do aplikace nahravana pomoci dialogového okna, pro které je
nastaven filtr pro csv soubory. Nelze tedy nahrat jiné typy souborl. Kazdy soubor
musi mit hlavicku s oznaCenim pro jednotlivé sloupce tabulky. Pokud takovou
hlavicku soubor ma, nastavi do hlavicky tabulky na prvni fadek dat. Jednotlivé
sloupce musi obsahovat pouze ,vyznamova“ data, tedy ty, které se
v dataminingovych algoritmech oznacCuji jako kategorialni. Mohou byt nominalni, to
znamena, ze jednotlivé hodnoty nejde sefadit jako u atributu pohlavi nebo ordinalni,

které naopak seradit Ize, napfiklad atribut konto.

Nejprve je tedy preCten prvni fadek souboru a nastavena hlavicka tabulky.
PokracCuje se ¢tenim souboru do konce, a zaroven se hodnoty ulozi do tabulky. Viz
Obrazek 10 Nactené hodnoty. Tato tabulka je nasledné nastavena vstupnimu Uzlu
(kofenovému uzlu) pro vznikajici strom. Na poklikani na uzel se otevie dialogové
okno s tabulkou, kde si muze student data prohlédnout a zaroven se otevie
informacni okno, které uzivateli fika, jaké tfidy obsahuje dany atribut a jakou ma

v soudasné dobé roli

a5 tabulkaTrid — d x
e Tridy Role
prom&nné
3 N 123456789 . |Atrbut
pFijem vysoky nizhy Atribut
konta vysoke nizike stF... | Atbut
pohlavi Zena mui Atribut
nezaméstnany ne ano Atribut
Uvér ano ne Atribut

Obrazek 10 Naétené hodnoty



4.2 Struktura Uzel a design

Byla zminéna struktura Uzel. Jedna se o tfidu, ktera v sobé uchovava veskeré
potfebné informace. Vedle tfidy Uzel pracuje tfida UzelDesign, ktera Fika
konkrétnimu Uzlu, jak bude vypadat a jak se bude chovat jeho vzhled. Obé tfidy

dohromady tedy tvofi to, jak bude vypadat uzel stromu a jak se bude chovat.

Na kliknuti na jakykoliv uzel ve vytvofeném stromu nam kromé svych dat, ktera
obsahuje, zobrazi jesté Cetnosti jednotlivych tfid pro vSechny prediktory, které jesté
nebyli pouziti. Navic se jesté v datech obarvi sloupec vybraného prediktora a sloupec
predikovaneho atributu obarvi na zeleno nebo Cerveno podle toho, zda je cilova

hodnota v datové mnoziné uzlu jednoznacné urcena, Ci nikoliv.

Asi nejdllezitéjsi ¢asti pro funk&nost aplikace jsou zde dvé metody. Prvni pocita
Cetnosti tfid pro konkrétni atribut nad celymi daty. Druha pocita Cetnosti tfid

v zavislosti na predikovaném atributu.

o 8 = Obrézek 11
Idlient pFijem konta pohlavi nezaméstriany Uvér Struktura
> vysoky vysoké fena e ano naéteny(:h dat v
2 vysoky vysoké mui ne ano okné aplikace
3 nizky nizké mui ne ne
4 nizky vysoké iena ana ano
5 nizky vysoké mui ana ano
& nizky nizké iena ano ne
7 vysoky nizké mui ne ano
g wysoky nizké iena ano ano
5 nizhy stfedni muz ano ne
10 vysoky stfedni fena ne ano
11 nizhy stfedni iena ano ne
12 nizhy stfedni muz ne ano
*

4.2.1 Metoda pro oby€ejné pocitani €etnosti

Proto, abychom spocitali Cetnosti vSech tfid pro kazdy atribut z dat, musime
projit vSechny Fadky tabulky. Pro kazdy atribut kontrolujeme, zda je prediktorem, a
pokud ano, tak ukladame hodnotu z konkrétni buriky. Tuto hodnotu porovnavame
s hodnotami v listu tfid pro daného prediktora a pokud je nalezena shoda, tak
zvySime pocCet zaznamu o jedna a pokud ne tak vytvofime novou tfidu o poctu

zaznamdu jedna. Viz obrazek.



i=0 to rows_count

J=0 to prediktors_count

nazev = pradiktors[j].name
trida = rows[i][nazev]

prediktors[j] is
enable

NO

Kategory kin ™,

prediktors[j]-tridy

YES k.pocet++
test = false "
break

k.name == trida

LEE prediktors[j].add(new

Kategory(trida, 1))

NO

Obrazek 12 Vyvojovy diagram pro metodu 4.2.1
4.2.2 Metoda pro pocitani ¢etnosti v zavislosti na predikovaném atributu

UZ na zaCatku metody musime védét, jaky atribut je predikovanym. Pro tento
problém byl vytvofen slovnik s fetézcovym kliCem a jako hodnotu byl zvolen list tfid.
Opét musime projit data pfes vSechny fadky a pres v8echny aktualni prediktory. Pro
kazdou prochazenou bunku vytvafime kli¢ spojenim jména prediktora a konkrétni
hodnoty v burice. Ten pak porovnavame s kli¢i ve slovniku, zda se zde uz nahodou
nevyskytuje. Pokud ne, tak je vytvofen novy zaznam ve slovniku s hodnotami tfida

predikovaného atributu s poétem zaznamu( jedna. Pokud se kli¢ ve slovniku jiz



nachazi, tak prochazime vSechny hodnoty ve slovniku pro tento kli¢ a pokud se zde
aktualni hodnota nenachazi tak pfidame do listu pro tento kli¢ novy zaznam. Pokud
se zde nachazi tak je pouze zvy3en poclet zaznamu o jedna. Vznikly slovnik je

navratovou hodnotou celé metody. Viz obrazek.

YES

sovnik = new Dictionary
jmPreAtr = PredikovanyAtribut. name

NO test = true

slovnik.add(key)
slovnik[key].add{new
Kategory(valuePratr, 1))

&

Kategory k in

i=0 to rows.count slovnik[key]

=0 to prediktors.count

k. jmeno ==
valuePratr

jmPred = prediktos[j].name

YES an
prediktos]j] is enable valuePratr = rows[i][jmPratr] k pocet++
valuePred = rows[i][jmPred] te-st = false
key = JmPred + valuePred break

é |

YES

slovnik[key].add({new
Kategory(valuePratr, 1))

NO

(@)

Obrazek 13 Vyvojovy diagram pro metodu 4.2.2

4.3 Struktura Prediktor a Kategorie

Pro zobrazeni atributu jako prediktora byly vytvofena struktura jménem
Prediktor. Ta uchovava o kromé svého jména jesté vSechny své tfidy v Listu, dale si
pamatuje, zda byl prediktor jiz pouZit pro rozhodovani a také svoji spocitanou
hodnotu. Pro reprezentaci tfid prediktora byla vytvofena tfida Kategorie, ktera si
pamatuje pouze své jméno a pocet vyskytl a ve tfidé Prediktor je pravé ona datovym
typem pro List tfid prediktora.



Dohromady tyto dvé tfidy tvofi zakladni stavebni prvky pro pocitani ¢etnosti a

vypocty entropie i informacniho zisku.

4.4 Tvorba stromu

Metody pro tvorbu stromu jsou zapsany v hlavni tfidé Datamining. Kromé
metody pro vykreslovani se jedna o Ctyfi zakladni metody. Metoda pro prichod do
Sifky (Projdi ()), ktera uvnitf spousti pocCitani Cetnosti a zbylé metod. Prvni je bud
metoda pro vypocet entropie (spocCitejEntropy()), nebo metoda pro vypocet
informacniho zisku (spocitejlFZ()). To zalezi na tom, kterou metodu si uZivatel vybere
v combo boxu. Nasleduje nejdfive metoda pro nalezeni nejlepSiho prediktora
(vyberNej()), a pak metoda pro rozdéleni aktualnich dat podle nejlepSiho prediktora

(rozdélpodlenej()). Prichod pokracuje do té doby, dokud vznikaji stale nové uzly.

441 Metoda pro Entropii a metoda pro Informaéni zisk

Teorie pro vypocCet podminéné entropie je popsana v kapitole 3.1.2. Pracuje na
zakladé prichodu vSech jesté nepouzitych prediktord pro konkrétni uzel, ktery je
uvazovan, a pokracuje pruchodem vSech tfid prediktora. Pro kazdou tfidu se podiva
do slovniku vznikly z pocitani Cetnosti v kapitole 4.2.2 a s konkrétni hodnotou spocita
podle vzorce entropie vyslednou hodnotu. Rikejme ji napfiklad mezivysledek. Metoda
pokracuje dal§im prichodem vsech tfid prediktora, ale pocita z nich uz jen podil mezi
celkovym poctem vyskytl tfidy a celkovym poctem zdznamu. Tento podil se rovnou
vynasobi vypoctenym mezivysledkem a pfiCte se ke konecnému vysledku, ktery je na
podatku nulovy a je uloZen ve struktufe Prediktor. VIZ OBRAZEK



START

F

Uzel u
pocetZazanamu = rows.count

Prediktaor p in
u_prediktors

p is enable

[3 I jmPred = p.name
vysledek =0

Kategory K in
p-tridy

key = jmPred + k.name

Kategory kat in
slovnik[key]

podil = kat_pocet / k.pocet
vysledek += podil * Log(podil, 2)

v

vypocet = 0

i=0 to p.tridy.count

r

vypocet "= -1

podil = p.tridy[i]. pocet /
pocetZazanamu
vypocet += podil * vysledek
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Metoda pro vypocet informacniho zisku ma stejny zaklad, jako pfedchozi vypocet.
Pfedné je zde volana metoda pro vypoCet entropie, ale dale se jeSté pokracuje
prichodem vSech prediktord a pocitd se zde rozdil mezi vypoctenou hodnotou
predikovaného atributu a prediktorem. Vysledek je opét ulozen v struktufe Prediktor.

4.4.2 Vybér nejlepsSiho prediktora a rozdéleni uzlu

Jedna se zde o dvé metody. Prvni pro nalezeni nejlepSiho prediktora, kterého
urCuje podle napocitanych hodnot a druhd metoda, ktera podle konkrétniho

vybraného prediktora rozdéli uzel na dalSi uzly podle tfid tohoto prediktora.

Pro nalezeni nejlepSiho prediktora je nutné projit vdechny dosud nepouzité
prediktory pro konkrétni uzel a pfitom se divat na jejich napocitané hodnoty
z predchozich metod. Je nutné védét, Ze nejlepsSi prediktor po vypoctu entropie je
ten, ktery ma nejmensi hodnotu, protoZe hledame prediktora s nejmensi mirou
neuspofadanost. Naopak pro vybér nejlepSiho prediktora po vypoctu informacniho
zisku, hledame takového prediktora, ktery ma hodnotu nejvyssi. Je to tedy ten, ktery

nas nejvice informuje.

V prabéhu cyklu je tedy vybranym prediktorim nastavena hodnota typu boolean,

diky které vime o prediktoru, Ze je nejlepSim v tomto uzlu.

Druha metoda pro rozdéleni podle vybraného prediktora vezme toho
oznaceného prediktora a zaCne prochazet jeho tfidy. Pro kazdou jeho tfidu vytvofi
novy uzel a tomu zacne nastavovat vSechny prislusné proménné. Tedy musi projit i
soucasnou tabulku dat vybraného prediktora a pro konkrétni tfidu nového uzlu ulozit
ty data se stejnou tfidou. Nakonec se pro novy uzel pfekopiruji vSichni prediktofi

z déleného uzlu a vybrany prediktor se v tomto novém uzlu oznadi jako jiz pouZity.

4.5 Jak na aplikaci

Uvodni okno aplikace shrnuje v kratkosti teorii o klasifikaci, rozhodovacich a
klasifikaénich stromech, pojmech entropie a informaéni zisk. Rika, co jednotlivé
pojmy znamenaji, kde se vyuZzivaji a s jakymi daty, jak se pocitaji a podobné. Tato
Cast je ve windows okné, ale uvniti se jedna o webovou aplikaci o jedné strance, kde
jednotlivé odkazy skryvaji a odkryvaji jim urCené bloky textu pomoci javascriptu. Po

kliknuti na odkaz ,MyTree" se spusti druha aplikace, ktera vytvafi rozhodovaci strom.



ul Vykovy program pro Datamining 5 m} X

Klasifikacni algoritmy

Klasifikace Rozhodovaci stromy Klasifikaéni stromy Entropie In
Lozhodovacl siromy Llasihicacni siromy Lniropie

e

Obréazek 15 Uvodni obrazovka

V ¢asti ,MyTree” si uzivatel mize pomoci menu na li§t€ nahrat vlastni datovy
soubor. Je zde omezeni. Datové soubory mohou byt pouze typu csv, kde jsou
hodnoty oddélené stfednikem a dllezitym bodem je, aby takovy soubor mél v sobé
hlavicku k datim. Aplikace sice pfi nahravani dat bez hlavicky nijak nezakolisa,

nicméné do zobrazené tabulky nahraje jako hlavicku prvni fadek datového souboru.

Aplikace po nahrani souboru zobrazi v prvnim listboxu vlevo seznam atributq,
které nalezl v hlavicce (na prvnim fadku datového souboru). Také po uspéSném
nahrani souboru zobrazi aplikace vpravo od hlavniho okna dalSi uzké okno pro
seznam tlacitek (uzlG stromu), které se budou pfi stavbé stromu tvofit. V aplikaci je
nazvano jako ,Halda“. Po kliknuti na jedno z téchto tlaCitek se vykreslovaci platno
pfesune na pozici konkrétniho uzlu stromu. Zaroven se zobrazenim toho okna se do

platna vykresli prvni uzel se vstupnimi daty.




Nahrané atributy Ize pomoci tlaCitek vedle listbox(i prohazovat v libovolném
mnozstvi. Pod prvnim listboxem jsou dalSi dva. Prvni, vétsi, slouzi pro nastaveni
prediktoru, které jsou nezbytné pro spusténi algoritmu. Stejné ten posledni listbox,

jednoradkovy, musi mit nastavenou pouze jednu hodnotu, kterou Ize nastavit pomoci

o5 Vypocty — O X

piijem = -0,9852

konto = -2

pohlavi = -1,8366
nezaméstnany = -1,65
Krok 2

Pro uzel: piijem nizky
konto = -0,9183
pohlavi=-1,9183
nezaméstnany = -1,971

Krok 3
Pro uzel: konto stiedni
pohlavi = -1

nezaméstnany =0
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tlagitka ,NASTAV PREDIKOVANY ATRIBUT". V menu na li$té si také mGze uzivatel
v combo boxu zvolit, jakym zpusobem chce rozdélovat data do stromu. Zda pomoci

entropie, nebo informacniho zisku.

Takto nastavena aplikace je jiz spustitelna. O ¢emz davaji zpravu i zelené,
pFipadné ruzové bloky ve stavovém fadku. Po kliknuti na tlacitko ,SPUST" se spusti
prislusny algoritmus a aplikace zacne vykonavat operace. Po skonceni se vykresli

cely strom na platno.

Jednotlivé uzly stromu jsou obarveny. Hlavni uzel je vzdy Zluty. U ostatnich uzld
si mUze v nastaveni aplikace uzivatel nastavit, jakou ze zakladnich barev se budou
uzly obarvovat. V aplikaci se neuvaZzuje vice nez 4 tfidy pro predikovany atribut, a
tak |ze navolit pouze 4 barvy. Kazda barva je pak pfidélena konkrétni tfide, a tak lze

priblizné sledovat v jakém poctu zastoupeni jsou tfidy v datové mnoziné uzlu.

V menu na li§té v zalozce Soubor je kromé tlaCitka otevfit jeSté praveé tlaCitko
nastaveni a tlaCitko napovédy a v zaloZce Zobrazeni |ze nalézt tlaCitka pro pfesun na

stfed platna a pro otevfeni oken Uvodni okno, Halda a Vysledky.



V nastaveni aplikace je dale moznost nastavit velikost pisma, ktera se zméni az
po restartu aplikace, dale se zde daji zapnout &i vypnout plovouci napovédy o tom,
co jaka komponenta déla, a samozfejmé jiz zminéné nastavovani barev. Kliknutim na
CtvereCek barvy se otevie okno pro vybér barev. VSechna nastaveni se pfi zavreni
okna ukladaji do souboru ,nastaveni.ini“ a v aplikaci, kromé pisma, se zména projevi

ihned.

VSTUPHNI DATA

konto nizké - konto slfH

pohlavi Zena

nezamestnany
ano
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Uzly stromu jsou tedy klasické butony. Po kliknuti na néktery z nich se zobrazi
nové okno s datovou tabulkou a pfislusnymi daty k uzlu. Uzel je vzdy pojmenovan
prediktorem a tfidou podle které byl rozdélen. Zaroven stim se jesté vpravo od
tohoto okno zobrazi dalSi okno, kde jsou zobrazeny jednotlivé Cetnosti tfid jesté
nepouzitych prediktor. Po spusténi algoritmu a kliknuti na hlavni uzel se jesté, krom
zminénych oken, zobrazi po levé strané okno s tabulkou, ktera zobrazuje pro kazdy
atribut vSechny jeho tfidy a jakou ma atribut v algoritmu roli. Tedy zda je stale jen

nepouzitym atributem, nebo prediktorem nebo predikovanym atributem.




Po skonc&eni algoritmu si mizeme v menu zobrazeni otevfit okno pro vypocdty.

Zde se po krocich zobrazuji vSechny konecné vysledky pro kazdého prediktora a

zaroven zobrazuje, jaky prediktor byl vybran pro dalSi déleni uzlu. Ten je oznacen

vzdy zelené.

[ VSTUPNI DATA |

-, .S

pfijem vysoky |

| nezamestnany ano |

| nezamestnany ne |

ot s
klient prilem konto pohlavi nezaméstnarny vér

» vysoly vysoké iena ne ano
2 vysoky vysoké mui ne ano
3 nizky nizké muZ ne ne
4 nizky vysoké iena ano ano
iy nizky vysoké muZ ano ano
[ nizky nizké iena ano ne
7 vysoky nizké mui ne ano
2 vysoky nizké iena ano ano
5 nizky stfedni muZ ano ne
10 vysoky stfedni iena ne ano
11 nizky stfedni iena ano ne
12 nizky stfedni mui ne ano
1 vysoky vysoké iena ne ano
2 vysoky vysoké muZ ne ano
3 nizky nizké muZ ne ne
4 nizky vysoké iena ano ano
5 nizky vysoké mui ano ano
[ nizky nizké iena ano ne
7 vysoky nizké muZ ne ano
8 vysoky nizké iena ano ano
5 nizky stfedni muZ ano ne
10 vysoky stfedni iena ne ano
1 nizky stfedni iena ano ne
12 nizky stfedni muZ ne ano

Obrazek 18 Zobrazena vstupni data

Obrazek 19 Halda




o2 tabulkaTrid — O X
i Tridy Role
b—m123456?89... Atribut
prijem vysoky nizkey Prediltor
keonto vysokeé nizké stf... | Predildor
pohlavi fena mui Prediltor
nezameéstnany e ano Prediltor
ver ano ne Predikkovany atrbut
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5. Ovéreni aplikace

Pro porovnani budovani stromu moji aplikaci s klasifikacni ulohou v Modeleru,
jsme postavili v Modeleru dva proudy nad stejnymi daty jako v nasi aplikaci. V prvnim
proudu byly pouzité modelovaci uzly C5.0, CART (nékdy také C&RTree) a Chaid a
proud byl uveden na Obrazek 2 Pfiprava dat. Druhy proud Obrazek 22 Proud pro
modelovani poskytovani uvérl Il. slouzil k testovani vice algoritm(: Quest, ktery stavi
binarni strom, neuronové sité Neural net, CART a C5.0. Posledni dva uzly uz byly
pouZité v prvnim proudu, ale tady jsme navic testovali budovani bagging modeld.
Jedna se o postup, ktery navrhl 1994 Leo Breitman, kterym se zvySuje uspésnost
klasifikace. Uzlu se nastavi poet modelu, pro které se z datové mnoziny generuje
trénovaci mnozina a modely fesSi ulohu kolektivné podle nastavitelnych parametra.
Sledovali jsme Cas budovani klasifikaénich stromud, kdy zakladni data méla milién
zaznamu, znichz byla testovaci mnozina nahodné& generovana jako 50%:50%
(testovaci - trénovaci) a podet modeld byl u vdech uzlG nastaven na 10. Cas
budovani modelu se otekavané zvysil, ale ono zvySeni u C5.0 bylo neCekané malé a
naopak zvySeni u neuronové sité velmi velké (Tabulka 6 Vysledky klasifikace
v Modeleru). Hledani vysvétleni tohoto vysledku by mohlo byt dalSim pokraCovanim

této prace.

cera c P

/atmq’f audit UVEF\ /0 Targets /RC Uver

( {E > —
Historie uvé Type Partition UVFF analjza vysledki
:
1
F=FF . 1 g 1
EEEE : '
avér * !
1Y
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Data klientt < pfijem x dvér
N o A iT
ﬁ\ y QUEST uest)’ Pl
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Shoda Kklasifikace na ,novém pfipadu“ se

bagging postupem posilila.

Jednoduché modely se shodovaly ve 3 pfipadech a jednou Quest rozhodoval

opacné, modely s baggingem rozhodovaly shodné.

Pouzity Doba budovani Shoda v predikci | Doba budovani
klasifikacni zakladniho modelu pro zakladni Bagging modelu | Shoda v predikci
model vV m:ss model v m:s
C5.0 0:17 ANO 1:32 ANO
CART 0:14 ANO 9:26 ANO
Quest 0:13 NE 9:15 ANO
Neuronova sit 1:27 ANO 12:23 ANO

Tabulka 6 Vysledky klasifikace v Modeleru

Vybér prediktorl pro jednotlivé modely je v pfiloze 2

Nasazeni modelu pro neznamy pfipad a porovnani klasifikace je na Obrazek 23

. K vypocCitanému modelu se pfida uzel Input, do kterého vlozime pfipad, ktery se ma

klasifikovat a vysledek klasifikace zobrazime ,reportem® nebo tabulkou. Modely po

baggingu a naSe aplikace MyTree se v klasifikaci shodly.

Userinp
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Lvér
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Dal8i ovérfovani aplikace MyTree probéhlo na experimentalnich datech pro
prodej bazarovych aut. Vstupni data byla podle podminek zvolena jako kategorialni,
uloZena jako auta.csv souboru, kde hodnoty jsou oddéleny stfedniky a prvni radek je
hlavicka tabulky, ktera fika, co jaky atribut reprezentuje. Nacteni a zobrazeni dat je

vidét na obrazku.

al - O X

VIN  STARI  BOURAND  NAJETO POCET_MAJTELU  KLMA  ESP  ABS  PRODEINE A
v E ue  [nE MALO 1 ANO ANO  |ANO  |ANO

cisl2 |MLADE  |NE MALO 1 | ANO |AND  |ANO  |ANO

csod |STARE  |ANO | SVETOBEZNIK |5 NE NE NE  |NE

cislo4  [PRUMER | ANO MOC 2 |ANO  |[ANO  [ANO  |ANO

cislo5 |STARE | ANO MOC 5 ANO NE NE ANO

cislo§  |MLADE  |NE MALO 1 | ANO IANO  |ANO  |ANO

cso? |PRUMER |NE | SVETOBEZNIK |2 NE NE NE  |NE

cislo2  [PRUMER | AND MOC 1 NE NE ANO  [ANO

cisled |PRUMER |NE MOC 2 ANO NE ANO  |ANOD

cislo10 |STARE  |ANO SVETOBEZNIK |5 | ANO INE ANO  |NE

cisoll |STARE | ANO | SVETOBEZNIK | & NE NE NE  |NE

\cislo12 |STARE  NE MOC 4 NE NE ANO  [ANO

cislol3 |PRUMER | ANO MOC 2 ANO ANO  |ANO  |ANO

cislold |MLADE  |NE MALO 1 | ANO |AND  |ANO  |ANO

cislol5 |MLADE | ANO MALO 2 ANO ANO  |ANO  |ANO

cislo6 [MLADE | ANO MALO 2 |ANO  [ANO  [ANO  |ANO

cislol7 |STARE | ANO SVETOBEZNIK |6 NE NE NE NE

cislo18 |PRUMER |NE SVETOBEZNIK |3 |NE INE NE NE

cold |STARE  |ANO MoC I NE NE NE  |NE

cislo20 [STARE  NE MOC 5 NE NE NE NE

cislel |MLADE  |NE MALO 1 ANO ANO  |ANO  |ANO

cislo2 |MLADE  |NE MALO 1 | ANO IANO  |ANO  |ANO

csod |STARE  |ANO | SVETOBEZNIK |5 NE NE NE  |NE

\cislo#  |PRUMER | ANO MOC 2 [ANO  [ANO  [ANO  |AND ,
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PFfi vybéru prediktord pro klasifikaci byl zavrzen atribut ,VIN“. Jedna se o
unikatni atribut, ktery je vzdy jiny, a tedy je pro klasifikaci nepouZitelny. Ostatni
atributy byly tedy zvoleny jako prediktofi a za predikovany atribut byl zvolen atribut
,Prodejné“. Vysledny strom ma tedy klasifikovat auta podle toho, zda jsou pro
majitele bazaru jesté prodejné, €i nikoli. Po spusténi algoritmG byl vytvofen strom,

ktery vidite na obrazku.




ATRIBUT TYP HODNOTY ROLE
Tabulka 7
Typy atribut pro
VIN &islo - NONE data Auta.csv
STARI ORDINAL | Mladé¢, primér, staré INPUT
BOURANO FLAG Ano, ne INPUT
NAJETO ORDINAL | Malo, moc, svétobéZznik | INPUT
POCET MAIJITELU | ORDINAL | 1,2,3,4,5,6 INPUT
KLIMA FLAG Ano, ne INPUT
ESP FLAG Ano, ne INPUT
ABS FLAG Ano, ne INPUT
PRODEJNE FLAG Ano, ne TARGET

Algoritmus tedy ani nemusel pouzit vSechny prediktory.

Muzeme tedy fici, Ze aplikace je schopna nacist jakakoli data, ktera splfuji
aplikacni podminky — csv soubor s hodnotami oddélenymi stfednikem, na prvnim

fadku je hlavicka tabulky, data jsou kategorialni.

VSTUPNI DATA

/\

NAJETO MALO su:["’“'ogé’..‘ NAJETO MOC
/\
ESP ANO ESP NE
/\
ABS NE ABS ANO
/\
KLIMA ANO KLIMA NE
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Pro zobrazeny strom vidime r(zné obarvené uzly. Jiz na pocatku spusténi
algoritmu, aplikace nastavi kazdé tfidé predikovaného atributu konkrétni barvu. Tuto
barvu si tfida pamatuje az do konce stromu. Velikost plochy obarveni se liSi pouze
v tom, jak moc je konkrétni tfida v uzlu zastoupena. Uzivatel si v nastaveni aplikace

muze tyto barvy zménit, ale pro aplikaci jsou zde uvazovany maximainé 4 barvy.

Obarvené uzly tedy nefikaji, zda je auto prodejné. To Ize vidét po kliknuti na
uzel. Pfi pohledu na strom muzeme tedy jednoznacéné fici, Zze data byla spolehlivé

rozdélena, protoze list stromu je vzdy obarven jednou barvou.

g5 Mastaveni — O x
Wl hi Barva tFidy predikovaného
R/ Vip by atributu:
Pismo:
Barval
®© Walé Barvad
() Stredni Barval
O Velke . Barvad

Prosim pouZivejte pouze zakladni barvy!ll
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6. Zaver

Cilem bakalarské prace bylo seznamit se s dataminingem, ktery stale vice
vstupuje do povédomi verfejnosti. Seznamit se s SPSS Modelerem od firmy IBM,
ktery je komplexnim datamingovym nastrojem, a ktery jako jeden z mala dokaze
diky své robustnosti a rozsahlasti zahrnout vétSinu dataminingovych uloh a hlavné
realizovat cely projekt v metodologii CRISPDM. Problém nastava v komerénosti
Modeleru. V souCasné dobé spoleCnost IBM poskytuje trial verzi, kterou si Ize po
registraci stahnout zjejich webovych stranek. Kromé trialové verze jsem mél
moznost pracovat v pocitaCové ucCebné, kde je pro vyzkum a vyuku Modeler

nainstalovany.

Déle prace pokraCuje seznamenim se s klasifikanim problémem
v dataminingovych ulohach. Je zde popsana nejen klasifikace, ale také to, jaké ulohy
lze pomoci klasifikace FeSit a jakymi zpusoby. Vy&et nemuze byt uplny, protoze téma
je velmi rozsahlé. V praci jsme se zaméfili predevSim na rozhodovaci a klasifikaCni
stromy. Pro klasifikaci je mozné pouzit celou fadu dalSich postupl, ze kterych jsem
se zabyval jesté shlukovou analyzou. Pfi budovani konkrétni dataminingové ulohy
v IBM SPSS Modeleru jsem pro klasifikaci pouzil i dalSi algoritmy, které mohou byt
pro klasifikaci velmi dobfe pouzité. Jsou k dispozici v hotovych modulech, kterym se
v Modeleru fika uzly a mohou byt pouZité bez hluboké znalosti ,skrytého” algoritmu.
V praxi to znamena, ze postavit proud Ize i po experimentalni zkusenosti. Vyklad
vysledk( a ladéni modell potfebuje ale dalSi znalosti. Takto jsem pro porovnani vlozil
do proudu neuronovou sit' s defaultnim nastavenim a zabyval jsem se jen vysledkem
klasifikace. Rlzné algoritmy nakonec dospély ke stejné klasifikaci pro neznamy
pfipad. Pouzité uzly C5.0, CART, Quest a Neural net pro klasifikaci jsem testoval na
riznych datech a také testoval ¢as vypoctu. Vysledek ukazuje Tabulka 6. Ukazalo
se, ze pfi nasazeni zakladniho modelu se Quest v predikci liSil od ostatnich. Teprve
nastavenim bagging modeld — 10 spolupracujicich modell pro kazdy uzel, jsem

dosahl shodné klasifikace. Doba budovani modelu vypoctem se nasobné zvysila.

Pro budovani klasifikacniho stromu vlastnim programem, ktery jsem nazval
MyTree, byly vybrany algoritmy zalozené na pojmech z teorie informace, konkrétné
na entropii a informacnim zisku. Oba algoritmy byly naprogramovany do aplikace,
ktera zobrazuje vznik rozhodovaciho stromu a poskytuje vyklad potfebnych pojma
k porozuméni budovani stromU pro klasifikaci. Tato aplikace je k dispozici studentim

na e-learningovém portale ALS. VSe lze realizovat pohodiné Modelerem, ale



algoritmy ,ukryté“ v modelovacich uzlech z Modeleru Ize poznat obtizné. MyTree ma
doplnit studentim potfebné informace k pInému pochopeni algoritmd a vizualizaci

vysledku pochopeni podpofit.

Aplikaci MyTree jsem testoval na raznych datovych sadach. Pouzita data
podobného charakteru byla vzdy v souboru csv a musela v prvnim fadku obsahovat
hlavicku. Byla pouzita také data o rizné velikosti. Nejvétsi data, ktera jsem testoval,
méla jeden milion fadkd. MyTree tyto data zpracovala béhem pal minuty, coz je

rychlejSi nez neuronova sit v Modeleru, ale pomalejSi nez odpovidajici C5.0.

Aplikace ma slouzit pouze jako u€ebni pomucka studentiim dataminingového

kurzu a je zafazena v kurzu DM2015.
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10.

Priloha 1

Pizza - podobnost podle asociac¢nich koeficient(

smetana | eidam | emental [ uzeny syr | niva | Sunka | Zampiony
O1 1 1 0 1 1 0 1
02 1 1 0 0 0 1 1
O3 1 0 1 0 0 1 0
O4 0 1 1 0 0 0 1
05 1 0 0 1 1 0 1
tunak olivy | slanina Nazev
0 0 0 Syrova
1 1 0 Special
1 0 1 Baca
1 0 1 Dasa
1 0 0 Uzena
Cetnosti shod
O1 02 O3
5 0 3 3 1 4
o1 0 5 2 2 4 1
3 3 6 0 3 3
02 2 2 0 4 2 2
1 4 3 2 5 0
03 4 1 3 2 0 5
2 3 3 2 3 2
04 3 2 3 2 2 3
4 1 3 2 2 3
05 1 4 3 2 3 2
04 05
2 3 4 1
3 2 1 4
3 3 3 3
2 2 2 2
3 2 2 3
2 3 3 2
5 0 2 3
0 5 3 2
2 3 5 0
3 2 0 5




Jaccardulv koeficient a/(a+b+c)

o1 02 03 04 |05
O1 1,000
02 0,375 1,000
03 0,111 0,375 1,000
O4 0,250 0,375 0,429 1,000
05 0,667 0,375 0,250 0,250 1,000
¢im vétsi Cislo, tim podobnéjSi objekty
Sokal-Michenertv koeficient
(a+b)/(a+b+c+d
o1 02 03 04 |05
O1 1,000
02 0,500 1,000
O3 0,200 0,500 1,000
04 0,400 0,500 0,600 1,000
05 0,800 0,500 0,400 0,400 1,000
Russel-Raouv koeficient
a/(a+b+c+d) co je relativni Cetnost shody 1
o1 02 03 04 05
o1 0,500
02 0,300 | 0,600
o3 0,100 | 0,300 | 0,500
O4 0,200 | 0,300 | 0,300 | 0,500
05 0,400 | 0,300 | 0,200 | 0,200 0,500
Diceulv koeficient
2*al/(2*a+b+c)
o1 02 03 04 05
o1 1,000
02 0,750 | 1,000
03 0,200 | 0,545 | 1,000
04 0,400 | 0,545 | 0,600 | 1,000
05 0,800 | 0,545 | 0,400 | 0,400 1,000




Rogers-Tanimotoulv koeficient

(a+d)/(a+d+2*(b+c
o1 02 03 O4 05
o1 1,000
02 0,333 | 1,000
O3 0,111 0,333 | 1,000
04 0,250 | 0,333 | 0,429 | 1,000
05 0,667 | 0,333 | 0,250 | 0,250 1,000
Hamannuv koeficient
(a+d-(b+c))/(a+b+c+d)
o1 02 O3 O4 05
o1 1,000
02 0,000 | 1,000
O3 -0,600 | 0,000 | 1,000
04 -0,200 | 0,000 | 0,200 | 1,000
05 0,600 | 0,000 | -0,200 | -0,200 1,000




11. Priloha 2

Vysledky modeld v Modeleru

Vysledny strom:

- = = L —_— e =- —d_
; 2 =] =
lw File ) Generate & View | [P Previ =

Model Viewer | Summa
oh &8

% ana 66 669 233329 |
i[m e 32.331 116651 |

Total 100000 3449930

phijem
Improwement=0. 159

riizky wyzoly
Mode 1 Mode 2
Category % n Category % n
' ano 42 T6E  BT169 “ano 100.000 145160
®re 57232 116681 Hne 0.000 i

Total 55,238 203820

——

Total 41.762 146160

[

konto
Improvement=0.153

riizké; stredn wyzokd
MHode 3 Mode 4
Category % n Categqory % n
" ano 19 865 23913 ano 100.000 58251
Hna 80,136 116651 LT 0.000 0
Total 41 594 146569 Tatal 16 G 53261

nezaméstnany
Improwerment=0.049

ari-:- nia
Mode & Mode G
Category % n Category % n
ana 0.ooo 1} “ano 40 569 8918
= ne 100.000 &y230 B ne 50431 2949
Tatal 24 924 8v230 Tatal 16 669 55330




nezaméstnam:r
Improwement=0.049

aril:- nie
Made 5 Mode &
Category % n Category % n
ano 0.000 1} ano 49 569 23918
Ene 100.000 87230 e S0.431 28431
Total 24 924 87230 Total 16,669 58339

kornta
Improvement=0.083

mizké stredni
Mode 7 Mode &
Cateqory % n Cateqory % n
ano 0.000 I ano 100.000 23913
Hnea 100.000 23421 Hna 0.000 1]
Total 2406 28421 Total 8263 28018




Predikce pro modul CART:

B pfijemin [ "nizky"] [Mode: ne ]

i B kontoin [ nizké” “stfedni”] [Mode: nel .
. i nezaméstnanjin [“ano”] [Mode:ne] = ne Predictor Importance
B nezaméstnany in ["ne”] [Mode: ne ]

i konto in ["nizké” ] [Mode: ne ] => ne
konto in [ “stfedni®] [Mode: ano] = ano
- kontoin [ "wsoké™] [ Mode: ano] => ano
piijemin [ “wysoky” ] [ Mode: ano] = ano

Target: iveér

piijem

konto | | |
nezaméastnany ' : :
i i i )
pohlavi i
i i i )
T f T T
0,0 0z 0.4 06 08 10
r I I

Least Important Most Important




Predikce pro neuronovou sit:

Predictor Importance

Target: ivér

piijem

konto

nezaméstnany

pohlavi

00

05 10

/

Least Impartant

Most Important




