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Cilem této price je ptiprava pro analyzu politick¢ého smysleni obyvatelstva, rozdilnost
mezi komentari riznych webtl a snaha o zjiSténi funkcénosti rekurentnich neuronovych siti
pro Cesky jazyk. Zaméfil jsem se na webové portaly novinky.cz a idnes.cz, data byla

sbirdna po dobu péti let.

K teseni zvoleného problému jsem vyuzil pravé rekurentnich neuronovych siti s Long
short-term memory buiikami. Navrhl jsem tii rdzné modely. Prvni po natrénovani na textu
generuje texty po znacich. Druhy pouzije word2vec slovnik slov a jejich pfisluSnych
¢iselnych vektorti ke klasifikaci sentimentu komentafi a posledni za pouziti stejnych

slovnikd generuje texty po slovech.

K naprogramovani modell jsem pouzil jazyk Python a nastroj JupyterLab. Ob¢é metody
generovani vytvarely text, vypadajici jako CeStina, ovSem obcas postradajici smysl. Jelikoz
roli hraje ndhoda, Iépe vygenerované komentéaie by mohly byt na prvni pohled zaménitelné
s clovékem psanym textem. Klasifikace sentimentu dosahla pro web iDnes 61 % piesnosti
a pro web Novinky 71 %. Tyto dva modely se pfi klasifikaci shodovaly v 80 % ptipadi.
Provedeny vyzkum naznadil, s relativné nizkou hladinou vyznamnosti, trend v podobnych
naladach diskutujicich na obou periodikach. Pfi porovnani podobnosti slov jsou vidét
patrné rozdily v pouZiti slova. Na kazdém webu je pouZito v riznych vétach s rozdilnymi

citovymi zabarvenimi.

Hlavnim zjiSténim této prace je, Ze rekurentni neuronové sité 1ze dobfe pouZit i pro ¢esky
jazyk. VysSich ptesnosti klasifikace a mensi chybovosti a smysluplnosti generovani by se
dalo dosahnout predevs§im delSim ¢i paralelnim trénovanim na vice zatfizenich. Na stejném
principu lze analyzovat i1 dalsi periodika a utvofit si tak uceleny piehled o politické naladé

ve spolecnosti.

Klicova slova: rekurentni neuronové sité, Long short-term memory, Adam, Python,
JupyterLab, klasifikace sentimentu, generovani textu, po slovech, po znacich, word2vec,

periodika
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The main goal of this bachelor thesis is to prepare basis for analysis of the political mindset
of the population, differences between the comments from different web sites and to
determine functionality of recurrent neural networks for Czech language. I focused on web

portals novinky.cz and idnes.cz. The data were collected for five years.

To solve the problem, I used recurrent neural networks with long short-term memory cells.
I designed three different models. The first for generating texts by characters. Second one
uses word2vec dictionary of words and their respective number vectors to classify

sentiment of the comments. Last one uses same dictionaries to generate text by words.

To program the models, I used language Python and JupyterLab tool. Both text generation
models produced text that looked like Czech, but sometimes lacking in meaning. Since
chance plays a role, better generated comments could at first glance be interchangeable
with human written text. The sentiment classification model reached 61% accuracy for the
website iDnes and 71% for Novinky. However, these two models agreed in classification
of same comments in 80% of cases. The research indicated with relatively low level of
significance a trend of similar moods of discussing in both periodicals. When comparing
the similarities of words, obvious differences in different uses of the word are seen. On

each site words are used in distinct sentences with unalike emotions behind.

The main finding of this thesis is that recurrent neural networks can also be well used for
the Czech language. However, higher accuracy of classification and lower error of
meaningfulness of generated texts could be achieved by longer or parallel training on
multiple devices. The same principle can be applied to analyze other periodicals and thus

create a comprehensive overview of political moods in societies.

Keywords: recurrent neural network, Long short-term memory, Adam, Python,
JupyterLab, sentiment classification, text generating, word level, char level, word2vec,

journal
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Hlavnim pfedmétem mé prace je analyza text online periodik za pouziti neuronovych siti,
coZ je v poslednim desetileti velmi popularni téma, jak v Ceské republice, tak ve svété. Na
internetu se neustdle objevuji nové Clanky o fungovani a principech neuronovych siti a
strojovém uceni obecné. To indikuje zdjem Sir§i programdtorské vetejnosti o tuto
problematiku, ovSem vétSina pracuje pouze s anglickymi texty, popiipadé dalSimi
rozsifenéjSimi jazyky zaloZenych na latince. Je tomu tak z divodu, Ze anglictina je jazyk
amorfni, tzn. Ze nepouziva sklonovani ¢i ¢asovani slov a jejich forma zastava stejna. To je
vyhodné z hlediska strojového uceni textl, jelikoz se model nemusi ucit nékolik riznych
tvart slov. Opakem je CeStina jakoZto jazyk flektivni, kterd je bohatd na ohybani tvard. Na
internetu je nékolik ¢lanku, které ukazuji, Ze se daji 1 vefejné piistupné neuronové sité
pouzivané ke generovani anglictiny celkem dobfe pouzit k automatickému generovani

Ceskych texti.

Podnétem k vypracovani mé prace byl zdjem o rozdilnost mezi ndzory ¢tenaiti riznych
webovych periodik a vyzkouSeni chovani rekurentnich neuronovych siti pfi generovani
textl v Ceském jazyce, kde vstupnimi daty nejsou vydavané publikace, ale komentaie

diskutujicich, a to v¢etné pravopisnych chyb a pieklepti.

Piedpokladam, Ze na rGznych serverech se utvofily riizné komunity obcanli s riznymi
zivotnimi pozadimi a nazory. Domnivam se, Ze komentat, ktery by na jednom webu byl
prijat diskutujicimi kladng, by mohl byt na jiném piijat zdporne€. Ocekavam, ze vysledky
budou vice rozdilné, pokud vstupnimi daty budou pouze ¢lanky tykajici se politiky namisto
vSech rubrik. U politickych ¢lanka se také mnohem vice diskutuje. K ovéfeni téchto
hypotéz pouziji klasifikaci sentimentu komentaii z obou periodik a porovnam vysledky.
Druhou metodou pro srovnavani vysledkti bude rozdil mezi podobnosti pouziti slov

v komentarich. Posledni technikou pro odliSnost pfispévkid je hleddni rozdili ve

vygenerovanych komentarich.
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V této praci nejdiive stru¢né nastinim, co to jsou neuronové sité a jak funguji. Poté
objasnim, v ¢em se 1i§i rekurentni neuronové sité a predstavim tfi rizné architektury, které
nasledné€ pouziji v praxi. V neposledni fad¢ pouziji knihovnu gensim pro vytvoieni modelu
word2vec, ktery kazdému slovu piifazuje vektor cisel, pomoci kterého Ilze zjistit

podobnosti mezi slovy.

Jako vstupni data poslouZzi nasbirané ¢lanky (v€etné komentati) za obdobi poslednich péti
let z webovych portali www.idnes.cz a www.novinky.cz, které poskytl vedouci prace Ing.

Karel Palecek Ph.D.
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Muze se zdat, Ze neuronové sité jsou takzvané black boxy, do kterych se posilaji vstupni
data a neuronova sit’ si sama vyhled4d a nauci se podobnosti a vzory z dat. To mize na
jednu stranu byt pravda, ale je tfeba znat, jak vrstvy modelu poskladat a jaké architektura

je vhodna pro dany typ ulohy.

Neuronové sit¢ se mohou skladat z jedné az nékolika riiznych vrstev. Jedna vrstva je

slozena z rtizného poctu neuronti, které jsou navzajem propojeny mezi vrstvami.

Kazdé toto spojeni ma vlastni vahu — ¢islo, tato Cisla jsou pak seskupena do matic. Kazdy
neuron tak vezme vSechna vstupni data, nebo hodnoty z pfedchozi vrstvy, ty pfendsobi
pfisluSnymi vahami a secte. Vysledny soucet se posSle do aktivaéni funkce, ktera
transformuje hodnotu a pfifadi ji neuronu. Aktivac¢nich funkci se pouziva mnoho, mezi

Casto pouzivané patii sigmoid, ¢i ReLU.

O
O O\O
s
SR,

hidden layer

O

inputlayer

hidden layer
Obrazek 1 Vicevrstvy perceptron
. _ m
Neuron lze tedy zapsat jako: YV = QD(ijo ijXj)
Rovnice 1 Neuron

Vystup pro k-ty neuron je yi, ¢ je prahova (aktiva¢ni) funkce, m je pocet vstupll x a wy; je

véaha pro j-ty vstup k-tého neuronu.
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ex
eX+1

Sigmoid: f(x) =

Rovnice 2 Aktiva¢ni funkce Sigmoid

ReLU: f(x) = max(0, x)

Rovnice 3 Aktiva¢ni funkce ReLLU
Takto se sit’ prochdzi vrstvu po vrstvé az k vystupni vrstv€, ve které se data daji
interpretovat jako vysledek. Je mozné, ze vysledek neodpovida skutecnosti, pak se pouzije
algoritmus zpétného Sifeni, pfi némz prochazime siti od konce na zacatek a pozméitujeme
jednotlivé vahy tak, aby 1épe odpovidaly skutecnosti. Jednotlivé zmény vah se pro zpétné

Sifeni vypocitaji za pomoci diferencidlnich rovnic.

Pti uceni bez ucitele se snazime najit skryté struktury v datech, pfestoze nemame ke
vstupnim datim zadné oznadeni spravnych vysledkli. Dvé nejCastéj$i pouziti tohoto
pfistupu je prizkumnd analyza a redukce dimenzi dat. Pfi tomto postupu jsou vhodné
algoritmy k-means clustering, analyza hlavnich komponent, detekce anomdlii a

autoencoder. [1]

Jelikoz tyto modely nemaji uréené spravné vystupy, tak neni ptesny postup, jak porovnavat

uspé&Snosti veétSiny modelll, vyuzivajici tento zplisob uceni.

Naopak pii u€eni s ucitelem uceni probiha tak, Ze jako data se pouziji odpovidajici dvojice
— vstup x a spravny vystup y. Po prichodu vstupnich dat siti dostaneme aktudlni vysledek a
po porovndni s y uréime velikost chyby. Poté se za pouziti zpétného §ifeni koriguji hodnoty
vah. Tento postup se opakuje, dokud rozumné klesa chybovost. Pti delsim uceni, kdy uz
chybovost klesd pomalu, se stava, ze se model az ptili§ dobfe nauc¢i na dany dataset a poté
ma horsi presnost pii klasifikovani podobnych dat, kterd ovSem nebyla v trénovacim

datasetu. Proto je vhodné trénovaci data rozdélit na trénovaci a validacni.
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Preuceni se d4 minimalizovat za pomoci regularizace. Mezi metody regularizace patii
napiiklad vCasné zastaveni uceni — kdyz zacne rist chybovost na validacnich datech i
pfesto, Ze stale klesd na trénovacich, nebo zatazeni dropoutu, ktery s nami uréenou

pravdépodobnosti propousti vystupy z neuront dale siti.

Z pouzitych datasetli utvarim dvojice nasledujicich slov nebo znaki, které piredstavuji
dvojice vstup—spravny vystup, a proto tento piistup pouzivam k trénovani modelt v této

préci.

Mezi druhy strojového uceni s ucitelem patii predevsim regrese a klasifikace.

Rekurentni neuronova sit' je druh umélych neuronovych siti, kde jejich propojeni
jednotlivych jednotek tvofi smérovany graf (Obr. 2). To siti umoziiuje zohlednit ptedchozi
vstupy a vykazovat dynamické chovani v Case. [2] Oproti dopfednym neuronovym sitim
tedy maji vnitini pamét’ (skryty stav) A, jez slouzi pravé k uchovani predchozich stavi.
Jako vstup tedy pouzivaji mimo vstupni data x i skryty stav z predchoziho kroku 4, ; (ten je
pfi prvnim kroku inicializovan nejcastéji na nuly). Jejich vystupem je y, stejné jako u
doptednych siti, a novy skryty stav A,. Proto se tato architektura siti hodi pro textové dlohy
a sekvencni ulohy obecné, kde je potieba znat kontext ke vstupu. Naopak v dopiednych
sitich jsou na sob¢ jednotlivé vstupy nezavislé. I rekurentni neuronové sité pouzivaji a uci

se za pomoci zpétného Sifeni.

Rekurentni neuronové sit€¢ se dnes pouzivaji v predikcich slov, rozpoznavani feci,

kompozici hudby, predikci akciovych trhii a €asovych fad.
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Obrazek 2 Rekurentni neuronova sit’

Mezi hlavni problémy klasickych rekurentnich neuronovych siti patfi neschopnost
zapamatovat si kontext z vice nez nékolik krokii nazpét. A to z diivodu, Ze skryté stavy po
kazdém kroku prochazi aktivacni funkci a nelinearita je pro dlouhodobou pamét’ nevhodna.

Pro uchovani starSich stavii je vhodné vahy skrytého stavu pouze odecitat, nebo pficitat.

[3]

Dalsim problémem je pak mizejici, ¢i naopak explodujici gradient — to zpusobuje, Ze sit,
stejné¢ jako v pfedchozim problému, piestava zohlednovat starSi vstupy. Jako jedno
z moznych feseni je vytvofit maximalni a minimalni hodnoty pro gradient, ¢i pouzit jinou

architekturu.

K vyteSeni problému s kratkodobou paméti byly navrzeny buiky GRU a LSTM. V dnesni
dob¢ u vétsiny problémd, kde se pouzivaji rekurentni neuronoveé sité, se aplikuji pravé vyse

zminéné architektury.

Long short—term memory sité (poprvé predstaveny jiz v roce 1997) maji podobny tok dat
jako klasicka RNS (rekurentni neuronova sit’), dopiedné zpracuje data, vyhodnoti vysledek
a pouzije zpétné Sifeni. Rozdil je v obsahu builky, zatimco RNS pouze spoji pfedchozi
skryty stav se vstupem a vypocita hyperbolickou tangentu ¢isel, LSTM ma tfi rizné brany —
vstupni, vystupni a zapominajici branu. Navic ma dva riizné skryté stavy, a to skryty stav,
ktery se ptredava mezi jednotlivymi kroky a stav bunky, vyuzivany jako dlouhodoba

pamét’.
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Zapominajici brana (na Obr. 3 forget gate) slouzi k urCeni, jaké informace jsou dilezité.
Ptredchozi skryty stav a vstup se zifetézi a posSlou se do sigmoid funkce. Ta méd v tomto
piipadé oproti hyperbolické tangent¢ vyhodu v tom, Ze ma rozsah hodnot od 0 do 1
namisto od -1 do 1. Pokud se méd informace zapomenout, je vhodné&j$i nasobit nulou.
Vysledek po prichodu sigmoidou se pak vyndsobi Hadamardovym soucinem (ndsobeni
stejné¢ rozmérnych matic nebo vektord po prvcich) se stavem buiiky, tim se tato pamét’

aktualizuje vynasobenim nedtlezitych hodnot ¢isly blizicimi se nule.

Ve vstupni bran¢ (na Obr. 3 input gate) se nachazi dvé funkce, hyperbolicky tangens a
sigmoid. Do obou se posle zietézeny predchozi stav a vstupni data a vysledky téchto
funkei se mezi sebou pronasobi Hadamardovym soudinem. Tento soucin se poté pricte
k paméti bunky. Tak pamét ziskdva novou informaci z momentalnich vstupt, kterd se

pouzije v dalSim kroku.

Posledni branou je vystupni brana (na Obr. 3 output gate). Tato brana slouzi k vytvoteni
nového skrytého stavu a vystupu LSTM bunky. Na zietézeny vstup a pifedchozi skryty stav
se pouzije funkce sigmoid, a poté se Hadamardovym sou¢inem vynasobi s aktualizovanou
paméti buiky ze vstupni brany, na kterou jiz byl aplikovan hyperbolicky tangens.

Vysledek se rozd€li na vystup a novy skryty stav do dalsiho kroku.
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LSTM GRU

forget gate cell state reset gate

.
’
.

A -
e -

input gate output gate update gate
sigmoid tanh pointwise pointwise vector
multiplication addition concatenation

Obrazek 3 Buiiky LSTM a GRU, Dostupné z https://towardsdatascience.com/illustrated-guide-to-Istms-and-gru-s-
a-step-by-step-explanation-44e9eb85bf21

Gated recurrent unit byla predstavena v roce 2014. Architekturou se podoba bunice LSTM,
ale je zjednoduSena ochuzenim o pamét’ buiiky. Presto sit¢ s GRU dokaZou na nckterych
mensich datasetech pfekonat v ptfesnosti LSTM. OvSem ve vétSin€ piipadd ma lepsi

vysledky architektura pouzivajici LSTM.

GRU pro ptenos informace pouziva pouze jeden skryty stav, a mé jen dvé brany, resetovaci

a aktualizaéni.

Resetovaci brdna (na Obr. 3 reset gate) slouzi k vybéru informaci, které budou
zapomenuty. Nejprve se zietézi predchozi skryty stav h.; se vstupnimi daty x; a na ty se
pouzije funkce sigmoid. Vysledek sigmoidy se Hadamardovym soucinem opét pronasobi

S h,.; a zfetézi s x;. Soucin po priachodu hyperbolickou tangentou vytvoii ;.

V aktualiza¢ni bran¢ (na Obr. 3 update gate) se zietézeny x, a h,; posSle do sigmoidy a
vyslednd matice z; se pouzije na dvou riznych mistech. Jednou se jako (I — z)
Hadamardovym sou¢inem vyndsobi s A;.; a utvofi n,. Podruhé se z; v Hadamardové soucinu

s 14, soucin se poté secte s n, a vznika novy skryty stav i, a y;.
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Loss funkce je takovd funkce, jejiz hodnotu se podle druhu ulohy snazime bud’
maximalizovat nebo minimalizovat. Ukazuje, jak daleko je vysledek od ocekavaného

vysledku neboli urcuje velikost chyby na zaklad€ dané predikce.

Nejjednodussi a bezesporu nejpouzivanéjsi na strojové uceni obecné je stfedni kvadraticka
chyba, zndmd pod zkratkou MSE (mean squared error), coz je suma ctvercl rozdili

predikované hodnoty od spravné. Ta je vhodnd a hojn€ vyuzivana pro tlohy regrese.

Modely v této praci jsou ovSem klasifikace. Funkce pro binarni klasifikaci jsou vhodné
naptiklad hinge loss a binary cross entropy, ten také pouzivam pro klasifikaci sentimentu
komentatrt. OvSem pro klasifikaci do vice tiid, kterou pouzivam pro generovani texti, je

vhodné pouzit zobecnéni binarni kiizové entropie — multi-class cross entropy loss.
Multi-class cross entropy loss: MCEL(X;,Y;) = — Y., yij * log, (pl-j)

Rovnice 4 Multi-class cross entropy loss
Vysledek loss funkce pro vektor predikci jednotlivych tfid X a onehot kédovany vektor
spravnych tfid Y je tedy minus suma ptes vSechny tfidy logaritmii o zakladu 2
pravépodobnosti pj;, ktera fikaji, s jakou pravdépodobnosti patii i-ty element do tiidy j,
vynasobena jednickou, pokud i-ty element patii do tfidy j, jinak nulou. C je pocet tfid.

Pravdépodobnosti jsou vypocitany softmaxem.

Jinymi slovy, pokud je vzdy spravna pouze jedna z predikovanych tiid, pak je hodnota loss
funkce minus jedna krat logaritmus o zdkladu dva pravdépodobnosti, ze nastala pravé

spravna trida.

Dal$im krokem je hledat takové parametry, kde zvolena funkce bude minimdlni neboli

model bude predikovat s nejmensi chybou.
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Gradient descent je jednim z nejpopularnéjSich a nejbéznéjsich algoritml pro optimalizaci
neuronovych siti. Idea za timto a algoritmem je ta, ze pokud jsme schopni vypocitat
derivaci funkce, miZzeme najit jeji minimum. Jednd se o iterativni algoritmus, ktery urcuje,
jakym smérem ve funkci se vydat k dosazeni minima za pomoci derivace (pii vice
proménnych za pomoci gradientu, coz je vektor parcidlnich derivaci). Poté staci pouze
zvolit velikost kroku uceni a piepocitat parametry. Je potieba dbat na velikost kroku,
protoze pokud je pfili§ vysoka, nemusime dojit k minimu a vypoctené hodnoty pro
jednotlivé kroky mohou divergovat. Pti pfili§ malych krocich musi algoritmus opakovat
mnoho iteraci narocnych na procesor, zvlasté pti velkém objemu dat. Algoritmus kon¢i,

pokud parametry konverguji pod ur¢enou hodnotu, ¢i dosahne uréeného poctu iteraci.

Slozitost gradient descentu (GD) roste s poc¢tem dat kvadraticky, proto se pro zjednodusSeni
pouziva Stochaistic gradient descent (SGD), ptipadné Minibatch gradient descent (MGD).
SGD a MGD oproti Gradient descentu gradient pouze minimum aproximuji, proto
kolem minima vétSinou osciluji. GD do minim konverguje piesné, ale naopak ma vétsi
ndklonost spadnout do lokdlntho minima. OvSem vzhledem k pamétovym a vypocetnim

naroklim GD se pouzivaji pro trénink neuronovych siti ptedevsim SGD a Minibatch GD.

Existuje mnoho vylepseni klasického SGD a MGD, které konverguji k minimu rychleji.

Mezi né patii naptiklad algoritmus Adam.

Optimizér Adam (Adaptive moment estimation) byl ptedstaven v roce 2015 a od té doby
strm& ziskdva na popularité v oblasti hlubokého uceni, jelikoz dokaze rychle dosdhnout
dobrych vysledki. Béhem poslednich 5 let pfisla i dal$i riznd vylepSené algoritmy
vychazejici z optimizéru Adam, ale 1 kdyZz by mohly dojit k vysledkim rychleji, jeste
nejsou tolik rozsifené mezi knihovnami s néstroji pro strojové u€eni. Z téchto diivodi jsem

si vybral Adam jako hlavni optimizér v mé préci.

Adam je vhodny 1 na nekonvexni funkce, kombinuje vyhody AdaGrad (Adaptive gradient
algorithm), vhodny na jazykové ulohy a pocitacové vidéni, a RMSProp (Root mean square
propagation), vhodny na zaSuménd data. Stejné jako Adam jsou AdaGrad a RMSProp
algoritmy zaloZzené na SGD. Velmi cCasto je vychozi nastaveni hyperparametri pro

optimizér Adam dobré a nepotiebuje prilis ladéni. [4]
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Misto aby Adam ptizpusobil rychlost uceni parametrii pouze na zékladé prvniho momentu
(pramér) jako u RMSProp, vyuziva také druhého momentu (necentralni rozptyl).
Konkrétné algoritmus pocitd exponencialni proménlivy primér gradientu a kvadraticky

gradient. Uchovani predchozich stavii momentt pak tidi B; a B,.
Prvni moment: m; = fym_1 + (1 — B1) ¢

Rovnice 5 Adam: Vypocet prvniho momentu

Druhy moment: v; = B,v:_q + (1 — B2)g¢

Rovnice 6 Adam: Vypocet druhého momentu

Dalsi krok momentu tedy vypoc¢teme jako minulou hodnotu momentu vyndsobenou danym
hyperparametrem f, ke které ptficteme (kvadraticky) gradient vyndsobeny hodnotou jedna

minus dany hyperparametr . Témito hodnotami se poté upravi vahy.

me

NAZ st

Uprava vah (bez korekci): W =W — a *

Rovnice 7 Adam: ijrava vah
V této rovnici jsou hyperparametry o velikost kroku uceni a € maly skaldr, aby se zamezilo

ptipadnému déleni nulou. W je matice vah.

Jakmile je model natrénovany, nastava otdzka, jak dobry opravdu je. VSechny ulohy feSené
v této praci jsou klasifikace, at’ uz binarni, ¢i vice tiidové, a proto k méteni ispéSnosti budu

pouzivat nasledujici metriky.

Nejcastéjsi metriky pro meéteni predikci, klasifikaci, usp€Snosti modelu obecné jsou
spravnost (accuracy), presnost (precision), uplnost (recall / sensitivity) a F1 skore (F1-

score).

K urceni téchto hodnot potiebujeme znat chybovou matici (confusion matrix). Tu zjistime
porovnavanim predikovanych hodnot s redlnymi a rozfazovanim vysledkl do ¢tyf riznych

skupin (Tab. 1).
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Predikovana tfida

Positive | Negative

Positive

Reéln4 tiida
Negative

Tabulka 1 Confusion matrix

Prvni dvé hodnoty z chybové matice true positive a true negative jsou pozorovani, které
model spravné predikoval a v tabulce jsou zelenou barvou. Nachizeji se na hlavni
diagondle chybové matice. Mimo hlavni diagondlu jsou predikce chybné (v tabulce

znazornény cerveng).

True positives (TP) jsou ptipady, které byly siti predikovany kladné / ano a redln¢ tomu tak

bylo.

True negatives (TN) naopak jsou ptipady, které byly siti predikovany zdporné€ / ne a redlné

tomu tak bylo.

False positives (FP) nastava, kdyz model predikuje pozitivni vysledek, ale redlné je

zéporny. Tyto chyby jsou také nazyvané Chyby 1. typu.

False negatives (FN) také nastavaji, kdyz predikce modelu neodpovida skutecnosti. Model

predikoval negativné, skutenost byla pozitivni. Tato chyba je Chybou II. typu. [5]

Spravnost (Rovnice 8) je nejintuitivnéj$i metrika GspéSnosti modeld. Jedna se o pocet
spravnych odpovédi vydéleny poctem celkovych pozorovani. Kritérium pfesnosti je
vhodné pouze v piipadé¢ symetrického poctu piikladd pro kaZzdou jednotlivou

tfidu datasetu.

TP+TN
TP+ FP+TN+FN

Accuracy =

Rovnice 8 Vypocet spravnosti
Preciznost (Rovnice 9) udava pomér spravné kladné¢ vyhodnocenych pozorovani vici

celkovym pozorovanim kladnych jevi.
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TP

p . . -
recision TP + FP

Rovnice 9 Vypocet preciznosti
Uplnost (Rovnice 10) se vypocita podilem spravné vyhodnocenych pozorovani kladné
tfidy vici vSem jeviim dané tiidy.
TP

Recall = TP+—F1V

Rovnice 10 Vypocet tiplnosti
Posledni z nejpouzivangjSich metrik pro klasifikaci je F1 skére (Rovnice 11). Jednd se o

vazeny prumeér preciznosti a citlivosti. Tato metrika bere v potaz ob& skupiny Spatnych

o 24

pocty dat jednotlivych tfid v datasetu. [5]

(Recall * Precision)
F1Score = 2%

(Recall + Precision)

Rovnice 11 Vypocet F1 skore

Jednim z nejpopuldrnéjSich projektl poslednich let je Char-RNN od Andreje Karpathyho,
kterou publikoval 21. kvétna 2015.

Ve svém blogovém piispévku struéné a ndzorné piedstavil a vysvétlil princip fungovani
rekurentnich neuronovych siti. Vcetné véhovych matic, jejich aktualizaci za pomoci
zpétného Sifeni. Také predstavil parametr temperature pro korigovani ndhodnosti

generovani novych znaki.

To také inspirovalo mnoho dalSich programatori v zdjmu o rekurentni neuronové sité.
VétSina ¢lankd na toto téma ma datum zvefejnéni mezi roky 2018 — 2020. Pticemz prvni

vyzkumné préace na tuto oblast vznikly uz pied desetiletimi.
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K tréninku vyuziva softmax, t€z zndmy jako Cross entropy loss a jako algoritmus pro
trénink sit¢ Adam ¢i RMSProp. Architektura sité, kterd vygenerovala nékolik ukazek, byla
dvouvrstvd LSTM s 512 skrytymi uzly a dropout vrstvou s pravdépodobnosti propusti 0,5.
Pfi tréninku na pouhém 1 MB velkém souboru (okolo milionu znakl) vypadaly vysledky
na prvni pohled vérohodné. Pfi bliz§im prozkoumani ovSem vcelku normalné vypadajici

véty v anglicting postradaly smysl.

V dalsich ptikladech vyzkousel rizné obmény architektury RNS, pficemz sit’ dokéazala
generovat kéd vjazyce C (sice nezkompilovatelny, ale pro laika nerozeznatelny od
redlného kédu), clanky ve Wikipedii (s obasnym nesmyslnym le¢ validnim XML) ¢i text
pro kompilaci v LaTeXu. Vérohodné také vypadaji dramata od Williama Shakespeara.
Generovany text byl véetné jmen osob, které zrovna danou pasaz promlouvali, a plisobi

jako skute¢né drama.

V dalsi ¢asti se vénuje vyvoji sité v uceni generovani textd. Model se nejprve nauci délit
slova mezerami a poté se uci generovat smysluplnd slova od kratSich k del§im. Nakonec
vhodné ptid4d interpunkci a dal$i nealfanumerické znaky. To vSe béhem prvnich nékolika
tisic iteraci. Aby se generovani tykalo pouze jednoho tématu a obecn¢ dlouhych zavislosti,

musi sit’ trénovat nasobné déle.

Na zavér je zajimavé vyobrazeni, kdy se rizné neurony aktivuji. Nékteré jsou aktivovany
napiiklad pouze v komentafich, nebo v uvozovkach. OvSem vétSina neuronli vykazuje

chovdni, jehoZ funkci nelze interpretovat.

Mnoho novych projektii v oblasti neuronovych siti je zaStituje Open Al Mimo jiné
vytvoftili napfiklad klasifikator sentimentu, generator hudby, umélou inteligenci ovladajici
tym botii ve hie Dota 2, jejiz celosvétovy turnaj ma nejvétsi odmeénu pro vyherce. Podatilo
se vytvofit tak silnou umeélou inteligenci, ze dokazala porazit profesiondlni tymy hraca,
kteti trénuji a hraji tuto hru nékolik let. Z dalSich projektd vyuZivajici rekurentni

neuronove sit€ je mimo jiné praveé generator textu.
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Vyse zmitlovany klasifikator sentimentu pracuje na pozoruhodném ptistupu. Model se uci
predikovat ndsledujici znaky na velkém datasetu. Pak je schopny pomoci pouhych nékolika
set spravnym sentimentem oznacenych recenzi velmi dobie predikovat celkové hodnoceni
jinych recenzi. Autoii také naznacuji, Ze tento pfistup by mohl byt slibny, co se tyce
obecného uceni bez ucitele, jakozto vedlejsi produkt jazykovych modeld. Modelu se
pouhym ucenim predikovani nésledujiciho znaku a poté testovani predikce recenzi
z Amazonu podafilo dosahnout 91.8 % piesnosti. Model byl tvoten multiplicative LSTM
s 4096 jednotkami a trénoval se na 82 milionech recenzi pfiblizné¢ mésic na ctyfech

grafickych kartach zaroven. [6]

Generdtor textu GPT-2 byl natrénovan na 40 GB textu z internetu. Obsahuje 1,5 miliardy
parametrl a byl vytvoten s jedinym cilem, predikovat nasledujici slova vzhledem ke v§em
sloviim zadaného vstupniho textu. Model v celé velikosti nebyl uvetejnén, jelikoZ se autofi
obdvaji, Zze by model mohl byt vyuzit jak k prospésnému, tak Skodlivému generovani

obsahu. Uvetejnény byly pouze mensi modely pro vyzkum a testovani.

Vytvafeny text generatorem GPT-2 budi dojem, Ze byl napsdn clovékem, nebo pfi
nejmensim se kvalité lidsky psaného textu pfiblizuje. Ale i presto se obcas vyskytuji
takzvané osli mustky, opakujici se text, nebo vécné nesmysIné€ psany text, a¢ gramaticky
spravny. I pfesto Ze byl model trénovdn na obecnych datech, v n¢kolika zkouskach
ptrekonal presnosti jinych modeld trénovanych na specifickych datech pro dany test. I proto
v jinych testech zdaleka nedosahoval uspésnosti specializovanych modeld. To ovSem
nemusi platit i v nésledujicich letech, jelikoz kiivka funkce (podobné logaritmické kiivce,
osa y = presnost, osa x = pocet parametrd modelu) byla stale rostouci i na nejvét§im

modelu. [7]
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Cilem price bylo za pomoci vhodnych prostfedkii zmapovat politické ndlady na
nejétendjsich serverech v Ceské republice. Jako zéklad této analyzy by mély poslouzit
rizné modely rekurentnich neuronovych siti. Porovnat vysledky, zda budou pro jednotliva

periodika shodnad, ¢i rozdilna.

Cilem prace bylo vytvofit modely pro generovani textu pro vybrana online periodika,
presnéji se jednalo o nadpisy clankii a komentaie od diskutujicich z webovych portalt
www.idnes.cz a www.novinky.cz. Text by m¢l byt generovan pomoci jak znakovych, tak

slovnich RNS.

Dal$im z cilii bylo navrhnout a natrénovat model, ktery by predikoval, zda bude komentaf
diskutujicimi pfijat kladné, ¢i zaporné. VyzkouSet riizn4 nastaveni parametri a pokusit se
dosahnout co nejvyssi presnosti a dalSich metrik tspéSnosti modelu. Dal§im cilem bylo
otestovat, zda budou stejné komentaie pfijaty stejné nebo rtuzné podle toho, kde ho

komentujici zvetejni.
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Vsechny skripty jsou napsany v jazyce Python za pomoci ndstroje JupyterLab, coz je
interaktivni webové vyvojové prostiedi. Jednotlivy kod, ¢i text je mozné mit rozd€leny

v buiikach a také ho po jednotlivych bunkach libovolné spoustét.

Prvnim krokem bylo vytvofit rizné datasety z poskytnutych databdzi souborti. Nejdiive
jsem prochdzel strom slozek — rubrik portdlu Novinky a z jednotlivych soubort parsoval
nadpisy a obsahy ¢lankl, komentafe diskutujicich a jejich hodnoceni z textovych soubort.
Z textl jsem odstranil interpunkci, ale vytvofil jsem soubory jak s diakritikou, tak bez. To
samé jsem udé€lal pro soubory z portdlu iDnes ve formatu json. Vysledkem byly pro kazdy
portdl textové soubory, které mély na kazdém fadku jednu polozku. Kladné¢ a zaporné

komentate obsahuji na zac¢atku kazdé polozky i jejich hodnoceni.

Datasety Pocet u slov v o slovv p znaki v | ¢ znakd v
polozek radku radku radku radku

IDnes — nadpisy 750 373 8,82 2,69 56,32 15,67

Novinky — nadpisy 136 550 9,39 2,47 61,20 14,41

IDnes — obsah ¢lankt 682919 358,10 311,22 2311,77 1975,40
Novinky — obsah ¢lankti | 136 550 318,07 244,80 2072,61 154276
IDnes — komentare 45 689 180 | 24,95 28,58 145,87 168,89
Novinky — komentéie 7834 618 39,02 35,73 237,58 219,53

Tabulka 2 Informace o datasetech

A dalsi derivované datasety:

e Hodnoceni komentaia
e Kladné komentare

e Zaporné komentare

V datasetu komentaii serveru iDNES je 14 650447 (32,06 %) kladnych, 27 766 827
(60,77 %) neutrdlnich komentaiti (jejich hodnoceni je pfesné 0) a pouze 3 271 906 (7,16
%) zapornych komentati. Kladné komentare jsou primémé o 1 slovo / 6 znaki del$i nez

zaporné.
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V datasetu komentaiti serveru Novinky je 6 252 310 (79,80 %) kladnych, pouze 293 691
(3,75 %) neutralnich komentari a 1288 617 (16,45 %) zapornych komentari. V tomto
datasetu naopak jsou primémé o 4 slova / 30 znakl del$i komentaie s hodnocenim

zapornym.

Z vlastni zkuSenosti mohu potvrdit, ze na Novinkach se hlasuje u komentaii opravdu
hodné¢ a pouze komentare u nepolitickych ¢lankd, ¢i maximalné n€kolik minut staré, jeste

neobdrzely zadny hlas.

Dalsim krokem bylo vytvofit model, ktery bude schopen se naucit generovat texty po
znacich. Prichodem z jiz upravenych datasetll jsem vytvofil list vSech moznych znaki —
abecedu. Abeceda pro datasety s diakritikou méla délku 53 a pro datasety bez diakritiky
38. Z abecedy jsem vytvofil slovnik, ktery kazdému pismenu, ¢islu a znaku pro novy fadek
prifadil index. Dale bylo nutné vytvofit histogram prvnich pismen pro kazdou polozku a
ten nasledné vyde¢lit poc¢tem polozek datasetu. Tim jsem ziskal pravdépodobnosti, ze dany
text bude zacinat pravé timto pismenem. Tyto pravdépodobnosti se vyuziji, pokud neni

zadan zadny inicializacni text pro generovani.

Nyni se daji fadky textl, pfevedené na jejich indexy dle slovniku, pouzit k uéeni. Pro
rychlejsi u€eni (na grafické kart€) je mozné list indexti prevést na matici o velikosti poctu
radki datasetu krat zvolend maximalni délka pro fadek ve znacich (reélné se jednd o tensor
knihovny Pytorch). To ovSem naopak nese tu nevyhodu, Ze fadky nemohou byt proménlive
dlouhé jako v ptipad¢ uceni na procesoru. Krat§i fadky se doplni do stanovené délky

nulami (index nového tadku), ovSem u delSich textli se musi konec ofiznout.

Nyni uz nic nebranilo vytvofit vlastni model. K tomu jsem pouZil tfidu Module knihovny
Pytorch, z které jsem odvozenim nadefinoval vlastni model, jeho inicializaci, dopfedny
prichod (o zpétny prichod se stara knihovna automaticky i podle ru¢né nadefinovaného

doptedného priichodu) a metodu pro inicializaci skrytého stavu.
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class RNN (nn.Module) :

def init (self, voc size, emb dim, hidden size, output size,
n_ layers=1, max length=150):

super (RNN, self). init ()

self.emb = nn.Embedding(voc size, emb dim)

self.rnn = nn.LSTM(emb dim, hidden size, num layers=n layers)
self.fc = nn.Linear (hidden size, output size)
self.hidden size = hidden size

self.n layers = n_layers

def forward(self, x, hidden):
# input a hidden -> output a hidden
output, hidden = self.rnn(self.emb(x).reshape(l, 1, -1), hidden)
# plné propojend vrstva, vraci pro kazZzdy znak hodnotu
score = self.fc (output)

return score, hidden

def init hidden (self):
# Skryty vektor
hidden = torch.zeros(self.n layers, 1, self.hidden size)
# Vracen dvakrat pro hidden state a cell state
return hidden, hidden
Zdrojovy kéd 1 Definice modelu pomoci knihovny Pytorch

Na Zdrojovy kéd 1 Definice modelu pomoci knihovny PytorchZdrojovy kéd 1 miZeme

vidét nadefinovany model. Obsahuje:

o Embedding vrstvu, kterd kazdému znaku pfifazuje vektor délky d, redlnych cisel

e [LSTM bunku se vstupem o velikosti d, a vystupem o velikosti dj,, coz je zvoleny
rozmér skrytych stavii

e PIn¢ propojenou vrstvu neuronti se vstupem o velikosti dj, a vystupem o velikosti
predem vytvoiené abecedy — vraci pro kazdy znak pravdépodobnost, ze bude

nasledovat

Doptedny prichod jsem nadefinoval tak, Ze ze vstupniho znaku se vytvofi vektor ¢isel a
spole¢né s piedchozim skrytym stavem se poSle do buniky LSTM. Vysledek se vyhodnoti

fully connected vrstvou.
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Velmi podobné jsou nadefinovany i klasickd RNS a sit’ s buikami GRU, 1i8i se pouze
v rozmérech a datovych typech skrytého stavu. Rozhodl jsem se vyuzivat LSTM, jelikoz

dosahovala o néco lepSich vysledki nez GRU.

Poté jsem nastavil parametry pro sit’ — velikosti Embedding vrstvy a skrytého vektoru, a
inicializoval ji. Jako loss funkci jsem pouZil Cross entropy loss a jako optimizér algoritmus

Adam s amsgrad s krokem uceni 0,001.

Funkce pro trénovani modelu obsahuje cyklus for, ktery pro kazdou epochu (vétSinou jsem
trénoval epoch 20) vytvoii permutaci indexti vstupnich dat a vybere jich prvnich 10 %.
Nasleduje snizeni miry ufeni po osmé, ¢trnacté a osmnacté epoSe vzdy na polovinu
pfedchozi hodnoty. Pfi jiném poctu epoch nez 20 jsem vzdy snizoval miru uceni po
pfiblizng 40 — 50, 70 — 80 a 90 — 95 procentech uceni. To umoziiuje, aby se model naucil

zavislosti jesté o néco 1épe. U tuloh, kde se da méfit presnost, jde az o jednotky procent.

Nasleduje vnoteny cyklus for, ktery se opakuje pro kazdou polozku z vybrané podmnoziny
indexi. Zacind vynulovanim pfedchozich gradienti zpétného prichodu modelu,

vynulovanim hodnoty loss a nainicializovdnim nové skryté stavy — vynulovéni.

Poté se ptifadi do proménné x list znakli (indexd). Pokud trénujeme na GPU, vezme se
fadek z pfedem vytvorené matice vstupnich dat. Do y se pfifadi spravné vystupy. Je
zadouci, aby spravny vystup pro znak x; byl nasledujici znak x;,;. Tim padem list cilii y
bude stejny jako list x, pouze zacinajici od druh¢ho znaku. Na konec y se piida index
nového tadku, kterym ziskdme rovnost velikosti x a y, a navic znaci konec generovani

textu.

Nyni nasleduje tfeti vnofeny for cyklus, ktery probéhne pro kazdy znak tadku. V tomto
poslednim vnofeni se uZz pouze posle znak x; a skryty stav h dopfednym prichodem
nadefinovanym modelem. Vysledny skryty stav se uchova pro dalsi znak, zatimco skore
pro jednotlivé znaky se spolecné se spravnym vystupem y; poSlou do optimizéru, ktery
vraci hodnotu chyby, kterd se pfipocte do promeénné uchovavajici sumu chyby pies cely
radek.
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Po prichodu vSech znakl textu, se vyslednd suma chyb vydéli délkou textu. Na loss se
zavold metoda backward, kterd vypoCitd lossy pro jednotlivé soucasti sité. Thned je
nasledovana funkci step zavolanou na optimizér, ktery vysledné gradienty piipocte

k vdhovym maticim.

Na konci jsou pouze informativni funkce, vypisujici rychlost prichodu, progress bar
epochy a kazdych 100 iteraci zavolaji funkci sample, ktera vraci pokus sité¢ o vygenerovani

textu.

example = sample (rnn)

max_per epoch = len(lines)//10

for epoch in range (50):
if (epoch in [20, 35, 45]):

optimizer.param groups([0]['lr'] /= 2

# data budou nahodne prehazena
train ids = np.random.permutation(len(lines)) [:max per epoch]
# progressbar

pb = tgdm.notebook.tgdm(train ids, desc='ep {:03d}'.format (epoch))

for it, idx in enumerate (pb) :
hidden = rnn.init hidden ()
rnn.zero_grad()
loss = 0.

X, y = lineToIntList (lines[idx])

for ic in range(len(lines[idx])):
# dopredny pruchod pro “ic’ -ty znak
score, hidden = rnn(torch.tensor(x[ic]), hidden)
# scitani lossu -> loss += crit(input, target)

loss += criterion(score[0,:,:], torch.tensor([y[ic]l]))

loss /= len (x)
loss.backward()

optimizer.step ()
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if it % 100 == 0:
example = sample (rnn)

pb.set postfix(loss="'{:.3f}'.format (stats.ravg('train', 'loss')),
ex=example[:40])

Zdrojovy kéd 2 Trénovani rekurentni neuronové sité
Funkce sample slouzi ke generovani textu. Zacind klasicky inicializaci skrytého stavu na
nuly a nasledn¢ rozhodnutim, zda existuje inicializa¢ni text. Pokud ano, pfevede se na
tensor indexti danych znakt. Dale se nechd dopfedné projit siti a vybere posledni znak jako
nasledujici vstup. Pokud neexistuje, vybere se nahodny prvni znak sekvence, dle rozlozeni
pravdépodobnosti zaCinajicich pismen textti. DalSim krokem je nainicializovat vrstvu

softmax.

Nasleduje while cyklus, kde vkazdém kroku poSlu do sité¢ posledni znak prozatim
vygenerovaného textu a skryty stav. Vysledny vystup se pieda do vrstvy softmax, ktera pro
kazdy znak vypocitd pravdépodobnost, ze bude nasledovat. Nyni je n€¢kolik moznosti, jak

z pravdépodobnosti vybrat index nésledujiciho znaku.

Prvni zpiisob, ktery napadne asi hned kazdého, je vybrat ten s nejvyssi pravdépodobnosti
(argmax). Ten mé ale jednu nevyhodu, a to ze sit’ bude predikovat a neustdle opakovat

13

velmi cCastou frazi (ptiklady z nadpist ¢lanka: ,.dnes se stalo se stalo se stalo...“ nebo

,policie zatkla v praze na slovensku v praze na slovensku...).

Druhym zptsobem je vybrat nasledujici znak ndhodné s takovou pravdépodobnosti, jaka
byla vypocitana softmaxem. Tento zptsob uz dosahoval smysluplnéjsSich vysledki a
fungoval celkem dobte, ale stidle tu byl problém s nastavenim, jak moc ndhodné by

v

vysledky mély byt pro dosaZeni lepSich a rozmanitéjSich vysledki.

Tento problém feSi tfeti zplsob vybéru nasledujiciho znaku pomoci vybéru
z multinomického rozlozeni. Vysledné skore znakl z doptedného prichodu se vydéli
proménnou temperature. Nasledné se jednotliva skore daji do exponentu Eulerova ¢isla a
vysledky poté do funkce multinomial, kterd vybere prvnich n vzorkll (v mém piipadé

pouze prvni) z hodnot skore na zdkladé multinomického rozloZeni.
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Hodnota temperature, v rozmezi (0, 1), déli pravdépodobnosti pied softmaxem, takze nizsi
hodnota zptisobuje pravdépodobnéjsi, kontroverznéjsi predpovédi. S velmi nizkym cislem
(hodnoty 0.2 a niz$i) pfi generovani nastavd stejny problém, jako pii vybéru funkci
argmax. Naopak vysSsi teploty pusobi rozmanitéj$i generovany text, za cenu vyssi

chybovosti. [8] Pfi vySSich hodnotich temperature jsou vybéry velmi nahodné, coz

zapricinuje, zvlasté u cestiny a jinych flektivnich jazykl, komoleni tvart slov a gramatiky.

Po vybrani nésledujiciho znaku se zkontroluje, zda nebyl vybran index 0 pro novy fadek,
tim by se generovani textu ukoncilo. Pokud to je jakykoliv jiny znak, pfipoji se na konec
generované¢ho textu a posoudi se, zda neni dosazeno maximalni délky. Pokud je i tato

podminka splnéna nové vygenerovany znak se pouzije jako vstup pro generovani dalsiho

znaku.
def sample(rnn, init text='"', hidden=None, maxlen=150,
mode="'multinomial', temperature=0.5):

# Pokud neni zadan inicializac¢ni text, vybereme ndhodné prvni
pismeno, dle rozloZeni prvnich znaku

out text = list(init text)

if not out text:

s = np.random.choice (len(chars), p=p0)
out text = [chars[s]]
if hidden is None: hidden = rnn.init hidden/()

# Vstup projdeme siti pro ziské&ni aktudlniho skrytého stavu
x = char tensor (out text)
for i in range(len(out text)):

score, hidden = rnn(x[i], hidden)

# nadsledujici znak je posledni znak momentdlniho vystupu
x = char tensor (out text[-1])
# softmax slouZzici k poc¢itéani pravdépodobnosti

softmax = nn.Softmax (dim=2)

while True:
# Doptredny pruchod
score, hidden = rnn(x, hidden)
# Pravdépodobnosti pro jednotlivé znaky

p = softmax(score) .detach () .numpy () .squeeze ()
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# vybér ndsledujiciho znaku
if mode == 'multinomial':
# Nasledujici znak vybradn dle multinomidlniho rozlozZeni

# Temperature blizky 1 dava ndhodné&jsi vysledky

k = torch.multinomial (score.view(-1) .div (temperature) .exp(),
1) [0]
elif mode == 'argmax':
# Vybird znak s nejvy$si pravdépodobnosti
k = np.argmax (p)
elif mode == 'proportional':
# Nasledujici znak vybran ndhodné s pravdépodobnosti ze
softmaxu
random = np.random.choice(p, 1, p=p)
k = np.where(p == random) [0] [0]
# Podminky zastaveni generovani
if chars[k] == '\n': break
out text.append(chars[k])
if len(out text) >= maxlen: break
# Novy vektor posledniho znaku momentdlniho vystupu
x = char tensor (chars([k])
return ''.join(out text)

Zdrojovy kéd 3 Samplovani RNS

Jako CPU k trénovani bylo vyuzito 10 let staré Intel iCore i5 760 2.8 GHz, s redlné
naméfenou rychlosti 2.93 GHz. Jako GPU pak byla pouzita NVIDIA GeForce RTX 2060,
jejiz jadro bézi na rychlosti pouze 300 MHz. Pti porovnani rychlosti jader CPU a GPU a
naméfenych rychlosti je vidét silnd korelace. Trénovani pro rekurentni sit¢ nemé na
grafickém procesoru smysl, pokud se model neu¢i po velkych davkach. Cely proces
zpomaluje neustale pfedavani embedded vektoru z CPU na GPU a zpét. V mém piipadé je
1 stary procesor mnohonasobné rychlejsi pod podminkou, ze se sit’ u¢i a generuje znak po

znaku.
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Porovnéni rychlosti iteraci:

Popis tréninku Rychlost

CPU na Google Colab délka 64 | 15.5 it/s
CPU délka 64 7.5 it/s

CPU s diakritikou délka 150 | 2.1  it/s
GPU délka 64 0.83 it/s

Tabulka 3 Porovnani rychlosti tréninku modeli

Zacatek uceni: kitsot'ougill30fqqc pSottigasoihged
Po ptl minuté: m zateni me prelini promamy set vezala

Po 51 200 komentétich (temp 0.5): pane postavit stit a ten nebude to kdo neni postavili za

podporovat

Po 76 800 komentéfich (temp 0.4): poslance tak to se méli jednou stile to se nevydrzi

statni okamuru a kde je to si nestavét kalouska

Po 102 400 komentatich (temp 0.6): poslanechaku opét modra v dostatni

jé& jseme vic nemuze ti to ods vlady je si musi nepodavat

prezident a ndrod je ho nechat s tim nezase jinak zeman to nedd vykoukd po nadiv4 stranu

co nepolitice nikdo
jen nejvetsi stboupou stat kamaradované strany a bylo podle kradeny

Po 102 400 komentétich (argmax): pane podporu nemd podporu nema podporu

Pii vybirani pomoci modu proportional jsou predikované texty vétSinou do 10 slov — je

mnohem castéji predikovan konec textu nez pii modu multinomial.

Na piikladech generovani je vidét, Ze z nesmyslné poskladanych znakt uz za pil minuty
sit’ pozna, Ze texty se skladaji ze slov a jsou mezi nimi mezery. Stale ale jeSté nevi, jak
poskladat smysluplna slova, ptesto je vidét velmi rychly pokrok (a také pokles hodnoty
loss). To je také patrné z nasledujici grafu hodnot (Obr. 4).
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Obrazek 4 Graf hodnoty loss znakové RNS

K sniZeni miry uceni na polovinu doslo po 51 200 a 76 800 polozkéach. Je nepatrné vidét,

ze prvni sniZeni learning rate pomohlo, sit’ by jinak konvergovala k loss ~ 1,85.

MEfit presnost generovani textll znakovou rekurentni neuronovou siti nedava smysl, zvlast
kdyz nasledujici znak vybirdme ndhodné, a tedy hodnoceni ziistava pouze na lidském

pozorovateli.

Smysl by mohl byt napfiklad v méfeni spravnosti tvart slov — zda sit negeneruje
neexistujici slova ¢i tvary. Pfesto se tyto architektury siti nauc¢i velmi rychle nevytvaret
neexistujici slova. Problémy stdle mohou byt v koncovkach slov, zvlast€¢ u jazyku

flektivnich, jako je ¢eStina, nebo celkové smysluplnosti vét.

Existuje moznost vzit jiz vytvorené a pfedtrénované word2vec modely na obecnych datech
a volné je pouzit pro vlastni potfebu. OvSem v mé praci chci porovnavat rozdily obou
serverti v ndhledu na rGzna slova a zjistit, zda se do vektorti slov promitnou rozdil v

datasetech.
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Pro kazdy dataset jsem vytvoril n€kolik vlastnich word2vec modeli. Nejprve je nutné
nacist datovy soubor s texty. Pro mensi soubory, které se vejdou do paméti RAM staci
vytvoftit list listh slov. Kazdy fadek je jeden komentdr, titulek, ¢lanek apod., a ten je
rozdélen na jednotliva slova, oddélend bilymi znaky. Pro velké soubory jsem vytvoril
pythonovy iterdtor, ktery operace jako rozde€leni na slova a vyfiltrovani stopwords provadi
pokazdé na vyzadani. Stopwords jsou slova, kterd maji pouze syntakticky vyznam, nebo
slova, kterd se v jazyce vyskytuji Casto, ale nenesou zadnou vyznamovou informaci,
neexistuje zadny univerzalni list téchto slov pro dany jazyk, Casto jsou to predlozky,

spojky, Castice, zajmena. Ty je vhodné pouzit naptiklad pfi klasifikaci sentimentu.

Nyni jiz sta¢i naimportovat knihovnu gensim, nastavit parametry modelu — dimenze
vektorti, posuvné okénko — kolik slov okolo ma model zohlediiovat, minimalni pocet
vyskytl slova v datasetu, vstupni data (list listG slov neboli rozdélenych tadkl), nebo

iterdtor (po tadcich ptfimo ze souboru) a o zbytek se jiz postard vyse zminéna knihovna.

model emb = gensim.models.Word2Vec (sentences=file iterator, size=50,
window=6, workers=4, min count=1)

Zdrojovy kod 4 Vytvoieni a natrénovani embedding vektori pomoci knihovny gensim
V této praci jsem nastavoval, aby jednotliva slova byla reprezentovédna vektory o délce 50
pfipadné 128 redlnych cisel. U modernich rekurentnich siti, zaméfenych na jakékoliv
generovani textu, jsou slova reprezentovana vektory o délce sto az tisic. OvSem nutné
neplati, Ze pokud by vektory byly nasobné& vétsi, Ze se model vylepsi. Zde by bylo mozné

empiricky testovat uspéSnost modelll s ménici se velikosti embedding vektort.

V komentafich (nejvétsi dataset) se vyskytuje mnoho pravopisnych chyb, nékde chybi
mezi slovy mezery apod. Proto jsem pfi vytvafeni slovnikli pouZil dva rizné ptistupy.
V prvnim pfistupu jsem omezil slova (pojmem slova se rozumi i Cisla oddélend mezerou,

¢1 kombinace pismen a Cisel) na mala pismena, odstranil interpunkci a diakritiku.

V druhém pfistupu jsem sice interpunkci, diakritiku, pfipadné velka a mald pismena
ponechal, ale pfidal jsem podminku pro zatfazeni slova do slovniku a to, Ze se slovo muselo
v datasetu vyskytovat alesponi xkrat (3, 5, 8, 10krat). Tuto podminku jsem zavedl, aby
nebyl slovnik pfehlceny riiznymi tvary (i chybnymi). Pfedpokladal jsem, Ze spravny tvar se

v datasetu bude vyskytovat Castéji nezli chybny.
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Velikosti word2vec slovniklii s vektory o dimenzi 50 pro 7 834 618 komentaiti bez

diakritiky z webu novinky.cz:

e 155GB vSechna slova

e 0,1GB slova, ktera se vyskytovala alespon desetkrat
Velikosti word2vec slovniki s vektory o dimenzi 50 pro nadpisy ¢lank:

e 21 MB vSechna slova, 136 550 nadpist z novinky.cz
e 53MB vSechna slova, 750 373 nadpisti z idnes.cz

Velikosti pro prvnich 100 000 komentaii bez diakritiky:

e 54MB novinky.cz (3 343 435 slov, 16 427 434 znaki)
e 38MB idnes.cz (3265 187 slov, 15 327 203 znaki)

Je patrny nezanedbatelny rozdil ve velikostech slovnikii. Slovnik iDNESu obsahuje o
~30 % méné raznych slov. Pfiinou miize byt pestrost vyjadfovani diskutujicich na
Novinkéach nebo vice chyb pii psani. Mé méteni ukazalo, ze rozdil v délce komentafi je
pouze ~ 2,5 %. Tim se neprokdzala souvislost s takto velkym rozdilem v poctu riznych

slov mezi obéma periodiky.

Mimo jiné je nutno podotknout, ze 100 000 komentaid z webu novinky.cz obsahuje
mnohonasobné vice riznych slov, nez 136 550 nadpisi ze stejného webu a priblizné stejné

jako 750 373 nadpisti z idnes.cz.

M3 hypotéza byla, Ze pokud budeme zohlediiovat slova, kterd se vyskytuji alesponl xkrat,

eliminuje se vétSina prekleptl a velikosti slovniku se srovnaji.

Porovnani velikosti slovniki pro prvnich 100 000 komentafti. Slovniky obsahuji pouze

ruzna slova, kterd se vyskytla v datasetu alespon tfikrat nebo pétkrat.
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Velikost (v kB) Zdrojovy web Minimalni pocet vyskyti
13 020 novinky.cz 3
10 864 idnes.cz 3
9542 idnes.cz 5
8 184 novinky.cz 5

Tabulka 4 Porovnani slovniki pro prvnich 100 000 komentaii

Po zvySeni minimalniho poctu vyskytii slov pro zatazeni do slovniku na tfi byl slovnik
komentaftt iDNESu uz jen o 17,5 % mensi. Zména byla jesté znateln&jsi pii zvySeni
minimalniho poctu vyskyti na pét, poté byl slovnik iDNESu dokonce o 16,5 % vétsi.
Hypotézu o vétsi chybovosti na novinkach bych tedy nezamital. Je mozné, ze kvalitn€j$im
(a pti zohlednovani vice vyskytii 1 vétsim) slovnikem, alespon co se ty¢e komentait od

Siroké vefejnosti, je ten z komentait portdlu idnes.cz.

Po natrénovani modelu tedy miizeme zkusit podobnosti a rozdilnosti mezi jednotlivymi
slovy. Modely funguji opravdu dobte. Z nasledujicich obrazkd je patrné, ze diskutujici na

ruznych webovych portalech maji nepatrné odlisné nazory.

Na Obr. 5 v levé ¢asti (Novinky) se da vypozorovat, ze komentujici nemaji radi Evropskou
Unii a kohokoliv, co s ni ma néco spole€né¢ho. Takové spoleCenské atmosféry jsem si
védom 1 ja z mych obCasnych navstév praveé téchto diskusi. Nejvétsi neptitel ,,novinkaia*

jsou spolecné s EU Spojené staty americké. Naopak zde prevlada proruskd nalada.

To samé se d4 fict o prvnim ¢eském prezidentovi Vaclavu Havlovi. Nékolik let zpét nebyl
vibec predmétem diskusi a vSeobecné byl spiSe povazovan za dobrého statnika. Ale
v dotazech na slovnik Novinek je vidét, Ze v poslednich péti letech, na néj diskutujici
nahlizi jako na jednu z hlavnich zapornych postav novodobé Ceské historie, jakozto

predstavitele ,,prazské kavarny*.
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model emb.most_similar('surochujer')

[('patolizal’, @.87749@8758015527),
('ritolezec', 8.8631651481519775),
("havlista', ©.834729815827179),
('zaprodanec’, @.8287860155185591),
{('vitac', ©.824871548269558081),
('ritolez’, ©.8230863213539124),
('probruselsky’, ©.81788308252456655),
('mluvka', ©.8165966272354126),
('pritakavac’, @.8165704687963562),
{'neomarxista’, ©.8142543435@895741)]

model emb.most_similar('havloid")

[('kavarnik', ©.9212685227384184),
{'slunickar', ©.92182712835327148),
('neomarxista’, B©.85828381776889569),
{'pravdolaskar', ©.8558661937713623),
('pomateny', ©.8552870691123962),
("havlista', ©.8536648485654987),
('nacek’, ©.85313630124856494),
{'fasoun’, ©.85889111328125),
('trol®, B.8483622670173645),
('zemanovec', ©.8347148895263672)]

model emb.most_similar('brexit')

[(‘odchod’, ©.7211025357246309),
{'brexitu’, B8.7126482854915434),
('piadolf’, ©.6836544275283813),
('czexit', ©.6819798546388615),
('plebiscit', ©.6742558479309032),
('restart’, ©.6731934547424316),
('eurozonu’, @.6782772378921589),
(‘ustup', B.6622533282171326),
{'vyjednavani', ©.8576657891273400),
('tentokrate’, 8.654353141784668) ]

model emb.most_similar( ' eurchujer')

[({'neomarxista’, ©6.96%9480870@714111),
('populista’, @.0073751286393081),
(‘ultralevicak', @.8%26825523376465),
('pravdolaskar’', @.8910228081399231),
{('vitac', ©.8825845718383789),
('fasoun', @.87587@8123179032),
('zemanovec', @.8735561966896057),
('konzervativec', @.8646528072251892),
('levicak’, ©.8614441156387329),
(*havlista', ©.8589779734611511)]

model emb.most_similar( ' havleoid")

[{'pravdolaskar', @.95391446352885),
("havlista', ©.947487663263855),
('kavarnik', ©.98385258425626526),
{"kremlofil', @.8920062255@582886),
('neomarxista’, 8.8899871118916138),
("kremlobot', @.8871337175369263),
('zemanovec', @.8860270623831616),
{'islamofil', @.8827241659164429),
('okamurovec’, @.8718762563785444),
(‘putinofil’', @.87082760934829712)]

model emb.most_similar( ' brexit')

[('czexit', @.7758542805317678),
{('exit®, B.7623818856243584),
('odchod®, @.7287527322769165),
('debakl®, @.7223@553627@1416),
('impeachment', 8.7188121541823254),
(‘ukip', ©.7077677845954895),
{‘uspach', @.7@66375817166138),
('dt', 2.60e8613387952881),
('propadak’, ©.6830022666549683),
('farage', @.68@585861206@547)]

Obrazek 5 Novinky, iDNES 10 nejpodobnéjsich slov — politika

Na stran¢ Novinek dale mizeme vidét, Ze diskutujici berou odchod Velké Britanie a

piipadné i Ceska z EU, jako restart statu, vyjednavéni a spise néco pozitivniho. Kdezto

diskutujici na iDNESu spise

tesi, ze odchod VB byl ,,debakl®, ,,propaddk* (to dokazuje

napf. klesdni hodnoty libry po odhlasovaném odchodu z EU v celostatnim referendu).

V dotazech na model iDNESu mizeme vidét, ze Evropskou Unii nemaji v lasce ani

diskutujici zde. Déle oznaceni jedince jako ,,havloid* je spiSe mezi riznymi obecnéjSimi

hanlivymi oznacenimi, ktefi néco ptehnané¢ adoruji.
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Obr. 6 zobrazuje porovnani mezi obéma weby pro slova ,,pivo®, ,,vegan* a ,,pejskai“. Pivo

je na obou webech podobné se slovy oznacujici jidla a napoje. Zbylé dva pojmy jsou na

strané Novinek spiSe neutralni, kdezto na portdlu iDNES je vegan ve skupiné s naddvkami

a pejskar rovnéz nepatii mezi kladna oznaceni pro ¢lovéka se psem.

Ovsem tato hodnoceni a hledani souvislosti s redlnym svétem je spiSe prace pro experty

z obort politologie a sociologie, pfipadné jazykové lingvisty, nez pro m¢, jakozto studenta

informacnich technologii.

model_emb.most_similar('pivo")

[('tocene’, @.8610036674499512),
("rizky’, 9.8616831499899731),
{'housky', ©.8508345518112183),
{'pivecko’, B.8576186200324836),
{'pecive’, ©.8564462661743164),
{'rohliky’, ©.8550372425070346),
{'pivko', ©.8491687178611755),
('kafe', 9.8484054303848267),
("bramburky’, @.8422471284866333),
("knadliky', ©.8363829851158513)]

model emb.most_similar('vegan')

[{'vegetarian’, ©.8693679571151733),
("vodak', 8.74295406%4861279),
('patok', ©.7380561328613281),
{'budhista", ©.735357948196991),
{'lunchmeat', ©.7341542848883067),
('kren’, B.734886275188788),
('zubr®, B8.73269092750167847),
('cigos', ©.7287228107452393),
('vesnican', ©.7271274328231812),
(‘masochista’, ©.7262815833091736)]

model emb.most_similar('pejskar’)

[('myslivec’, ©.7745527625883923),
("sobec', B.7643674612845288),
('bezverec', ©.76@78766584309638),
('germanec', ©.7594007382843018),
{'neznaboh", ©.7527847395786177),
('vegetarian’, ©.7473058386847363),
('abstinent', @.741054863@714417),
("kurak', ©.7485494451522827),

("tezkoodenec', 8.73597149881254272),

(‘'prazan’, 8.73602708023345047)]

model_emb.most_similar('pivo')

[('pivko', ©.924848662185669),
{'pivecko’, ©.8710662126541138),
('rizky', B.3605465326309204),
('smazak', ©.8679220088375671),
('lahvac', @.2658273034648583),
{"vinko', ©.8503454360051014),
('rizek’', B.8524378538131714),
{'ciga’, ©.8523666858673096),
{"kofolu', @.24647300187082081),
('cige’, B8.8454477737017822)]

model emb.most_similar('vegan')

[{'wegetarian®, 8.9174818992614746),
{"homous', @.8766346817318726),
("hulic', ©.8588755138767822),
('masozravec’, ©.84995222@916748),
{'buzik', ©.8358224H538355835),
('zavislak', ©.8243769286581116),
('pejskar’, ©.8213536730340365),
('ekolog', ©.82118999958@3833),
{"heterak', ©.81824958324433237),
(‘puritan’, £.8143833347511292)]

model emb.most_similar( ' pejskar’)

[('zavislak', ©.8488192989196777),
("hulic’, ©.83054256772895),
{'moteorista’, ©.8288336435752860),
{('uchyl', ©.8276234269142151),
{'heterak’, ©.8224021822547913),
{'vegan', ©.8213536730349365),
{'cholerik', 8.81416263203094871),
{'rybar’, ©.8898354935646@57),
('rvac’, 8.8075230121612549),
{'zahradkar', ©.8051825867462158)]

Obrazek 6 Novinky, iDNES 10 nejpodobnéjsich slov — typicka ¢eska
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Na Obr. 7 je ndzornd ukazka, ze word2vec model se nauci nejen podobnosti vyznamu
vécného, ale i gramatického. A proto pifi zadani ptidavného jména predikuje ptidavna
jména a stejn¢ tak v pripad¢ podstatnych jmen. Dale, bez ukazky, funguje 1 co se tycCe
vlastnich jmen. Pfi zadani jména politikli vypiSe jména dalSich politikil a pfi zadani nazvu

meésta vypise ndzvy dalSich mést a zemi.

model emb.most similar( ' dreveny’)

[('plechovy’, ©.8622837172317505),
('skleneny', ©.8525114859448242),
('ocelovy’, B.83B8625221252441),
('betonovy', ©.82524573802048),
('ruzovy', ©9.8243383160174194),

{ "kovovy', @.8121576244736872),
('dynamit', ©.8899435567855835),
('rozbity', ©.8062024116516113),
{ "papirovy’, ©.884882287979126),
('gumovy', ©.8084394769668579)]

model emb.most similar('drevo’)

[('zelezo', ©.9183676676758183),
("uhli’, ©.8624215126037598),
("nabytek’, ©.8357346057891846),
("beton’, ©.8354306817654749),
('pily’, ©.8352047284971313),
('obili', ©.824725329875946),
('pisek’, ©.8217315673828125),
('cerpadlo’, ©.8195743568791616),
("drivi', ©.8181615471839905),
("brikety’, ©.8169382214546284)]

Obrazek 7 Srovnani podstatného a piidavného jména

Obr. 8 uz jen dale potvrzuje vySe zminéné skute¢nosti. Tato funkce vybere ze zadanych

slov to, které se nejméne podoba ostatnim zadanym sloviim.

Pokud jsou ¢tyfi slova, z nichz tii souvisi s vysokou Skolou a tfi, které oznacuji ¢loveka,
model urci, ze je siln€j$i podobnost mezi tremi lidmi nez tfemi pojmy z vysokoskolského

prostiedi, a vybere ,,univerzita“.

Jiny pfipad je, pokud se ,,maturant zméni na ,,maturitu®, pak je pro model vice podobné&;jsi

vysokoskolské prosttedi.
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model emb.doesnt_match(["profesor”, "maturant™, "univerzita", “student"])

"univerzita’

model emb.doesnt _match{["profesor”, "maturita™, "univerzita", "student"])

"'maturita’

Obrazek 8 Jaké slovo nepatii mezi ostatni

Na poslednim ze série piikladt (Obr. 9) ukazuji, ze ,,muz*“ a ,,zena“ si nejsou vibec

podobni a vyskytuji se ve velmi rozdilnych kontextech. Za to ,,manzel* a ,,manzelka* uz

maji podobnost vysokou. Zajimavé je, ze pravé tato dvé slova maji relativné vysokou

podobnost s povolanimi. Obdobn¢ silné podobnosti maji i1 jind slova, oznacujici muze a
zenu stejného povolani (napft. 1ékat — 1¢karka).

model emb.similarity("muz", "zena"

B8.5621462

model emb.similarity("manzel”, "manzelka")

8.8281263

Obrazek 9 Rozdilnost mezi slovy

Klasifikace sentimentu je také rekurentni neuronova sit’ a relativné podobna diive
popisované znakové RNS. Hlavni zména je v abeced€. Pii generovani textll po znacich

byla abecedou pismena a ¢isla, pii této tloze je abecedou mnoZina vSech jednotlivych slov.

Nejprve nacteme word2vec model, z kterého udélame list slov sefazeny podle abecedy a na
index nula vlozime token <PAD>, ktery poslouzi jako vypln pied zacatky kratSich

sekvenci.
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Pti klasifikaci sentimentu je vyrazny rozdil oproti generovani textli po znacich, kde se
index pro novy fadek mohl ptidavat na konec fadku textu, jelikoz index nula pferusil
generovani dalSich znakil. Zde je tedy nutné krat$i sekvence odsadit a nulami vyplnit
zacatek vektoru, jinak by sit’ po prichodu realnych dat prochazela a aktualizovala se na
nékolika nulovych informaci nenesoucich stavech, a zapomnéla stavy predchozi. To by

zapricinovalo, Zze by model predikoval kratké sekvence téméf nahodné.

List se slovy se pouzije pro zdménu vSech slov v datovém souboru za indexy (pfi
klasifikovani sentimentu nema smysl pouzivat jiné ¢asti zprdv nez pravé komentare
diskutujicich, které jsou ohodnoceny kladnymi a zdpornymi hlasy). Tim dojde ke snizeni
slozitosti trénovani z O(n’) (Piipadnd O(n° log n) pii vlastnim naprogramovani
vyhledavani v listu pomoci putleni intervalu, jelikoz Python pii hledani objektu v listu
prochézi list cely od zacatku) na O(nz ) a to predevSim diky tomu, Ze misto prochazeni i
radktl o j slovech, kde se kazdému slovu musi najit index ve slovnik o velikosti &, budou
vstupni data mit i fadkli o j indexech. Tim uplné odpada k, jelikoz ptistup do pole ma

slozitost O(1).

Je nutné dat pozor, aby vstupni dataset byl stejny jako dataset, na kterém byl vytvotren
slovnik word2vec. Jinak by mohlo dochazet k tomu, ze plno slov ve slovniku nebude, a

tudiz nebudou zohlediiovéana pfi trénovani modelu.

Nasledné utvotime tensory, pro pouziti grafické karty. Tensor pro data bude mit rozmér [i,
Jjl, kde i je pocet vstupnich dat a j je zaokrouhleny soucet primérné délky a smérodatné
odchylky komentari (zkracené o slova, kterd nedosdhla minimalniho pocti vyskytd je to
75 pro Novinky a 58 pro IDnes). DelSi komentare, nez je maximdlni délka, jsou zkraceny,
naopak krat§i komentéfe jsou pfipojeny na vektor nul délky — maximdlni délka minus
realna délka komentafe. Neni nutné, aby délka jednotlivych textd byla pravé vySe zminény
zaokrouhleny soucet. Maximalni délka fensoru miZze byt napiiklad délka nejdelSiho textu,
co do poctu slov. Pravé tento soucet se mi zdal jako vhodny kompromis mezi pamétovou

naro¢nosti a zachovani ~ 84 % komentaiti nezkracenych.
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Sefazenymi embedding vektory dle slovniku se naplni fensor a tokenu <PAD> (prvni
radek) je pfifazen vektor nul. Ten se slouzi jako vdhy u Embedding vrstvy modelu. U celé
této vrstvy mizeme vypnout uceni. To je vice nez zadouci, jelikoz tato vrstva, pro slovnik
komentait se slovy s minimaln¢ deseti vyskyty, obsahuje ~ 41 miliont parametrii. Navic
uz je podobnost slov v téchto vahéch relativné dobte zachycena a neni potieba vrstvu dale

ucit.

Dalsimi vrstvami jsou stejné jako v ptredchozim ptipadé LSTM, nebo GRU a poté linearni
pIné€ propojené vrstvy. Dopiedny prachod se o néco lisi, a to v tom, Ze miizeme nechat
projit cely komentat LSTM/GRU buiikou jako vektor a pouzit pouze posledni vystup. To

by, alespon teoreticky, mélo navysit rychlost prichodu.

Nasleduje trénovaci ¢ast, kterd je v podstaté stejnd jako u znakové RNS, jediny rozdil je, ze
se neptipravuje pro kazdy vstup target label, ale pouze pro ten posledni. Pokud tedy
trénujeme na GPU je rychlost lehce vyssi, nez v pfipad¢ generovani textd po znacich.

Rozdil v rychlostech by byl markantnéjsi, pokud by fadky textu byly delsi.

Porovnani rychlosti vypocti, pii testovaci fazi se neaktualizuji vahy modelu.

Popis Faze Slozitost | Rychlost
Data v listech na RAM, vypocty CPU | Trénink o( n ) ~ 0,2 it/s (5 sfit)
Data v listech na RAM, vypocty CPU | Trénink o( n ) ~ 5 it/s (25x zrychleni)

Data a vypocty v tensorech na GPU | Trénink | O( n’) 15-28 it/s

Data a vypocty v tensorech na GPU | Testovani | O( n’) 50-130 it/s

Tabulka 5 Porovnani rychlosti tréninku RNS
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Poradové Webovy Min. vyskyta | Mira Pocet Architektura

Cislo portal slova uceni iteraci

1 Novinky 10 0.001 > |50 000 EMBS50, LSTM200, FC500,
0.00025 FC1

2 Idnes 10 0.001 > 50000 EMB50, LSTM200, FC500,
0.00025 FC1

3 Novinky 10 0.001 > |50 000 EMB50, LSTM200, FC1
0.00025

4 Idnes 10 0.001 > |50 000 EMB50, LSTM200, FC1
0.00025

5 Novinky 10 0.001 > 50000 EMBS50, 2LSTM200, FC500,
0.00025 FC1

6 Novinky 10 0.0001 > |50 000 EMBS50, LSTM200, FC500,
0.000025 FC1

7 Novinky 10 0.00001 > |25 000 EMBS50, LSTM200, FC500,
0.0000025 FC1

8 Idnes 10 0.001 > 25000 EMB50, LSTM256, FC256,
0.00025 FC128, FC1

9 Idnes 8 0.0005 > 200000 |[EMBI128, LSTM256, FC512,
0.0000625 FC1

Tabulka 6 Trénované modely

Potadové Cislo Piesnost Preciznost Citlivost F1 skoére

1 71.17 74.18 65.24 69.42

2 54.27 51.05 87.60 56.66

3 70.90 74.46 64.75 69.26

4 50.21 50.26 90.81 64.71

5 70.38 73.51 64.37 68.64

6 66.94 68.63 61.75 65.01

7 54.31 59.11 31.71 41.28

8 52.52 51.62 89.30 65.42

9 61.03 60.37 64.74 62.48

Tabulka 7 Metriky natrénovanych modelii dostupné v Tabulka 6 Trénované modely

Sit’ se ve vétsing piipadii nauci 1épe predikovat kladné komentare.

Ve vysledcich je urcité prostor pro zlepSeni, pokud by byla pfilezitost modely ucit na

vykonnych jinak nepouzivanych PC v faddech dni.

Pro porovnéani, zda budou stejné komentafe piijaty stejn€ na rlznych portalech, jsem

vvvvvv

I kdyZz jejich uspéSnosti predikce nejsou pfiliS vysoké, a vysledky by mohly byt
nevypovidajici, ptesto se modely 1 a 9 Casto shodly na sentimentu komentaie. Model 1

s ptesnosti ~ 71 % a model 9 s ptesnosti ~ 61 % se shodovaly v predikci v ~ 80 % ptipadu.
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Dle mého nazoru i pfes nepfesnosti v predikcich sentimentu je zde vidét naznak trendu, Ze

komentare budou pfijaty na obou portdlech relativné podobné.

Pfi generovani po slovech je vhodné si pfedem pfipravit dataset z textl na jejich indexy ze
slovniku, stejné¢ jako v piipadé klasifikatoru sentimentu. To snizi slozitost uciciho

algoritmu z kubické na kvadratickou.

Skript generovani textli po slovech zafind nactenim vstupniho datasetu (nejlépe indext
slov) a pfedem natrénovan¢ho modelu word2vec. Je nutné dbét na to, aby byl word2vec
model trénovany na stejném datasetu (nebo podobném) jako budou vstupni data pro sit,
jinak se stane, Ze se mnoho slov ze vstupniho datasetu vytadi a pfi trénovani se nebudou

zohlednovat.

Klasicky také udélame z word2vec slovniku sefazeny list, jen na nultou pozici nepftijde
token <PAD>, ale token . Dal$im krokem je vytvofit histogram zacinajicich slov
datasetu a vyde¢lit po¢tem polozek vstupnich dat, tim vzinkne matice pravdépodobnosti. Ta
bude ovSem velmi fidka, avSak je zde i slovo ,,To“, kterym zacind ~ 3,05 % vSech
komentaitt na Novinkdch. Setfazené vektory pfedame do velkého tensoru, kterym

nainicalizujeme vahy embedding vrstvy rekurentni neuronové sité. Do sité¢ také

nadefinujeme LSTM a linedrni vrstvu.

Dopiedny prichod je v podstaté totozny jako u generovani textli znakovou RNS s tim
rozdilem, Ze zde ma abeceda (slovnik indexi a slov) rozméry v fadech statisicti slov misto

desitek znaku.

Funkce sample také pracuje stejné jako u znakové RNS. Rozdilem je pouze mnohem vétsi

mnozina moznosti a také nutnost za kazdé vygenerované slovo napojit mezeru.

Optimizérem je také Adam, pouze se sniZenou mirou uc¢eni na polovinu. Pravdépodobnosti

se pocitaji softmaxem, loss funkci ziistava Cross entropy loss.
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Tréninkovd funkce obdobnd jako u piedchozich modelii, obohocena o odchycovani
vyjimek ValueError, kdy slovo neni ve slovniku (pokud vstupnim datasetem jiz nejsou
vyfiltrované indexy). To nastava, pokud pouzivame slovnik slov s minimdlnim poctem

vyskytl vétSim nez jedna.

Na nésledujicim obrdzku (Obr. 10) je mozZné pozorovat graf hodnot chyby. Pfi porovnani
s grafem (Obr. 4) hodnot chyby rekurentni neuronové sité, ktera se ucila generovat texty po
znacich, lze vypozorovat, ze pii stejné architekture je hodnota lossu pro slovni RNS
vyrazné vyssi. Zatimco u znakové sité¢ klesala k hodnot¢ 1,8, tak slovni sit’ méla problém
dostat hodnotu chyby pod 6,5. Toto je zcela jisté zplisobeno rozdilnym poctem mozZnosti,
které sit muze predikovat, kde abeceda slovni sit¢ ma desetitisice krat vice moznosti.

Presto ma ktivka relativné podobny pribéh.
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Obrazek 10 Loss hodnoty pii u¢eni RNS po slovech

Jako inicializa¢ni text na Obr. 11 a Obr 12. bylo pouzito vZdy prvni slovo v fadku.

prezident byl na svobode

zeman se stal sefem soudu za skodu

cesky trh se bude v zari 1 na svete

americky prezident byl v prvnim zari na slowvensku
babis a ods chce zakazat volby v brne

policie zadrzela muze ktery se u soudu museli ozivovat
poslanecka konci

ano v zahranici a cssd se o ne

Obrazek 11 Generovani novinarskych titulkia
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prezident Milof Zeman je na tom co je to za kaZdé penize

prezident Zeman se stava zplhsobem Ze je to uf od pana prezidenta a jeho parta
cesky narod a také si mysli Ze to Ze jsou to Ze se bliZi

Babif je na sjezdu

Babif a Okamura mé& pravdu

americky rybnigek

poslaneckd republika byl tak jako je sice v politice a to je snad ne
poslaneckd prava

ano skonii jako vidy fekl BabiZ (SSD a ten jsou fakt s prezidentem
pani vy jste wam pfeju

pani Novikovd je ta sebranka

to nevidim

to je vainé dobry

to neni ani nahodou a to je vidét

to bylo na babifovu ale pak to je zas za kaidou cenu

to je ubohost

Obrazek 12 Generovani komentaru dle komentujicich na Novinkach

Na pifedchozich obrazcich (Obr. 11 a Obr. 12) jsem vybral nckolik smysluplnéjSich
vysledkli generovani slovni RNS. Pro slovo ,,to* jsou vysledky c¢astéji smysluplnéjsi nez
pro jind slova, je to pravdépodobné zpiisobeno tim, Ze na toto slovo zac¢ina ptes 3 % vsech

komentartt a je tak nejlépe zachyceno ve vahach modelu.

Vyse uvedené vygenerované komentare vypadaji veelku vérohodné. VéEfim, ze model by
Slo natrénovat tak, aby ze zadaného titulku, ¢i textu c¢lanku dokazal generovat co
nazort, ¢i pfipadné k vytvoreni automatického internetového ,.trolla®, ktery by naopak psal

komentate, které by se diskutujicim nezamlouvaly.
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Cilem mé bakalarské prace bylo porovnani dvou online periodik iDNES a Novinky za
pomoci raznych architektur neuronovych siti. Jednalo se o klasifikaci sentimentu a

generovani textl po znacich nebo po slovech.

V teoretické Casti jsem nastinil podstatu fungovani rekurentnich neuronovych siti. Popsal
jsem zéakladni rozliSeni zpiisobu uceni — uceni bez uclitele a s ucitelem. Dale jsem
charakterizoval tfi architektury. Klasickou RNS; LSTM, jez dosahuje jednéch z
nejkvalitnéjSich vysledka a pochopitelné je tedy velmi populdrni, a z ni vychdzejici GRU,
kterd je novéjsi, jednodussi, a presto dosahuje velmi dobrych vysledkii. Objasnil jsem
princip fungovani rekurentnich siti na zaklad¢ hledani minima chybové funkce a nasledné
zpétné propagace — aktualizaci parametri sité. Popsal jsem ctyfi zékladni metriky pro
porovnavani uspesnosti u klasifikaénich modeld, jimiz jsou spravnost, Uplnost, preciznost a
F1 skére. Ve zkratce jsem napsal o jiz existujicich projektech zabyvajicich se touto

problematikou.

Praktickou ¢asti bylo vytvoteni souborti z databazi ¢lankl a ptislusSnych komentaiii obou
webl. Ty jsem nasledné aplikoval jako vstupni data pro trénink generovani textl po
jednotlivych znacich. Déle jsem vytvotil pomoci volné dostupnych knihoven slovnik slov a
jejich vektorh, kterymi se daji porovndvat a sledovat jejich podobnosti, jak vyznamu
lexikdlniho, tak mluvnického. Tyto slovniky byly zdkladem pro modely klasifikujici
sentiment. Pomoci téchto modell jsem se snazil prokazat hypotézu, ze stejné komentare
budou na riznych diskusnich forech pfijaty jinak. To se mi podafilo jen ¢astecné, jelikoz
mé modely nedosahovaly potfebné uspéSnosti, aby byla hladina vyznamnosti pfijatelné
nizka. Dalsi funkei téchto slovnikl byl zaklad pro vahy modelu generujici text po celych

slovech.

Ptinos prace vidim jako zdklad pro rozsdhlou analyzu (doba sbéru dat byla pét let)
vefejného minéni a vyznami slov pouzivanych Sirokou vefejnosti. Dle mého nazoru prace
nemd podstatny piinos pro obor informacnich technologii, nicméné je zde potencial pro

ruzné dalsi védni obory, jako jsou lingvistika, marketing, sociologie a politologie.
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Moznym pokraCovanim vidim dal§i zplisoby generovani textl. At uZ je to generovani
obsahu ¢lanku nebo komentéaii podle nadpisu, nebo generovani komentdii dle obsahu
Clanka. Dale by bylo mozné rozvijet mnou zapocaté generovani co nejkladnéji a
nejzaporngji hodnocenych komentaiti. DalSi moznosti rozvoje by mohlo byt delsi
trénovani, ¢i pouziti vykonnéjSich pocitacl, z divodu enormné velkych dat. Pro trénink
rekurentnich neuronovych siti jsou v oboru Casto pouzivana data v fadech megabyti,
kdezto mné poskytnutd data byla viadech gigabyti. Jejich trénink pii klasifikaci
sentimentu je v fadech hodin az dni, zatimco generovani jak po znacich, tak po slovech pro

takto rozmérny dataset mize dosahovat az fada tydni.
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