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Anotace a klicova slova

V posledni dekadé dochazi v Ceské republice kazdoroéné k nariistu poétu dopravnich nehod.
Obdobny trend prezentuji i statistiky poctu lehkych i tézkych zranéni vzniklych na silni¢nich
komunikacich. Navzdory oc¢ekavani nekleséd vyznamnéji ani vySe materidlnich Skod. V reakci
na tento trend policie pravidelné realizuje represivni kroky vici fidi¢am, poruSujicim pravidla
silni¢niho provozu, které vSak ne vzdy spliuji pivodni ocekdvani. Nasledujici text se snazi
ptispét ke zvyseni bezpecnosti silniéniho provozu formou prevence vzniku dopravnich nehod

diky vyuziti progresivnich ICT prostfedk.

Piedlozena disertacni prace se zabyva pfedevsim v€asnym varovanim fidic¢l pfed zvySenym
rizikem vzniku dopravni nehody s vyuzitim data miningu. Nejprve je v praci popisovan aktualni
stav preventivnich prvki a systémi zvysujicich bezpeénost u¢astnikd silni¢niho provozu v CR.
Dale jsou analyzovany a vyhodnocovany nejvhodnéjsi data miningové metody, algoritmy a
pfistupy s ohledem na potieby feSeni realizovaného v rdmci disertani prace. StéZejnim
tématem disertacni prace je konceptualni navrh systému vcasného varovani pred zvySenym
rizikem dopravni nehody. Navrhovany systém by mél v redlném case a misté predikovat riziko
vzniku dopravni nehody na zakladé modeld vytvofenych pomoci data miningovych algoritm
a poskytovat adekvatni upozornéni pro fidice. Soucasti prace je implementace databaze
dopravnich nehod a vyhodnoceni moznosti vyuziti téchto dat pro predikéni ucely. V praci je
dale teSeno hledani skrytych zéavislosti v datech o dopravnich nehodach, které je nedilnou
soucasti fidici ¢asti navrhovaného feseni. V neposledni fade jsou v praci predstaveny modelové

situace a ekonomické aspekty a piinosy celého feseni.

Kli¢ova slova: v€asné varovani, data mining, predikce, systém, dopravni nehody, data, analyza,

shluky



Annotation and keywords

Recently, the number of traffic accidents has been regularly increasing. This unflattering
phenomenon unevitably resulted in a growing amount of ligh and havy injuries. Despite the
anticipation, material demages are not declining either. In response to this trend, the police is
regularly implementing repressive actions against drivers, but these do not always meet initial
expectations. This doctoral thesis deals with the use of modern ICT tools to prevent the

occurrence of traffic accidents.

This thesis deals with the possibility to generate early warnings in order to inform the drivers
about the increased risk of traffic accidents using data mining techniques. The first section
describes the current state of existing features and systems increasing the safety of road users
in the Czech Republic. Further, the most suitable data mining methods, algorithms and
approaches are analyzed and evaluated with regard to the needs and specifications the solution
proposed in this dissertation. The main objective of the thesis is the conceptual design of an
early warning system informing the drivers about the increased risk of a traffic accident. The
proposed system should predict the risk of accidents in real-time and on the basis of the models
created using data mining algorithms, and provide adequate warnings to the driver. The
implementation of the traffic accidents database and the evaluation of the possibilities of using
this data for prediction purposes represents a significant part of the dissertation. The
examination of the hidden dependencies in traffic accidents data is described as an integral
proces of the proposed solution. Last but not least, the thesis presents model situations,

economic aspects and benefits of the potential implemention of such concept.

Keywords: early warning, data mining, prediction, system, traffic accidents, data, analysis,

clusters



Annotations et mots clés

Ces dernieres années, les accidents de la route se sont multipliés. Cette tendance peu flatteuse
concerne également le nombre de blessures légeres et lourdes induites. Malgré les attentes, le
montant des dégats matériels ne diminue pas de maniere significative. Face a cette tendance, la
police planifie régulierement des actions répressives contre les conducteurs, mais celles-ci ne
répondent pas toujours aux attentes initiales. Cette these traite de 1'utilisation des outils TIC

modernes pour prévenir les accidents de la circulation.

La these porte sur l'alerte précoce des conducteurs contre le risque accru d'accident de la route
en utilisant 1'exploration de données. On décrit d’abord I’état actuel des éléments et des
systemes de sécurité qui augmentent la sécurité des usagers de la route en République tcheque.
En outre, les données les plus appropriées de la méthode d’extraction, des algorithmes et des
approches sont analysées et ¢valuées en fonction des besoins de la solution réalisée dans le
mémoire. Le sujet principal de la thése est la conception d'un systéme d'alerte précoce contre le
risque accru d'accident de la circulation. Le systéme proposé devrait prévoir le risque d'accident
en temps réel et sur la base de modeles créés a 1'aide d'algorithmes d'exploration de données et
fournir des avertissements adéquats au conducteur. Une partie du travail consiste a mettre en
place une base de données sur les accidents de la circulation et a évaluer les possibilités
d’utiliser ces données a des fins de prévision. La thése traite également de la recherche de
dépendances cachées dans les données sur les accidents de la route, qui font partie intégrante
de la partie contrdle de la solution proposée. Enfin, la thése présente les situations modeles et

les aspects économiques ainsi que les avantages de la solution globale.

Mots-clés: alerte précoce, exploration de données, prédiction, systeme, accidents de la route,

données, analyse, nuage de données
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Uvod

Dopravni nehody jsou bohuzel kazdodenni a neoddélitelnou soucésti silni¢niho provozu.
I presto, ze se policie snazi riznymi zpusoby zvysit bezpecnost silnicniho provozu, pocty

dopravnich nehod, ztraty na zivotech, majetku a pocty zranéni se nedaii snizit podle o¢ekavani.

Z aktudlnich statistik dopravni nehodovosti vyplyva, Ze od roku 2011 dochazi k neustalému
nartstu dopravnich situaci koncicich materidlnimi Skodami ¢i zdravotni Ojmou. Je dilezité
piipomenout, ze v roce 2009 se zvysila hranice pro povinné nahlaSeni nehody na ¢astku 100 000
K¢. Ve srovnani sdaty pfed rokem 2008 by se mohlo zdat, Zze vroce 2009 doslo
k dramatickému poklesu poctu nehod, nicméné vtomto kontextu by porovndni neméla
dostatec¢nou vypovidajici hodnotu. V Grafu 1 je pro relevantni porovnani zobrazen vyvoj poc¢tu

dopravnich nehod od roku 2009 do roku 2017

Graf 1: Vyvoj poctu dopravnich nehod
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Zdroj: vlastni zpracovani, data: Policie CR

Vzhledem k jiz zmifiovanému riistu poc¢tu dopravnich nehod se policie opakované snazi hledat
zpisoby zvySeni bezpecnosti provozu. Mezi tato opatieni lze zafadit zejména zvySeni poctu
silni¢nich kontrol, zvySeni pokut za dopravni pfestupky, zavedeni bodového systému a fadu

regionalnich ¢i celostatnich dopravné bezpecnostnich akci. Ministerstvo dopravy planuje dalsi
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zvySovani sankci za urCité druhy prestupki i ptesto, ze se ukazuje, ze sankcionovani fidica
pomaha pouze kratkodobe. (,,Ministerstvo dopravy chce zvysit pokuty za rychlost. Az
trojnadsobne”, 2015). I pfes vSechna zminovana opatieni neklesaji ani pocty lehce a tézce
zranénych osob. Vyvoj poctu lehkych a téZkych zranéni od roku 2010 do roku 2017 je zobrazen
na grafu 2.

Graf 2: Pocty lehce a téZce zranénych v letech 2010 az 2017
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Zdroj: vlastni zpracovani, data: Policie CR

S rostoucim poctem dopravnich nehod souvisi i zvySovani hmotnych $kod. Trend poslednich
let v této oblasti Ize vidét v Grafu 3, kde jsou zobrazeny odhady $kod pti dopravnich nehodach
podle policie CR od roku 2011 do roku 2017.

I ztoho divodu je tfeba hledat nové pfistupy predchazeni dopravnim nehoddam. Jednim
z moznych zpusobi, ktery by mél vést ke zlepSeni situace na silnicich, je cesta vyuzivani
modernich technologii, které by umoznily zvysit bezpe¢nost dopravy diky lepsi informovanosti

fidi¢l o potencialnich nebezpecich na trase.
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Graf 3: Hmotné Skody p¥i dopravnich nehodach 2011-2017
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Cilem této prace je vytvorit konceptualni navrh systému umoznujiciho v redlném case a misté
predikovat riziko dopravni nehody. Systém je zalozeny na predikénich modelech, které jsou
vytvafeny pomoci data miningovych technik a néstroji vyuzivajicich pfedevSim algoritmy
shlukové analyzy. V nasledujicich kapitolach budou diskutovany vychodiska a ptedpoklady pro
existenci systému vcasného varovani pred zvySenym rizikem dopravni nehody. Nejprve bude
provedena reSerSe aktudlniho stavu technickych zafizeni a systémil zvySujicich bezpecnost
ucastniki dopravniho provozu. Déle bude vénovana pozornost samotnému oboru data mining
jako takovému. Budou diskutovany vybrané postupy, programové vybaveni a algoritmy pii
feSeni dané problematiky. V dalsi kapitole se ¢tendi dozvi, jak je v soucasné dobé mozné
ziskavat, zpracovavat a uchovavat data o dopravnich nehodéch, na jejichz zaklad¢ je budovan
systém vCasného varovani. Nasledn¢ bude predstaven princip systému vcasného varovani
s modelovymi tlohami jeho vyuziti. V praci jsou déle feSeny moznosti hledani skrytych
zavislosti v datech o dopravnich nehodach, coz je nedilnou soucésti fidici ¢asti navrhovaného
feSeni. V neposledni fadé€ jsou v praci predstaveny modelové situace uziti navrhovaného fesenti,

ekonomické aspekty a piinosy celého feseni.
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1 AKtualni stav systémi zvySujicich bezpeénost dopravy v CR

ZvysSovani bezpecnosti ucastnikil silnicniho provozu je mozné provadét pomoci celé fady
prvki. V této kapitole nebude vénovana pozornost preventivnim opatfenim typu dopravné
bezpecnostnich akci provadénych policii, ¢i zasahiim do bodového systému. Tato kapitola je
vénovdna vybranym typickym aktivnim a pasivnim prvkim umisténym v béznych
automobilech dnesni doby, asisten¢nim systémim a systémum, které by meély ptfedchazet

dopravnim nehoddm, nebo umoziuji zmirnit dopad dopravni nehody.

1.1 Pasivni prvky

Nejprve budou popisovany vlastnosti vozu, zafizeni a systémy, které ke své funkci nepouzivaji
zadny externi zdroj informaci a jsou integrovany ve vozidlech. Dand zafizeni ke své Cinnosti
bud’ nepotiebuji zadna cidla, anebo vyuzivaji informace, které jim dodavaji pouze cidla

dostupna v daném automobilu.

Prvky pasivni bezpecnosti Ize definovat jako konstruk¢éni zafizeni, kterd jsou aktivovana az ve
chvilich, kdy nastane nebezpecna situace nebo dopravni nehoda. Cilem téchto zafizeni je tedy
minimalizovat nasledky dopravni nehody. Resi tedy situaci ex post. Nejb&Zn&jsimi prvky
pasivni bezpec¢nosti v dneSnich automobilech jsou pfedevsim zadrzné systémy (bezpecnostni
pas, predpina¢ bezpecnostniho pasu, détska sedacka), opérka hlavy, bezpec¢na konstrukce

karoserie a airbag (Vlk, 2006).

1.1.1 ZAdrzné systémy
Zadrzny systém slouzi ke sniZeni rizika poranéni pasazéra v piipadé nahlého snizeni rychlosti
vozidla omezenim dopfedného pohybu uzivatele. Zadrzné systémy eliminuji nezadouci pohyb
posadky vozidla béhem néarazu. Mohou mit rlizna provedeni a konstruk¢ni feSeni, piicemz

v

nejznaméejsi jsou tiibodové a dvoubodové bezpecnostni pasy a détské autosedacky.

Jednim ze zakladnich prvkl pasivni bezpecnosti je bezpecnostni pas, jehoz tkolem je snizeni
rychlosti narazu hlavy a hrudniku. Udrzeni doptedného posunuti cestujiciho v ramci volného
prostoru v interiéru vozidla zabraiiuje poranéni o vnitini vybaveni vozidla. Pasazéfi vSech
osobnich a nakladnich vozidel v¢etné autobusti jsou dle zadkona o silni¢énim provozu povinni se

pted jizdou pfipoutat. Pfi nedodrzeni této povinnosti je totiz ohrozen nejen ten, kdo se

18



neptipoutal, ale 1 ostatni pasazéfi vozidla (Vlk, 2006), (“Aktivni a pasivni prvky bezpecnosti

motorovych vozidel”, 2015).

1.1.2 Airbag
Stejné€ jako bezpec¢nostni pasy, maji i airbagy za tkol chranit cestujiciho pfed ndrazem do
vybaveni interiéru vozidla, pfi¢emz airbagy vétSinou chrani konkrétni ¢ast t€la. Aby byl ucinek
airbagu co nejefektivnéjsi, je nutné pouzivani bezpecnostnich pasit. Hlavni souc¢asti systému
airbagti je silny textilni vak, ktery je sloZen a ulozen v modulu na sloupku fizeni fidice a na
piistrojové desce pro cestujiciho. Kdyz snimace na palubé detekuji Celni nehodu, kterd
ptekracuje nastavenou prahovou hodnotu, rozbusky rozvinou airbagy. Vysokotlaké chemicky

vyrabéné plyny vytlacuji vak z modulu a dostate¢né rychle ho nafouknou tak, ze je vCas na

spravném mist€ pred cestujicim (Evans, 2004).

1.1.3 Hlavova opérka
Hlavova opérka patii mezi standardni vybaveni vSech modernich automobilti a je dalezitym
prvkem pasivni ochrany pasazérti v automobilu. Spravné nastaveni opérky snizuje riziko urazu
kréni patete a zamezuje trvalym nasledkim nehody. Pfi narazech zezadu mize dojit k poranéni
kréni patete. Barnsley (1994) definuje poranéni kréni patete jako poranéni jednoho nebo vice
elementt kréni patere, které vznikaji z inercidlnich sil plisobicich na hlavu v pribéhu nehody
motorového vozidla, které vede k vnimani bolesti krku. Spravné nastaveni hlavové opérky je
vsak diilezité i pti celnim narazu, kdy po zachyceni téla z airbagu a bezpecnostnich pasii se télo
vrati zpét do sedadla. U nékterych novéjsich automobilt je nastaveni hlavové opérky feSeno

aktivnim opérnym systémem, ktery mize zmirnit ndsledky uvedenych situaci.

1.2 Aktivni prvky

Aktivni prvky bezpecnosti ve vozidle se na rozdil od prvkd pasivni bezpecnosti snazi
dopravnim nehodam a krizovym situacim predchazet. Jedna se pfedevSim o nejriznéjsi
technicka zafizeni, systémy a vlastnosti vozu vyuzivajici data z ¢idel ve vozidle. Zakladnimi
prvky aktivni ochrany jsou kvalitni brzdy a pfesné fizeni. V dneSnich vozidlech vSak existuje
celd fada sofistikovanych systému a feSeni jako napftiklad elektronicky protiblokovaci systém
ABS (Anti-lock Braking Systems), protiprokluzovy systém ASR (Antriebs-Schlupf-Regelung)

a elektronicky stabilizacni systém ESP (Electronic Stability Program) a dalsi.
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1.2.1 Protiblokovaci systém
V situacich, kdy je fidi¢ nucen prudce brzdit automobil, miize dojit k zablokovani kol. Tyto
krizové situace nastavaji predevsim na kluzké vozovce (voda, namraza). Zminovanym situacim
1ze piedejit pouzitim elektronickych protiblokovacich systémii (ABS). ABS pracuje na principu
meéfeni otacek na kolech vozidla pomoci snimacii. Signdly ze snimaci ptichdzeji do fidici
jednotky, kterd je zpracovava a v ptipadé€, ze z nich vyhodnoti nebezpeci zablokovani kol,
nasledné aktivuje elektropneumatické fidici ventily pfislusného kola a tim dojde ke snizeni

brzdného ucinku (VI1k, 2006).

1.2.2 Protiprokluzovy systém
Ptedevsim v situacich, kdy kola na jedné strané automobilu maji jinou pfilnavost k vozovce nez
kola na strané druhé¢, je uzitecny protiprokluzovy syst¢tm ASR. Protiprokluzovych systémi
existuje celd fada a rtizné automobilky tato elektronické zatizeni nazyvaji jinak. Princip téchto
systémi spoc¢ivd v kontrole prokluzu hnacich kol pomoci cidel, kterd vyuzivd i ABS
a optimalizaci pfenosu to¢ivého momentu. Pokud je dostatecnd adheze a zatizeni napravy,
zatnou kola po seSlapnuti pedalu prenaSet kroutici moment na vozovku a vozidlo zacne
zrychlovat. V ptipad¢, ze je pfenaSeny kroutici moment vyssi, nez jaky je kolo schopno pienést
na vozovku, zacne kolo prokluzovat. Pokud se nahle zvysi otacky jednoho z hnacich kol, systém
ASR d& pokyn fidici jednotce a ta bud prostiednictvim elektromagnetického ventilu
a elektropneumatického ftidiciho ventilu kolo piibrzdi anebo snizi vykon motoru. V tu chvili
muze kolo, které se pohybuje na vozovce s vyssim soucinitelem adheze, prenaset hnaci moment

na vozovku (VIk, 2006).

1.2.3 Elektronicky stabiliza¢ni systém
Variant elektronického stabiliza¢niho systému existuje celd fada stejné jako u implementaci
prokluzovacich systémil. VSechny varianty elektronického stabiliza¢niho systému vSak pracuji
na stejném principu. Systém ESP umoznuje vyuziti jizdnich vlastnosti automobilu az na samou
hranici fyzikalnich zakont. Systém ESP je rozsifenim ABS a ASR, vyuziva naptiklad snimace
natoceni volantu, snimace otacek vSech kol, snimace podélného a pii¢ného zrychleni a dalsi.
Narozdil od ABS a ASR je systém ESP schopen regulovat skluz pneumatiky v pti€éném sméru.
Systém ESP je uziteCny predev§im v hrani¢nich situacich a dokdze eliminovat nedotacivost
vozidla, pietacivost vozidla, Ci je pfinosem pii vyhybacim manévru, kdy fidi¢ uhyba predmétu
na vozovce a prudce trhne volantem. Ve chvili, kdy fidici jednotka vyhodnoti konkrétni situaci

jako nebezpecnou, automaticky dokdze regulovat u€inek brzd jednotlivych kol a hnaci moment
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motoru. Naptiklad nedotacivy ¢i pretaivy pohyb vozidla systém eliminuje pfibrzdénim
ptislusnych kol a snizenim to¢ivého momentu na hodnotu odpovidajici dané situaci. Kazdy
nové homologovany vz musi byt od roku 2011 vybaven ESP, pfi¢emz vSechna nové prodana
auta od roku 2014 musi mit ESP, i kdyz byla homologovéna pted rokem 2011 (V1k, 2006),

(“Aktivni a pasivni prvky bezpecnosti motorovych vozidel”, 2015).

1.2.4 Adaptivni tempomat
Dal$im milnikem ve vyvoji asistencnich systému se stal adaptivni tempomat ACC (Adaptive
Cruise Control), ktery detailné popisuje (Winner a kol., 2009, Winner 2012). Césteéné
automatizované fizeni bylo umoznéno diky implementaci elektronického ovladdani brzd a uziti
diive velice drahé radarové technologie, kterd se postupem casu zlevnila. Kdyz byl v roce 1999
zaveden adaptivni tempomat, byly jeho moznosti omezené a zpocatku pouzitelné pouze pii
rychlostech vyssich nez 30 km/h (Jones, 2001). Soucasné systémy s automatickou prevodovkou
vSak maji schopnost vyuzivat tyto vlastnosti pfi niz§ich rychlostech a naptiklad automaticky

nasledovat dalsi vozidla v dopravni zécp¢.

1.2.5 Systémy prevence srazky
Systémy prevence cCelni srazky jsou dal$im vyznamnym krokem ke zvySeni bezpecnosti
provozu. Implementaci téchto systémi do novych modelti automobili se zabyva fada
automobilek. Systémy ptedchazeni kolizim, které pouzivaji levné verze snimact lidar s nizkym
dosahem a s nizkym rozliSenim, se v soucasné dob¢ pouzivaji pro situace, kdy automobily jedou
nizkou rychlosti. Ptikladem téchto systéml muzou byt: "City Safety" (City Safety, 2014)
a "City Stop" (Euro NCAP Advanced Reward 2011, 2011). Oba systémy, zavedené kolem roku
2010, pomahaji predchazet poSkozeni karoserie, coz je ekonomicky velmi vyhodné. Pro
pokrocilé aplikace (napt. pii vysSich rychlostech) je vSak maly detekéni rozsah levnych
lidarovych systému siln¢ omezujicim faktorem. V letech 2003-2006 byly zavedeny systémy
snizovani kolizi na dlouhé vzdalenosti zalozené na radarové technologii pivodné zavedené
s adaptivnim tempomatem. Prostiednictvim stoupajici irovné vystrah je fidi¢ upozornén na
hrozici kolizi. Pokud fidi¢ nereaguje, vozidlo aktivné brzdi, aby zmirnilo zavaznost havarie,
jakmile se srazce jiz nelze vyhnout (Maurer, 2012). Takové systémy byly zkoumany v ramci
projektu EUROPEAN PREVENT (2004-2008) a mohou se ukazat jako zvlasté uc¢inné u vétsich
vozidel, jako jsou ndkladni automobily, které¢ kviili své omezené jizdni dynamice vyzadujici

brzdéni diive nez mensi vozidla.
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Nejnov¢jsi tiida asistencnich systému voli a ovlada trajektorie mimo aktualni pozadavek fidice.
Kratkodobym cilem je automatizovat jizdu ve vybranych situacich. Jako ptiklad byly v nedavné
dobé& zavedeny asistencni systémy pro dopravni zacpy zaloZené na radarech a 3D kamerovych
systétmech. Spojenim podélného a bocniho ovladani jsou tyto systémy navrzeny pro
automatickou jizdu za nizké rychlosti na pietizenych dalnicich. Maximalni rychlost pii jizde je
stale nizka (30 km/h) a omezuje se pouze na zastaveni a rozjizdéni vozidla, ale tato funkce mtize

nakonec vést smérem k pln¢ automatizované jizd¢ na déalnici (Bengler, 2014).

1.2.6 Systémy vyuzivajici Car2Car a Car2X komunikace
Internet dosud hrél ve vozidlech pouze okrajovou roli. Doposud bylo pouzivani datovych
spojeni omezeno piedev§im na informacni a naviga¢ni podporu. V budoucnu spolu s vyvojem
v oblasti informaénich technologii 1ze oekavat nové moznosti asistence pii fizeni. "Ridi¢ska

n

kancelar" je jisté zajimavy koncept pro manazery a podnikatele. Lze pfedpokladat, Ze mobilni
kancelat a autonomni fidi¢sky bali¢ek budou v budoucnu podléhat intenzivnim pozadavkiim na
osobni automobily. Dal§i mozné ptipady vyuziti pro datovou komunikaci zahrnuji pfidéleni
parkovacich mist pfed vlastnim piijezdem vozidla na parkovisté nebo komunikace

v intermodalni doprave.

Zaclenénim vSech ucastnikli provozu urcité oblasti do spolecné sit€¢ mize byt dosazeno nové
faze asistence pii fizeni, zalozené na vyrazné lepsi kvalit¢ a mnozstvi informaci o mistni
dopravni situaci. Svételna zafizeni by mohla byt nahrazena bezdratovymi ptistupovymi body,
které by tidily vozidla na kfiZovatce. Zatimco tento ptistup by byl a€innéjsi u automatizovanych
vozidel nez u klasickych vozidel, mél by pfinést pozitivni vysledky bez ohledu na to, kdo fidi
vozidlo. Vozidla vybavena ¢idly a komunika¢nimi zatizenimi v2v by mohla rozsitit sviij obzor

prostfednictvim druzicového snimani.

V ptipadé téchto systémt mohou vozidla sdélovat zpomaleni smérem dozadu nebo informovat
o pritomnosti vozidel ve svém slepém misté. Dale mohou pfipojené vozy vyjednavat o sméru

jizdy ve prospéch celkového dopravniho toku a bezpecnosti.

Pti pohledu na obrovsky potencial zvySovani bezpeCnosti a efektivity jizdy s ohledem na
energetickou, Casovou a dopravni infrastrukturu se tyto sit¢ pravdépodobné brzy stanou

skutecnosti (Bengler, 2014).
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1.3 Telematické systémy v CR

1.3.1 RDS-TMC a informa¢ni tabule
RDS-TMC (Radio Data System - Traffic Message Channel) je kanal poskytujici pfenos
ptedzpracovanych dopravnich informaci do vozidla, kde se tyto tidaje dale zpracuji a poskytnou
fidi¢i. RDS-TMC je soucasti dopravné informacéniho systému a vzdy je pevné spjat s konkrétni
rozhlasovou stanici, a proto se vysilana data mohou stanici od stanice liSit. RDS-TMC mohou
vyuzivat navigace i mobilni telefony s TMC dekodérem. K oznaceni pozic objektl redlného
svéta slouzi tzv. lokalizacni tabulky. Kazdy tadek v lokaliza¢ni tabulce je pevné spjat
s konkrétni geografickou entitou (kiizovatka, silnice, vyznamny objekt atd.). Nevyhoda tohoto
systému tedy spociva v kvalité (pfesnosti) lokaliza¢nich tabulek, a miize se stat, ze udalost bude
zobrazena v jiném misté na komunikaci, nez kde ve skuteénosti je. Casto se také stava, ze
informace, které RDS-TMC poskytuje jsou neaktualni a jsou zobrazeny s urcitou ¢asovou
prodlevou. Sluzba mlze mit problémy s pfijetim zprav v mistech se slabym FM signalem.
I kdyz RDS-TMC informuje o problémech na komunikaci, které se jiz staly, lze jej zatadit
k aktivnim systémim, jelikoz se snazi dalSim nehodam ptedchéazet. S obdobné nastinénymi
problémy je nutné pocitat u dalsiho prostredku pro S$ifeni informaci pro fidie, a to
u informacnich tabuli, se kterymi se nejcastéji setkdvame na dalnicich. Informace, které jsou na
téchto tabulich fidi¢im poskytovany, jsou ziskavany zjednotného systému dopravnich
informaci. Projekt jednotného systému dopravnich informaci je spole¢nym dilem Ministerstva

dopravy, Reditelstvi silnic a délnic a nékolika dal$ich organizaci (Lamr, 2015a), (Lamr, 2015c¢).

1.3.2 eCall
Systém eCall fesi predevsim nasledky dopravni nehody, a proto patii mezi pasivni systémy. Jde
o sluzbu navrzenou pro umoznéni rychlého pohotovostniho zasahu v piipad¢ dopravni nehody,
a to kdekoli na izemi EU. Cilem systému eCall je zvysit bezpec¢nost dopravy v Evropé€ a snizit
pocet tmrti zapti¢inénych dopravnimi nehodami, a také zamezit zranénim a ztraté¢ na majetku

s nimi spojenych (European Commission MEMO 13/547, 2013).

Tento projekt spolufinancovany Evropskou unii pfedpoklada, Ze po plném nasazeni dokaze
v EU kazdy rok zachranit 2500 zivotd. eCall by m¢l urychlit dobu reakce pfi mimoiadné
udalosti o 40 % v méstskych oblastech a 0 50 % na venkové. Pilotni testovani a zavadéni
systému eCall v Evrop¢ provadi HeERO consorcium. Do projektu HeERO (Harmonised eCall
European Pilot) je zapojena i Ceska republika. Podle odhadt stoji roéné dopravni nehody okolo

160 miliard eur, v ptipad¢ plného nasazeni systému eCall by se mélo usettit az 20 miliard eur
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rocn¢ (ECall deployment - Publication by the European Commission of the Delegated

Regulation No 305/2013, 2013).

Kazdy automobil vybaveny eCall zafizenim mize navazat nouzové spojeni s linkou 112 a to
bud’ automaticky pii nehod¢, anebo manualné pomoci tlacitka v automobilu. Dle poslednich
informaci Evropska komise schvalila, Ze systém eCall se aktivuje az v ptripad¢, kdy senzory
v automobilu detekuji nehodu. V tu chvili se kromé hlasového spojeni s pracovniky
pohotovostni centrum odesle také tzv. minimalni soubor dat (MSD), ktery je standardizovan
Evropskou komisi pro standardizaci. V ndsledujicim seznamu atributii je uveden i jejich

vyznam.

Minimalni soubor dat:

. Identifikator zpravy: verze ve formatu MSD (pozdéjsi verze budou zpétné
kompatibilni)

. Aktivace: zdali byl eCall pozadavek realizovdn manudlné ¢i automaticky
vygenerovan

. Typ pozadavku: zdali byl eCall pozadavek v rdmci opravdové pohotovostni
situace anebo jen testovaci

. Typ vozidla: osobni automobil, mistni a dalkové autobusy, lehké uzitkové

vozidla, té¢zké masinérie, motorky

. Identifikacni cislo vozidla (VIN)

. Typ ulozisté paliva ve vozidle: Jde o dulezitou informaci vzhledem k riziku
pozéaru a problémy se zdrojem napajeni (naptf. Benzinovd nadrz, Dieselova
nadrz, Stlaceny zemni plyn (CNGQG), atd.)

. Casové razitko: Casové razitko udalosti

. Pozice vozidla: urena palubnim systémem v ¢ase vygenerovani zpravy — jde o
posledni zndmou pozici vozidla (zemépisna Sitka a délka)

. Spolehlivost pozice: tato ¢ast bude nastavena na ,,Nizkou spolehlivost pozice* v
pripadé€ Ze pozice neni v mezich +/-150m s 95% spolehlivosti

. Smér: uzitecné pro ureni sméru vozu v okamziku udalosti

. Nedavna pozice vozidla (Nepovinné): pozice vozidla v (n-1) a (n-2)

. Pocet pasazérti (Nepovinng): pocet pfipoutanych past

. Dalsi nepovinna data (Nepovinné): v nekterych ptipadech mohou byt v MSD

obsazeny dalsi data (dle tivahy vyrobce). Tyto data maji na svém zacatku
identifikacni tag (identifikace typu a struktury). Tyto data budou registrovana a
spravovana. PSAP bude mit volny ptistup k registru téchto dat

(Ecall becomes a reality!, 2015).
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2 Data mining: metodologie, big data, zakladni pFristupy a typické
ulohy

V soucasném modernim svété shromazd’uje vétSina spolecnosti data o svych zakaznicich. Tato
data obsahuji mnohdy 1 velice citlivé a osobni informace, které lze vyuZzivat pro nejriiznéjsi
ucely. Obrovské datové zakladny ale nebuduji jen velké korporace, ale naptiklad i statni
organizace. Vratime-li se v ivahach o vyznamu data miningu k velkym korporacim, Ize spojeni
data miningu a dat o zédkaznicich vyuzit naptiklad v oblasti marketingu, coz mtze byt dilezitym
faktorem pro Uspéch firmy v ptipad¢, Ze chce vitézit v konkurencnim boji. Jestlize v dobach
minulych znamenal data mining konkuren¢ni vyhodu, dnes se pomalu stava nepostradatelnou

nutnosti a nachazi se ve vSech komerc¢nich i nekomerc¢nich sférach a nejriiznéjSich oborech.

I samotny vznik data miningu byl podminén tim, Ze organizace shromazd’ovaly s vynalozenim
znacnych prostfedkii velké mnozstvi dat, apravé data mining umoznil zhodnotit tyto

prostiedky.

Data mining mizeme chépat jako cilené prozkoumavani udajt, kdy na zacatku Casto Cerpame
z velkych objemil dat. Postupnym zaméfovanim se na konkrétni cil se objem dat zuzuje az po
fazi modelovani, kterd pracuje jiz s vyznamné mensi datovou mnozinou. Gartner group definuje
data mining jak proces objevovani vyznamnych netrividlnich zéavislosti, vzort a trend
prozkoumavanim velkych objemti dat pomoci algoritmti pro odhalovani pravidel a pomoci

matematickych a statistickych algoritmi.

Data mining vyuziva celd fada obort. Krom¢ marketingovych tloh a tloh zaméfenych na
zakaznika mzeme na data mining narazit napiiklad ve finan¢nim sektoru pii skorovani zadosti
o uvér ¢i pii detekci podvodného chovani. Data mining muze fesit také medicinské problémy
jako je diagnostika chorob ¢i genové inzenyrstvi. S data miningem se lze setkat téz
v personalistice, Skolstvi, statni sféte, logistice, ¢i ve vyrob& pii predikci selhani strojii. Data
mining je rovnéz hojné vyuzivan pii analyze socidlnich siti. Za specidlni druhy data miningu
1ze oznacit text mining ¢i web mining, kde v pfipad¢ text miningu jde o transformaci volného
textu na strukturovana data a v ptipadé¢ web miningu o transformaci zaznamt generovanych
internetovymi servery (logy, cookies). Data mining je vyuZzivan také pifi zpracovani obrazu

(rozpoznavani osob a predmétit).
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At uz je obor, na ktery aplikujeme data miningové nastroje a postupy, jakykoliv, vzdy je pii
feSeni data miningovych uloh kladen diiraz na konkrétni nasazeni do praxe. V praxi neni
podstatné, jaké modely pii feSeni problému pouzijeme, je vSak nutné, aby feSeni jako celek

fungovalo a piineslo néco uzite¢ného.

Diky mozZnostem, které s sebou piinasi data miningové postupy pii zpracovavani velikych
objemt dat, se jevi vyuziti DM pro hledani skrytych zavislosti u nehod, které tvoii v néjakém

konkrétnim misté€ shluk, jako ideélni prostredek.
2.1 Data mining a s nim souvisejici pojmy

Obor analyzy dat se velmi rychle rozSifuje, a to jak v rozsahu moznosti jeji aplikace, tak
1 v poCtu organizaci pouzivajicich pokrocilou analytiku. Z toho divodu vznikd zna¢ny prekryv
a nesrovnalosti v oblasti definic pojmu data mining. Termin data mining mé pro jednotlivé
jedince a organizace rtizny vyznam. Pro §ir$i vefejnost ma data mining obecnéjsi a ponékud
nejasny pejorativni vyznam - prohledavani velkych zdrojt (Casto osobnich) dat za i¢elem najit
néco vzbuzujici na§ z4jem. Piikladem odliSnosti chapani pojmu data mining mize byt velka
poradenska firma, kterd ma ,,odd¢leni data miningu®, jehoz hlavnim cilem je vSak pouze tvorba
grafii z historickych dat za ucelem nalézt obecné trendy. Aby to nebylo pfilis jednoduché, za
pokrocilejsi prediktivni modely této velké nejmenované korporace je zodpovédné ,,oddé€leni
pokrocilé analytiky.” Dalsi terminy, které organizace pouZzivaji, jsou napiiklad: prediktivni

analytika, prediktivni modelovani a strojové uceni.

Data mining se tedy nachdzi na soutoku oboru statistiky a strojového uceni (také zndmo pod
pojmem uméla inteligence). Rada technik pro analyzu dat a vytvaieni modeli jiz dlouho
existuje ve sveéte statistiky: linearni regrese, logisticka regrese, diskriminac¢ni analyza a analyza
hlavnich komponent. AvSak zékladni principy tradi¢nich statistiky (vypocty jsou slozité a data
nedostacujici) se nevztahuji na data mining, kde je pro potfeby modelovani ptebytek dat
1 vypocetnich zdroja. Dalsi zdsadni rozdil mezi statistikou a strojovym ucenim je, Ze statistika
se zamé&iuje na vytvareni zaveéra z vybérového vzorku populace. Na druhou stranu, strojové
uceni se zamé&fuje na predikcei jednotlivych zaznamt. Napiiklad: pfedpovidana poptavka osoby
»X s danym cenovym vzrustem o 1 korunu, je 1 policko, kdezto pro osobu ,,Y* to jsou
3 policka. Ditiraz, ktery tradi¢ni statistika klade na vytvareni zavéra (urceni, zdali zajimavy

vysledek mohl vzniknout v naSem vzorku jen nahodou) v data miningu chybi (Shmueli, 2018).
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V porovnani se statistikou, se data mining zabyva velkymi soubory dat flexibiln¢, coz
znemoziuje nastavit piisné hranice pro danou otazku, kterou se zabyvame, coz inference
(vytvafeni zavért) vyzaduje. V data miningu na rozdil od statistiky hrozi tzv. ,pfeuceni
modelu®, které nastava ve chvili, kdyz model sedi tak piesné¢ na dostupny vzorek dat, ze
popisuje nejen pouhé strukturdlni charakteristiky danych dat, ale 1 ndhodné zvlaStnosti.

Pouzijeme-li vyrazy z inZenyrstvi, model sedi na signal ale i na Sum (Shmueli, 2018).

2.2 Big data

Pojmy data mining a big data jsou spolu velmi izce spojeny. Big data (1ze se setkat i s ceskym
prekladem objemna data) jsou dosti relativni pojem. Dnesni data jsou v porovnani s minulosti
skutecné¢ objemna. Vyzva, kterou big data piedstavuji, je Casto charakterizovana ¢tyfmi ,,V*,
volume (objem), velocity (rychlost), variety (rozmanitost), veracity (vérohodnost). Objemem
rozumime mnozstvi dat. Rychlost odkazuje na rychlost toku, tedy na rychlost, kterou jsou data
generovana a ménéna. Rozmanitost znamena, ze jsou generovany rizné typy dat (ména, datum,
Cisla, text, atd.). Vérohodnost se vztahuje ke skutecnosti, Ze data jsou generovéana organicky
rozSifovanymi procesy. Naptiklad miliony lidi se registruji v nejriiznéjSich online sluzbéch ¢i
v online obchodech pro bezplatné stahovani aplikaci. Takova data nejsou Casto transformovana
do vhodné podoby pro modelovani a neprochazi kontrolou kvality, ktera se vztahuje na data

sbirana za ucelem statistickych studii.

Jak ve své knize uvadi (Shmueli, 2018) vétSina velkych organizaci vyuziva big data, protoze
vétSina rutinnich firemnich procest v soucasnosti generuje data, ktera Ize ukladat a ptipadné
1 analyzovat. Rozmér této problematiky lze vizualizovat porovnanim dat v tradi¢ni statistické
analyze databdze tetézce Walmartu (feknéme, ze mame k dispozici 15 proménnych a 5000
zaznamil). Predstavime-li tradicni statistické studie jako reprezentaci velikosti tecky za vétou,
tak zdkaznickéd databaze Walmartu mé velikost fotbalového stadionu. A to pravdépodobné¢ ani
nezahrnuje dalSi data spojena se spolecnosti Walmart. Naptiklad data ze socidlnich médii
existuji ve form¢ nestrukturovaného textu, ktery lze jen velmi tézko objektivizovat. Online
seznamovaci portdl OKCupid aplikuje statistické modely na své data za ucelem predpovézenti,
jaké typy zprav nejpravdépodobnéji zapticini, ze na zpravu bude odpovézeno. Norsky mobilni
operator Telenor byl schopen snizit odchod zdkazniki o 37 procent diky vyuziti modeli
predikujicich, jaky typ zdkaznikii ma nejvyssi nachylnost k odchodu a naslednym zamétenim

své pozornosti pravé na tyto klienty. PojiStovaci agentura Allstate ztrojnasobila pfesnost
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predikce odpovédnosti za trazy zpusobené automobily tim, Ze zapojila vice informaci o typu

vozidla. VySe zminéné ptiklady pochazeji z (Siegel, 2016).

2.3 Metodologie v data miningu

S postupem casu zacaly v data miningu vznikat metodologie, ktery byly nésledné vSeobecné
aplikovany na rizné data miningové projekty. Zpocatku byly metodologie utvateny predevsim
velkymi spole¢nostmi zabyvajicimi se timto oborem. Piikladem takovéhoto postupu jsou napt.
metodologie SEMMA ¢i 5A, které vytvorily spole¢nosti SAS resp. SPSS. Tyto metodologie si
byly velmi podobné a v podstaté feSily stejny problém.

2.3.1 Metodologie CRISP-DM
V roce 1996 byl evropskou komisi financovan grant, ktery mél zajistit vytvotreni jednotné
univerzalni metodologie pro data mining. Diky tomuto grantu Tak vznikla v roce 1999 prvni
verze voln¢ dostupné metodologie CRISP DM (Cross-Industry Standard Process for Data
Mining). Tuto metodologii zastitovalo zaStitovalo konsorcium spolecnosti SPSS, NCR,

DAIMLER CHRYSLER a OHRA.

Metodologie CRISP-DM je popisovana jako hierarchicky-procesovy model, ktery se sklada ze
souboru ukonid popisovanych ve ¢tyfech urovnich abstrakce (od obecnych az po specifické):

faze, obecny ukon, specializovany tkon a instance procesu (viz Obrazek 1).

Z hlediska nejvyssi trovné je proces data miningu organizovan do nékolika fazi a kazda faze
se sklada z n¢kolika druho-trovitovych obecnych ukont. Druhova uroven se nazyva obecna,
protoze ma byt dostate¢né obecna, aby pokryla vS§echny mozné situace v data miningu. Tyto
obecné tkony by mély mit maximalni stabilitu a celistvost. Celistvosti se mysli to, Ze by mély
pokryt cely proces data miningu véetn€ vSech moznych uplatnéni. Stabilnim se oznacuje takovy
model, ktery by mél byt validni i pro zatim nepfedpokladané vyvoje, jako naptiklad nové
modelovaci techniky. Tieti uroven, tzv. iroven specializovanych tkoni, je uroven popisujici,
jak by méli probihat ¢innosti obecnych tikont v urcitych specifickych situacich. Tzn. naptiklad
na druhé Grovni se miize nachazet obecny ukon jménem "vycisti data". Tteti iroven nam fika,
jak se tento ukon li§i v riiznych situacich, naptiklad pfi Cisténi numerickych hodnot oproti
¢isténi kategorickych hodnot, nebo naptiklad zdali je typ problému shlukové nebo prediktivni

modelovani (Chapman, 2000).

28



Popisovani fazi a tkonit jako diskrétnich krokt vykonanych ve specifickém poradi, predstavuje
idealizovanou sekvenci udalosti. V praxi mize byt mnoho tkont vykondno v rizném potadi
a Casto je také tieba se opakované vracet k predchozim ukoniim a opakovat urCité ¢innosti.
Procesovy model CRISP-DM se nepokousi o zachyceni vSech téchto moznych cest ptes proces

data miningu, protoze by to vyzadovalo nesmirné¢ komplexni procesovy model.

Ctvrtd uroven, tzv. instance procesu, je zdznam ¢innosti, rozhodnuti a vysledki dané aktualni
aplikace data miningu. Instance procesu je organizovana dle ukond definovanych v ramci
vysSich urovni, ale reprezentuje to, co se doopravdy udalo v urcitém nasazeni, nepopisuje tedy

obecné udalosti (Chapman, 2000), (Petr, 2010).

Obrizek 1: CtyF-iiroviiovy rozbor metodologie CRISP-DM

| Obecné lohy

(= — i
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Specifické tlohy
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Zdroj: vlastni zpracovani dle (Chapman, 2000).

Z horizontalniho hlediska metodologie CRISP-DM rozliSuje mezi referenénim modelem
a uzivatelskou ptiru¢kou. Referencni model piedstavuje rychly pohled na faze, ikony a jejich
vystupy, a také popisuje co by data miningovy projekt mél obsahovat. Na druhé stran€,

uzivatelska ptirucka udava detailnéjsi tipy a rady pro kazdou fazi a kazdy ukon v ni obsazeny,

a vyobrazuje, jak by data miningovy projekt mé¢l byt vykonan.

Zivotni cyklus dané¢ho data miningového projektu se skladd z Sesti fazi zobrazenych na
Obrazku 2. Sekvence fazi neni pevné dand. Prochazeni a vraceni se k fazim je vzdy potiebné.

Vysledek kazdé faze uréuje, ktera faze nebo ktery ukon je nutné vykonat dale. Sipky znazorfiuji
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cyklickou povahu samotného data miningu. Data mining nekon¢i ve chvili, kdy je nasazeno
feSeni. Znalosti ziskané pii procesu a z implementovaného feSeni mohou vyvolat dalsi, casto
vice specifické otazky ohledné feSeného problému. Dalsi nasledujici data miningové procesy

cerpaji ze zkuSenosti z téch diivéjsich.

Obrazek 2: Schéma CRISP DM

BUSINESS > DATA
UNDERSTANDING ¥ UNDERSTANDING

N

DATA
PREPARATION

DEPLOYMENT DATE * +

\

Zdroj: (CRISP DM: Data Mining Session 2, 2013)

MODELLING

EVALUATION

Prvni dvé faze metodologie jsou analytické. Prvni faze se zaméfuje na definici problému a
rozplanovani celého projektu. Jsou rovnéz stanovena kritéria ispéSnosti, tj. o¢ekavani piinosi

celého projektu.

Ve druh¢ fazi se snazime porozumét datim, provadime jejich analyzu, dostupnost a hodnotime
jejich kvalitu. Tato faze zacina prvotnim sbérem dat a poté pokracuje aktivitami, které umozni
seznamit se s t¢mito daty, identifikovat problémy s kvalitou dat, objevit prvni poznatky ohledné

téchto dat a také odhalit zajimavé podsoubory pro utvotreni hypotéz ohledné skrytych informaci.

Ve treti fazi Data Preparation se vytvaii modelovaci matice (tabulka), ktera je dale vyuzivana

wewvr

viechny aktivity, které jsou potieba ke konstrukci koneéné datové matice. Ukony p¥ipravy dat

jsou vétSinou vykonavany nékolikrat za sebou a v zadném specifickém potadi. Tyto ukony
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zahrnuji, vybér tabulek, zdznaml a vlastnosti, a zdroven i1 transformaci a cisténi dat pro

modelovaci néstroje.

Dale nasleduje modelovani, coz je vytvafeni predikénich modelt. V pfipadé¢ pouZzivani
sofistikovanych sw feseni je nutné modely jen spravné nastavit. V této fazi je vybrano n¢kolik
riznych modelovacich technik a nasledné jsou aplikovany. Jejich parametry jsou nastavovany

na optimalni hodnoty.

Po vytvareni modela nésleduje evaluace, coz je kontrola a vyhodnoceni celého vlastniho feseni.
Odhaduji se budouci ptinosy, hodnoti se splnéni pocatec¢nich kritérii, kterd byla stanovena ve
fazi Business Understanding. V této fazi projektu jiz existuje vytvoreny model (¢i modely)
které, z hlediska analyzy dat, jsou vysoce kvalitni. Pfed tim, nez se ptejde ke konecnému
nasazeni modelu je dtlezité, aby byl model dikladné zhodnocen a byly vyhodnoceny kroky,
které byly vykonany pii jeho tvorbé. M¢li bychom se ujistit, ze dany model adekvatné dosahuje
cili, které byly stanoveny na samotném pocatku projektu. Klicovym cilem je urcit, zda-li
existuje néjaky dilezity problém, ktery nebyl bran v potaz. Na konci teto faze by mélo existovat

rozhodnuti ohledné vyuziti vysledki data miningu.

Data miningovy projekt vétSinou nekonc¢i vytvoienim modelu. I v ptipad¢€, Zze ucelem modelu
je zvysit znalost danych dat, tyto ziskané znalosti budou muset byt zorganizovany
a prezentovany ve form¢ v jaké jim zakaznik bude rozumét a bude je moci vyuzit. To Casto
zahrnuje aplikaci "zivych" modell do rozhodovacich procesti dané organizace. Tedy naptiklad
personalizace webovych stranek v realnem case nebo budovani marketingovych databazi.
Zalezi na pozadavcich, faze nasazeni mize byt bud’ jen jednoducha generace reportii, anebo na
druhou stranu, komplexni implementace opakovatelnych data miningovych procesti do celé

firmy.

Standardizace a otevienost metodologie CRISP DM piedstavuji znacnou vyhodu, a proto lze
tuto metodologii povazovat za nejvhodnéj$i ramec pro zpracovani data miningové Casti této
prace. hovoti jasné pro to, aby cely projekt byl v data miningové Casti zpracovavan metodologii

CRISP DM.
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2.4 Zakladni pristupy a typické dlohy v data miningu

2.4.1 Klasifikace a predikce
Klasifikace je nejspisSe tou nejzakladnéjsi formou datové analyzy. Klasifikace muze fesit celou
fadu uloh a probléml zriznych obort a oblasti zivota. V nasledujicim odstavei budou

v nékolika vétach nastinény vybrané piipady, typické pro tlohu klasifikace.

Piijemce nabidky na ni mize bud’to odpovédét, nebo naopak. Zadatel o ptjcku ji bud’to mize
vcas splatit, splatit ji pozdé, anebo vstoupit do insolvence. Platba kreditni kartou muze byt
standardni ¢i podvodna. Paket dat cestujici po siti mtize byt bud’to neskodny nebo predstavovat
hrozbu. Houba muze byt jedovata, ¢i jedla. Zakaznik chce odejit, nebo je loajalni. Nemocny

clovek muze byt uzdraven, stale nemocen anebo miize umfit.

Proces klasifikace se skladd ze dvou zakladnich krokti. Prvnim krokem je uceni, pii némz je
tvofen klasifikaéni model schopny klasifikovat data pomoci trénovacich dat. Trénovaci data
predstavuji vzorky historickych dat, u kterych zndme vysledek klasifikace. Druhym krokem
klasifikace je pouziti vytvofeného modelu pro klasifikaci novych dat, ktera potifebujeme

roziadit do tfid.

Predikci byva Casto oznacovan proces, pii kterém se urcuji dodate¢né, nové vygenerované ¢i
chybéjici proménné. Samotna klasifikace je n€kdy oznacovana jako predikce. Do predikénich
metod byva Casto zafazovana i regrese. Regrese je podobna klasifikaci, ale s tim rozdilem, ze

se snazime predpovédet hodnotu Ciselné realné proménné.

Nejcastéjsimi algoritmy pouzivanymi pro predikci ¢i klasifikaci jsou nejrtiznéjsi druhy
rozhodovacich stromt. Rozhodovaci stromy mohou byt regresni ¢i klasifikac¢ni v zavislosti na
typu cilové proménné. V piipadé, Ze je cilovd proménna kvantitativni, pouzivame regresni
stromy. Pro predikci kvalitativni cilové proménné pouzivame klasifikacni stromy. Pro
klasifikaci ¢i predikci lze pouzit i statistické metody jako linearni regrese ¢i Bayesovkou
klasifikaci. Pro klasifikovani ¢i predikovani cilové proménné l1ze vSak vyuzit i Neuronové site,

¢i n¢ktery z algoritmil shlukové analyzy.

2.4.2 Analyza vztahi
I kdyz vyuzivani asociacnich pravidel nedosahuje tak dobrych vysledkd pti predikci jako
v piipad¢ pouziti napiiklad rozhodovacich stromt ¢i neuronovych siti, jsou velmi oblibena pro

svoji snadnou citelnost. Velké databaze zakaznickych transakci predstavuji ucebnicovy piiklad

32



pro aplikaci analytiky asociaci ohledn¢ zakoupenych produkti. Pomoci analytiky asociaci jsou
vyhodnocovany napiiklad produkty, které se k sobé hodi, a ty jsou nasledn¢ nabidnuty
zakaznikovi. Asocia¢ni pravidla, jsou navrZena k tomu, aby nasla prave takové obecné mnoziny
asociaci mezi polozkami ve velkych databazich. Tato pravidla lze poté¢ vyuzit rozmanitymi
zpusoby. Napiiklad samoobsluhy mohou vyuzit tyto informace pro product placement.
Asociacni pravidla lze vSak vyuzit i v jinych tlohach. Pravé asociacni pravidla hraji
v navrthovaném systému vcasného varovani dulezitou roli, a ztohoto divodu jim bude

vénovana samostatna kapitola.

2.4.3 Seskupovani
Myslenka seskupovani se tykéa takovych uloh, kdy se daji jednotlivé zdznamy sluCovat do
relativné homogennich skupin. Ptipady v jedné skupin€ jsou si podobné a ptipady z riznych
skupin se odliSuji. MiiZze se jednat napiiklad o zakazniky, vyrobky, respondenty, staty ¢i
dopravni nehody, které se snazime seskupovat pro ucely systému v€asné¢ho varovéni. Pti
seskupovani se nejcastéji pouzivaji algoritmy shlukové analyzy. Algoritmi shlukové analyzy
existuje veliké mnozstvi a jejich pouziti je odlisné pro rtizné typy uloh. Jelikoz je shlukova
analyza velmi dualezitou soucasti navrhovaného feSeni, bude i vybranym vhodnym algoritmiim

vénovana samostatnd kapitola.

2.4.4 Analyza ¢asovych rad
Casové fady tvoii hodnoty, které jsou pozorované, zaznamenavané nebo shromazd’ované
chronologicky v ¢ase. Cas nemusi byt samoziejmé jedinou nezavislou proménnou, na které jsou
hodnoty &asové fady zavislé. Casové fady mohu fedit napiiklad ulohy vyvoje poétu
zaméstnanct, ktefi opustili zaméstnani, pocty automobilli projizdé€jicich danym tsekem, vyvoj
urokové miry, vyvoj mnozstvi srazek, teploty vody ¢i vysky hladiny. Hlavni tlohou analyzy
casovych fad je pochopeni zékladniho mechanizmu, podle které¢ho jsou pozorované hodnoty

generovany, a piedevs§im predikce budoucich hodnot (Madsen, 2008).

2.4.5 Detekce anomalii
Anomalii nazyvame jakoukoliv odchylku od normélu. Detekovani anomalii je zjiStovani
takovych vzora v datech, které neodpovidaji o¢ekavanému chovani. Detekce anomalii nachazi
uplatnéni v celé fad¢ odvétvi. V bankovnictvi 1ze pomoci detekce anomalii odhalovat bankovni
podvody, v primyslu Ize pomoci anomalii detekovat chyby v produktech, ¢i ve zdravotnictvi.
Zpusoby detekce anomalii se odviji od charakteru dat. Pro detekci anomalii se €astéji pouzivaji

metody uceni bez ucitele.
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2.5Pouzité DM nastroje

Vytvateni modelli pro systém v€asného varovani pied vysokym rizikem dopravni nehody je
mozn¢é realizovat n¢kolika cestami. Jednou z moznosti je vyuziti nejriiznéjSich softwarovych
produkti, vice ¢1 méné€ univerzalnich, které jsou vhodné pro naSe potieby. Cilem této kapitoly
je ukazat moznosti vybranych data miningovych nastrojti pro hledani shlukid dopravnich nehod
s podobnymi vlastnostmi. Nastroje budou porovnavany vzhledem k existenci jednotlivych
potiebnych algoritmi, rozsititelnosti softwarového nastroje a moznostem vizualizace vysledka

v mapovém podkladu.

Pro porovnani moznosti pii hledani shluki nehod s podobnymi vlastnostmi byly vybrany
nasledujici softwarové nastroje ¢i utility: IBM SPSS Modeler, KNIME, RapidMiner, Weka,
Orange, ELKI. Tyto nastroje byly vybrany, jelikoz se jedna o nejbéznéjsi a nejoblibenéjsi data

miningové nastroje mezi uzivateli.

Pro vyzkum a vytvareni prvotnich modeli byl pouzit DM néstroj IBM SPSS modeler a open

source nastroj KNIME. Postupné byly vyzkouseny nejbéznéjsi algoritmy shlukové analyzy,

které by mély umoznit vytvofit mapu nebezpecnych tsekl na vozovkach.

Kazdy z téchto nastroji mé vzhledem k vyhledavani shluka v geografickych datech a jejich

nasledné reprezentaci pomoci mapovych podkladu, své pozitivni, ale také negativni vlastnosti.

2.5.1 IBM SPSS Modeler
IMB SPSS Modeler (dale uvadén jako Modeler) je komercéni komplexni data miningovy nastroj
umoznujici uzivateli feSit data miningové projekty nejriznéjSiho  charakteru
(IBM SPSS Modeler, 2016). IBM SPSS Modeler (Obrazek 3) patii mezi nejznaméjsi
a nejpouzivangj$i komercni data miningové nastroje. Velkou piednosti tohoto nastroje je
intuitivni ovladani, které umoznuje rychle se orientovat v datech, ¢imz zna¢né urychluje fazi
porozuméni datiim a jejich pfipravu pro modelovani. Modeler podporuje vSechny faze jednotné,
oteviené data miningové metodologie CRISP-DM (Cross industry standart proces for data
mining). Data miningovy projekt v Modeleru se sklada z tzv. streamd, které jsou tvofeny uzly

propojenymi pomoci tzv. datovych tokt.

Silnou strankou Modeleru je jeho pfimocarost a uzivatelska piivétivost predevsim ve fazi
piipravy dat. Modeler disponuje celou fadou uzll urcenych pro nacitani, ptipravu, a analyzu

dat. To umoznuje uzivateli velmi rychle porozumét datim a velice efektivné s nimi
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manipulovat. Modeler dale disponuje fadou algoritml pro superviozované i nesupervizované
uceni. Samoziejmosti jsou 1 uzly umoznujici evaluaci modelil i export vysledkii. Nejnovéjsi

verze Modeleru pfinaseji i moznosti stahovani rozsitujicich balickl ptimo z prostiedi aplikace.

S ohledem na potteby pro dolovani informaci z dat o dopravnich nehodach 1ze IMB SPSS
Modeler pouzit s vyhodou ptedevsim ve fazi piipravy datové matice. V ptipravé a analyze dat
o dopravnich nehodach Modeler vy¢niva nad ostatnimi vybranymi open source projekty svoji
ptimocarosti. To, co Ize v Modeleru ud¢€lat jednoduse pomoci jednoho uzlu je v ptipadé pouziti
open source nastroje KNIME slozitéjsi a dané kroky je nutné udé€lat v rdmci né€kolika uzla.
Modeler je dale mozné vyuzit pro hledani asociac¢nich pravidel, jelikoz disponuje uzly jako je

Apriori, Carma a Sequence, které generovani asociacnich pravidel umoznuji.

Obrazek 3: Prostiedi IBM SPSS Modeler
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Zdroj: viastni zpracovani

VétSina modelovacich algoritmti je v modeleru tzv. Ful-proof. Modeler umi automaticky
upravovat promeénné pro rizné typy rozhodovacich stromii (napt. kategorizace Ciselnych
proménnych). Dale Modeler disponuje celou fadou propracovanych klasifika¢nich algoritmt
(napt. CHAID, C&RT, C5.0, linearni i logisticka regrese, SVM a fadou dalSich). Modeler také
obsahuje n€kolik uzli pro segmentaci (K-means, kohonen mapy, TwoStep, Anomaly). Bohuzel

zadny z téchto uzlii neni vhodny pro hledani shlukid v geografickych datech. Modeler umoziuje
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vytvaret vlastni uzly pomoci jazyka R ¢i Python a je déle rozsititelny o dalsi algoritmy, avSak
k dispozici jich v soucasné chvili neni tolik jako na jinych platformach. V tuto chvili jsou
k dispozici uzly umoziiujici vizualizovat shluky nehod v map¢. Vizualizace vysledki v mapé
by v ptipadé¢ Modeleru mohla byt samostatnou kapitolou. V ptipadé¢ SPSS Modeleru verze 18
je nejprve tfeba naistalovat opravny patch. Bez patche nefunguje korektné hub pomoci, kterého
je mozné stahovat do SPSS Modeleru dalsi rozsifujici balicky. Dale je nutné mit v pocitaci
nainstalovan jazyk R. Korektné by méla fungovat pro vykreslovani do mapy pomoci uzlu
googlemaps verze jazyka R 3.1.1. V neposledni fad¢ je nutné jesté nainstalovat tzv. R Essentials

pro danou verzi Modeleru.

2.5.2 KNIME
Druhym vybranym nastrojem je KNIME (Obrazek 4). Jde o open source projekt, jehoz vyuziti
je v data miningovych ulohach rovnéz Siroké. Stejné€ jako u Modeleru je data minigovy projekt
sloZen ze série tzv. uzll a datovych tokd, které je spojuji.  kdyz jde v ptipadé¢ KNIME o vizualni
programovani neni rozhodné vytvareni streamu tak pfimocaré a uzivatelsky ptivétivé. Slabou
strankou KNIME je faze ptipravy dat. To, co l1ze v SPSS Modeleru provést pomoci jednoho
uzlu, je nutné v KNIME ud¢lat pomoci né€kolika uzli. KNIME je velmi snadno rozsifitelny o
dal$i uzly a ma Sirokou uzivatelskou komunitu, ktera vytvari velké mnozstvi rozsifeni. Je vSak
nutné podotknout, Ze algoritmy vytvofené komunitou uzivatelli nejsou vzdy zcela odladény.
Miize se tedy stat, Ze diky neoptimalizovanym algoritmim je pfi velkém mnozstvi dat urcita

uloha velmi ¢asove naroéna.

Obrazek 4: Prostiredi KNIME
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Velikou nevyhodou KNIME je zavislost nékterych rozsifeni nebo algoritmt na datovém typu
vstupnich parametri nebo pfesném ndzvu urcitého sloupce. Porozuméni datim a jejich ptiprava
pro modelovani neni zdaleka tak uzivatelsky pifivétiva jako v modeleru. Vlastni algoritmy lze
vytvaret pomoci jazyka JAVA, Python ¢i jazyka R. V nastroji KNIME je dostupnd také celad

fada algoritml vytvorenych ptivodné pro projekt Weka.

Pro hledani shluka dopravnich nehod vytvofenych na zakladé¢ GPS soutfadnic je v KNIME
k dispozici uzel DBSCAN a dva uzly (DBSCAN a OPTICS) importované z projektu Weka.
Naimplementovana varianta algoritmu DBSCAN vSak neni optimalizovéana a hledani shlukt ve
velkych datech je Casoveé narocné. I v KNIME nalezneme uzel pro hledani asocia¢nich pravidel,

které by mély slouzit pro hledani typickych vlastnosti nékterych shluki.

Pro vizualizaci vysledkli v mapovém podkladu je nutné do KNIME naimportovat bali¢ek
Palladian, ktery obsahuje kromé jinych uzli umoznujicich manipulaci s geografickymmi daty

uzel s ndzvem MapViewer.

2.5.3 RapidMiner studio
Tretim vybranym data miningovym nastrojem je RapidMiner Studio, jehoz prostfedi je vidét
na obrazku 5. Jde o komer¢ni projekt, ktery ale existuje i ve free verzi s omezenim na 10 000
zaznamu (RapidMiner, 2017). Jeho uzivatelské prostfedi je vcelku piivétivé. Relativné
povedené je zde implementovana faze ptipravy a klasické statistické analyzy dat. Projekty jsou
realizovany v ramci tzv. procesu a logika prace s programem je trochu jina nez v pfedchozich
dvou. RapidMiner disponuje celou fadou modelovacich algoritmi a uzli pro export a import
dat. Dalsi balicky ¢i uzly je mozné zdarma stahnout ¢i zakoupit v obchodé¢ zabudovaném ptimo
v programu. Takto Ize do RapidMineru naimportovat velké mnozstvi algoritmti z projektu

Weka. RapidMiner umoZznuje také vytvareni skriptti pomoci jazyka R a Python.

Stejné jako KNIME, obsahuje i RapidMiner algoritmy vhodné pro hledani shlukd podobnych
dopravnich nehod. Pro vytvafeni shlukii na zéklad¢ geografické polohy je k dispozici
optimalizovany algoritmus DBSCAN. Neoptimalizovand verze DBSCANu pro vykon je
k dispozici po importu balicku rozsifujictho RapidMiner o algoritmy projektu Weka.
I v Rapidmineru je k dispozici uzel pro generovani asocianich pravidel. Vyhledavani
asociacnich pravidel ve shlucich vytvofenych pomoci DBSCANu nelze realizovat tak
jednoduse jako v KNIME ¢i SPSS Modeleru. V tuto chvili bohuzel neexistuje zadné rozsiteni

pro RapidMiner umoznujici vizualizovat vytvofené shluky v mapovém podkladu.
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Obrazek 5: Prostredi RapidMiner Studio
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2.5.4 Orange
Dal$im data miningovym nastrojem, ktery je oblibeny zejména v bio informatice je
Orange (obrazek 6). Orange je open source data miningovy nastroj urceny pro vizualizaci
a datovou analyzu pro zacatecniky i experty (Orange, 2018). V Orange je mozné programovat
jak vizualné, tak i pomoci skriptii napsanych v jazyce Python. Uzivatelské prostiedi je privétivé.
Postup a logika pii budovani grafického programu je podobny jako v SPSS Modeleru ¢i
KNIME. Orange nedisponuje tolika moznostmi pfti ptipravé dat jako SPSS Modeler. Uzl pro
vytvareni prediktivnich modelll zde neni také mnoho. Orange je mozné rozsifit pomoci dalsich
rozSifujicich balickid, které je mozné doinstalovat pfimo z prostfedi programu. Nabidka
rozSifujicich balickt pro Orange vSak neni zdaleka tak Siroka jako pro KNIME ¢i RapidMiner.

Je to zptisobeno predevsim tim, Ze komunita vyvojafi pro tento software neni tak pocetna jako

v ptipadé jiz zminénych konkuren¢nich programt.

Aktualné neni v Orange k dispozici zadny interni algoritmus nebo rozsitujici balicek vhodny
pro hledani shlukti na zdkladé GPS soutadnic. V piipad¢€, ze bychom méli jiz shluky vytvoiené
z jiného nastroje, je mozné data nacist do Orange a déle hledat ve shlucich pomoci uzlu
Association Rules. Uzel Association Rules je k dispozici poté, co si uzivatel stahne rozsitujici
balicek s nazvem Associate. Aktualné¢ také neni mozné provadét v ramci Orange Zadnou

vizualizaci do mapovych podkladu.
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Obrazek 6: Prostredi nastroje Orange
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2.5.5 Weka
Weka je software s otevienym kdédem vyvijeny na University of Wakaito. Weka sdruzuje celou
fadu algoritmil strojového uceni. Na rozdil od ostatnich porovnavanych aplikaci mad Weka
n¢kolik uzivatelskych rozhrani (aktudlné 5 viz obrazek 7), mezi kterymi si pfi startu programu
uzivatel voli (WEKA, 2018). Jednim typem je tzv. KnowledgeFlow, coz je rozhrani, které
svym vzhledem a logikou pfipomina rozhrani SPSS Modeleru, KNIME ¢i Orange. Pro nacitani

dat Weka disponuje nékolika uzly umoznujicimi nacitat data z fady typii soubora.

V nékterych ptipadech je vSak nastaveni datasource uzlu striktni a nelze naptiklad nastavit
jednoduse kodovani zdrojového souboru pomoci GUL I z hlediska ptipravy datové matice
nepatii Weka mezi nejlepsi mezi vybranymi data miningovymi néstroji. Weka vSak disponuje
sirokou paletou klasifikacnich, shlukovacich a dalSich algoritmti. Pravdou vsak je, Ze nc¢které
algoritmy nejsou odladény a v porovnani s jinymi implementacemi stejnych algoritmii jsou
pomalejsi. Algoritmy strojového uceni lze ve Weka volat i pomoci dostupného API
(Application Programming Interface). Pro grafickou analyzu dat jsou v urcitych ohledech
vybaveny jiné nastroje také 1épe. Weka Ize rozsitit o celou fadu dalSich algoritmii stazenim ze

zabudovaného Package manageru.
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Obrazek 7: Prostiredi softwaru WEKA
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Weka s ohledem na moznosti které poskytuje pro nase ucely, neni jednoduse pouzitelna.
Naptiklad jiz pfi nacitani dat o dopravnich nehodach ze souboru CSV nelze jednoduse zvolit
kédovani souboru a je nutné jej ,,natvrdo™ nastavit v inicializaénim souboru. Uzivatelsky
nepftiliS povedené je 1 nacitani souboru s nehodami ve formatu MS Excelu. Soubor nebylo
mozn¢é vibec nacist pii poctu sloupcii vétsim nez 2. Pocet fadkt byl cca 9500. Pro vyhledavani
clusterti na zakladé GPS soufadnic obsahuje Weka algoritmy DBSCAN a OPTICS, obé& verze
algoritmt vSak nejsou optimalizovany pro rychlost vypoctl. Pro vyhledavani asociacnich
pravidel je ve Weka dostupny algortmus APRIORI. Vizualizace vysledkii do mapového

podkladu neni v tuto chvili podporovana.

2.5.6 ELKI
ELKI piedstavuje open source data miningovy software napsany v jazyce JAVA. ELKI se
zaméiuje predev§im na algoritmy uceni bez ucitele. Jsou zde dostupné predevSim algoritmy
vyuzivané pfi shlukové analyze a pfi detekci anomalii. Elki se zaméfuje na vysoky vykon
algoritmil a Skélovatelnost (ELKI, 2018). Nastroj ELKI neni v zddném piipad¢ uzivatelsky
piivétivy, programovani neprobihd vizualné. ELKI neni urcen pro pfipravu dat, analyzu dat a

dalsi vizualizace.

Pro hledéani shluka na zdkladé¢ GPS soufadnic jsou v ELKI k dispozici algoritmy DBSCAN

a OPTICS. Nelze vsak pracovat s celou datovou matici a ani ji nelze modifikovat. Vyhledévani
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asociaCnich pravidel je mozné pomoci algoritmu APRIORI. Je opét ale nutné mit data
pfipravena pomoci jiného néstroje. Vizualizace dat v mapovych podkladech neptichazi vibec

v uvahu.

2.5.7 Vyhodnoceni moZnosti DM nastroji pro vyuZiti vsystému vcasného
varovani

Analyza vybranych data miningovych nastroji ukézala, ze pro potfeby vyhledavani shluka
dopravnich nehod s podobnymi vlastnostmi neni zadny z uvedenych nastroji plné vybaven.
Idealni néstroj pro piipravu datové matice je dle naseho nazoru IBM SPSS Modeler. Pro
vyhledavani shlukl na zéklad¢ geografickych dat jsou dilezité optimalizované algoritmy jako
DBSCAN ¢i OPTICS. Ty jsou k dispozici pouze v nastroji ELKI, ktery ale nelze pouzit na
zddnou dal§i nami vyzadovanou cinnost. Optimalizovanou verzi DBSCANu lze nalézt
jesté v nastroji RapidMiner studio. Neoptimalizované verze se nachdzeji v softwaru Weka
a KNIME. Algoritmy generujici asociacni pravidla lze nalézt ve vSech néstrojich. Vizualizace
dat do mapovych podkladl je snadno realizovatelna v nastroji KNIME a pti doinstalovani
potifebného balicku je dostupna i v IBM SPSS Modeler. VétSina vybranych nastroja je dale
rozsifitelna o dalsi balicky a algoritmy. VSechny aplikace umoziiuji vytvareni vlastnich skripta
ve vybranych jazycich jako je JAVA, jazyk R ¢i Python. Hodn€ moznosti pii psani vlastnich
skripti poskytuje KNIME. Shrnujici porovnani jednotlivych néstroji z hlediska jednotlivych
potieb popsanych v této kapitole je zndzornéno v tabulce 1. Kazdy néstroj byl bodové
ohodnocen pomoci sedmi kritérii. Kazdému kritériu byla pfidélena urcitd bodova maximalni

hranice dle jeho dulezitosti

Jelikoz v Zadném nastroji nelze proces detekce shlukii podobnych vlastnosti zcela
automatizovat, je nejlepsi cestou implementace vlastniho uzlu. I kdyz naptiklad nastroj KNIME
obsahuje jak uzly pro detekci shlukl v geo datech a uzel pro hledani asociacnich pravidel, nelze
v prosttedi KNIME automaticky a hromadné ve vyhledanych shlucich nasledn¢ hledat
asociacni pravidla. Nejschiidnéj$im feSenim je implementace vlastniho upraveného algoritmu
APRIORI do aplikace KNIME. Reseni, které za timto G¢elem vzniklo, miize vyuZivat pro
vyhledévani shlukti vestavéné algoritmy DBSCAN a OPTICS a nésledné automaticky

prohledavat v§echny shluky a detekovat asocia¢ni pravidla v jednotlivych shlucich.
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Tabulka 1: Porovnani DM nastroji z hlediska potieb systému véasného varovani

IBM
Kritérium (body) SPSS Rapid
Modeler | KNIME | Miner | Orange | Weka ELKI
User experience (0-3) 3 1 2 2 3 0
Moznosti piipravy dat (0-5) 5 3 3 2 2 0
Dostupnost a odladénost
algoritmt shlukové analyzy 0 3 4 0 3 5
vhodnych pro geospatial
data (0-5)
Dostupnost a odladénost 5 3 3 3 3 5
algoritmu APRIORI (0-5)
Existence algoritmu
hromadné¢ detekujiciho 0 0 0 0 0 0
asociacni pravidla pro
jednotlivé shluky (0-5)
MozZnosti rozsifitelnosti
nastroje (0-5) 3 > 4 3 4 !
Vizualizace do mapového 3 5 0 0 0 0
podkladu (0-5)
Celkem 19 20 16 10 15 11

Zdroj: viastni zpracovani

Na obrazku 8 je vidét zjednoduseny Workflow z prostiedi KNIME realizujici detekei shlukt
na zakladé¢ hustoty, jejich nésledné testovani pomoci vlastniho algoritmu Apriori a néslednou

vizualizaci pomoci uzlu OSM Map View.

Upraveny uzel Apriori umoznuje kromé volby zakladnich charakteristik asociacnich pravidel i

volbu proménné, podle které se budou pravidla grupovat.

Obrazek 8: Aplikace upraveného algoritmu DBSCAN a OPTICS

Rule-based Rule-based Rule-based
File Reader  Row Filter Row Filter Row Filter DBSCAN IMyApriori Color Manager OSM Map View
> >
P sammi seme o = 2 A
Numeric Distances 1 L J]

Node 4 Node 9 Node 11 Node 20 Node 6 Node 21 | Node 16 Node 18

> S

427

Interactive Table Interactive Table

Node 10

Node 7 Interactive Table

&

Node 3

Node 12

Zdroj: viastni zpracovani
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3 Vybrané algoritmy data miningu

V nasledujicich podkapitolach jsou detailnéji rozebrany vybrané algoritmy, které je vhodné
vyuzit v fidici ¢asti navrhovaného systému véasného varovani. Pozornost je vénovana nejprve
generovani asociacnich pravidel pomoci algoritmu Apriori, poté nésleduji kapitoly zabyvajici

se algoritmy shlukové analyzy.

3.1 Asociaéni pravidla a algoritmus Apriori

Koncept systému v€asného varovani vyuziva pro detekci specifickych shlukti dopravnich
nehod asociacni pravidla, a proto bude v této kapitole tato oblast ziskdvani pravidel popisujicich

specificnost shlukti nehod podrobnéji popséana.

V bézném 7zivoté¢ lidé cCasto vyuzivaji konstrukty typu IF-THEN, aniz by si to casto
uvédomovali. Tyto zminéné konstrukty I1ze proto najit ve vSech béznych programovacich
jazycich. Nelze se tedy podivovat, Ze spole¢n¢ s rozhodovacimi stromy patii asociacni pravidla
k nejcastéji pouzivanym prostiedkiim pro reprezentaci znalosti. Pocatkem 90. let byl termin
asociacni pravidla zpopularizovan v souvislosti s analyzou ndkupniho koSe. Pfi analyze
nakupniho kosiku se zjiStuje, jaké zbozi si zdkaznici supermarketu nakupuji spolecné. Jde tedy
o hledani skrytych vzajemnych vazeb mezi polozkami ¢ drahy zboZi v obchodé. Zadné zbozi
nemusi byt v tomto ptipadé na stran¢ zavéru pravidla. Pro vyhleddvani asociacnich pravidel je

vSeobecné nejpouzivanéjsi algoritmus Apriori (Berka, 2005).
Asociacni pravidla zapisujeme ve form¢ implikaci ve tvaru:
X« A&B&C
pricemz A, B, a C jsou piedpoklady a X je zavér.
Asociacni pravidla jsou oblibena predevsim diky své snadné Citelnosti 1 pro laiky.

Vyhledéavani frekventovanych mnoZzin a asociacnich pravidel se vétSinou odehrava nad tzv.
transakénimi daty. Transak¢ni data ¢i databdze ma tvar dvojice identifikatoru transakce,

oznacovaného jako TID a vektoru, ktery obsahuje polozky dané transakce (Berka, 2005).

Ptiklad rozdilu transak¢nich a tabulkovych dat, tak jak je chape naptiklad program IBM SPSS

Modeler je vidét na obrazku 9.
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Obrazek 9: Transakeni a tabulkova data

Transakcni data Tabulkova data
TID Nakup TID Jam Chléb Mléko
1 Jam 1 i F F
2 MIléko 2 F F T
3 Jam 3 L] T F
3 Chléb 4 ] T T
4 Jam
4 Chléb
4 Mléko

Zdroj: viastni zpracovani

Z formalniho hlediska lze definovat nasledujici pojmy:

Necht' I = {I1,....In}je mnozina polozek

D je mnozina transakci, piicemz kazda transakce predstavuje mnozinu polozek

A je mnozina polozek, T obsahuje A prave tehdy, kdyz A je podmnozinou T
Asocia¢nim pravidlem nazveme implikaci A—B

Mnozina polozek je tzv. frekventovana, kdyz spliiuje podminku minimalni podpory.

Podpora (anglicky support) vyjadiuje procentualni zastoupeni transakci, které¢ obsahuji

AUB. Miru podpory mizeme tedy vyjadrit jako:
Podpora (A - B) = P(AUB)

Spolehlivost (anglicky confidence) je mira, ktera urcuje silu implikace pravidla.

Spolehlivost 1ze definovat jako:

podpora (AU B)
podpora(A)

Spolehlivost (A - B) = P(B|A) =

Spolehlivost vyjadiuje pomér transakci obsahujicich A—B k poctu transakci

obsahujicich A
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Silnd asociacni pravidla jsou takova, ktera spliuji podminku pfedem stanovené

minimalni podpory i spolehlivosti

K testovani specifi¢nosti jednotlivych shluki je teoreticky mozné opét vyuzit metod shlukové
analyzy, ale pro snaz$i interpretaci nalezenych typickych vlastnosti shluku je mozné vyuzit
1 algoritmy jako je Apriori. Apriori je algoritmus umoznujici vyhledavani frekventovanych
mnozin a ndsledné tzv. asociacnich pravidel. Algoritmus APRITORI byl definovan v roce 1994

(Argwall,1994).

Algoritmus Apriori vytvaii postupné mnoziny Li, L»...L, tak, Ze pokazdé z mnoziny L
vygeneruje mnozinu Ly. Zakladnim kamenem algoritmu je tzv. apriori vlastnost. Apriori
vlastnost 1ze definovat néasledujicim zptisobem: kazdd neprazdna podmnozina frekventované
mnoziny je opét frekventovanou mnozinou, pfi¢emz frekventovand mnozina je mnozina

polozek splitujicich stanoveny prah minimalni podpory.
Algoritmus Apriori ma dva zakladni kroky:
1. vygenerovani mnoziny kandidat s vyuzitim Apriori vlastnosti frekventovanych mnozin

2. ofezani mnoziny kandidatti na mnoziny, které jsou frekventovanymi mnozinami (tento krok

vyzaduje v kazdém cyklu algoritmu jednou projit celou databazi)

Jednotlivé polozky frekventovanych mnozin musi mit uspofddani (matematické Cci
lexikografické) Tim je dosazeno efektivniho porovnavani pii spojovani 2 frekventovanych

mnozin v nadmnozinu.

Pseudokod algoritmu Apriori:

Vstupni parametry: transakcni databaze D, minimalni podpora min_supp
Vystupy: mnozina frekventovanych mnozin L
Metoda:
L1 = nalezni frekventovane_1 polozky(D);
for (k = 2; Lg-1 #0 ;; k++)

Ck = generuj_mnoziny(Lg-1);

foreach t € Dk

foreach c € Ci
if ¢ € t then c.count++;

Ly = {c €Ck| c.count > minsupp}

return L= U, Li

function generuj_mnoziny(L-1)
foreach 11 € Ly
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foreach 1, € Lka
if (11[1]=12[1]) A 1i[2]=1,[2]) A .. A11[k-2]=12[k-2])
A11[k-17<12[k-17)
then
c =11 x 12;
if obsahuje frekventovane_podmnoziny(c, Lk-1)
then
Ck = Ck [ {c};
return Ck;
function obsahuje_frekventovane_podmnoziny(c, Lk-1)
foreach(k - 1)-podmnozina s z ¢
if s € L1 then

return false;
return true;

Pseudokod algoritmu Apriori byl zpracovéan dle (Sebek, 2010).

Algoritmus Apriori tedy postupné vytvari dvoupolozkové mnoziny, tii polozkové mnoziny,
Ctyf polozkové mnoziny atd. Nasledné jsou z frekventovanych mnozin | € Lk generovana

asociacni pravidla ve tvaru:
s=>(—-y5)
Vsechna vygenerovana asociacni pravidla musi splilovat také nasledujici podminku:

podpora (AU B)
podpora(A)

Spolehlivost (A - B) = P(B|A) =

3.2 Shlukova analyza

Jednim ze zpusobt, jak vyhledavat nehody s podobnymi vlastnostmi, je shlukova analyza. Jak
samotny ndzev napovida, jde v piipadé této metody vyuzivané nejen v data miningu o vytvaieni
shluki ve vstupnich datech. Shluk je mozné definovat jako mnozinu objektii majici podobné

vlastnosti.

Jak uvadi (Han, 2011), shlukovd analyza, nebo jednoduse feCeno shlukovani, je proces
rozde€lovani soubor data objektd (nebo poznatkid) do podsoubort. Kazdy podsoubor je
takovym shlukem, aby si byly objekty uvniti jednoho shluku vzajemné podobné, a také aby se
nepodobaly objektim v ostatnich shlucich. Soubor shluki vytvotfenych shlukovou analyzou se
muze oznacovat jako "shlukovani". V rdmci tohoto kontextu mohou riizné shlukovaci metody
generovat razné "shlukovani" ze stejného souboru dat. VySe zminény proces rozdélovani neni

provadén manualng, nybrz shlukovacimi algoritmy.
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Shlukova analyza je ve velké mife pouzivana pro mnoho rtiznych aplikaci, jako je naptiklad
business intelligence, rozpozndvani utvartt v obrazcich, hleddni na webu, biologie a také
v zabezpecovacich systémech. V business intelligence se shlukovani da vyuzit pro organizaci
velkého poctu zakaznikti do takovych skupin, kde zédkaznici v jednotlivych skupindch navzajem
sdili velmi podobné charakteristiky. Toto umoznuje vyvoj byznys strategii zacilenych na

vylepSeni managementu vztaha k zdkaznikovi.

Predstavme si consultingovou spolecnost s velkym poctem projektti. Pro zlepSeni organizace
projektti je mozno aplikovat shlukovani, které rozdéli projekty do kategorii na zdkladé
vzéajemné podobnosti, tudiz bude mozné efektivné provadét audity a diagnostiku (pro vylepSeni
vydavani projekti a vysledkl) projekti. Pro rozpoznévani obrazkli mize byt shlukovani
vyuzito jako zplisob objevovani shlukt ¢i "podtiid" v systémech rozpoznavani ru¢né psanych
pismen. Reknéme, Ze mame soubor dat obsahujici ruéné napsané éislice, kde kazda &islice nese
popisek 1,2,3 atd. Je tieba ale vziti v potaz, Ze zpisob, jakym rizni lidé pisi stejnou Cislici, se
muze znacné liSit. Vezmeme-li naptiklad ¢islici 2, nékteti lidé ji tieba pisi tak, Ze levé dolni
Casti dé¢laji spirdlu, zatimco jini lidé ne. MiZeme tedy vyuzit shlukovani pro zjiSténi podtiid

Cislice "2", kde kazda reprezentuje urc¢itou variaci ve zplsobu, jakym je ¢islice napsana.

Aplikace né€kolika modelt zalozenych na téchto podtfidach mtze zlepsit celkovou piesnost
rozpoznavani. Shlukovani se také s oblibou vyuziva pii hleddni na webu. Napiiklad hleddni na
zéklad¢ kliCovych slov casto zpiisobuje nalezeni velkého poctu vysledka (tedy stranek
relevantnich k nasemu hledani) z divodu existence extrémné velkého mnozstvi webovych
stranek. Shlukovani se tedy da vyuzit pro organizaci vysledkt hleddni do skupin a prezentaci
vysledkl struénym a snadno vyuzitelnym zpiisobem. Navic byly vyvinuty shlukovaci techniky,
které rozd€luji dokumenty dle témat, ktera jsou bézné pouzivana pii ziskavani informaci. Jako
data miningova funkce, shlukova analyza mtze byt vyuzita jako samostatny nastroj pro ziskani
poznatki ohledné distribuce dat, pozorovani charakteristiky kazdého shluku anebo na zaméfeni

se na konkrétni soubor shlukii za ti€elem blizsi analyzy.

Alternativné miize shlukova analyza slouzit jako pfedzpracovani pro nasledujici algoritmy, jako
je napiiklad charakterizace, selekce podsouborti atributli, anebo klasifikace, které by potom

operovaly s detekovanymi shluky a jejich vybranymi atributy ¢i vlastnostmi.

Jelikoz shluky jsou sbirky datovych objektt, které jsou si v rdmci jednotlivych shlukl vzajemné
podobné a zaroven se nepodobaji objektliim v ostatnich shlucich, shluk datovych objektt Ize

tedy brat jako implicitni tfidu. V tomto ohledu se poté obcas shlukovani oznacuje jako
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"automaticka klasifikace". Zasadni rozdil je ten, Ze shlukovani dokdze automaticky detekovat
dand seskupeni, coZ je zna¢né vyhoda shlukové analyzy. Shlukovani se nékdy téZ oznacuje jako
"segmentace dat" v ramci nékterych aplikaci, protoze shlukovani dokaze rozdélit velké soubory
dat do skupin na zakladé¢ jejich podobnosti. Shlukovani 1ze také vyuzit pro detekci anomalii, v
piipadech, kde vykyvy (hodnoty které jsou "daleko" od kteréhokoliv shluku) mohou pro nés
byt zajimavéjsi nez bézné pripady. Mozné aplikace pro detekci anomalii zahrnuji napt. detekci
podvodi spojenych s kreditnimi kartami a sledovani trestné ¢innosti v internetovém prodeji,
tedy vyjimecné piipady transakci kreditnimi kartami jako jsou tfeba velmi drahé a nepravidelné

platby.

Obor shlukovani dat je velmi intenzivné vyvijen, vyzkumné obory, které se na tomto vyvoji
podileji, zahrnuji kuptikladu data mining, statistiku, strojové uceni, technologii prostorovych
databazi, ziskavani informaci, hledani na webu, biologii, marketing a spousta dalSich oblasti,
kde jej lze aplikovat. V posledni dobé se ze shlukové analyzy stalo zhavé téma v oblasti
vyzkumu data miningu, a to diky obrovskému mnozstvi dat sesbiranych v riiznych databazich.
Jako odvétvi statistiky byla shlukova analytika podrobné prostudovéna, a to s hlavnim
zamétenim na shlukovou analyzu zalozenou na vzdalenosti. Nastroje pro shlukovou analyzu
zalozené na metod¢ k-means, metod k-medoidit a mnoha dalSich metod, byly zabudovany do
mnoha software balickli a systémi pro statistickou analytiku jako naptiklad, SPSS, KNIME,
SAS a dalSich. V ramci strojového uceni je klasifikace znama jako ptipad uceni s ucitelem,
jelikoz jsou vzdy udany popisné informace, tzn. ucici algoritmus je fizen tim, ze je mu dodéno
Clenstvi tiidy pro kazdou tréninkovou dvojici. Shlukovani je spiSe znamé jako uceni bez ucitele,

ve chvili, kdy popisné informace nejsou udany.

V ramci data miningu bylo zaméfeno usili na hledani metod pro vykonné a efektivni metody
shlukové analyzy ve velkych databazich. Soucasna aktivni témata vyzkumu se zaméfuji na
Skalovatelnost metod shlukovani, efektivitu metod shlukovani komplexnich tvarti (napf.
nekonvexni) a typy dat (napf. text, grafy a obrazky), vysoko-dimenzionalni shlukovaci techniky
(napf. shlukovani objekti s tisici vlastnostmi), a metody pro shlukovani smiSenych ¢iselnych

a nominalnich dat ve velkych databéazich.

VétSina algoritmii shlukové analyzy se velice Casto snazi reprezentovat vlastnosti objektl
(atributy) pomoci Cisel, a proto je nutné kategoridlni a dichotomické atributy transformovat
vhodnym zplisobem na ¢isla. Tento pfevod je nutné provést u vétSiny atributt dat ziskanych od

ministerstva dopravy, jelikoz vétSina atributli jsou kategoriadlni data. Algoritmy shlukové
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analyzy, kterymi disponuje software IBM SPSS Modeler, jiz v sobé tyto metody obsahuji.

Naopak KNIME vétSinou obsahuje jen algoritmy bez predzpracovani dat.

Atributy vstupujici do shlukové analyzy by mély byt také standardizované tak, aby napiiklad
atribut s vétSimi hodnotami lehce nedominoval nad atributy ostatnimi. Takovd dominance
nékterych atributli nad ostatnimi by vyrazn¢ zkreslila vyhodnocovéani podobnosti. Postupu
zabranujicimu zmiflovanym problémim fikdme standardizace atributl a jeden ze zpusobt lze

popsat napiiklad vztahem:

Y7 nazyvame standardizovany j-ty atribut i-tého objektu.
¥/ je j-ty atribut o ptivodni hodnotg, vztahujici se k i-tému objektu

X je sttedni hodnotou j-tého atributu pro vSechny objekty:

n
X =—1 E x'
J J
n -

% je smérodatnou odchylkou pro atribut J ptes vSechny objekty:

1”(,. _)2

s. = |— x. —Xx.

j Z i
ni=

Stézejnim tématem shlukové analyzy jsou vSak zplsoby hodnoceni podobnosti atributi,
zpusobti vyjadiujicich podobnost je velké mnozstvi a neexistuje zadny jediny idedlni, hodici se
na vSechny typy uloh. Zminit mizeme napiiklad hodnoceni pomoci koeficientii asociace

objektl ¢i nejriznéjsich metrik jako Eukleidovskd, Manhatanska ¢i Chebyshevova.

3.2.1 Obecny pohled na zakladni shlukovaci metody
V literatuie se objevuje mnoho shlukovacich algoritmu. Je tedy slozité provést presné rozdéleni
shlukovacich metod, protoze tyto kategorie se mohou navzajem piekryvat, a jedna metoda tedy
muze mit vlastnosti, které patii do nékolika kategorii. Navzdory tomu je vSak uziteCné
prezentovat relativné organizovany nahled na metody shlukovani. Obecné feceno, ty hlavni ze
zékladnich shlukovacich metod lze klasifikovat do nasledujicich kategorii, kter¢ budou
probrany nésledné. Rozdélovaci metody: Je-li zadan soubor n objekti, rozdélovaci metoda
vytvoii k oddilu data, pficemz kazdy oddil reprezentuje shluk a plati Ze k <n. Coz znamena, ze

rozd¢li data do k skupin takovych, aby kazda skupina obsahovala asponl jeden objekt. Jinak
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feCeno, rozdélovaci metody provadi jedno-troviiové oddélovani s datovymi soubory. Zakladni
oddélovaci metody typicky vyuzivaji exkluzivni separace shlukd, tj. kazdy objekt musi patfit

do prave jedné skupiny.

VétsSina rozdélovacich metod je zaloZena na vzdélenosti. Je-li zaddna proménna k - pocet
shluki, které je tieba vytvofit, oddélovaci metoda vytvoii prvotni rozdéleni. Poté pouzije
iterativni premistovaci techniku, ktera se pokusi o zlepseni daného rozdéleni pfresunem objektii
z jedné skupiny do druhé. Obecnym kritériem pro dobré oddéleni je to, Ze objekty ve stejném
shluku musi byt "blizké" nebo podobné mezi sebou navzajem, zatimco objekty v ostatnich
shlucich jsou "vzdalené" nebo velmi rozdilné. Existuji rizné typy ostatnich kritérii pro
posouzeni kvality oddilti. Tradi¢ni rozdélovaci metody mohou byt rozSifeny pro ucely
shlukovani dil¢iho prostoru dat, namisto toho, aby prohledavaly cely prostor dat. Toto se hodi

v piipadech, kde existuje mnoho atributi a dat je nedostatek.

Dosazeni globalni optimalnosti pti shlukovani zalozeném na oddilech je ¢asto velmi narocné
na vypocetni silu, a pfipadné¢ dokonce vyzaduje vyCerpavajici enumeraci vSech moznych
oddilti. Namisto toho, vétSina aplikaci vyuzivd popularni heuristické metody, jako jsou
naptiklad hladové algoritmy, napt. metoda nejblizSich stiedi a shlukovani k-medoidi, které
postupné zlepSuji kvalitu shlukovani a pfiblizuji se lokdlnimu optimu. Tyto heuristické
shlukovaci metody funguji velmi dobie pifi hleddni kulovych shlukii v malych az stfedné
velkych databazich. K nalezeni shluki komplexnich tvarti a pii praci s velmi velkymi soubory

dat, metody zaloZené na oddélovani je tteba rozsifit.

Hierarchické metody vytvari hierarchické rozklady danych souborti datovych objekti.
Hierarchické metody lze klasifikovat bud’ jako aglomera¢ni nebo divizni, zaleZi na tom, jakym
zpisobem je jejich hierarchicky rozklad zformovéan. Aglomerativni pfistup, ktery je také
oznacovan jako pfistup "zdola-nahoru", za¢ina tim, ze kazdy objekt tvoti svou vlastni skupinu.
A tedy poté postupné sjednocuje objekty ¢i skupiny, které si jsou navzajem blizké, dokud nejsou
vSechny skupiny sjednoceny v jednu (nejvyssi Uroveit dané hierarchie), nebo dokud neni

splnéna termina¢ni podminka.

Divizni pfistup, také oznacovan jako pfistup "shora-dolu", zac¢ind tim, Ze vSechny objekty jsou
ve stejném shluku. V kazdé nasledujici iteraci je poté shluk rozdélen do mensich shluki, dokud
neni kazdy objekt ve svém vlastnim shluku, nebo dokud neni splnéna terminac¢ni podminka.
Hierarchické shlukovaci metody mohou byt zalozeny bud’ na vzdalenosti, hustoté nebo

posloupnosti. Rlzna rozsifeni hierarchickych metod pracuji také se shlukovanim v
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podprostorech. Nejvétsi nevyhodou hierarchickych metod je to, Ze jakmile je krok (sjednoceni
¢i rozdéleni) proveden, uz nikdy ho nelze vzit zpét. Tento tvrdohlavy pfistup je uZzitecny,
protoze vede k niz§Sim vypocetnim narokiim, diky tomu, Ze se nemusi zaobirat
kombinatorickym poctem rtznych moznosti. Takovéto techniky nemohou opravit Spatna

rozhodnuti, avSak jiz byly navrzeny metody pro zlepSeni kvality hierarchického shlukovani.

Vétsina odd€lovacich metod shlukuje objekty dle vzdalenosti mezi nimi. Takové metody
mohou najit pouze kulové shluky a maji potize s odhalovanim shlukt libovolnych tvart. Jsou
vsak 1 jiné shlukovaci metody, které byly vyvinuty, aby pracovaly na zaklad¢ hustoty. Jejich
datovych bodli) v daném "sousedstvi" neklesne pod definovanou hladinu. Naptiklad pro kazdy
datovy bod uvnitt dané¢ho shluku, "sousedstvi" o daném priiméru musi obsahovat alespoil dané
minimum bodl. Takové metody 1ze vyuzit pro odfiltrovani Sumu ¢i odlehlych hodnot a objeventi
shluki libovolného tvaru. Metody zalozené na hustoté¢ dokézou rozdélit soubor objektl do
nekolika exkluzivnich shlukt, nebo do hierarchie shlukii. VétSinou metody zalozené na hustoté

pracuji pouze s exkluzivnimi shluky, a ne tedy s "neostrymi/mékkymi" shluky.

Metody zaloZené na miizce diskretizuji objektovy prostor do diskrétniho poctu bunék a formuji
tedy strukturu miizky. VSechny shlukovaci operace jsou tedy provadény na dané struktufe
miizky. Hlavni vyhodou tohoto pfistupu je velika rychlost vypoctl, které jsou typicky nezavislé
na poctu datovych objekti a zavisi pouze na poctu bunck v kazdé ose daného diskrétniho

prostoru.

Vyuziti miizek byva Casto velmi vykonné pfi feSeni mnoha prostorovych problému v data
miningu, tedy vcetné¢ shlukovani. Metody zalozené na mifizce lze integrovat s jinymi
shlukovacimi metodami, jako naptiklad metody zaloZzené na hustoté a hierarchické metody.
Nekteré shlukovaci algoritmy integruji principy z n¢kolika shlukovacich metod najednou, takze
je nékdy slozité klasifikovat dany algoritmus jako exkluzivné pattici pouze do jedné kategorie
shlukovacich metod. Nékteré¢ aplikace mohou miti kritéria pro shlukovani, které vyzaduji

integraci nékolika shlukovacich technik najednou (Rezankova, 209), (Han, 2011).
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Prehled shlukovacich metod
Rozdélovaci metody:
e Nachazeji vzajemné vylucujici se kulové shluky
e Principialné jsou zaloZeny na zéklad¢ vzajemné vzdalenosti boda

e Mohou pouzivat nejblizsi stfedy nebo medoidy pro reprezentaci sttedu shluku

e Jsou efektivni v pripadech malych az stfedné velkych soubort dat

Hierarchické metody:
e Shlukovani je provedeno pfes hierarchicky rozklad (n€¢kolika-uroviiovy)
e Nedokazi opravit chybné slouceni Ci rozd€leni

e Mohou zapojovat dalsi techniky jako napt. mikro-shlukovani ¢i brat v potaz
"propojeni" objekti

Metody zaloZené na hustoté:
e Dokazi nalézt shluky libovolnych tvart

e Shluky jsou oblasti s velkou hustotou objektii v prostoru, které jsou oddéleny oblastmi
o nizké hustoté (Sumem)

e Hustota shluku: Kazdy bod musi mit ve svém "sousedstvi" alesponi dané minimum
ostatnich bodil

e Mohou odfiltrovat Sum

Miizkové metody:
e Vyuzivaji miizkové struktury dat o n¢kolika rozliSenich

e Jsou pro né typické rychlé vypocty (typicky nezavislé na poctu datovych objektt, vSak
zavislé na velikosti mfizky)
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Pro hledani shlukti v geografickych datech budou v této praci pouzivany také metody zalozené
na hustoté, a proto budou v této kapitole blize popsany algoritmy DBSCAN, OPTICS
a DENCLUE. Vétsi pozornost bude také vénovana zakladnimu rozdélovacimu algoritmu

K — means, ktery je v praktické Casti prace porovnavan s algoritmy zaloZenymi na hustoté.

3.2.2 Algoritmus K-means
Algoritmus K-means patfi mezi nejpouzivanéjsi algoritmy shlukové analyzy a je
implementovan prakticky ve vSech data miningovych nastrojich. K-means metoda ptedstavuje
techniku vychazejici z centroidového rozdéleni objektii. K-means vyuziva centroid clusteru C;,
jako reprezentaci takového klastru, kdy centroid piedstavuje jeho sttedovy bod. Centroid mutze
byt definovan riznymi zpisoby, napiiklad primér nebo medoid objektl ptifazenych ke klastru.
Ptredpokladejme, ze mnozina dat D, obsahuje n pocet objektl nachazejicich se v euklidovském
prostoru. Metody zalozené na rozdélovani objekta distribuuji objekty z mnoziny D do klastra
0 poétu k, pro néz plati Cy,..., Ci, tj. C;ic D a C; N Cj = @pro (I =i, j =k). Vhodné zvolena

funkce je nésledné pouzita k posouzeni kvality rozdéleni.

Rozdil mezi objektem p € Ci a ci zastupcem shluku Ize zmétit pomoci dist(p, ci), kde dist (x,

y) je euklidovské vzdalenost mezi dvéma body x a y.

Algoritmus K-means definuje centroid klastru jako stfedni hodnotu bodi v klastru. Algoritmus
nejprve ndhodné vybere k pocet objektli v mnozin€é D, z nichz kazdy zpocatku reprezentuje
primér nebo stfed klastru. Zbyvajici objekty jsou pfifazeny k takovému klastru, kterému jsou
nejvice podobné na zakladé Euklidovské vzdalenosti mezi objektem a klastrovym primérem.

Kmenovy algoritmus pak iterativné zlepSuje variaci uvnitt klastru.

Pro kazdy klastr je vypocitan novy pramér pomoci objektii ptitazenych ke klastru v predchozi
iteraci. VSechny objekty jsou nasledné znovu ptidéleny pomoci aktualizovanych priiméra jako
nové¢ stfedy klastra. Iterace pokracuji, dokud neni pfifazeni stabilni. To znamena, ze klastry
vytvorené v aktudlnim kole jsou stejné jako seskupeni vytvotena v pfedchozim kole. Metoda

k-means je graficky shrnuta na v nasledujicim pseudokodu:
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Pseudokdd algoritmu K-means:

Vstup:

k: pocet klastra,

D: soubor dat obsahujici n objektl.

Vystup: Sada klastri k.

libovolné oznaceni k objektd z D za pocatecni stredy klastri;

repeat

opétovné prirazeni objektd ke klastrim, jimz jsou objekty nejvice
podobné na zakladé stredni hodnoty objektd v klastru.

aktualizace stredl klastrd, tj. vypocet stredni hodnoty objektl pro
kazdy cluster;

until opakovat postup, dokud se shlukovani neustali

Obrazek 10: Priklad shlukovani objekti pomoci algoritmu K-means
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Zdroj: vlastni zpracovani dle (Han, 2011)

Podle vise zminéného algoritmu si libovolné vybirame tfi objekty jako tfi pocateCni centra
clusterti, kde centra klastri jsou oznacena znakem ,,+“. Kazdy objekt je na zéklad¢ nejblizsi
sttedni hodnoty ptifazen ke klastru. Takovato distribuce vytvaii siluety obklopené teckovanymi
kiivkami, jak je zndzornéno na obrazku 10 (a). Dale jsou centra klastrli aktualizovana. To
znamena, ze pramérna hodnota kazdého klastru je pfepocitana na zéklad¢ aktudlnich objekth
ve shluku. Pomoci novych stfedovych hodnot klastrii jsou objekty opét prerozdéleny. Tato

redistribuce tvoii nové siluety obklopené prerusovanymi kiivkami (obrazek 10 (b)).
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Tento proces je iterovan, coz vede k obrazku 10 (c). Proces iterativniho opétovného piifazeni
objektli ke klastrim za Gcelem zlepSeni rozdé¢leni je oznacovan jako iterativni pfemisténi.

Pokud nedojde k zadnému opétovnému prerozdeleni objektl, proces konci.

Avsak u metody k-means hrozi riziko, Ze nebude nalezeno globélni optimum. K-means mnohdy
kon¢i u nalezeni lokalniho optima. Vysledky mohou zaviset na poc¢atecnim ndhodném vybéru
sttedt klastrti. V praxi byva zvykem nechat algoritmus bézet vicekrat s riznymi pocatecnimi
sttedy klastrii. Casova sloZitost algoritmu k-means je oznadovana jako O (nkt), kde n je celkovy
pocet objektl, k ptredstavuje pocet klastrii a t pocet iteraci. Metoda je tudiz i relativné
Skalovatelnd a efektivni pii zpracovani velkych soubort dat. Existuje nékolik variant metody
k-means. Ty se mohou lisit vybérem pocatecnich stfedovych hodnot, vypoctem rozdilnosti

a strategiemi vypoctu klastrovych priméra.

3.2.3 Algoritmus DBSCAN
Jako nejvhodnégjsi algoritmy pro hledani shlukti v geografickych datech se jevi algoritmy
DBSCAN a OPTICS ¢i DENCLUE patfici do skupiny algoritmi zaloZenych na hustoté.
Metody zaloZené na hustoté umoziuji hledat shluky libovolného tvaru. Vyhodou téchto metod
je, ze na rozdil od metod zaloZenych na rozdélovani umi nalézt i shluky jiného nez kulovitého
tvaru. Shluky algoritmti zaloZzenych na hustoté jsou chapany jako oblasti s velkou hustotou
a jsou od sebe odd€leny Sumem, tj. oblastmi s hustotou nizkou. To znamen4, ze nékteré objekty

nemusi byt pfifazeny do zaddného shluku.

Pro vytvéteni shlukli dopravnich nehod byl jako prvni vybran algoritmus DBSCAN (Density-
Based Spatial Clustering of Applications with Noise), ktery lze pouzit pro jeho dobrou
pouzitelnost v prostorovych datech. Abychom mohli naznacit princip fungovani algoritmu, je

nejprve nutné uvést a definovat alespon nékteré pojmy.

Vstupnimi parametry algoritmu DBSCAN je datova mnozina D, ve které budeme hledat shluky,

velikost epsilon-okoli.

Dale definujme d(p; q), coz je vzdalenost mezi body p a q. Okoli objektu p uréené polomérem

epsilon lze definovat jako Neps(p)= {qeD| d(p,q)<e}.

Jadrem nazyvame objekt p v piipadé, Ze jeho okoli obsahuje alespoii zadany pocet objekta

MinPts, formalné to 1ze zapsat jako [Ne(p)[> MinPts.
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Ve chvili, kdy fekneme o bodu p, Ze je pfimo dosazitelny na zaklad¢ hustoty z objektu q, tak to

znamena, ze bod p je v e-okoli bodu q a soucasné je bod q jddrovym bodem.

Bod p je dosazitelny na zaklad¢ hustoty z bodu g, jestlize mizeme fici, Ze existuje posloupnost
Xi.. Xn takova, Ze bod xi je pfimo dosazitelny na zéklad¢ hustoty z bodu Xi+1. Také musi platit
podmink, ze i musi byt vétsi nebo rovno jedné a mensi nebo rovno n a jednotlivé body xi musi

patfit do datové mnoziny D.

O bodu p muzeme fici, Ze je spojeny na zaklade hustoty s bodem q v mnoziné D, jestlize existuje

bod o, ktery je dosazitelny na zaklad¢ hustoty s body p i q.

Pro vyjasnéni vyznamu zminovanych pojmii je dale uveden obrazek 11. V obrazku je
definovano minPts=4, epsilon je kruznoce bodu, pficemz Cervené body jsou oznaceny jako
jadrové. Body, které jsou obarveny modrou barvou nejsou jadrové, ale patii do shluku. Sum je

v obrazku vyznacen barvou oranzovou.

Obrazek 11: Ilustrace zakladnich pojmu algoritmu DBSCAN

Zdroj: prevzato z (Kovacik, 2016)

Metoda DBSCAN pracuje tak, Ze zane prochazet vstupni datovou mnozinu a pro kazdy objekt
v mnoziné zkontroluje jeho e-okoli. V pfipadé€, Ze e-okoli obsahuje alespon tolik objektl jako
je zadana hodnota MinPts, vytvofi novy shluk a nasledn¢ iterativné hledad objekty, které jsou

piimo dosazitelné na zakladé hustoty z jadra shluku. Pokud jiz nemiize k shluku piipojit dalsi
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objekty, pokracuje v prochdzeni datové mnoziny a postup opakuje pro vSechny dosud

nepiifazené objekty.

Mezi silné stranky algoritmu DBSCAN patfi to, Ze nepozaduje na zacatku informaci tykajici se
po¢tu pozadovanych shlukli. DBSAN bere v uvahu existenci Sumu, umi najit shluky
libovolnych tvarti, velikosti a dokaze dokonce urcit i shluky, které se dokonale obklopuji. Diky
témto vlastnostem dokaze nalézt shluky, které nemohou byt nalezeny jinymi algoritmy jako
napf. K-means. Pro vytvéfeni shlukli pozaduje na pocatku pouze dva vstupni parametry

a vét§inou také neni citlivy na pofadi boddl v databézi. (Ester, 1996), (Rezankova, 2009)

Algoritmus je bohuzel znacné citlivy na oba vstupni parametry € a MinPts. Pii zmenSeni
parametru € je vétSinou tieba zménit i parametr MinPts. Geometricky tvar nalezenych shlukt
je ovlivnén pouzitim rtiznych vzdalenostnich funkci. Nejbéznéjsi pouzivanou metrikou je
eukleidovska vzdalenost, ktera neni ptili§ vhodna pro vysoce dimenziondlni data, pro ktera se
taktéz obtizné definuje i1 hustota. Algoritmus neoperuje pfili§ dobfe s datovymi mnoZzinami

s ménici se hustotou.
[lustrovat princip algoritmu DBSCAN je moZzné pomoci nasledujiciho pseudokodu:

DBSCAN(D, eps, MinPts)
C=0
for each unvisited point P in dataset D
mark P as visited
N = getNeighbors (P, eps)
if sizeof(N) < MinPts
mark P as NOISE
else
C = next cluster
expandCluster(P, N, C, eps, MinPts)

expandCluster(P, N, C, eps, MinPts)
add P to cluster C
for each point P'in N
if P'is not visited
mark P' as visited
N' = getNeighbors(P', eps)
if sizeof(N') >= MinPts
N = N joined with N'
if P'is not yet member of any cluster
add P' to cluster C

getNeighbors(P, eps)
return all points within P's eps-neighborhood (including P)

Zdroj: (,, GitHub Pseudoceode“, 2011)
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3.2.4 Algoritmus OPTICS
Dal§im vhodnym algoritmem pro vyhleddvéani shluki dopravnich nehod je algoritmus OPTICS

(Ordering Points to Identify the Clustering Structure), ktery je velice podobny algoritmu
DBSCAN.

Aby mohl algoritmus DBSCAN detekovat optimalni shluky, je mu tieba zadat vstupni
parametry € (maximalni primér kruhu sousedstvi) a MinPts (minimalni pocet boda které jsou
tieba v sousedstvi zadsadniho objektu), coz ale zaté¢zuje uzivatele odpovédnosti za vyber hodnot
parametrl. Tento problém se vyskytuje u mnoha dalSich shlukovacich algoritmti. Parametry €
a MinPts jsou vétSinou zadavané empiricky a jejich hodnoty se urcuji slozité, a to hlavné

u realnych vysoce dimenzionalnich dat.

VétSina podobnych algoritmt je velmi citlivd na hodnoty téchto parametri — malé zmény
v nastaveni parametrti mohou vést k velmi rozdiln€ vypadajicim shluklim. Navic, realné vysoce
dimenzionalni soubory dat maji velmi Casto nerovnomérné rozlozené data, coz ma za nasledek
ze jejich implicitni strukturu shlukovani nelze moc dobie charakterizovat jednim souborem

globalnich parametrii hustoty (Rezankova, 2009).

Jak upozoriiuje (Han, 2011), je tieba vzit v potaz, ze shluky zalozené na hustot¢ jsou z hlediska
limitni hodnoty sousedstvi monotonni. Coz znamend, ze v piipad¢ algoritmu DBSCAN se
zadanou hodnotou MinPts a dvéma limitnimi hodnotami sousedstvi, €1 < &2, shluk C
vychézejici z hodnot €1 a MinPts musi byt podsoubor shluku C” vychazejici z hodnot €2
a MinPts. To znamena, Ze jestlize jsou dva objekty ve shluku zaloZzeném na konkrétni hodnot¢

hustoty, musi byt také ve shluku s niz§imi pozadavky na hodnotu hustoty.

Za ucelem vypotadani se s problémem pouzivani jednoho souboru globalnich parametrti pti
shlukovani, byla navrzena shlukovaci metoda OPTICS. Algoritmus OPTICS explicitné
nevytvaii shlukovani souboru dat. Na misto toho je vystupem algoritmu setazeni shluk, coz je
linedrni seznam vsech objektl, které analyzujeme a reprezentuje danou strukturu shlukovani
zalozenou na hustoté. Objekty pattici do shlukl s vétsi hustotou jsou v seznamu blize k sobé.
Toto setfazeni je ekvivalentni se shlukovanim zaloZzeném na hustoté, které bychom ziskali

s vyuzitim velké Sife nastaveni parametru.

Algoritmem OPTICS neni po uzivateli vyZadovano zadani specifické limitni hodnoty hustoty.
Setazeny seznam se da vyuzit k ziskani zakladnich informaci o shlukovani (naptiklad stfedy

shluki, shluky libovolnych tvara), odvodit implicitni strukturu shlukovéni a také vizualizovat
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shlukovani. Pro vytvofeni vS§ech moznych shlukovani najednou jsou objekty zpracovavany
v presné daném poradi. Ze seznamu jsou nejprve vybrany objekty s nejmensi hodnotou ¢, tudiz
shluky s vyssi hustotou budou vytvotfeny jako prvni. Vzhledem k tomuto konceptu, vyzaduje

algoritmus OPTICS dv¢ zésadni informace pro kazdy objekt:

Vzdalenost od jadra objektu p je nejmensi hodnota €', takova, aby &’- okoli objektu p
obsahovalo alespoii MinPts objektii. Tudiz €” je minimélni hodnota vzdalenosti takova, aby
platilo, Ze p je jadrovym bodem. V piipad¢, Ze p neni jaddrovym bodem vzhledem k hodnotdm

€ a MinPts poté je jddrova vzdalenost nedefinovana.

Dosazitelna vzdalenost k objektu p z objektu q je minimélni hodnota priméru kruhu, aby byl
objekt p hustotné dosazitelny z objektu q. Jak nam udava definice hustotni dosazitelnosti, q
musi byt jadrovy bod a p musi byt v sousedstvi objektu q. Proto dosazitelna vzdalenost objektu
q k objektu p je max{jadrova vzdalenost (q), vzdalenost (p,q)}. Neni-li q jadrovym bodem

vzhledem k ¢ a MinPts, potom dosazitelna vzdalenost od objektu p k objektu q neni definovana.

Objekt p mlze byt ptimo dosazitelny z né¢kolika jadrovych bodl najednou. A proto p mize mit

nékolik dosazitelnych vzdéalenosti vii¢i rGznym jadrovym bodim. Zvlastni zajimavosti je

Cvwr

objekt p k shluku o vysoké hustoté.

Obrazek 12: Terminologie algoritmu OPTICS

f=Hmm

Jadrova vzdalenost p Dosazitelna vzdalenost (p, qi) =& = 3mm
Zdroj: zpracovano dle (Ankerst,1999)

Obrazek 12 zobrazuje principy jadrové vzdalenosti a dosazitelné vzdalenosti. Reknéme, Ze £ =6

mm a MinPts=5. Jadrovéa vzdalenost p je vzdalenost, €’, od bodu p, do této vzdalenosti se vejdou
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Ctyti nejblizsi body. Dosazitelna vzdalenost ke qi1 z p je jadrova vzdalenost objektu p (tzn. £'=
3 mm), protoZe tato vzdalenost je vétsi nez euklidiovska vzdéalenost z p do qi. Dosazitelna
vzdalenost objektu q» vici objektu p je euklidiovska vzdalenost z bodu p do bodu q». Jelikoz

tato vzdalenost je vétsi nez jadrova vzdalenost bodu p.

OPTICS vypocitava zpiisob fazeni vSech objektti v dané databazi a pro kazdy objekt v databazi
uklada jadrovou vzdalenost a vhodnou dosazitelnou vzdalenost. Algoritmus OPTICS spravuje
seznam zvany ,,OrderSeeds* za ucelem vygenerovani vysledného sefazeni. Objekty v seznamu
,OrderSeeds* jsou sefazeny podle hodnot jejich dosazitelné vzdalenosti od jejich konkrétnich
nejblizsich jadrovych objekti, tedy podle nejmensi hodnoty dosazitelné vzdalenosti pro kazdy

objekt.

Objekt p je objekt, se kterym algoritmus OPTICS pravé pracuje v dané iteraci — na zacatku si
jako p zvoli ndhodn¢ ze vstupni databaze. Nasledné ziskava e-okoli objektu p, urcuje jadrovou
vzdalenost a nastavuje hodnotu dosazitelné vzdalenosti na nedefinovdno. Tento soucasny

objekt p je potom zapsan na vystupu.

V ptipad€, Ze p neni jadrovym objektem, se algoritmus OPTICS jednodusSe ptesune na dalsi
objekt v seznamu ,,OrderSeeds* (anebo ze vstupni databaze, je-li seznam ,,OrderSeeds‘
prazdny). Pokud je p jadrovym objektem, tak pro kazdy objekt q v e-okoli bodu p algoritmus
OPTICS aktualizuje hodnotu dosazitelné vzdalenosti z bodu p a vlozi objekt q do seznamu
OrderSeeds, v ptipadé Ze objekt q jesté zpracovan nebyl. Iterace poté pokracuje, dokud nejsou

zpracovany vSechny vstupy a dokud seznam ,,OrderSeeds* neni prazdny.

Pro lepsi pochopeni struktury shlukovani souboru dat lze graficky vizualizovat sefazeni
shlukovani tohoto souboru. Piikladem ndm mutze byt Obrazek 13, kde nalezneme nakres
dosazitelnosti pro jednoduchy 2D datovy soubor, ktery slouzi jako obecny néhled na to, jak

jsou data shlukovana a strukturovana.

Tyto datové objekty jsou nakresleny ve shlukovaném potadi (vodorovna osa), spole¢né s jejich
pfislusejicimi hodnotami dosazitelné vzdalenosti (svisla osa). Tii Gaussovi ,,hrboly* v ndkresu
reprezentuji tfi konkrétni shluky v datovém souboru. V pozd¢jsi dobé byly také vyvinuty
metody za Ucelem zobrazeni struktur shlukovéani vysoce dimenziondlnich dat na riiznych

urovnich detailnosti.

Struktura algoritmu OPTICS se velice podoba struktufe algoritmu DBSCAN. Jako nasledek

jsou oba algoritmy stejné Casove narocné. V piipade ze je vyuZzito prostorovych indexu tak je
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casova naroc¢nost udana vyrazem O(nlogn), kde n je pocet objektl ke zpracovani. V opacném

pfipadé je dana vyrazem O(n2).

Obrazek 13: Usporadani klastri objektt pro algoritmus OPTICS

Dosazitelna vzdélenost ° ®
A °®

Nedefinovano-

Uspotadani klastri objektd

Zdroj: vlastni zpracovani dle (Ankerst, 1999)

3.2.5 Algoritmus DENCLUE
Spravny odhad hustoty ptedstavuje stézejni problém vsech shlukovacich metod pracujicich
s touto proménou. DENCLUE (DENsity-based CLUstEring) predstavuje shlukovaci metodu

vychdazejici ze sady funkci distribuce hustoty.

V pravdépodobnostni statistice odhadovani hustoty spociva v nalezeni nepozorovatelné
zékladni funkce pravdépodobné hustoty na zaklad¢ souboru pozorovanych dat. V kontextu
shlukovani na zéklad¢ hustoty tato funkce ptfedstavuje skutecnou distribuci celku, tedy vSech
moznych objekti, které analyzujeme. Nami pozorovana data jsou tudiz povazovana za nahodny

vzorek z tohoto celku.
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Jak ve své knize upozoriiuje (Han, 2011), v ptipad¢ algoritmi DBSCAN a OPTICS je hustota
vypocitdvana na zékladé poctu objektli v okoli, které je definovano primérem o velikosti
parametru €. Tyto odhady hustoty jsou ¢asto velmi citlivé na hodnotu této veli¢iny. Obrazek 14
demonstruje, do jaké miry, se miize hustota zménit 1 pfi nepatrné uprave sledovaného radiusu.

ZvétSeni poloméru sousedstvi mirn€ od €1 do €2 vede k mnohem vyssi hustoté.

Obrazek 14: Demonstrace jemné zmény hustoty algoritmi DBSCAN a OPTICS

£ =6Hmm

Zdroj: vlastni zpracovani dle: (Han, 2011),

Tomuto problému lze ptedejit vyuzitim neparametrického statistického postupu ozna¢ovaného
jako jadrovy odhad hustoty (KDE - kernel density estimation). Princip stojici za touto metodou
je jednoduchy. Pozorovany objekt je povazovan za indikator vysoce pravdépodobné hustoty
okoli. Pravdépodobnd hustota v bodé se odviji od vzdalenosti mezi timto bodem
a pozorovanymi objekty. Za ptedpokladu, ze xI1,..., xn  je nezavislym a identicky
distribuovanym vzorkem nahodné proménné f lze funkci jadrového odhadu pravdépodobné

hustoty vyjadfit nasledovné:

- i L X — X
fh(x>=E§K( . )

kde K() je jadro a h je Sitka pasma slouzici jako vyhlazovaci parametr. Jadro Ize brat jako
funkci, ktera modeluje vliv vzorkového bodu na jeho okoli. Technicky vzato, jadro K() je

nezapornd integrovatelna funkce realnych ¢isel, kterd musi spliiovat oba nasledujici pozadavky:
f_oooo K(u)du =1 a sou¢asné K(—u) = K(u) pro viechny hodnoty u. Casto pouzivanym jadrem

je klasicka Gaussova kitivka se sttedovou hodnotou nula a hodnotou variance 1:

X — Xj 1 XX’
K = e 242

h 2
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Za ucelem odhadu hustoty na zékladé¢ daného souboru objekti urcenych ke shlukovani
algoritmus DENCLUE vyuzivé jako své jadro Gaussovu funkci. Bod x* je oznaCovan jako
hustotni atraktor v pfipadé, kdy je lokalnim maximem odhadované funkce hustoty. Jako zptisob
ptedejiti nalezu trividlnich lokdlnich maxim, DENCLUE vyuziva Sumovou hranici & a pracuje
pouze z takovymi atraktory x*, pro néz plati, ze f"(x*) > & . Netrividlni atraktory ptredstavuji
sttedy téchto shlukii. Analyzované objekty jsou fazeny ke shluktim pomoci atraktorti na zdklad¢
hustoty prostfednictvim krokového gradientnimu algoritmu. Pti vypoctu pro objekt x gradientni
algoritmus tedy zacina objektem x a je veden gradientem odhadnuté funkce hustoty. Hustotni

atraktor pro x lze vyjadfit jako:

x0=x
Find
x/t1 :xf—l—ém,
IVf ()]

kde 9 je parametr pro fizeni rychlosti konvergence a

1
hot2y 7 K(x—hx,-> (x; — x)

Vi) =

Gradientni procedura se zastavi na kroku k >0 v pfipads, ze f'(x*'!) < f(x¥), a ptifadi x
k atraktoru x* = x¥. Objekt x je outlinerem (vykyvem) ¢&i Sumem v piipadé, ze v prib&hu

gradientniho algoritmu konverguje k lokalnimu maximu x* s f'(x*) <§ .

Shluk v ptipad¢ algoritmu DENCLUE piedstavuje soubor atraktorti zalozenych na hustoté¢ X
a soubor vstupnich objekti C, pti¢emz plati, ze kazdy objekt v C je pfifazen k atraktoru v X,
a zéarovein existuje cesta mezi kazdym parem atraktord, u nichZ je hustota vyssi nez &. Diky
vyuziti n€kolika atraktori spojenych cestami najednou muize algoritmus DENCLUE nalézt

shluky libovolnych tvari.

Algoritmus DENCLUE ma nékolik vyhod. Lze ho povazovat za zobecnéni nékolika dobte
znamych shlukovacich metod, jako jsou napfiklad jedno-spojové ptistupy nebo DBSCAN.
Navic je algoritmus DENCLUE invariantni vii¢i Sumu. Metoda KDE dokéze efektivné snizit

vliv Sumu tim, ze rovhomérné rozlozi Sum mezi jednotliva vstupni data.
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3.2.6 Algoritmus TwoStep (provedeni v IBM SPSS Modeler)
Pro hledani shlukt bez ohledu na geografickou polohu ale pfes vétSinu ostatnich atributt je

v préci pouzivan algoritmus TwoStep. Proto mu bude v této kapitole téZ vénovana pozornost.

Algoritmus TwoStep se muze pouzit k seskupovani datové sady do odlisnych skupin, pokud
uzivatel pfedem nevi, jaké jsou tyto skupiny na zacatku. Stejné€ jako u uzli Kohonen a uzli K-
Means, modely TwoStep Cluster nepouzivaji cilové pole. Namisto toho, aby se TwoStep

pokusil ptedpovédét vysledek, pokusi se TwoStep odhalit vzory v sad€ vstupnich poli.

Data jsou seskupena tak, ze zaznamy v ramci skupiny nebo clusteru maji tendenci byt navzajem
podobné, ale zdznamy v riiznych skupinach jsou odlisné. Algoritmus TwoStep je zaloZen na

dvoustupniové klastrovaci metodé.

Prvni krok jednou projde set dat, pfi¢emz tyto vstupni data zkomprimuje do zvladatelného setu
podklastrii. Druhy krok vyuzivd metodu hierarchického klastrovani pro postupné slouceni

subclustert do vétsich a vétSich clusterti, aniz by vyzadoval dalsi priichod dat.

Hierarchické shlukovani méa tu vyhodu, ze nevyzaduje piedbéznou volbu poctu klastrti. Mnoho
hierarchickych metod shlukovéni za¢ina s jednotlivymi zdznamy jako poc¢atecni klastry a slouci

je rekurzivné k vytvareni stale vétsich klastra.

Ackoliv takové pfistupy casto selhdvaji pfi veétSim mnozstvi dat, prvotni predklastrovani

TwoStepu zajistuje rychle hierarchické shlukovani i pro velké datové mnoziny.

Vysledny model zavisi do jisté miry na pofadi tréninkovych dat. Zména uspotadani dat

a prestavovani modelu muze vést k jinému modelu kone¢ného klastru.

Chceme-li pouzit model TwoStep, potiebujete jedno nebo vice poli s roli nastavenou na
hodnotu ,,Input®. Policka s roli nastavenou na ,, Target®, ,,Both* nebo ,,None* jsou ignorovana.
Algoritmus TwoStep nepracuje s chybéjicimi hodnotami. Zaznamy s chybéjicimi hodnotami

pro kterékoli vstupni pole jsou pfi vytvareni modelu ignorovany.

Silné stranky algoritmu TwoStep jsou, Zze dokdze pracovat s riznymi typy poli a je schopen
efektivné zpracovavat velké datové sady. Ma také moznost vyzkouset nékolik feSeni clustert
a vybrat to nejlepsi, takze uzivatel nemusi védét, kolik klastrii je tfeba od pocatku pozadovat.
Uzel TwoStep miize byt nastaven tak, aby automaticky vyloucil outlinery nebo extrémné
neobvyklé piipady, které mohou nepiiznivé ovlivnit vysledky modelovani (“TwoStep Cluster

Node”, 2012).
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4 Zdroje dat o dopravnich nehodach a alternativni moznosti jejich

vyuziti

4.1 Informace o dopravnich nehodach

Ministerstvo dopravy poskytuje od roku 2006 vramci projektu Jednotnd dopravni mapa
databazi dopravnich nehod na tizemi CR. Aplikace (obrazek 15) je dostupna na webu

hittp://www.jdvm.cz

Obrazek 15: Aplikace Policie CR pro vyhledavani dopravnich nehod

DOPRAVNI NEHODY Napovéda

Cislo nehody:
Druh nehody: | sraZka s chodcem v
Alkohol: | ano, obsah alkoholu v krvi do 0,99%. v
Viditelnost: v
Druh vozidla: | autobus v
Pocet vozidel: jerovno ¥

Nasledek nehody: nehody s nasledkem na zdravi osob

umrceno osob: | jerovno ¥ téZce zranéno: |jerovno ¥ lehce zranéno: | jerovne ¥
Zavinéni nehody: v
Unik hmot: v
Cislo silnice:
Obec: | Vyhledat obce

Datumod:|01.01.2007 [ do{31.03.2014  [id]

Vyhledat | X
Nalezené nehody - celkem 1:
(Eislo nehody - datum): Zakladni informativni vypis o nehodé (PDF)

002100070013 - 01.01.2007 . Zobrazeni v mapé

Zdroj: (Zakladni informativni vypis o nehode, 2014)

Diky tomuto projektu je mozné na webu nehody vyhledavat, ke kazdé nehod¢ ziskat detailni
vypis a nechat nehodu zobrazit na mapé. Policie CR také pravidelné vytvaii statistiky
nehodovosti dostupné z webu. Tyto statistiky jsou vSak pouze jednoduché promitnuti
jednotlivych parametrii nehod do tabulek a grafii. VétSinou jde o zobrazeni hodnot zkoumané

veli¢iny v daném obdobi a porovnani hodnot s pfedchozim obdobim.

Jedna se napftiklad o pocty nehod v jednotlivych dnech, pocty nehod dle vinikii a zavinéni
nehod, pocet nehod dle druhu nehody v jednotlivych mésicich, hlavni pfi¢iny nehod, pocty

nehod v jednotlivych krajich v ur¢itém obdobi a dalsi. Tato data jsou dostupna ve formatu pdf
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a davaji zakladni ptehled o nehodéach. Neposkytuji vS§ak moznost hlubsiho data miningového

vyzkumu pro zjistovani kombinace aspekti dopravni nehody.

V CR vznikl projekt opendata.cz, ktery by mél poskytovat nejriznéjsi data pro zkoumani.

Nicméné je tento projekt v raném stadiu a dostupné jsou pouze udaje o veiejnych zakdzkach,

rejstiiky Skol, vysledky voleb v roce 2006 a 2010 ¢i informace o hospodareni obci.

Data na ministerstvu dopravy jsou dostupna vsak také pouze ve formatu pdf. Nahledy na format

dat a dostupné¢ atributy dopravni nehody jsou vidét na obrazcich 16 a 17.

Obrazek 16: Zakladni informativni vypis o nehodé 1. ¢ast

002100070013

Lokalita nehody Praha (Hlavni mésto Praha)
Datum nehody 01.01.2007

Den v tydnu pondéli

Cas nehody 19:00

VL) VRN 1 SOP PPER SRRSOl
) PSS i{f _'gJ "-_J."C" I'-‘JJ'.:-';'_f_._ )

Druh pozemnl komunikace komunikace ti¢elova - ostatni (parkovisté apod.)
Gislo pozemni komunikace 0

Zavinéni nehody fidi¢em motorového vozidla

Alkohol ano, obsah alkoholu v krvi do 0,99%0
Usmrceno osob (do 24 hodin od nehody) 0

TéZce zranéno osob 0

Zdroj: (Zakladni informativni vypis o nehode, 2014)
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Existuje moznost, jak prevést data o dopravnich nehodach dostupné na strankach ministerstva
dopravy do podoby, ve které bude mozné s daty dale pracovat. V idedlnim ptipadé by bylo
mozné spojit se s ministerstvem dopravy a policii. Tyto organizace by mohly data poskytovat
v lepSim forméatu pro modelovani, naptiklad v csv souboru. Pro modelovani je k dispozici v tuto
chvili zhruba 700 000 zdznam® o dopravnich nehodach, pficemz kazdy zaznam obsahuje

44 atributli. Otazkou je vSak jejich kvalita a moZznosti pfi piipravé pro modelovani.

Obrazek 17: Zakladni informativni vypis o nehodé 2. ¢ast

e =T
Jednotna dopravni veldorova mapa @
Uloha: Dopravni nehody
Informativni tiskovy vystup

Druh nehody srazka s vozidlem zaparkovanym, odstavenym
Druh srafky nepfichazl v dvahu, nejde o srafku jedoucich vozidel
Druh pewné piekdZky nepfichdzi v tivahu, nejde o srazku s pev.piekizkou
Pficina nehody nespravné otadeni nebo couvani
Povrch vozovky Zivice
Stav povrchu vozoviy povrch mokry
Stav komunikace dobry, bez zavad
Povétrnostni podminky nertizené
Viditelnost v nod - 5 vefejnym osvétlenim,viditelnost nezhoriena viivem povétrnostnich

podminek
Rozhledové poméry dobré
Déleni komunikace 7adnd z uvedenych
Situovani nehody Zadné z uvedenych
Rizenf provozu Zadny zplisob fizeni provozu
Mistni (prava prednosti v jizdé Fadna mistni Gprava
Objekty parkovisté priléhajici ke komunikaci
Smérové poméry primy Usek
Misto nehody mimo kfiZovatku
Druh kiiZujici komunikace neuréeno
Smiyk ne
Smér jizdy vozidlo jedoudi - na komunikaci bez staniceni
Potet ziiastnénych vozidel 4
Druh vozidla osobni automobil bez pivésu
Vyrobni znacka motorového vozidla SKODA
Rok vyroby vozidla 98
Charakteristika viastnika vozidia soukromé, nevyuZivané k vydéletné dinnosti
Celkova hmotné Skoda (sto.Kg) 450
Skoda na vozidle (sto.KE) 130
Vozidlo po nehodé nedoslo k poZaru
Unik hmot F4dné z uvedenych
Zplisob vyproSténi osob nebylo tfeba ufit nasill
Kategorie fidie s fidicskym opravnénim skupiny b
Stav fidite pod vlivem alkoholu, obsah alkoholu v krvi do 0,99%a
Vnéjsi oviivnéni fidice fidi¢ nebyl ovlivnén

Zdroj: (Zakladni informativni vypis o nehode, 2014)
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4.2 Alternativni moZnosti vyuziti databaze dopravnich nehod

Na prvni pohled se nabizi moZnost v téchto datech zkoumat nejcastéjsi pticiny tragickych
dopravnich nehod, tedy nalezeni skupin typickych nehod a néasledné lokalizace vyskytu téchto

nehod dle okresti a denni doby, pro navrzeni vhodného rozmisténi preventivnich policejnich
hlidek.

Dale se mohou pomoci data miningovych technik fesit naptiklad nehody zplsobené vysokou
rychlosti, pfi¢emz cilem by mohlo byt vhodné rozmisténi radarG méficich rychlost vozidel.
Mozné je také nalézt nejrizikovejsi kiizovatky, kruhové objezdy a zeleznicni piejezdy

s ohledem na pficiny nehod.

Jako dalsi problém k feSeni se nabizi rizikovost fidicti pro pojistovny, pficemz cilem by bylo

1épe rozdélit fidice zadajici o pojisténi do skupin dle jejich rizikovosti.

Jako malou ukazku z dat, ktera mame k dispozici, jsou na grafu 4 zndzornény pocty nehod podle
dne v tydnu a na grafu 5 pocty smrtelnych dopravnich nehod podle mésicii. Oba grafy jsou
pouze orientacni a ve skutecnosti se ¢isla mohou liSit od skutecnosti, jelikoz v tuto chvili nejsou
k dispozici vSechna data. Grafy ukazuji predevs§im ptevladajici trendy a tykaji se nehodovosti

v Libereckém kraji.

Graf 4: Trend poctu nehod podle dne v tydnu (data z let 2007-2013, Liberecky kraj)
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Zdroj: viastni; data PCR
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Z Grafu 4 vyplyva, Ze nejvice dopravnich nehod se stava v patek a tento den je tedy z hlediska
tom piiblizné stejné. Piekvapivé nejméné dopravnich nehod se naopak stdva v nedéli.
Kdybychom dale zkoumali pti¢iny dopravnich nehod a divody, pro¢ se nejméné nehod stava
v nedéli, dosli bychom pravdépodobné k nazoru, ze v nedéli se na vozovkach pohybuji spise
osobni auta srodinami, tedy ze nehody se tykaji pfedev§im automobilli soukromych

nevyuzivanych k vydéle¢né ¢innosti.

Graf 5 ilustruje vyvoj po¢tu smrtelnych dopravnich nehod v jednotlivych mésicich. I kdyz ¢isla
opét neodpovidaji pfesné realité, jasné ukazuji, Ze nejvice smrtelnych dopravnich nehod se

stava s velkym naskokem v Cervenci. Druhym nejvice rizikovym mésicem je Cerven.

Graf 5: Trend poctu smrtelnych nehod podle mésice (2007-2013, Liberecky kraj)
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5 Cile prace, metody a dalSi smérovani disertaéni prace

Hlavnim cilem této prace je vytvoftit konceptualni navrh systému umoziujiciho v redlném case
a misté predikovat riziko dopravni nehody. Systém je zaloZzeny na vyuzivani predikénich
modelii, které jsou vytvafeny pomoci data miningovych technik a néstroji vyuzivajicich
piedevsim algoritmy shlukové analyzy a asociacnich pravidel. Dil¢imi cili prace jsou analyza
soucasn¢ho stavu systému zvySujicich bezpecnost ucastnikli silni¢niho provozu, analyza
vyuzitelnosti technik dobyvani znalosti z databazi, ur€eni vhodnych algoritmli a postupt
v souvislosti s realizaci dan¢ho systému, navrh a implementace vlastni databaze dopravnich
nehod. Mezi dalsi vysledky prace patii systémovy navrh daného feseni, pohled na systém
v€asného varovani z perspektivy obecné teorie systémt, a vytvofeni modeli schopnych

identifikovat nebezpe¢nd mista na silni¢nich komunikacich.

5.1 Metody a faze vyzkumu

Pii zpracovavani prace je vychdzeno z reSerSe dostupnych publikaci v databazich, kniznich
zdroji a zdrojii dostupnych online. V prvni fazi byla provedena reSerSe stavajicich systémut
zvysujicich bezpecnost ucastnikl silnicniho provozu. V soucasné dob¢ existuje fada systémi
zvysujicich bezpecnost v doprave, ale doposud nebyla realizovana myslenka systému véasného

varovani popsaného v této disertacni praci.

V druhé fazi bylo nutné ziskat data, za pomoci kterych by bylo mozné postavit systém v€asného
varovani. Jednou variantou je simulace dat uzivanych pro predikci. Od této moznosti bylo
prozatim upusténo. Aby byla prace postavena na skute¢nych datech, byla provedena analyza
soucasnych moznosti pro ziskdni a zpracovani relevantnich dat o dopravnich nehodéch.
Moznosti pii ziskdvani dat o dopravnich nehodach jsou popsany v kapitole 4. Nasledné byla

provadéna rozsahla analyza a ptiprava dat pomoci data miningovych nastroju (kapitola 7).

Vybér vhodnych néstrojii a algoritmti je uveden v kapitolach 2 a 3. Za timto ucelem byla
provedena reSerSe a vyuzita forma analytického zhodnoceni, cozZ umoznuje vybér algoritmti a
nastrojti pro vyhledavani shluk a nasledné dolovani informaci s vyuzitim asocia¢nich pravidel.
Na zakladé analytického zhodnoceni vhodnych data miningovych néstrojii jsou syntetizovany

poznatky a vytvotena doporuceni pro optimalni feSeni zkoumané problematiky.
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Momentalné¢ je vyfeSen navrh tzv. fidici a uzivatelské Casti systému véetné popisu funkei jejich
jednotlivych casti. V budoucnosti je planovano dalsi rozSiteni funkci implementovaného
systému. V tomto kontextu je nutné se zabyvat automatizovanou distribuci dat o dopravnich
nehodach a dat o hustoté¢ dopravy na jednotlivych komunikacich do systému v€asného varovani.
V dobé vzniku této prace byla k dispozici pouze data o sCitdni dopravy z roku 2010. Jelikoz se
s¢itani dopravy provadi vétSinou jednou za 5 let, je nutné zajistit aktualizaci a analyzu téchto

novych dat.

Na zakladé analyzy datové matice lze vytvaiet doporu¢eni napiiklad pro Policii CR nejen
z hlediska prevence, ale také doporuceni pro zménu struktury dat, kterd policie sbird. V dobé
vzniku predem definované struktury sbiranych dat, kterou policie pouziva, nebylo pocitano
s tim, Ze by data Sla vyuzit pro predikci rizika vzniku nehody v redlném ¢ase a misté. V ptipad¢,
ze by policie realizovala tyto zmény, doslo by jist¢ k vyznamnému kvalitativnimu skoku
v predikci rizika vzniku nehody. ZvétSeni datové matice o dalsi atributy a zptesnéni hodnot, jez
atributy nabyvaji, by mohlo pfinést také zavedeni systému eCall, jehoz jednotky v nové
vyrobenych automobilech zasilaji fadu dalSich dat do tisiového centra v blizkosti nehody.
Vyzkum se zabyval, a i nadéle se bude zabyvat ndvrhem propojeni systému eCall se systémem

vcasného varovani pred zvySenym rizikem dopravni nehody popisovanym v této praci.

V neposledni fadé¢ byl v ramci této doktorské disertacni prace vytvofen systémovy néavrh
konceptu systému vcasného varovani tak, aby feSeni bylo co nejuniverzadlnéjsi a dale

roz$ifitelné.

Navrhované postupy, techniky a samotny princip systému v€asného varovani je mozné vyuzit
i na zcela odli$né typy uloh s typem dat stejného charakteru tykajicich se vSak zcela jiné oblasti
zajmu. Piikladem vyuziti navrhovaného feSeni mize byt vyhleddvani skrytych zévislosti v

datech tykajicich se krimindlni ¢innosti.

Budouci vyvoj navrhovaného systému vcasného varovani by se mél zabyvat predevSim
samotnou implementaci jednotlivych bloki fidici a uzivatelské ¢asti. Z hlediska uzivatelské
¢asti, je dale vyvijena mobilni aplikace realizujici samotné varovani. Déle je pocitano s dalSim
vyvojem vlastni aplikace umoziujici provadét hromadnou a automatizovanou realizaci ¢innosti

fidici ¢asti systému
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6 Princip systému véasného varovani pred dopravni nehodou

Ve zkratce 1ze konceptualni navrh systému vcasného varovani pied dopravni nehodou popsat
jako komplexni systém vyuzivajici vytvorenych modelt piedpovidajicich na zdklad€ aktualni
polohy a dalsich atributli riziko nehody v redlném case. Systém vcasného varovéani pred
vysokym rizikem dopravni nehody se sklada ze dvou zékladnich ¢asti. Prvni fidici ¢ast zajiStuje
shromazd’ovani, zpracovavani a distribuci dat o dopravnich nehodach. Druhym ukolem fidici
Casti je tvorba a distribuce predikénich modeld. Uzivatelska ¢ast systému v redlném Case
vyhodnocuje situaci a vhodnym zpisobem informuje fidic¢e o vysokém riziku dopravni nehody.

Schéma vystihujici nejdilezitéjsi ¢asti systému je znazornéno na obrazku 18.

Obrazek 18: Princip systému

Data PCR o nehodach Databaze pro Tvorba modell
é"" tvorbu modeld na zakladé DM technik
=== Distribucea e IR pro
transformace modely
dat do vlastni
databaze

MNebezpecny usek (dle modell)

Zdroj: vlastni zpracovani
6.1 Ridici &ast

Ridici cast sytému slouzi pro ziskavani a zpracovavani heterogennich dat o dopravnich

nehodéch od Policie Ceské republiky, resp. Ministerstva dopravy.
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Obrazek 19: Konceptualni navrh vlastni databaze dopravnich nehod (MySQL)

lv @ nehody pozemni_komunikace

©id :int(11) \
# cislo : int(5) \

v @ nehody.zavineni_nehody
9 id @ int(2)
4 Zpusob_zavineni : varchar(45)

v @ nehody.druh_nehody
¢ id:int(2)
druh_nehody : varchar(50)
v @ nhehody.druh_pevne_prekazky
2 id: int(2) "

5 druh_pevne_prekazky : varchar(90) N

v @ nehody.stav_povrchu_vozovky
¢ id :int(2)
stav_povrchu_vozovky : varchar(80)
v @ nehody.stav_komunikace
@ 1d: int(2)
@ stav_komunikace : varchar(60)

|
~——

et

i~
v © nehody.povetrnostni_podminky

@ id :int(2)

@ povetrnostni_podminky : varchar(50)

v & nehodydeleni_komunikace |

v ¢ nehodymesto

o id 2 int(5) =
jmeno : varchar(40) 1e i
« kraj_id : int(2)

v o  nehody.dopravni_nehoda
¢ id_nehody : char(12)
# mesto_id : Int(5)
\ m datum : datetime
e # pozemni_komunikace_id : int(7)
# zavineni_nehody _Id : int(2)
# alkohol_id : int(2)
# usmrceno_osob : int(2)
# tezce_zraneno_osob : int(2)
# lehce_zraneno_osob : int(2)
# druh_nehody_id : int(2)
# druh_srazky_id : int(2)
™4 4 druh_pevne_prekazky_id : int(2)
# pricina_nehody_id : int(2)
# povreh_vozovky_id : int(7)
€ 4 stav_povrch_vozovky_id : inl(7)
4 stav_komunikace_id : int(7)
# povetmostni_podminky_id : int(2)
# viditeinost_id : int(2)
# rozhledove_pomery_id : int(2)

# deleni_komunikace_id : int(2)

—

nehody.alkohol

1inl(2)

alkohol : varchar(50)

v @ nehody.druh_srazky
9 id = int(2)
@ druh_srazky : varchar(60)

v @ nehody.pricina_nehody
@ 1d:Int(2)
pricina : varchar(120)

v & nehody.povrch_vozovky |

" g id:int(2)

@ povrch_vozovky : varchar(50)
v @ nehody.viditeinost
* g id:iny2)

o viditelnost : varchar(90)

v @ nhehody.rozhledove_pomery
2 1d:iny2)
rozhledove_pomery : varchar(80)

v ¢ nehody.situovani_nehody

1w id:int(2)

o id:int(2) 4 situovani_nehody id : int(2) — oo el ek |
s —
5 deleni_komunikace : varchar(40) # fizeni_provozu_jd : nt(7) e v @ nehody rizeni_provozu
: \7 .
— # mistni_uprava_prednosti_id : Int(2) o 1d:in@)
I nel o -
ve / & objely Id: int(2) ) rizeni_provozu : varchar(50)
@ id :int(2) # smerove_pomery_id : int(2) \
@ objekty : varchar(60) e 4y misto_nehody_id : int(2) \v & nehody mistni_uprava_prednosti
‘,///l # druh_krizujici_komunikace_id : int(2) ¢ 0 id:int(2)
v o nehody.misto_nehody _—
) - © smyk : char(1) \\ mistni_uprava : varchar(80)
Pzl % u smer_jizdy_id : Int2)
) misto_nehody : varchar(100) - - & {_zucasinenych_vozidel  nt@d) \v o nehody.smerove_pomery
v o nehody.smer_jizdy o € & drun_vozidla_id : Int(2) @ id : int2)
2 1d: n2) il # vyrobni_znacka_vozidla_id : int(11) ™ o smerove_pomery : varchar(90)
@ smer_Jizdy : varchar(70) fok_vyroby_vozidia - char(4) v & nehody.druh_krizujici_komunikace
# charakt_viastnika_vozidia_Id : int(2) {
1k hmotna_skod: t(6) vl
celkova, na, a : inf
v @ nehodydruh_vozidia * = > druh_krizujici_komunikace : varchar(40)
« skoda_na_vozidle : int(6)
¢ id :int(2) e
druh_vozidia : varchar(75) # vozidio_po_nehode_id : Int(2) v © nehody.znacka_motoroveho_vozidia
L) : i )
) # unik_hmot_id : int(2) 101d: int(11)
+ & nehody.charakt_vlastnika_vozidla # Zpusob_vyprosteni_osob_id : int(2) . 0 5 znacka : varchar(30)
2 10: int(2) //‘ « Kategorie_ridice_id : int(2) \
o charakt_viastnika_vozidla : varchar(60) /' w vnejsi_oviivneni_ridice_id : int(2) | v:@ Nehody.vozidio_po_nehode
/ « stav_ridice_id : Int(2) ~ g id:int(2)
v @ nenhody.zpusob_vyprosteni_osob / ¥ € 4 druh_komunikace._id : Int(7) o vozidio_po_nehode : varchar(30)
@ id:int2) // /  #ing:foat lv & nehody.unik_hmot
& zpusob_vyprosteni : varchar(50) / /," # lat: float { 9 id: int(2)
/ / o :
o teiyiawgore dies | / unik_hmot : varchar(70)
L/ /
© id:int(2) / v @ nehody.vnejsi_ovlivneni_ridice
2 kategorie_ridice : varchar(50) ; 10 1d:int2)
/ = vnejsi_oviivneni_ridice : varchar(60)
v @ nNehody.druh_komunikace
/ ‘y © nehody.stav_ridice
v id :int(2)
2 id:int2)
druh_komunikace : varchar(60)
stav_ridice : varchar(60)
v o nehody.download_queue|
9 id : char(12) v @ nehodykraj
® download_start : datetime 9 id : int(2)

@ download_end : datetime

7 nazev : varchar(40)

Zdroj: viastni zpracovani

Ziskavani dat z jednotné dopravni mapy PCR je v tuto chvili mozné pomoci skripti napsanych
v linuxového programu cURL, coz je nastroj pro ptenos dat po protokolech jako HTTP, FTP

a dalsich. Takto ziskana data je tieba jesté pomoci dalSich skripti importovat do databaze pro
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pozdéjsi zpracovavani. Soucasti fidiciho systému je tedy databaze dopravnich nehod slouzici
nejen pro potieby data miningu. Prozatim jsou data ukladana do rela¢ni databaze Mysql bézici
na linuxovém stroji. Za ucelem ukladdani dat do databaze byl navrzen vlastni konceptualni
model databaze, respektujici okolnosti zaznamenavané Policii CR pii dopravni nehodg.
Aktualni konceptualni model databaze je zobrazen na obrazku 19. Pomoci vhodnych skripta

jsou ziskana data transformovana do potiebné podoby a nasledné ukladdna do databéze.

Zminovana databdze slouZi pro potfeby vyvoje pifi vytvareni modeld popisujicich aspekty
nehod. Ve druhé fazi je databdze vyuzivana pro vytvoreni komplexnich modeli pfedpovidajici
riziko nehody v daném case a misté. Hledanim skrytych zéavislosti v datech o dopravnich
nehodach a vytvarenim predikénich modelii, coz je nedilnou soucasti fidiciho systému, se

zabyva kapitola 7.
6.2 UzZivatelska cast

Uzivatelska ¢ast systému predpokladéd vyuzivani predikénich modeld ve specidlnim zafizeni
automobilu (klient), které v realném case vyhodnocuje riziko nehody v zévislosti na case,
aktualni poloze, stavu vozovky, stavu automobilu a pocasi a dalSich atributli reflektujicich
aktualni situaci. V dnesnich automobilech je vétSina téchto informaci bézné dostupna z Cidel,
kterymi vozidla disponuji. Zatizeni v automobilu totiz porovnava aktualni situaci s vysledkem
predikce a v piipadé vysoké miry podobnosti aktualni situace s predikei fidi¢e upozorni. Ridi¢
vozidla je upozornén v piipadé, ze se v daném misté za obdobnych podminek stalo vice
podobnych dopravnich nehod. V praxi se vSak setkdme s nebezpecnymi misty, kterd nebudou
specificka (napf. Casem, povétrnostnimi podminkami a dalSimi atributy), takovd mista

nazyvame jako obecné shluky a jsou vytvofeny pouze na zakladé ¢astého vyskytu dopravnich

nehod v dané lokalité.

Po hardwarové strance mize byt uzivatelska ¢ast realizovana velmi obdobnym zpiisobem jako
vykon mikroprocesoru a velikost paméti. Velikost paméti a vykon procesoru jsou dilezitymi
parametry z hlediska vytvafeni rozhodovani a varovani fidi¢e na zakladé modelt. Druhym
faktorem, ktery je dllezity pfedevsim z hlediska bezpecnosti, je dostatecné velikost a €itelnost
dotykové obrazovky ovladajici uzivatelskou c¢ast systému v automobilu. Dal§im prvkem
uzivatelské ¢asti zvySujicim uzivatelsky komfort a s tim velmi Gzce souvisejici bezpecnost

provozu celého systému je hlasové ovladani, které by mélo umoznovat jednoduchymi ptikazy
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meénit zdkladni uzivatelskd nastaveni. Propojeni zafizeni realizujiciho uzivatelskou CcCast
systému vcasného varovani s automobilem by mélo byt realizovano pomoci standartnich

komunikac¢nich protokoli pouzivanych pro diagnostiku vozii.

Jednou z variant implementace uzivatelské ¢asti popisovaného systému v€asného varovani je
také jeji zabudovani pifimo do infotainmentu vozidla. To by vSak vyzadovalo spolupraci
jednotlivych vyrobcti automobilt. Nasledujici podkapitola se zabyva navrhem vicezdrojové
predikéni mobilni aplikace, kterd mtze byt také variantou realizace uZzivatelské ¢asti systému

v¢asného varovani.

6.2.1 Predikéni vicezdrojova mobilni aplikace
Pro varovani fidi¢e koncept popisované mobilni aplikace vyuziva vice datovych zdroju,

technologii a data miningové postupy pro vytvareni predikénich modela.

Koncept aplikace predpoklada vyuzivani vice informac¢nich zdroji k dosazeni maximalni
vérohodnosti, dostupnosti a aktualnosti informaci pro fidic¢e. Datové zdroje a systémy distribuce
informaci pro koncept predik¢ni aplikace jsou predpokladany Ecall (teoreticky 1 ve spojeni se
systtmem RADIO HELP), Narodni dopravni informacni centrum (NDIC), RDS-TMC, a ftidici

¢ast navrhovaného systému vcasného varovani.

V piipadé nebezpeci je varovani fidice realizovano jak vizualné na displeji telefonu, tak pomoci
audio sekvenci. Pouziti zvukovych hlaSeni napiiklad pomoci syntetizovaného hlasu umoziiuje
fidi¢i maximalné se vénovat fizeni vozu, aniz by byl nucen odvratit svoji pozornost od
sledovani situace na silnici. Pro hlasové ovladani aplikace by mélo byt mozné vyuzit systém

rozpoznavani hlasu, ktery je k dispozici ve vét$iné telefont s opera¢nim systémem android.

Aplikace by méla umoZznovat varovat fidice nejen pted existujici nebezpecnou situaci na trase
(nehoda na silnici, zacpa atd.), ale také pfi vysoké pravdépodobnosti nehody v daném miste
a Case. V principu tedy mohou nastat dva typy varovani: varovani pted existujicim problémem
a varovani pred nebezpecnou situaci dle predikce. Ziskavani a distribuce informaci o nehodach

je znazornéna na obrazku ¢islo 20 spolecné s distribuci predikénich modelii do zatizeni.
Varovani fidice pred existujicim problémem

Predpokladem pro tuto situaci je, Ze na trase se stala napt. nehoda, a je tieba varovat fidice. Do

aplikace proudi data o problému na trase pomoci 3 nezavislych kanalt.
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Obrazek 20: Pienos a distribuce informaci do vicezdrojové aplikace
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Zdroj: viastni zpracovani

Prvnim kanalem je pfenos dat z ndrodniho informac¢niho centra ptes internet. V tomto piipadé
by Slo vyuzit i ziskavani dat ze serverii zprostfedkovavajicich tyto informace z NDIC jako je

napiiklad doprava.idnes.cz

Druh}’fm kanalem je RDS-TMC. Zdrojem dat pro RDS-TMC je taktéz NDIC. Zpréva pfenééené

wewvr

sit¢ umoznuje tento kanal prenést alespofl zékladni varovani pomoci rozhlasového vysilani.

Nejrychleji by méla informace o problému na trase byt dorucena prostfednictvim
automatického systému pienosu nouzovych zprav vyuzivajici princip radia-help. Pouzitim této
technologie by byla zajiSténa vyssi spolehlivost z hlediska doruceni a vyssi pfesnost urceni
polohy, jelikoz by byly krom jinych informaci prenaseny GPS soutadnice, které jsou soucasti

MSD systému eCall.
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Jelikoz data o nehodéch jsou distribuovana, az tremi kanaly jistota doruceni diilezité informace
je vysoka. Vhodny algoritmus aplikace by musel zajistit, aby se informace ze zminénych kanala
neduplikovala a nebyla tak mylné povazovana za tfi rizné nehody. I pro tento tcel by Sel vyuzit
jeden z algoritmi strojového uceni, vhodny pro textminingové ucely, naptiklad algoritmus
SVM - support vector machine. Princip a dal$i vlastnosti algoritmu SVM popisuje ve svém

¢lanku (Ben-Hur, 2002).
Varovani fidi¢e pied nebezpe¢im dle predikénich modelu

Tento druh varovani mé fidice upozornovat piredev§im na rizikova mista na komunikacich

s ohledem na dalsi atributy reflektujici redlnou situaci.

Pro predikci nebezpecného mista v redlném Case a misté jsou pouzivany modely vytvorené
pomoci data miningovych technik a na zaklad¢ historickych dat o nehodach z databaze
dopravnich nehod. Aplikace v automobilu porovnava vysledek predikce s aktudlni situaci a ve

chvili kdy podobnost piekro¢i piedem stanovenou hladinu je uzivatel upozornén.

Vyuziti predikénich model v aplikaci vyzaduje pro svoji spravnou ¢innost také fidici ¢ast, kde
je pravidelné aktualizovana databaze o nehodéach a jsou aktualizovany predikéni modely. Ridici
¢ast ma stejné funkce jako kdyby byla propojena s uzivatelskou cCasti realizovanou pomoci
specidlniho zafizeni: importuje a zpracovava heterogenni data, udrzuje a spravuje zminénou
databazi a pfipravuje modelovaci matici pro potifeby data miningu. Pomoci data miningovych
technik a algoritmii (napf. shlukové analyza) jsou vytvateny modely, jejichz aktualni verze je
pienasena do mobilnich zafizeni v automobilu. Aktualizace modeli pro aplikaci jsou pienaseny

pomoci internetového piipojeni z aktualiza¢nich serveri.
PoZadavky na hardware a software

Pro zakladni funkci aplikace Ize pouzit béZzny smartphone disponujici datovym piipojenim
a GPS modulem. Pro pfijem emergency zprav od Narodniho dopravniho centra lze vyuzit
internet. Pro piijem hlaSeni eCall do aplikace je pouzit princip RADIA HELP, a proto by
mobilni telefon musel byt vybaven Cipem realizujicim pfijem tohoto druhu dat. DalSim
alternativnim kandlem pro pfijem emergency zprav od narodniho dopravniho centra je RDS-
TMC. Pro piijem RDS-TMC zprav je nutné, aby zatizeni bylo vybaveno RDS TMC dekodérem.

Implementace RDS do mobilniho telefonu jiz byla vyfesena.
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6.3 Spoluprace Fidici a uzZivatelské ¢asti

V principu muze byt fungovani uzivatelské Casti realizovano tfemi zpusoby. Veskerd
komunikace predikéniho zatfizeni v automobilu s fidici ¢asti by méla probihat pres wifi ¢i LTE

sit¢ ¢tvrté generace. (Lamr, 2015a)

Prvni ptistup (varianta A) predpoklada, ze jiz v fidici €asti budou vybudovany a do mapového
podkladu pfidany tzv. heat mapy, které budou ptedstavovat jakési ,horkd mista®, kde se
vyskytlo vice dopravnich nehod podobného charakteru. Analyza takovych shluki by méla
ukazat, zda jsou i pro takové shluky néjakd dalsi spolecna kritéria jako je naptiklad ro¢ni
obdobi, resp. mésic, denni doba, teplota, ¢i povétrnostni podminky. V ptipadé existence vlivu
dalSich ovliviiyjicich aspekt na dané misto nehody, bude takovyto shluk reprezentovan jako
jeden bod se specifickymi vlastnostmi. V piipadé, ze nebude prokazana specificka
charakteristika pro dané misto, bude takovy shluk oznacen vSeobecné jako ,misto Castych
dopravnich nehod*. Zafizeni v automobilu v redlném ¢ase kontroluje pohyb vozidla a v ptipade,
ze se vozidlo bude blizit k n¢jakému shluku reprezentujicimu cCastéjsi vyskyt nehod oznacené
jako ,,misto ¢astych dopravnich nehod* bude fidi¢ pouze upozornén, Ze projizdi mistem castych
dopravnich nehod. Pokud se bude vozidlo blizit ke shluku, ktery bude charakteristicky
specifickymi podminkami, zafizeni v automobilu porovna realitu se specifickymi podminkami
bliziciho se shluku a fidice upozorni na vysoké riziko nehody vzhledem k tomu, ze se blizi k
mistu, kde se za podobnych podminek stalo vicero nehod. S timto pfistupem by bylo nutné
pravidelné aktualizovat cely mapovy podklad s vygenerovanymi shluky do uzivatelskych

zafizeni v automobilu, zafizeni by vSak pro korektni fungovani nemuselo byt stale online.

Druhy mozny pfistup (varianta B) vyuziva fidici ¢ast spiSe jako vykonnou databazi shluk
dopravnich nehod a vice operaci je presunuto na klienta v uzivatelské ¢asti. Analyzou dat
v fidici ¢asti by byly vyfazeny nevyznamné atributy nepotiebné k predikcim, a tak by byla
zredukovana datova naro¢nost pii pfenosu informaci o nehodéach ke klientovi. Shluky v fidici
casti by byly vytvafeny pouze na zdkladé poctu vyskyti dopravnich nehod a jejich
geografickych soufadnic. Zatizeni v automobilu by stejné jako v pfedchozim pfistupu
monitorovalo pohyb automobilu, ale ze serveru by stahovalo s pfedstihem data o nehodach
z mist, do kterych se automobil blizi. Kazdy takto stazeny shluk by byl testovan z hlediska
rocniho obdobi (mésice), data, Casu, povétrnostnich podminek ¢i pfiCiny nehody (napft.:
nedodrZeni bezpecné vzdalenosti za vozidlem). Takovy ptistup by odstranil nutnost pravidelné

masivni aktualizace mapovych podkladu klienta, jelikoz by se v zafizeni tato data neudrzovala,
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ale stahovala se vzdy jen data na kratkodob¢ pouziti. Nevyhodou je nutnost stalého pfipojeni
klienta k internetu, coz by mohlo znamenat v pfipad¢ nedostupnosti datového ptipojeni urcita
uskali. Tim, Ze by se vSechny shluky z databaze testovaly na svoji specifi¢nost (napf.: misto
s nehodami za desté, misto s nehodami vecer) online v zafizeni by vzrostly 1 hardwarové naroky

na klienta.

Tteti mozny piistup (varianta C) by mohl byt kombinaci prvnich dvou. Stejné¢ jako v ptipadé
varianty A by v fidici ¢asti byly v databazi uloZeny nejen shluky vSeobecné vytvofené na
zaklad¢ poctu nehod v urcitém misté, ale byly by zde i shluky specifické. Stahovani dat do
klienta by probihalo obdobné jako v ptipadé¢ varianty B, tedy stahovala by se vzdy data potiebna
pro aktudlni potiebu predikce v daném misté na trase vozidla. Varianta C se v tuto chvili jevi

jako nejoptimalnéjsi varianta pro redlné pouziti.
6.4 Systémovy navrh reSeni a pohled z hlediska obecné teorie systémii

Systém lze definovat jako ucelové uspotadanou mnozinu prvkli a mnozinu vazeb mezi nimi,
s dynamickym chovanim, které spole¢né urcuji vlastnosti celku. V rdmci dekompozice dané¢ho
systétmu je mozné vyclenit podsystém. Podsystémem rozumime podmnozinu systémovych
prvki a vazeb, kterd je z né¢jakého diivodu vyclenéna ze systému a je chapana jako novy systém
nebo jako prvek. Kazdy systém tedy obsahuje prvky a vazby, které tvofi zaklad struktury

systému.

6.4.1 Misto systému v hierarchii dopravné bezpe¢nostnich organii
Z hlediska provozovani systému a jeho dalsiho vyvoje by mél systém vcasného varovani pred
vysokym rizikem dopravni nehody patfit (byt podsystémem) pod vyssi autoritu jako je
napiiklad Ministerstvo dopravy, Ministerstvo vnitra &i Policie CR. Vzhledem k tomu, Ze
nedilnou soucasti systému jsou data o dopravnich nehodach, kterymi disponuje Ministerstvo
dopravy, se jevi jako logické, aby systém z vétsi ¢asti spravovalo Ministerstvo dopravy. To
viak veskera data dostava od Policie CR, ktera data o kazdé dopravni nehod& (od roku 2008
o kazd¢ nehod¢é nad 100 000 K¢) zaznamenava. Policie by do systému vcasného varovani
zasahovala nejen poskytovanim dat o nehodach, ale také je zodpovédna za jejich kvalitu, format
a zjiStované atributy pfi Setfeni dopravni nehody a neni jednoduSe mozné z vlivu na systém
v€asného varovani pred vysokym rizikem dopravni nehody policii vynechat. Grafické vyjadieni
vyse popsané¢ho je zobrazeno na obrazku 21. Ministerstvo dopravy vSak provozuje 1 dalsi

systémy, které maji zvysit bezpecnost na komunikacich. Mezi nejvyznamnéjsi telematické
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systémy, které maji zvySovat bezpeénost na silni¢nich komunikacich v CR, patii ,.systém
informacnich tabuli®, a systém S§ifeni dopravnich informaci pomoci technologie RDS-TMC.
Systém vcasného varovani pted vysokym rizikem dopravni nehody se od zminénych systému
li§i predev§im tim, Ze se snazi dopravnim nehodam aktivné piedchazet, kdezto zminéné
systémy ftesi situaci ve chvili, kdy se nehoda stane. Existovat vedle sebe mohou paraleln¢

vSechny zminéné systémy.

Obrazek 21: Systém vcéasného varovani jeho misto v systémové hierarchii dopravné

bezpecnostnich organi

Policie CR
/T Systém vEasného

|  varovanipfedwysokym |
\ rizikem dopravni nehody /

Ministerstvo dopravy

Okolni prostredi

Zdroj: vlastni zpracovani

6.4.2 Prvky a vazby systému v¢asného varovani
Jak jiz bylo teCeno, systém vcasného varovani pted zvySenym rizikem dopravni nehody
podléhd urcitym suprasystémim, ale na druhou stranu i on se skldda z urcitych prvkl a vazeb
mezi nimi, pricemz nékteré procesy lze definovat jako podsystémy systému v€asného varovani.
Hranice systému jsou na jedné strané tvoieny vstupy v podobé¢ externich zdroju dat a na strané

druhé konc¢i varovanim ridi¢e v realném Case a misté.

Pomyslna hranice mezi fidici ¢asti a uzivatelskou ¢asti systému je na obrdzku 22 znazornéna
carkovanou ¢arou. Data z externich zdroji v systému v€asného varovani reprezentuji naptiklad
databazi dopravnich nehod Policie CR, ktera vSak nemusi byt jedinym datovym zdrojem

navrhovaného systému. Pro vytvafeni predikénich modelt je k dispozici v tuto chvili vice jak
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700 000 zaznamii o dopravnich nehodach na uzemi CR, pii¢emZ kazdy zdznam obsahuje 44

atributt s ¢iselnymi a kategorialnimi daty.

Obrazek 22: Prvky systému véasného varovani

Podklady pro policii,
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»  pojistovny a dalsi

podkladi :
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Externi zdroj A
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Externi zdroj / Zpracovani = Interni J Proces vytvareni data
> 1 , g.-u ., o
dat 2 dat databaze miningovych modeld
4
Externi zdroj
dat3 v

S Proces varovani
Proces distribuce

aktudlnich modeltd g iy

automobilu

Zdroj: viastni zpracovani

Diky riiznorodosti potencidlnich dalSich datovych zdrojii je nutné data zpracovat (proces
zpracovani dat) a ulozit do interni databaze systému. Jak jiz bylo feceno, data o dopravnich

nehodach od policie nemusi byt jedinym datovym zdrojem, ktery systém vyuziva.

Dalsim ptikladem externich zdroji dat muze byt databaze vysledkli celostatniho scitani
dopravy. Zékladni vysledky scitani dopravy véetné metodiky sbéru dat 1ze nalézt na webové
prezentaci projektu (Prezentace vysledk s¢itani dopravy 2010, 2011). Jednotlivé komunikace
jsou rozdéleny na tseky a na téchto usecich jsou pocitany Cetnosti riznych druhu dopravnich
prostiedkli (osobni automobily, autobusy, nakladni vozy atd..) a také je k dispozici jiz
vypoctena relativni hustota provozu v daném misté. Data vSak nejsou jednoduSe ptistupnd a je

nutné je spojit s jednotlivymi zaznamy o dopravnich nehodach.

StéZzejnim je pro systém vc€asného varovani subsystém vytvafeni data miningovych modeld,
které budou slouzit pro predikci nebezpecnych mist za danych okolnosti. I kdyz by bylo vhodné
co nejvice tento subsystém automatizovat, aby charakter co nejvice odpovidal systému
tvrdému, nelze to v piipad¢ vytvareni modeli zcela realizovat a vzdy bude nutné, aby do

procesu vstupoval lidsky faktor. V procesu vytvareni data minigovych modeli je tfeba nacitat
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z databaze informace o dopravnich nehodach a vytvofit tzv. modelovaci matici (data
denormalizovat). Data v modelovaci matici prochazeji analyzou napiiklad pomoci data
miningového nastroje a nasledné jsou v datech pomoci algoritmti hledany vzory slouzici pro

budouci predikei.

Vytvorené modely je tieba nésledné distribuovat do uzivatelské ¢asti systému, coz zajistuje
proces distribuce aktualnich modelii. Pfenos informaci by mél byt mozny pomoci nékolika

alternativnich pfenosovych kanali.

Proces varovani fidicl v automobilu (uzivatelska Cast systému) predpokladd vyuzivani
predikénich modelli ve specidlnim zafizeni automobilu (klient), které v redlném Ccase
vyhodnocuje riziko nehody v zéavislosti na Case, aktudlni poloze, stavu vozovky, stavu

automobilu a pocasi a dalSich atributti reflektujicich aktudlni situaci.

6.4.3 Vstupy a vystupy systému
Na zakladé pozorovani organickych systémt zjistil (Bertalanfy, 1969), Ze vSechny systémy jsou
oteviené, jelikoZ nemohou existovat bez vymény hmoty a energie s okolnim prostredim.
Vymeéna energie a hmoty probiha dvéma sméry. Smérem z prostiedi do systému plynou toky,
které nazyvame vstupy a toky sméfujici ze systému ven do okoli nazyvame vystupy. Diky
procestim, které zpracovavaji, pietvari vstupy nebo si z nich odebiraji urcité slozky nutné pro
existenci systému, dochazi k odliSnosti mezi vstupy a vystupy. Jinymi slovy rozumime vstupem
systému mnozinu vazeb ¢i promeénnych, jejichz prostiednictvim se uskuteciiuje plisobeni okoli
na systém. Vystupem systému rozumime mnozinu vazeb ¢i proménnych, jejichz

prostfednictvim se uskuteciiuje plisobeni systému na jeho okoli.

Chceme-li definovat nejvyznamnéjsi vstupy vstupujici do systému véasného varovani, méli
bychom mluvit nejprve o mimotadnych udalostech, nehodach ¢i dalSich okolnostech
(Obrazek 23), které jsou svym charakterem spiSe neptedvidatelné a daly by se ptirovnat k
mékkym systémim. Tyto mimoiadné udélosti se stavaji vSak za urCitych okolnosti, jejichz

podstatu 1ze hrubé popsat pomoci urcitych atributi.

Dal3im vstupem do systému véasného varovani je Policie CR, ktera vytvaii zaznam o dopravni
nehod¢ a zalezi na n€kolika okolnostech, urcujicich kvalitu zaznamu o dopravni nehodé.
Vyznamnou roli v tu chvili mé pfedev§im policista, ktery zaznamena dilezité¢ okolnosti, za
kterych se nehoda stala. Dale vSak zaleZi i na pravidlech a vy3Sich autoritich Policie CR

urcujicich, které atributy se maji zaznamenat. ZvySeni po¢tu dnes zaznamenavanych atributti
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a presné vytipovani jejich ditlezitosti by zvysilo presnost predikénich modelid. Spole¢né
s policii do systému vstupuje i Ministerstvo dopravy jako piredpokladany provozovatel systému

a zprostfedkovatel dat.

Povétrnostni podminky, dals$i okolnosti a i¢astnici dopravniho provozu vstupuji do systému
nejen z hlediska historickych dat, na kterych se systém uci, ale vstupuji do systému aktivné
v realném Case ve chvili, kdy systém (zafizeni v automobilu, které je soucasti uzivatelské casti)

vyhodnocuje aktudlni situaci a porovnava ji s vysledkem predikce.

Mezi vystupy systému patii podklady pro policii, pojistovny a dalsi organizace, které by témto
subjektim mély usnadnit rozhodovani v adekvétnich situacich. Tyto vystupy mohou byt

soucasné vstupy pro jiné systémy.

Hlavnim vystupem systému vcasného varovani by vSak mélo byt varovani fidi¢e pred

potencialné vysokym nebezpecim na trase.

Obrazek 23: Vstupy a vystupy systému véasného varovani
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Zdroj: vlastni zpracovani
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6.4.4 Hledani izomorfizmu
Vzijemna korespondence mezi objekty, ktera zachovava i vztahy mezi témito objekty, se
nazyva izomorfii. Pokusime-li se hledat obdobny systém srovnatelny se systémem vcasného
varovani ptred vysokym rizikem dopravnich nehod, nachazime ve svét¢ napiiklad systémy
varovani pied tsunami. Obdobny systém jako v dokumentu popisovany by ovSem s Gpln¢€ jinym
typem dat mohl fungovat pti vyhledavani vzort v datech pfi teroristickych ttocich a véasnym

varovanim lidi blizicich se do nebezpe¢ného mista.

Budeme-li ddle pokracovat v hledani isomorfismu najdeme podobné systémy i v {iSi n€kterych
savcl. Zobecnéné schéma, nad kterym bude popisovana korespondence mezi systémem
vC€asného varovani a systémem vc€asného varovani pred rizikem u vybranych druhti savct je
uvedeno na obrazku 24. Podobné chovani jako u systému vc€asného varovani miiZeme
pozorovat napiiklad u surikat, svi§t'l, i kozorozcl. Vice o hledani izomorfizmi v zobecnéném

schématu systému vcasného varovani je uvedeno v (Lamr, 2017a).

Obrazek 24: Zobecnéné schéma systému véasného varovani
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Zdroj: vlastni zpracovani
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6.4.5 Cile systétmu a pohled na systém vcasného varovani z hlediska tvrdych

a mékkych systému
Chovani systému sméefuje vzdy k uréitému cili nebo cilim. Cili systému mize byt vice, a to na
vSech urovnich systémové hierarchie. Kazdy systém je ovlivnén hned nékolika zdméry. Je
ovlivnén zdmérem, kterého chce dosahnout suprasystém, zamérem, kterym se tidi ¢asti daného

systému a v neposledni fad€ je ovlivnén zdmérem, o jehoZ naplnéni se snazi systém sam o sob¢.

Cilem systému vc€asné¢ho varovani je zvySeni bezpe€nosti silni¢niho provozu. Nadiizenym
systémem, pod ktery by systém vcasného varovani mél patiit, je Ministerstvo dopravy
v kooperaci s Policii CR, jejichz cilem je také zvyseni bezpecnosti silni¢niho provozu a s tim
souvisejicich dalSich aspekti jako je sniZzeni poc¢tu Umrti, lehkych i téZkych zranéni. Cile
jednotlivych podsystému (napf. proces zpracovani dat, ¢i proces vytvareni modell) systému

v¢asného varovani byly popsany jiz vyse.

V obecné teorii systému rozliSujeme systémy na tvrdé a mekké. Kazdy z téchto dvou typt
vyzaduje jiny analyticky pfistup a umoziiuje odliSnou Urovenn modelovani soucasného ¢i
budouciho chovani. Ulohy, které probihaji v mékkych systémech, nelze snadno strukturovat
a automatizovat, jelikoZ na prvky systému pusobi mnoho faktord, z nichz nékteré nejsou
kvantifikovatelné. Jejich fizeni vyzaduje Casté zdsahy clovéka. Procesy probihajici v tvrdych
systémech fesi dobfe strukturované ulohy, které l1ze snadno algoritmizovat. Ve chvili, kdy jsou
systémy tohoto typu jednou navrzeny, se fidi pfedevsim automaticky a nevyzaduji vétsi zasahy
ze strany Cloveéka. Kazdy systém inklinuje jen k jedné z uvedenych dvou kategorii, avSak
zminované pfistupy jsou dopliikové a miizou tedy byt aplikovany na jeden systém zaroven.
Systém vcasného varovani patii spiSe do kategorie tvrdych systémi, jelikoz jsme schopni
vyc¢islit kvalitu vystupt, procesy, které uvniti probihaji, se daji dobie strukturovat a ulohy lze
snadno algoritmizovat. I kdyz princip navrhované¢ho systému v podstaté¢ nevyzaduje Casté
obmény ¢i zdsahy Cloveka, l1ze v tomto systému nalézt i charakteristiky meékkych systému.
Nékteré €asti systému jako naptiklad proces vytvareni predikénich modell, ¢i ptiprava dat
a datové matice (v pripad¢, Ze se format dat zméni) vyzaduji zasahy ze strany ¢loveéka. Ze své
podstaty je 1 samotnd dopravni nehoda vzdy souhrnem faktordi, z nichz spousta neni

kvantifikovatelnych.

6.4.6 Zpétna vazba a systém vcasného varovani
Zpétnou vazbou muzeme rozumét funkce, které usmérnuji systém, pii nichz je urcitd veliina

trvale sledovana a porovndvéana s veli¢inou fidici a ovliviiovana tak, aby se pfiblizovala
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k veli¢in€ nastavené. Dle Bouldingovy klasifikace 1ze systém vcasného varovani oznacit jako
kyberneticky systém, a proto je zde mozné vysledovat zpétnou vazbu jak v rdmci urcitych
subsystému systému vcasného varovani, tak i systému jako celku. Pfikladem zpétné vazby
v subsystému vytvareni modelll miize byt nutnost evaluace modelll vzniklych na zéklad¢ dat
a v ptipad¢ potieby zpétna uprava modelovaci matice. DalSim ptikladem zpétné vazby systému
v€asného varovani jako celku je nutnost pravidelného vyhodnocovani kvality predikénich
modelil v piipadé, Ze se zméni hustota dopravy na urcitych mistech v rdmci sledovanych
komunikaci. Naptiklad novy obchvat mésta mize znamenat mensi hustotu dopravy v okoli.
Proto je nutné aktualizovat pravidelné¢ nejen informace o hustot¢ dopravy ale nasledné

1 vygenerovat nové predikéni modely respektujici dané okolnosti.

6.5 Ekonomické zhodnoceni systému véasného varovani

V souvislosti se zvySujicim se poctem dopravnich nehod je nutné zamyslet se nad ekonomicko-
spoleCenskymi diisledky souvisejicimi nejen s hmotnymi Skodami, které jenom v roce 2017
dosahly 6, 316 miliardy K¢, ale pfedevsim nelze opomenout ujmy na lidskych Zivotech.
Zatimco materialni Skody je velmi snadné vycislit, v ptipadée lidskych zivotl Ize uvést pouze
ptiblizné hodnoty vyjadiené pomoci soucasnych plnéni poskytovanych ¢eskymi pojistovnami.
Priklonime-li se k tomuto pragmatickému hledisku, dostaneme se k ¢astce 10 000 000 K¢.
Odbornici Nejvyssiho soudu a Iékaii z 1. 1ékaiské fakulty Univerzity Karlovy se pokusili
vyc¢islit hodnotu lidského zdravi. Dosli k presné ¢astce 10 051 200 korun (Zdravy ¢lovék ma
cenu 10 miliond korun, stanovili experti, 2014). Novy ob¢ansky zakonik tuto hodnotu zvysil na
zhruba 10-20 mil. K¢ (V1ada: Cena lidského Zivota je 120 mil. K¢, 2016). Tato ¢astka se odviji
od primérné hrubé mésicni nomindlni mzdy a od stanovenych dopliikovych kritérii, jez
zahrnuji nejen Iékafem vyicenou diagnézu, ale také to, jakym zplisobem poranéni jedince
ovlivni v budoucim zivoté. Hodnoti se naptiklad to, zda bude jeden vyfazen kvili nehodé ze
spolecenského zivota, jakym zpisobem se zméni €i zatizi jeho rodinné vztahy, ¢i zda piijde
Orientacni pojistnd plnéni za nejcastéjSi dopravni nehodou zplsobena zranéni lze nalézt

v tabulce 2.

vewr

zranénim hlavy dochazi pti vice nez 70% dopravnich nehod a je také nejcastéjsi pri¢inou smrti.
Mezi dalsi Casta zranéni patii také poranéni hrudniku ¢i patefe, poranéni kosti a zlomeniny,

popaleniny a Sokové stavy.
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Tabulka 2: Pojistna plnéni vybranych zranéni

Povrchni poranéni nosu 1256 K¢ | Otfes mozku - lehky 5026 K¢
Povrchni poranéni ucha 1256 K& | Otfes mozku - tézky 15077 K¢
Povrchni poranéni rtu a dutiny
1256 K¢ | Rozdrceni obliceje 150 768 K¢
ustni
Mnohocetna povrchni poranéni
3769 K¢ | Poranéni kréni tepny 37 692 K¢
hlavy
Mnohocetné rany hlavy max. 20 102 K¢ | Zlomenina zebra 5026 K¢
_ ' Popélenina na 0,25 % - mén¢é
Zlomenina lebe¢ni spodiny 37 692 K& 2513 K¢
nez 1 % povrchu tela I st
Popélenina na 5 % - méné
Ztrata zubu 5026 K¢ 75384 K¢
nez 10 % povrchu téla III st.
Traumaticka ruptura hrudni Zlomenina jiné zapéstni kosti
. 25 128 K¢ . 8 795 K¢
meziobratlové ploténky - bez dislokace

Zdroj: vlastni zpracovani dle (Zdravy ¢lovék ma cenu 10 miliont korun, stanovili experti, 2014)

Ekonomickd naro¢nost samotné implementace systému vCasného varovani do automobili

zé&visi na ekonomické naroc¢nosti fidici a uzivatelské ¢asti systému.

V tidici 1 uzivatelské Casti je kromé vyvoje softwaru tieba pocitat 1 s ndklady na hardwarové
Casti. Vzhledem k tomu, ze vyvoj aplikace fidici ¢asti a vyvoj aplikace jedné z variant
uzivatelské Casti systému v€asného varovani je tvofen v ramci disertacni prace, a bude dale
feSen vramci vyzkumu, je nutné podotknout, ze naklady by pfipadly pouze na pofizeni

dostate¢né robustniho hardwaru.

V fidici casti systému je nutné disponovat serverem, na kterém bude probihat konverze
heterogennich dat do databaze, dale serverem, kde bude provadéno vytvareni modelt a servery

zajiStujicimi distribuci dat do klientskych zatizeni.

Uzivatelska ¢ast mlize byt realizovdna tfemi variantami. Prvni varianta piedpoklada vyvoj
specidlniho zafizeni v automobilu, které by vSak mélo byt ze své podstaty velmi podobné
zafizeni typu tablet a bylo by tfeba vyfesit predev§im implementaci konektoru pro spojeni
s automobilem. Druhd varianta pfedpoklada feSeni uzivatelské ¢asti formou mobilni aplikace,
ktera je vyvijena v ramci vyzkumu a pro uzivatele by byla dostupna volné ke stazeni. UZivatel

by byl nucen pofidit si, dle konkrétniho typu automobilu, konektor umoziujici komunikaci
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automobilu s telefonem prostfednictvim bluetooth. Tteti varianta pfedpoklada implementaci
uzivatelské ¢asti systému do infotainmentu automobilt. Naklady s tim spojené by ptipadly na

ukor jednotlivych vyrobct automobilti.

6.6 Modelové situace

Princip systému vcasného varovani pfed dopravni nehodou lze ilustrovat na zatacce, kterd je
oznacovana Centrem dopravniho vyzkumu CR jako nejnebezpecnéjsi zatacka z celé sité silnic

prvni tfidy a dalnic v CR. Danou situaci ilustruje obrazek 25.

Obrazek 25: Ilustrace fungovani systému v nebezpeéném misté

Zaftizeni v automobilu vyhodnotilo situaci jako potencialné nebezpecnou

(velmi podobnou nebezpe¢nim situacim v minulosti) a varuje Fidice PSOV

7 /
&
aktualni situace &

Zdroj: vlastni zpracovani

Tato zataCka se nachazi se na silnici 1. tfidy s ¢islem 27 u obce PSov na Podbotansku. Silnici,
ktera je vyznamnym tahem mezi Usteckym krajem a Plzni, ve velké mife vyuZivaji kamiony.
Casto se pii projizdéni ostré zatatky dostavaji minimalné ¢asti vozidla do protisméru a ohrozuji
tak tidice, ktefi pfijizdeji ve sméru od PSova. Mnohé auta jedou jesté par desitek metrti pred
zéhybem silnice vyrazné vyssi rychlosti, nez je zde povolena tficitka. Pokud je pak silnice
mokra, nebo je na ni dokonce snih ¢inaledi, auto se snadno dostane do smyku a havarie je téméet
neodvratna. Je evidentni, ze i pfes n¢kolikandsobné znafeni nebezpe¢ného mista fidi¢i toto
znaceni podceniuji. Riziko nehody se v tomto misté rapidné zvySuje v ptipadé sné¢hové pokryvky
nebo naledi. Ve chvili, kdy bude automobil vybaven systémem vcasného varovani pted
vysokym nebezpecim nehody, ktery porovnava aktualni povétrnostni situaci s vysledkem
predik¢nich modelt, je mozné fidice varovat pouze v situacich, které jsou opravdu nebezpecné.

Vétime, Ze v ptipadé, ze budou fidi¢i dostavat pouze adekvatni informace, které jsou z hlediska
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bezpecnosti opravdu zasadni, budou mit v tento systém ditvéru a ptizpisobi styl jizdy v piipadé

potieby. (Lamr, 2016c¢)

Pro ilustraci vyhledavani shlukii jsme z databaze dopravnich nehod vybrali geografickou oblast
spadajici dle policie CR pod mésto Podbofany. Tato mnoZina obsahuje 430 zaznami

o dopravnich nehodach za obdobi let 2007-2013.

Oblast nebezpecné zatdCky je oznaCena algoritmem DBSACN jako Cluster 55 a obsahuje
71 ptipadl. Podivejme se nyni detailnéji na tuto mnozinu. Nejvice nehod se stavad mezi druhou
a tieti hodinou odpoledne. VétSina nehod, které se zde odehraly, nasStésti neni tragickych, neni
zde vyskyt smrtelného zranéni, a jen ve dvou piipadech doslo k t€zkému zranéni. Zhruba ve
tiiceti procentech nehod vSak dochazi k lehkym zranénim, pfiCemz ve vétSiné ptipadii jde

o zranéni pouze jedné osoby.

Zajimavé je, zZe celd polovina ze vSech nehod se tu stdva béhem cCervna, Cervence a srpna.
Budeme-li dale zkoumat tuto skupinu nehod, zjistime, ze v 90 procentech nehod bylo jako
pfi¢ina nehody oznafeno nepftizpiisobeni rychlosti dopravné technickému stavu vozovky.
V 63 procentech piipadl nehod situaci zkomplikovaly povétrnostni podminky v podob¢ desté.
Ve vice jak tfech Ctvrtinach ptipada byl atribut Stav povrchu vozovky oznafen jako mokry.
U 55 procent piipadii byla Policii CR ozna¢ena viditelnost jako snizena pravé vlivem

povétrnostnich podminek.

Porovnat vysledky algoritmi zalozenych na hustot¢ (DBSCAN) a algoritmu K-means lze
v obrazcich 26 a 27. Na obrazku 26 jsou shluky vytvofeny pomoci algoritmu DBSCAN
v software KNIME. Shluky byly vytvdfeny na datové matici obsahujici 431 zaznamui
V piipadé¢ algoritmu DBSCAN se jako nejoptimalnéjsi volba jeho parametrii s ohledem na
pocet zdznamul jevi eps=0,025 a MinPts=2. Pfi daném nastaveni nalezl algoritmus v dané
oblasti 87 clustert, resp. 86 clusterii a poslednim clusterem byl Sum. Jako Sum jsou ve vétSing
piipadii oznaceny odlehlé hodnoty, coz je v pofadku. V nésledujicich obrazcich jsou jednotlivé

zédznamy o dopravnich nehodach patfici do stejného clusteru vyznaceny stejnou barvou.

Pro srovnani jsou v obrazku 27 zobrazeny shluky dopravnich nehod vytvofené pomoci
shlukovaciho algoritmu K-Means. Abychom doséhli stejného poctu shluki jako v predchozim
pfipadé, nastavili jsme k=87. A lgoritmus K-means vSak nepocitd s Sumem a shluky které

vytvoril, nejsou urceny tak dobie jako pomoci algoritmu DBSCAN. Z nehod v inkriminované
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zatacce, které zjevné patii do jednoho stejného shluku, vytvofil shluki hned nékolik. V misté
zminované zatacky s vetsi koncentraci dopravnich nehod tedy algoritmus selhal. V oblastech
s mensi koncentraci nehod algoritmus vytvofil nékteré shluky dle ocekavani. Déle jsou
v obrazku 27 vyznacena dv¢ mista, ktera algoritmus Kmeans oznacil jako jeden cluster, i kdyz
spolu evidentné nesouvisi. Hlavni nevyhodou algoritmu K-means v piipadé pouziti pro hledani

shluki v geografickych datech je nutnost zadat pfedpokladany pocet shlukt. (Lamr, 2016c¢)

Systém vEasného varovani by mél byt uzitecny v ptipadech, kdy fidi¢ jede danou trasou poprve.
V situaci, kdy jede fidi¢ takovym mistem prvné, miiZze situaci na prvni pohled vyhodnotit
zdanlivé za méné zdkeinou a diky nepiimétené rychlosti, kterou vjizdi do zatacky, nezvladne

-------

nebezpeci nehody, by mohlo dojit ke snizeni poctu podobnych nehod. (Lamr, 2016c)

Obrazek 26: Shluky nehod v okoli nejnebezpeénéjsi zataéky v CR (DBSACN eps=0,025,
MinPts=2)
gt
¢

Zdroj: viastni zpracovani
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7 Hledani skrytych zavislosti v datech o dopravnich nehodach
pomoci DM nastroji jako soucast Fidiciho casti systému

véasného varovani

V nasledujicich podkapitolach bude pozornost vénovana hledani skrytych zavislosti v datech
o dopravnich nehodach. Nejprve bude rozebirana detekce mist (shlukil), kde se Casto stavaji
dopravni nehody a nasledn¢ budou v téchto jednotlivych shlucich hleddna asocia¢ni pravidla.
Tuto tlohu budeme v textu oznacovat jako ,,iloha 1*“. Druhou ulohou (v textu oznacovana jako
,ualoha 2°), kterou je téZ mozné tesit, je hledani asociacnich pravidel bez ptedchozi detekce
shluki uréenych na zaklad¢ polohy nehody. Tyto dvé samostatné tilohy budou popisovany jako
dva samostatné data miningové projekty, u kterych budou komentovany jednotlivé faze CRISP-

DM, které byly doposud realizovany.
7.1Uloha 1

7.1.1 Porozuméni problému
V datech o dopravnich nehodach chceme vyhledavat nejprve shluky nehod detekované pouze
pomoci GPS soufadnic. Jednotlivé nalezené shluky budou nasledné testovany tak, ze v nich
budou hledany asocia¢ni pravidla s vysokou mirou podpory a spolehlivosti. Cilem ulohy je tedy
hledani zajimavych asociacnich pravidel v ramci jednotlivych ,,skupin‘ nehod, které se staly na

jednom miste.

7.1.2 Porozuméni datiim
Porozuméni a ptiprava dat byla provadéna predevsim v programu IBM SPSS Modeler. Kazdy
zaznam o dopravni nehodé¢ se sklada ze 44 atributi popisujicich okolnosti nehody. VétSina
atributi obsahuje kategoridlni data (tabulka 3). Dostupnd jsou napiiklad data o misté nehody
(GPS soutadnice, obec, kraj), datu a Casu. V databazi téZ nalezneme informace o povétrnostnich
podminkach, viditelnosti, stavu vozovky a pti¢in¢ nehody. Dal§imi dostupnymi atributy jsou
informace o vinikovi nehody, stavu fidice vozidla, po¢tu ranénych a usmrcenych. V neposledni
fad¢ jsou k dispozici udaje o Skod€ na vozidle i celkové Skod€ vzniklé pii nehod€. V ramci
analyzy datového souboru byly atributy rozdéleny do nékolika skupin. Atributy v jednotlivych

skupinach maji vzdy urcity spoleény jmenovatel.
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Prvni skupinou jsou atributy urcujici misto nehody. Do této skupiny lze zaradit napiiklad

atributy urcujici pfesné misto nehody.

Dalsi skupinou jsou atributy urcujici ¢as a datum nehody. Jedna se o nasledujici atributy: Datum
nehody, Mésic, Rok, Den nehody (napt. pondéli, Gtery...), Den v mésici (1.,2.,3...), Cas nehody.
Nekteré atributy v této skupiné jsou redundantni (napt. rok, den nehody...) a lze je odvodit
z jinych atributd. V ramci jedné datové matice vSak jejich existence neni na zavadu a hodi se

napfiklad pro filtrovani nehod podle roku ¢i dne v tydnu.

Tteti skupinu tvoii atributy tykajici se komunikace, na které se nehoda stala. Tyto atributy Ize
pouzit pro upifesnéni polohy nehody, a hlavné pro lepsi rozdéleni nehod s riznou hustotou
nehodovosti, coz je dilezité pro algoritmy vyhledavajici shluky. Do této skupiny patii
nasledujici atributy: Druh pozemni komunikace, Smérové poméry, Cislo pozemni komunikace,
Délent komunikace, Misto dopravni nehody, Situovani nehody na komunikaci, Rizeni provozu
v dobé nehody, Mistni uprava prednosti v jizde. Detailn€ji budou tyto atributy rozebrany

v kapitole o ptipravé datové matice.

Do ¢tvrté skupiny jsme zaradili atributy tykajici i€astniki nehody. V souboru jsou informace
o poctu lehce zranénych, tézce zranénych a usmrcenych lidi, dale jsou zde atributy jako: Zpiisob
vyprosteni osob z vozidla, Vlastnik vozidla, Kategorie Fidice, Stav ridice, Vnejsi ovlivneni
ridice, Alkohol u vinika nehody. Tato skupina atributl miZze byt vyuzita pro nejriiznéjsi
filtrovani nehod (napf. nehody zplsobené alkoholem, drogami) avSak pro ucel predikce

nebezpecnych situaci se nehodi.

V paté skupin€ najdeme atributy tykajici se vozidla: Pocet zucastnénych vozidel, Druh vozidla,
Vyrobni znacka motorového vozidla, Vozidlo po nehodé, Rok vyroby vozidla, Unik provoznich
hmot, Skoda na vozidle, Celkovi hmotnd Skoda. V této skupiné se opét vyskytuji atributy,
pomoci kterych mizeme datovou sadu v§emozné filtrovat, avSak pro hledani shluka pfichazi
v tivahu pouze dva atributy. Prvnim je Pocet zucastnénych vozidel, pomoci kterého bychom
mohli detekovat naptiklad hromadné nehody. Druhym atributem, ktery lze pouzit pro

modelovani je Druh vozidla, ktery urcuje, zda se jedna o osobni automobil ¢i nakladni viz.
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Tabulka 3: Ukazka struktury zaznami o dopravni nehodé

1D

Obec

Kraj

Datum nehody

Cas

Den

Druh pozemni komunikace

Cislo pozemni komunikace
Zavinéninehody

Alkohol u vinika nehody
Usmrceno osob (pocet)

TéZce zranéno osob (pocet)

Lehce zranéno osob (pocet)

Druh nehody

Druh srazky jedoucich vozidel
Druh pevné prekéazky

Druh povrchu vozovky

Stav povrchu vozovky v dobé nehody
Stav komunikace

Povétrnostni podminky v dobé nehody
Viditelnost

Rozhledové poméry

Déleni komunikace

Situovani nehody na komunikaci
Rizeni provozu v dobé nehody
Mistni Uprava prednosti v jizdé
Specifické objekty v misté nehody
Smérové poméry

Misto dopravni nehody

Druh kfiZujici komunikace

Smyk

Smér jizdy nebo postavenivozidla
Pocet zUcastnénych vozidel

Druh vozidla

Vyrobni zna¢ka motorového vozidla
Rok vyroby vozidla

Vlastnik vozidla

Celkova hmotnd skoda (100 K¢)
Skoda na vozidle (100 K¢&)

Vozidlo po nehodé

Unik provoznich, pfepravovanych hmot
ZpUlsob vyprosténi osob z vozidla
Kategorie fidice

Stav fidice

Vnéjsiovlivnénifidice

Ing

lat

Zdroj: vlastni zpracovani

2100070013 2100070019 2100070022

Praha Praha Praha

Hlavni mésto Praha Hlavni mésto Praha Hlavni mésto Praha
01.01.2007 02.01.2007 02.01.2007
19:00:00 7:30:00 8:30:00

pondéli utery utery

komunikace Ucelova - ostatni (par uzel (kfiZovatka sledovana ve vybi komunikace mistni
0 0 0

fidicem motorového vozidla fidicem motorového vozidla fidicem motorového vozidla
ano, obsah alkoholu v krvi do 0,99 ne ne

0 0 0

0 0 0

0 0 0

srazka s vozidlem zaparkovanym, (srazka s pevnou prekazkou srazka s jedoucim nekolejovym vo
nepfrichaziv Uvahu, nejde o srazku nepfichaziv ivahu, nejde o srazki boéni

nepfrichaziv Uvahu, nejde o srazku odraznik, patnik, sloupek, dopr.zn nepfichaziv Uvahu, nejde o srazku
nespravné otaceni nebo couvani fidi¢ se plné nevénoval fizenivozi pfi pfejizdéniz jednoho pruhu do
Zivice Zivice Zivice

povrch mokry povrch suchy, neznecistény povrch suchy, neznecistény
dobry, bez zavad dobry, bez zavad dobry, bez zavad

neztizené neztizené neztizené

v noci - s vefejnym osvétlenim,vic ve dne, viditelnost nezhorsena vlive dne, viditelnost nezhorsena vli
dobré dobré dobré

Zadna z uvedenych Zadna z uvedenych tfipruhova

zadné z uvedenych na jizdnim pruhu na jizdnim pruhu

Zadny zpUsob Fizeni provozu mistni Uprava (vyplnise pol. 24)  Zadny zpUsob fizeni provozu
Zadna mistni Uprava prednost vyznac¢ena dopravnimi zi pfednost nevyznacena - vyplyva z
parkovisté priléhajici ke komunike Zadné nebo Zadné z uvedenych v blizkosti pfechodu pro chodce (d
pfimy Usek kfizovatka prusecna - ¢tyframenni pfimy usek

mimo kFiZzovatku na kfizovatce, uvnitf hranic kfizovi mimo kfiZzovatku

neuréeno neuréeno neuréeno

ne ne ne

vozidlo jedouci - na komunikaci be zachycuje smér jizdy kfizovatkou vozidlo jedouci - na komunikaci be
4 1 2

osobni automobil bez pfivésu osobniautomobil bez pfivésu osobniautomobil bez pfivésu
SKODA NISSAN SKODA

98 4 5

soukromé, nevyuzivané k vydéle¢ soukromé, nevyuzivané k vydéle¢ registrované mimo tzemi CR

450 400 400

130 400 300

nedoslo k pozaru nedoslo k pozaru nedoslo k pozaru

2adné z uvedenych zadné z uvedenych zadné z uvedenych

nebylo tfeba uZit nasili nebylo tfeba uZit nasili nebylo tfeba uZit nasili

s fidiéskym opravnénim skupiny b s fidi¢skym opravnénim skupiny b s fidi¢skym opravnénim skupiny b
pod vlivem alkoholu, obsah alkoh dobry -zadné nepftiznivé okolnosti dobry -Zadné nepfiznivé okolnosti
fidi¢ nebyl ovlivnén fidi¢ nebyl ovlivnén fidi¢ nebyl ovlivnén

14.515 14.408 14.422

50.022 50.037 50.077

Velmi vyznamna z hlediska vyuziti pro tvorbu predik¢nich modelii je skupina atributh
popisujici pocasi a jeho vliv v misté nehody. Do této skupiny patii nasledujici atributy: Stav
povrchu vozovky v dobé nehody, Povétrnostni podminky v dobé nehody a Viditelnost.
NejdulezitéjSim atributem v této kategorii jsou Povétrnostni podminky. Tento atribut mize
nabyvat nasledujicich hodnot: dést, jiné ztizené, mlha, na pocatku desté¢ nebo slaby dést,

narazovy vitr (bo¢ni, vichfice apod.), neztizené podminky, snézeni, tvoii se namraza ¢i naledi.
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Atribut Viditelnost nabyva sedmi kategoridlnich hodnot, které v podstaté fikaji, zda byla

viditelnost zhorSena povétrnostnimi podminkami s ohledem na denni dobu.

Posledni sedmou skupinu tvofi atributy popisujici pti¢inu nehody a jeji dalsi dilezité okolnosti.
Do této skupiny byly zatazeny nasledujici atributy: Zavinéni nehody, Druh nehody, Druh srazky
jedoucich vozidel, Druh pevné prekazky, Hlavni priciny nehody, Stav komunikace, Rozhledové
pomery, Specifické objekty v mistée nehody, Smyk, Druh povrchu vozovky, Smér jizdy nebo
Postaveni vozidla. Tato skupina atributl je dilezita nejen pro efektivni selekci nehod podle
zminénych atributil, ale pfedevsim pro sviyj predikéni potencial. Predpokladame, Ze predevsim
tato skupina atributii bude pouzita pro hledani asociacnich pravidel uptfesiiujicich vlastnosti
specifickych shlukii nehod. Specifickym shlukem nazyvame shluk nehod vykazujici s vysokou
konfidenci urcité specifické vlastnosti. Obecnym shlukem nazyvame takové shluky, u nichz
nelze najit asociacni pravidla s vysokou konfidenci. Vice o navrhu rozdéleni shlukti na obecné

a specifické Ize najit v (Lamr, 2015a).

I kdyZ se mlze na prvni pohled zdat, Ze dilezité budou v této skupiné predevsim atributy Hlavni
pricina nehody a Zavinéni nehody, skutecnost je trochu jina. VétSina atributa v této skupiné ma
svlj urcity zasadni vyznam pro predikci, avSak nékteré informace ze zminénych atributa se
castecn¢ duplikuji a pfi hleddni asociacnich pravidel bude nutné k tomu ptihlédnout a datovou
matici dodate¢n¢ vhodné upravit. Ukdzka struktury datové matice z hlediska dostupnych
atributii a hodnot, kterych mohou nabyvat, je zobrazena v tabulce 1. Pro ndzornost jsou vybrany

pouze tti ptipady dopravnich nehod.

7.1.3 Priprava dat
Jelikoz je pfiprava dat tou Casoveé nejnarocnéjsi ulohou, byla i tato faze provadéna z velké ¢asti

v uzivatelsky ptivétivém a robustnim nastroji IBM SPSS modeler.

Jak bylo fe€eno jiz vyse, motivaci pro praci s daty o dopravnich nehodach je pro nas realizace
systému vcasného varovani pred vysokym rizikem dopravni nehody. Soucésti tohoto systému
je hledani shlukti dopravnich nehod vytvofenych na zéklad¢ Gdaji o misté nehody a jejich
nasledné testovani na piipadné specifické vlastnosti. Jelikoz mohou byt nékteré algoritmy
urcené pro vytvareni shlukii v geospatial datech citlivé na zmény hustoty vyskytu jednotlivych
zaznami, je dilezité na tuto véc pamatovat a adekvatné se s tim vypotradat, napiiklad pfi

ptipravé datové matice. V této kapitole se pokusime nastinit navrh feSeni tohoto problému.
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Jednim z moznych feseni, jak do hledani shlukli zavést informaci o hustoté dopravy, je ptipojeni
do datové matice informaci o intenzitach dopravy, které vytvaii Reditelstvi silnic a dalnic CR.
Reditelstvi silnic a dalnic provadi pfiblizné kazdych 5 let s¢itani dopravy. Posledni séiténi
dopravy s dostupnymi vysledky se uskutecnilo v roce 2010. S¢itani planované na rok 2015 bylo
odlozeno a bylo provadéno az v loniském roce 2016. Zakladni vysledky s€itani z roku 2010 jsou

vetejné dostupné na webu scitani2010.rsd.cz.

Vysledky celostatniho s¢itani dopravy 2010 poskytuji informace o intenzitach automobilové
dopravy na dalni¢ni a silniéni siti CR v roce 2010 a navazuji na vysledky z pfedchozich s¢itani
vroce 2005. Na dalnicich jsou intenzity dopravy stanoveny zejména pomoci udaji
z automatickych detektori dopravy. Na silnicich jsou intenzity dopravy stanoveny z vysledki
ruénich prizkumti a pomoci piepoctovych koeficientl variaci intenzit dopravy. Oproti
ptedchozim Celostatnim s¢itanim dopravy (2005 a starSim) byly koeficienty zpiesnény a vice
diferencovany podle charakteru provozu na komunikaci. Uvadéné hodnoty jsou ro¢nim
prumérem dennich intenzit dopravy ve vozidlech za 24 hodin (Prezentace vysledka scitani

dopravy 2010, 2011).

V pribéhu roku 2017 probihaly pokusy o spojeni dat z databaze dopravnich nehod s daty
z celostatniho s¢itani dopravy 2010. Hlavnim problémem bylo hledéni atributu, ¢i kombinace
atributli pro snadné spojeni téchto datovych sad. Jednim z atributii, ktery Ize pouZit pro spojeni,
je Cislo pozemni komunikace, avSak tento atribut sdm o sob& je pro spojeni nepouzitelny.
Komunikace byvaji totiz dale rozd€leny na mensi useky a v téchto usecich jsou také provadéna
meéfeni intenzit dopravy. Z tohoto problému vyplyva naSe doporuceni pro sbér informaci
o dopravnich nehodach pro policii, kterda by méla ukladat do databaze i informace o seku

komunikace, na kterém se nehoda stala.
Priprava dat o dopravnich nehodach

Alternativou ¢i doplnénim v pfipadé nedostupnosti informaci o intenzitdich dopravy
v nebezpecnych mistech mlze byt vyuziti stavajicich informaci uptesnujicich polohu nehody
uloZenych v databazi dopravnich nehod. Pro déleni nehod z hlediska mista vyskytu nehody je
z databaze nehod policie CR mozné vyuzivat atributy nimi oznadované v kapitole 7.1.3 jako

skupina tfi. Seznam téchto atributii spole¢né s jejich moznymi hodnotami lze vidét v tabulce 4.
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Tabulka 4: Atributy upfesiiujici polohu nehody a jejich mozné hodnoty

Nazev atributu

Mozné hodnoty

Druh pozemni komunikace

Komunikace mistni
silnice 1. tiidy
silnice 2. tfidy
silnice 3. tfidy

komunikace celova (parkoviste),
komunikace sledovana
komunikace tcelova (polni a lesni
cesty)

ktizovatka péti a viceramenna
ktizovatka priisecna -
Ctyframenna

ktizovatka stykova - tfiramenna

dalnice uzel (kfizovatka sledovana ve
vybranych méstech)
Smérové poméry kruhovy objezd piimy tusek

piimy usek po projeti zatackou (do
vzdalenosti cca 100 m od optického
konce zatacky)

zatacka

Cislo pozemni komunikace

0-94823

Déleni komunikace

¢tyipruhova s délici carou
¢tyipruhova s délicim pasem
dvoupruhova

rychlostni komunikace
tiipruhova
vicepruhova

z4dnd z uvedenych

Misto dopravni nehody

-mimo kiizovatku

-mimo zénu 11-19 a 22-28

-na kfizovatce, uvnitf hranic
ktizovatky definovanych pro
systém evidence nehod (zoéna 9)
-na kfizovatce, jednd-li se o
kiizeni silnic 3.tf.,mistnich,
ucelovych komunikaci

-na vjezdové nebo vyjezdové Casti
vétve pii mimouroviiovém kiizeni

-uvniti zény 1 predmétné kiizovatky
-uvniti zony 2 predmétné kiizovatky
-uvniti zény 3 predmétné kiizovatky
-uvnitt zony 4 predmétné kiizovatky
-uvnitt zény 5 predmétné kiizovatky
-uvnitt zony 6 predmétné kiizovatky
-uvnitt zony 7 predmétné kiizovatky
-uvnitt zony 8 predmétné kiizovatky

Situovani nehody na silnici

mimo komunikaci

na chodniku nebo ostrivku
na jizdnim pruhu

na kolejich tramvaje

na krajnici

na odbocovacim, ptipojovacim pruhu
na odstavném pruhu

na pruhu pro pomala vozidla

na stezce pro cyklisty

z&dné z uvedenych

Rizeni provozu v dobé& nehody

mistni uprava (vyplni se pol. 24)
policistou nebo jinym organem

svételnym signalizacnim zafizenim
z&dny zpusob fizeni provozu

Mistni Gprava prednosti v jizdé

prednost nevyznacena - vyplyva z
pravidel

prednost vyznacena dopravnimi
znackami

piednost vyznacena pfenosnymi

dopravnimi znackami nebo zatizenim
svételna signalizace mimo provoz
svételna signalizace, pferuSovana
zlutd

74dnd mistni uprava

Druh kiizujici komunikace

mistni komunikace
neuréeno
silnice 1.t¥idy

silnice 2.tidy

silnice 3.tfidy

ucelova komunikace

vétev mimouroviové kiizovatky

Zdroj: vlastni zpracovani

Pro lepsi vytvareni shluki pomoci algoritmu DBSCAN je optimalni od sebe oddélit rizné typy

nehod z hlediska mista nehody. LepSiho vysledku pfi vytvéareni shlukii nehod bude dosazeno,

budou-li od sebe oddéleny mista s riznou hustotou nehodovosti. Mistem nehody je mysleno,

zda se nehoda stala napiiklad ve mésté, komunikaci prvni ¢i jiné tfidy, nebo na délnici. Toto

rozdé€leni je dualezité pro piesn€jsi vytvaieni shluki nehod v mistech s rozdilnou hustotou

nehod. Jina hustota vyskytu nehod bude ziejmé ve méstech, jina bude na komunikaci treti tiidy
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a jina bude na dalnici. Vzdalenost jednotlivych nehod patficich do jednoho shluku je ve mésté
dozajista krat$i nezli vzdalenost jednotlivych nehod patficich do stejného shluku na dalnici. Na

délnicich jsou nebezpecnd mista (shluky) rozlohou vétsi.

V nasledujicim textu bude detailng&ji rozebran vyznam jednotlivych atributii pro vytvareni
shluki nehod. Déle budou prezentovany autorova doporuceni pro tpravu jednotlivych kategorii
hodnot v ramci jednotlivych atributl. Nastinény budou také doporuceni pro tipravu celé datové

matice (napft. slu¢ovani stavajicich atributli, ¢i odvozovani novych atributl z jiz existujicich).

je atribut Druh pozemni komunikace. Atribut miize nabyvat deviti kategorialnich hodnot viz
Tabulka 4. Rozlozeni ¢etnosti nehod podle druhu komunikace je zobrazeno na grafu 6. Nejvice
nehod (vice nez 30 %) se stava na mistnich komunikacich, coZ jsou vétSinou komunikace ve
méstech a obcich. DalSimi pocetnymi skupinami jsou silnice prvni (22 %), druhé (20 %) a treti
tiidy (16 %). Za ucelem zmenseni poctu kategorii bychom doporucili sjednotit kategorie
Dalnice s kategorii Silnice prvni tfidy vzhledem k jejich podobné intenzité vyskytu dopravnich
nehod. Dale doporucujeme slouCeni kategorii komunikace sledovand a kategorie uzel

s kategorii mistni komunikace.

Graf 6: Rozdéleni nehod podle druhu komunikace

dalnic

komunikace mistnk

komunikace sledovana (ve vybranych méstech

komunikace Géelova - ostatni (parkovigté apod.

komunikace Ugelova - polni a lesni cesty atd;

silnice 1 fid

Druh pozemni komunikace

silnice 2 tFid

silnice 3 tFid

uzel (kfizovatka sledovana ve vybranych méstech

| I I I
50 000 100 000 150 000 200 000
Count

Zdroj: viastni zpracovani
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Velmi dilezity je pro spravné rozdéleni zaznamt o nehod¢ atribut Smerové pomery. Tento
atribut pfesné urcuje, zda se nehoda stala na ptimém useku, v kiiZovatce ¢i v zatacce. Vice jak
56 % nehod se stdva na pfimém useku, pfi¢emz dalSich 8 % nehod tvoii nehody na pfimém
useku po projeti zatdckou do vzdalenosti 100 metra od zatdcky. Sedm kategorii tohoto atributu
(viz Tabulka 2) navrhujeme sloucit do kategorii tii. Prvni novou kategorii budou tvofit vSechny
typy kiizovatek vcetné kruhovych objezdi. Dalsi kategorii budou ptimé tseky a posledni
kategorii budou zatacky. Rozd¢€leni této skupiny atributii podle poctu nehod v databazi je vidét

v grafu 7.

Graf 7: Smérové poméry

kruhovy objezd

kiiZovatka péti a viceramenna

kfizovatka priseénd - Styframenna

kfiiZovatka stykova - tiiramenna

Smeérové pomeéry

piiimy Gsek

piimy Gsek po projeti zataékou (do vzdalenosti cca 100 m od optického konce zatadky)

zatacka

T T T T
100 000 200 000 300 000 400 000
Count

Zdroj: viastni zpracovani

Atribut Cislo pozemni komunikace je &iselna proménna, a nabyva hodnot od 0 do 94823. Tento
atribut jsme zatadili do skupiny stiedné dulezitych atributi pro upfesnéni polohy nehody.
Vyuziti tohoto atributu je mozné piedevsim pii piipadném spojovani dat o dopravnich nehodach
s daty z celostatniho s¢itani dopravy, kde jej 1ze pouzit jako soucast klice pro spojovani téchto
dvou datovych sad. Dulezité je vSak podotknout, Ze ciselnd hodnota atributu pozemni
komunikace mize nabyvat stejnych hodnot pro rtizné druhy komunikaci (naptiklad Cislo

komunikace s hodnotou ,,1*“ miize existovat jak u dalnice, tak 1 u silnice prvni tfidy atd.).

Dalsi atribut, ktery jsme zafadili do skupiny stiedné dilezitych, je Déleni komunikace. Tento
atribut mtize nabyvat jedné ze sedmi moznych kategorialnich hodnot urcujicich pocet jizdnich
pruhti dané komunikace, kde se stala dopravni nehoda. Témét 80 % vSech nehod se vsak stalo

na dvoupruhové komunikaci, zhruba 7 % nehod se dle policie stalo na ¢tyt pruhové komunikaci
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a zhruba 8 % nehod bylo pfifazeno do kategorie zddna z uvedenych. VyuZiti tohoto atributu
shledavame predevsim pfi tvorbé nového kategoridlniho atributu, ktery by vznikl kombinaci
tohoto s atributem Druh pozemni komunikace. Diky teoretické moznosti vytvoieni nového
atributu respektujiciho aspekty atributu déleni komunikace a aspekty atributu Druh pozemni
komunikace budeme schopni Iépe detekovat komunikace s vyssi hustotou dopravy, nebot’ se da
predpokladat, Ze naptiklad komunikace prvni tfidy, ktera bude ¢tyfpruhova, bude mit 1 vétsi

hustotu vyskytu dopravnich nehod nez komunikace prvni t¥idy dvoupruhova.

Atribut Misto dopravni nehody muze nabyvat jedné ze tfinacti kategorialnich hodnot, které
urcuji, zda se nehoda stala mimo kfizovatku ¢i uvnitt jedné ze zon kiizovatky, jak je definuje
Policie CR. Vice nez 78 % nehod je oznateno hodnotou mimo kfizovatku, cca 13 % nehod je
oznacenou hodnotou ,zéna 9. VSechny mozné hodnoty atributu jsou opét uvedeny
v Tabulce 4. Pro naSe ucely tento atribut nema vétsSi vyznam, jelikoZ jej mizeme nahradit

atributem smérové poméry, ktery poskytuje z naseho pohledu téméf stejné informace.

Taktéz atribut Situovadni nehody na silnici jsme oznacili jako malo dulezity. Mlize nabyvat jedné
z deseti kategoridlnich hodnot, které urcuji, zda se nehoda stala naptiklad mimo komunikaci,
na chodniku nebo ostrivku, na jizdnim pruhu ¢i na kolejich tramvaje. U vétSiny nehod (80 %)
je uvedena hodnota ,,na jizdnim pruhu®. DalSich 10 % nehod je oznaceno hodnotou mimo
komunikaci, 4 % nehod se staly na krajnici a zbylych 8 kategorii tvofi jen nepatrné procento

vzhledem k ostatnim.

Do posledni trojice atributl ndmi oznadené jako ,nedtlezitd skupina“ patii atributy Rizeni
provozu v dobé nehody, Mistni uprava prednosti v jizde, Druh kriZujici komunikace. Atribut
Rizeni provozu v dobé nehody rozlisuje 4 kategorialni hodnoty a lze podle néj uréit, zda byla
doprava fizena naptiklad mistni Gpravou, policistou, svételnym zafizenim ¢i nebyla fizena
zadnym zplsobem. Ptiblizné 72 % nehod bylo oznaceno jako Zadny zplsob tizeni a 25 % nehod
bylo ozna¢eno hodnotou mistni iprava fizeni. Mozné hodnoty, kterych mohou nabyvat posledni
dva zminéné atributy 1ze opét nalézt v Tabulce 2. Pro naSe ucely jsou vSak tato data témét
nedtlezita. Pro piehlednéjsi orientaci o dilezitosti jednotlivych atributli uptesnujicich polohu
byla vytvorena Tabulka 3, ve které jsou 1 strucné popsana autorova doporuceni pro piipravu

dat.

Detailni rozbor dat o dopravnich nehodach a zjistovani moznosti vyuziti jednotlivych atributii
je velice diilezitou soucasti projektu Systém véasného varovani pred zvysenym nebezpecim

dopravni nehody. Nutna ptiprava téchto dat do podoby vhodné pro vytvéaireni modelti ma velky
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vliv na kvalitu ziskanych vysledki pti hledani shlukG dopravnich nehod podle mista nehody
a na vytvafeni modeld slouzicich pro predikci rizika nehody v redlném case a misté. Ptiprava
dat je bezesporu velmi ¢asové ndrocnou fazi kazdého data miningového projektu. Skupina
atributi, ktera byla vybrana z databaze o nehodéch pro detailnéjsi rozbor (tabulka 5), obsahuje
nékolik dulezitych atributl, které ndm pomohou 1épe identifikovat shluky nehod v oblastech

s riiznou intenzitou dopravy. (Lamr, 2016d)

Tabulka 5: Atributy upresiujici polohu nehody a jejich dilezitost pro vytvareni shluku

Typ atributu Dilezitost Poznamka, doporuceni

Druh pozemni komunikace 4 -nejdulezité;jsi Vytvofit novou proménnou, urcit nové kategorie,
za timto ucelem né&které stavajici kategorie

vhodné sloucit

Sméroveé pomeéry 3 - velmi dulezita Presné urCuje, zda byla nehoda na pfimém useku,

v kfizovatce, Ci zatacce

Cislo pozemni komunikace 2 - sttedné dilezita Urcuje ¢islo komunikace (0 -94823), pozor
napf. €. ,,1° mlze existovat u druhu komunikace
»dalnice“ 1 ,,silnice 1. tfidy* ptipadné pouziti
tohoto atributu ma smysl pouze s atributem

,»druh pozemni komunikace*

D¢leni komunikace 2 - stfedné dulezita Pouzit pro vytvafeni nové proménné spoleéné

s atributem ,,druh pozemni komunikace*

Misto dopravni nehody 1 - sttedné dulezita 78 % nehod je mimo ktizovatku, 13 % na
kiizovatce, uvnitf hranic kiizovatky
Doporuceni: sloucit vSechny urovné kiizovatky
do jedné kategorie. Lepsi déleni poskytuje

atribut ,,smérové pomery*

Situovani nehody na silnici 1 - malo dilezita 80 % nehod se stalo na jizdnim pruhu, 10 %

mimo komunikaci

Rizeni provozu v dobé& nehody | 0 - nejméné dilezita Nezahrnovat do datové matice pro modelovani -

neni vhodné pro déleni do skupin

Mistni uprava pfednosti v 0 - nejméné dulezita Nezahrnovat do datové matice pro modelovani -
jizde neni vhodné pro déleni do skupin
Druh kfizujici komunikace 0 - nejméné dulezita Nezahrnovat do tvorby kategorii

(80 % tvori kategorie ,,neurceno*)

Zdroj: viastni zpracovani
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Ziskavani a priprava dat z celostatniho s¢itani dopravy

Jak bylo zminovano na zacatku této kapitoly, v pribéhu roku 2017 byla feSena dostupnost
a distribuce dat o hustoté dopravy, kterymi disponuje Reditelstvi silnic a dalnic. JelikoZ neni
mozné najit jednozna¢ny identifikator, ktery by propojil jednotlivé nehody s informacemi
o hustoté¢ dopravy v jednotlivych usecich méfenych komunikaci, bylo nutné se s timto
problémem né¢jak vypotadat. Za timto ucelem je nutné vytvoftit skripty, které za pomoci GPS

soufadnic jednotlivych nehod zajistuji pfifazovani jednotlivych ID nehod ke s¢itacim tsektim.

Zjednodusen¢ teCeno se skript na serveru s informacemi o hustoté¢ dopravy snazi najit pro
kazdou nehodu v databédzi nejblizsi s¢itaci usek v urcitém nami stanoveném okoli. Pokud se
zadanym okolim pozice nehody nelze najit zadny scitaci Usek, okoli se zvEtsi a usek se

vyhledava znovu.

Problém tohoto feSeni je stanoveni velikosti okoli, ve kterém se vyhledava. Pfi malé hodnoté
okoli je potieba vice dotazii na server s informacemi o s¢itdni dopravy a tim je server vice
zatiZzen. Pfesnost ureni spravného sc¢itaciho useku je vSak vysokd. S vétSim okolim hledéani
s¢itaciho Useku je vytizeni serveru malé, avSak pfesnost hledani s¢itaciho tiseku je mensi.
V tomto ptipad¢ se mize stat, ze zejména u nehod, které se stanou v blizkosti u kiizovatek, jsou

k jedné nehod¢ piifazeny napt. dvé informace o hustoté dopravy.

Cast jednoho ze streami zajiStujicich ¢ast piipravy datové matice je znazornén na Obrazku 28.
V tomto streamu se nacitaji data o dopravnich nehodach a data o hustoté dopravy. V datech
jsou odstranény zaznamy s null hodnotami v ID a jsou pfejmenovany Spatné zakodované nazvy
proménnych. V nové vzniklé datové matici jsou dostupné informace jak o nehodach, tak i data
o parametrech hustoty dopravy na komunikacich. Jelikoz mtize byt nehoda piifazena do vice
sCitacich useki, existuje vice zdznami se stejnym ID, datova matice v prvnim vystupu obsahuje
1 198 000 zaznami. V dalsi ¢asti streamu jsou takto upravena data op€t nactena a je proveden
DISTINCT nad polozkou ID. Pro kontrolu jsou v datech ponechéna jen data o hustoté
a nasledné jsou spojena s ptivodni matici dat o dopravnich nehodach. Predposlednim krokem
v tomto streamu je odstranéni zaznamii s NULL hodnotami ve sloupci hustota. Jedna se
o 15 305 zaznami u kterych nemame tento Udaj k dispozici. Vystupni matice v tomto streamu

tedy obsahuje 724 745 zaznami a 59 sloupcti.
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Obrazek 28: Ukazka streamu pripravy dat
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Zdroj: vlastni zpracovani

Dalsi ¢ast piipravy dat, kde jsou derivovany nékteré nové proménné a ¢isténa data, je zobrazena

na Obrazku 29.
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Obrazek 29: Ukazka streamu ¢asti pripravy dat
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Zdroj: vlastni zpracovani

Na grafech 8 a 9 je zobrazen histogram hustoty dopravy pro data z Kralovehradeckého

a Libereckého kraje pro vSechny typy komunikaci. Z grafi je vidét rozlozeni této veliCiny

a pfedevsim to, Ze nejvétsi skupinu tvofi nehody s hustotou dopravy za 24 hodin do 10 000

automobilu.

Graf 8: Pocet nehod podle hustoty dopravy za 24 hodin

Zdroj: viastni zpracovani
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Graf 9: Pocet nehod podle hustoty dopravy za 24 hodin v zavislosti na typu komunikace
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Zdroj: viastni zpracovani

Nejveétsi skupinu nehod s hustotou dopravy do 5 tisic tvofi nehody, které se staly na
komunikacich 2. a 3. tfidy. Z grafu 10 je velmi dobfe vidét, Ze na komunikacich 1. tfidy se
nejvice pohybuje hustota dopravy mezi 5 az 15 tisici vozidly za den. Zajimava je kategorie
nehod, které se staly na mistni komunikaci. Jedna se piedev§im o komunikace ve méstech.
Nemaly podil nehod se stava pravé na téchto komunikacich bez ohledu na hustotu dopravy.

Vsak nejvetsi podil ma tato kategorie na nehodach v mistech s vysokou hustotou dopravy.

Vybereme-li pouze silnice 1. tfidy, Ize v grafu 10 intuitivné€ vytvofit kategorie pro novou
proménnou hustota, podle které bychom mohli rozdé¢lit nehody tak, ze shluky budeme

vyhledévat v jednotlivych nové vzniklych kategoriich.
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Graf 10: Pocet nehod podle hustoty dopravy za 24 hodin (komunikace 1. tiidy)
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Zdroj: vlastni zpracovani

7.1.4 Modelovani
Faze modelovani neni realizovéna v prostfedi IBM SPSS Modeler, jelikoz tento software
nedisponuje algoritmy specializovanymi pro vyhledavani shlukti v geospatial datech. Tato faze
je fesena piedevsim v software KNIME, ktery disponuje algoritmy typ DBSCAN ¢i OPTICS.
Navic je v tomto programu mozné jednoduseji vytvofit vlastni specificky uzel, ktery bude

vyhledavat asociacni pravidla v jednotlivych shlucich.

Nasim cilem pti modelovani je nejprve vyhledat mista Castych dopravnich nehod. To znamena
mista, kde je vyskyt poc¢tu nehod zvyseny oproti okoli. Kazdy zaznam o nehod¢ obsahuje kromé
jiného atributy urcujici geografickou polohu nehody (GPS X a GPS Y soufadnice). Pro
vyhledévani shlukii v geografickych datech je velmi Casto pouzivan algoritmus DBSCAN
(Density-Based Spatial Clustering of Applications with Noise),) ¢i algoritmus OPTICS.
Prostfedi KNIME obsahuje zékladni neoptimalizovanou verzi algoritmu DBSCAN a algoritmu
OPTICS. Na obrazku 30 je znazornén vyiez WorkFlow z aplikace KNIME realizujici
vyhledévani shlukti nehod zalozenych na GPS soufadnicich pomoci vlastniho uzlu DBSCAN.

V obrazku je vidét také moznost vizualizace do mapového podkladu.
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Obrazek 30: Ilustrace Workflow v KNIME realizujici shlukovani nehod a vizualizaci
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Zdroj: viastni zpracovani

V tomto konkrétnim WorkFlow je vyhledavani shlukd a nasledné vyhledavani asociacnich
pravidel ve shlucich provadéno na datech z Kralovehradeckého a Libereckého kraje. Vybér je
dale omezen na komunikace 1. tfidy (cca 89 000 zaznamu). Podle analyzy rozlozeni vyskytu
nehod podle hustoty dopravy provedené v IBM SPSS Modeler byla vytvofena nova proménna,
ktera nam umozni dale zvlast¢ vyhledavat shluky na datech s riznou hustotou dopravy. Datova
sada je rozdélena do Sesti skupin s nehodami patficimi do mist s riznou hustotou dopravy. To
je dulezité predevsim proto, ze mizeme zvIasté nastavit parametry algoritmu DBSCAN pro
data s raznou hustotou dopravy. Tim je dosazeno vétSi presnosti pii vytvaieni shlukii. Ve
workFlow je dile mozné pomoci upravené¢ho algoritmu APRIORI vyhleddvat hromadné
asociacni pravidla v jednotlivych shlucich. Pro ilustraci je v tabulce 6 zobrazena cast tabulky

s asociac¢nimi pravidly.
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Tabulka 6: Tabulka s asocia¢nimi pravidly

Row ID S Group S Prepoklady 5 Zaver D Support | Confide...
Row 0 16 [neztizené [Povétrnostni podminky v dobé nehody]] |[dobry, bez zavad[Stav komunikace]] |71.429 7
Row 1 15 [dobry, bez zédvad[Stav komunikace]] [neztiFené[Povétrnostni podminky v...[100 5
Row 2 16 [ve dne, viditelnost nezhoriend vlivem povétrnos. .. |[dobry, bez zévad[Stav komunikace]] |71.429 7
Row 3 16 [dobry, bez zédvad[Stav komunikace]] [ve dne, viditelnost nezhoriena viiv... [100 5
Row 4 16 [neztiFené[Povétrnostni podminky v dobé nehody]] |[ve dne, viditelnost nezhoréena viiv... |100 5
Row 5 16 [ve dne, viditelnost nezhorgena vlivem povétrnos. .. |[neztizené [Povétrnostni podminky v...|100 3
Row & 15 [ana[Smyk]] [dobry, bez zévad[Stav komunikace]] [71.429 7
Row 7 16 [dobry, bez zdvad[Stav komunikace]] [ano[Emyk]] 100 5
Row 8 16 [neztiZené [Povétrnostni podminky v dob& nehody. .. |[dobry, bez zavad[Stav komunikace]] |71.429 7
Row 9 16 [neztizené[Povétrnosini podminky v dobé nehody. .. |[ve dne, viditelnost nezhorena vliv... |100 5
Row 10 16 [dobry, bez zédvad[Stav komunikace], ve dne, vid... |[neztizené [Povétrnostni podminky v...|100 5
Row 11 16 [ve dne, viditelnost nezhorgend viivem povétrnos. .. |[neztifené [Povétrnostni podminky v...|100 5
Row 12 16 [neztizené [Povétrnostni podminky v dob& nehedy]] |[dobry, bez zavad[Stav komunikace. .. |100 5
Row 13 15 [dobry, bez zédvad[Stav komunikace]] [neztiFené[Povétrnostni podminky v...[100 5
Row 14 104 [neztizené[Fovétrnosini podminky v dobé nehody]] |[ne[Smyk]] 100 5
Row 15 104 [ne[Smyk]] [neztiFené[Povétrnostni podminky w...[100 5
Row 16 52 [{iny (neuvedeny) stav nebo zédvada komunikacel[... |[nepf. rychlosti stavu vozovky (nél... |71.429 7
Row 17 52 [nepf. rychlosti stavu vozovky (ndledi, wytluky, bl...|[iny (neuvedeny) stav nebo zavad... |71.429 7
Row 18 52 [iiny (neuvedeny) stav nebo zavada komunikacel. .. [[ano[Smyk]] 63.636 11
Row 19 52 [ano[Smyk]] [iiny {neuvedeny) stav neba zavad... {100 7
Row 20 52 [neztifFené[Povétrnostni podminky v dob& nehody]] |[ano[Smyk]] 54,545 11
Row 21 52 [ano[Smyk]] [neztifené[Fovétrnostni podminky v...|100 &
Row 22 52 [nepf. rychlosti stavu vozovky (ndledi, wytuky, bl... |[ano[Smyk]] 63.636 11 v

Zdroj: viastni zpracovani

7.2 Uloha 2

7.2.1 Porozuméni problému
Cilem ulohy dv¢ je hledani shlukii nehod s podobnymi vlastnostmi bez zapojeni informaci
o poloze. Pfi hledani podobnych typti nehod budou zapojeny vSechny atributy popisujici
aspekty dopravni nehody. Bude nutné vynechat atributy, které mezi sebou koreluji, nebo se
k predikci nehodi. Predpokladame, ze takto vyhledané shluky by mohly byt uzite¢né napiiklad
ve chvili budovani novych komunikaci. Mista oznacena jako problematicka by se vyznacovala
uréitymi parametry a pii budovani nové komunikace by na né¢ byl bran zietel. Nejvétsi
nevyhodou takto navrhovaného feSeni je vSak fakt, Ze nedokdze identifikovat shluky, které
nejsou ni¢im typické. Takto nebudou odhalena mista Castych dopravnich nehod, u kterych
nemame v datové matici zachyceny vSechny pfic¢iny a okolnosti nehody. Policie pii vypliiovani
zdznamu o dopravni nehodé nezachyti veskeré okolnosti, za kterych byla nehoda zptisobena.
Jelikoz nebylo dosazeno v této tilloze uspokojivych vysledki (viz kapitola 5.2.4), pokusili jsme

se cile této tllohy definovat jinak.

7.2.2 Porozuméni datiim
Féze porozuméni datiim je v uloze 2 prakticky stejna jako v uloze 1 a tak ji nebude v této tloze

vénovana pozornost. Porozuméni datiim probihalo rovnéz v software IBM SPSS Modeler. Pro

108



analyzu dat byly vyuzivany uzly pro tvorbu grafti, Data audit, Feature selection, Statistics

a dalsi.

7.2.3 Priprava dat
I faze ptipravy dat méa velmi podobny charakter v této iloze jako v uloze 1. Pro Modelovani
byla nejprve vybrana data pro Kralovehradecky a Liberecky kraj a omezena na komunikace
prvni tiidy. Po analyze dat byly z datové matice odstranény nasledujici atributy, které se pro
vyhledévani shlukli nebezpec¢nych mist nehodi, nebo korelu;ji s jinou vhodné&jsi proménnou pro

predikci. Seznam vynechanych proménnych je nésledujici.

Vynechané proménné

Datum nehody Rok vyroby vozidla

Cas Unik provoznich, piepravnich hmot
Pulhodiny Celkova skoda

CasOk Zpusob vyprosténi osob z vozidla
Rok Vlastnik vozidla

Den v mesici

Kraj

Obec

Druh pozemni komunikace
Cislo pozemni komunikace
Druh povrchu vozovky
Vyrobni znacka

Vozidlo po nehod¢

Stav fidice

Alkohol u vinika nehody

Longitude

Latitude

vSechny atributy tykajici se hustoty
dopravy kromé atributu kategorie

hustoty

Mnozina byla pomoci uzlu Partition rozdé€lena na testovaci a trénovaci v poméru 50:50. Dale

bylo ve fazi piipravy dat vyuzivano i uzlu Auto data preparation.

7.2.4 Modelovani
Pti modelovani bylo vyuzivano uzlu pro automatické vytvareni shluki Auto Cluster, ktery

zkousi vyhledavat shluky pomoci algoritmti K-means, Two Step a Kohonen.

Néhled na popisné charakteristiky vysledku uzlu automatické segmentace je znazornén na

obrazku 15. Totoznych vysledkt bylo dosazeno i bez pouziti uzlu pro automatickou pfipravu
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dat. Je to zpuisobeno piedevsim tim, ze algoritmy jako Two Step (viz kapitola 3.2.6) v Modeleru

jsou vybaveny automatickym pfedzpracovanim dat.

Pfi pouziti algoritmu TwoStep oddélené na stejnd data bylo dosazeno stejnych vysledk,

algoritmus detekoval pouze dva shluky, pfi¢emz kvalita shlukt je nedostacujici.

Jako vstupni parametry algoritus TwoStep pouzil nésledujici atributy:

FazeDne

MESIC

Den

Sméroveé poméry

Déleni komunikace

Misto dopravni nehody
Situovani nehody na komunikaci
Rizeni provozu v dobé& nehody
Mistni uprava piednosti v jizd¢
Druh ktizujici komunikace
Usmrceno osob (pocet)

Té&Zce zranéno osob (pocet)
Lehce zranéno osob (pocet)
Zavinéni nehody

Druh nehody

Druh srazky jedoucich vozidel

Druh pevné ptekdzky

v

Hlavni pfi¢iny nehody

Stav komunikace

Rozhledové poméry

Specifické objekty v misté nehody
Smyk

Smeér jizdy nebo postaveni vozidla
Stav povrchu vozovky v dobé nehody
Povétrnostni podminky v dobé nehody
Viditelnost

Pocet ztiCastnénych vozidel

Druh vozidla

Vyrobni znacka motorového vozidla
Skoda na vozidle (100 K&)

Kategorie fidice

Vnéjsi ovlivnéni fidice

KatHustotyProKom1Tr

Detailnéjsi informace o Modelu, ktery byl vybudovan pomoci algoritmu TwoStep jsou

zobrazeny na obrazku 31 a 32 a v grafu 11.
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Obrazek 31: Vysledky automatického klasifikatoru

W Hlavni pifciny nehody X

LLECEL - @10

sotty: [Use %] ®#scendng ODescenang ()] ((XDelelaUnusediodeis ] view: [Testngset =

Use? Model Build Time Silhouette Numberof | Smallest Smallest Largest Largest Smallest/

(mins) Clusters  [Cluster(N) |Cluster (%) |Cluster(N) |Cluster(%) |Largest ot

Graph
I E w TwoStep 1 <1 0,321 2 3375 26 9434 73 0,358 00
(] E a K-mean... <1 0,200 5 432 3 6577 51 0,066 0,0
B m:ﬁ Kohone... =1 0,047 24 41 0 1482 1" 0,028 00

Zdroj: vlastni zpracovani

Obrazek 32: Shrnuti modelu TwoStep

Cluster Sizes

Cluster

Hecluster-1
Mcluster-2

Model Summary

Algorithm TwoStep

Inputs 33

Clusters 2

Cluster Quality

Size of Smallest Cluster 3253 (25 6%)
Foor Fair Good

f T T T
1.8 05 00 05 1.0 Size of Largest Cluster 9475 (74 4%)

Silhouette measure of cohesion and separation

Ratio of Sizes:
Largest Cluster to 291
Smallest Cluster

Zdroj: viastni zpracovani
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Graf 11: Vyznam prediktori
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Tyto prvni neptiznivé vysledky tlohy 2 naznacuji, Ze hledani nebezpecnych mist podobnych
vlastnosti bez informaci o geografické poloze pravdépodobné neni spravnou cestou, kterou by
bylo vhodné se vydavat. Hlavnim divodem jsou data, ktera mame v tuto chvili k dispozici.
I ptes velky pocet atributli popisujicich aspekty dopravni nehody nelze vzdy piesné okolnosti,
za kterych se nehoda stala, z dat vycist. Piikladem, na kterém lze situaci ilustrovat, miize byt
napiiklad dopravni omezeni (rekonstrukce povrchu vozovky, rekonstrukce mostu ¢i uzavirka),
diky kterému se v urcitém misté po urcitou dobu stavaji nehody Castéji. V zdznamu o dopravni
nehodé miize vSak byt jako hlavni pfi¢ina nehody uvedeno naptiklad nedodrzeni bezpecné
vzdalenosti a dalsi. I tyto situace jdou vSak teoreticky detekovat a z dat odfiltrovat a v ramci

vyzkumu bude na tomto pfistupu dale pracovano.

Nad daty, ktera mame k dispozici, jde vSak realizovat né¢kolik dalSich typti data miningovych
uloh. Napftiklad by bylo mozné z dat odhadovat mista nehod se stejnou hlavni pfi¢inu nehody,

snazit se odhalit mista tragickych dopravnich nehod ¢i nehod zplisobenych zvéii a dalsi.
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Z.Aavér

Se zvySujicim se poctem nehod se policie opakované snazi zvratit neptiznivy stav na dnesnich
silni¢nich komunikacich pomoci represivnich zasahtl. S védomim tohoto nepfiznivého trendu
by se méla spoleCnost snazit pfichdzet predev§im snovymi ndpady feSicimi nastinéné
problémy. Myslim si, Ze pfiznivé vysledky by méla pfindset predevSim systémova fesSeni
avyuzivani novych informac¢nich a telekomunika¢nich technologii. V dneSni dobé¢
disponujeme prostredky, které ndm pomahaji budovat rychle obrovské datové zakladny.
Vyuzivéani dat o dopravnich nehodéach spolecné s algoritmy pro ziskavani uzitecnych vzori je

pro fidice.

Datova zékladna vyuzivana v ramci této prace disponuje obrovskym mnozstvim dat, ktera se
daji vyuzivat pro hledani skrytych vzori a trendti. Databaze dopravnich nehod, kterou vytvari
Policie Ceské republiky, viak ne vzdy postihuje viechny okolnosti, za kterych se nehoda stala.

Tento fakt stézuje detekci nebezpeénych mist na vozovkach, ktera jsou nécim specificka.

Hledani shlukt dopravnich nehod je nedilnou soucasti vyvoje systému véasného varovani pied
zvySenym rizikem dopravni nehody. Po ditkkladné analyze byly vybrany a v praci popsany
nejvhodnéjs$i metody a postupy shlukové analyzy pro feSenou problematiku. Shlukovaci
algoritmy zaloZené na hustoté¢ (DBSCAN, OPTICS) pfinaseji dobré vysledky pii vytvafeni
shlukid dopravnich nehod zalozenych na geografickych datech, jelikoz piedpokladaji existenci
Sumu (nehod, které nepatii do zddného shluku). Pro ziskavani lepSich vysledkt pii detekci
shluki je tieba do datové matice o nehodéch ziskat informaci o hustoté dopravy. Tak je mozné
vyhledavat shluky oddélené v mistech s rozdilnou hustotou dopravy. Sbér informaci o hustoté
dopravy provadi kazdych 5 let Reditelstvi silnic a dalnic. Realné je ale problém datové matice
spojit, jelikoz neexistuje jednoznacny kli¢, pomoci kterého je to mozné provést. V ramci této

prace byl navrzen zpiisob, ktery spojeni obou databazi fesi.

Hledani skrytych zavislosti je mozné provadét pomoci fady data miningovych néstroji. V radmci
této prace byla provedena analyza nejvhodnéjSich DM néstrojii s ohledem na specifika fesené
problematiky. Pro feSeni byly vyuzivany piedev§sim IBM SPSS Modeler a software KNIME.
Pro porozuméni datiim a jejich ptipravu je efektivnéjsi vyuzit IBM SPSS Modeler. Pii hledani
skrytych zavislosti byly pouzivany oba nastroje. Vyhodou open source nastroje KNIME je

snadnéjsi implementace vlastniho algoritmu, ¢ehoz bylo pfi praci vyuzito.
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V ramci préce jsou testovany dva pristupy k detekci nebezpecnych mist.

Prvni ptistup spociva v prvotni detekci mist astych dopravnich nehod. Vstupnimi parametry
pro algoritmy, které jsou piimo urcené na vyhledavani shlukli v geo datech, jsou GPS
soufadnice nehod. Oddélen¢ je mozné vyhleddvat shluky v mistech s velmi odliSnou hustotou
dopravy diky informacim o poctu vozidel projizdéjicich danym mistem za 24 hodin a typu
silni¢ni komunikace. Druhym krokem tohoto pfistupu je detekce relevantnich asociacnich
pravidel v ramci kazdého detekovaného shluku. Za timto ucelem je mozné vyuzit vlastniho uzlu
napiiklad v prosttedi KNIME, ktery hromadné prochéazi jednotlivé shluky a hledd v nich

asociac¢ni pravidla.

Druhy pfistup feSeny v ramci této prace je vyhledavani shlukii podobnych dopravnich nehod
s vyuzitim vétSiny atributi popisujicich aspekty dopravni nehody bez vyuzivani GPS
soutradnic. Tento pfistup by mohl byt vyuzivan v ptipadé budovani novych komunikaci, tak aby
se predchéazelo vzniku mist, kterd jsou z hlediska svého charakteru nebezpecnd. V tomto
ptipadé je nutné dikladné analyzovat data tak, aby do algoritmi nevstupovaly atributy, které
spolu koreluji. Pro vyhledavani podobnych nehod bylo vyuzivano algoritmii automatické
klasifikace (IBM SPSS Modeler), ktery dokaze kombinovat n¢kolik shlukovacich algoritmii
najednou. Samostatné bylo testovano vyhledavani skupin pomoci algoritmu TwoStep, ktery
nevyzaduje na vstupu pevny pocet shluki, jelikoz ¢astecné vyuziva hierarchického shlukovani.

Pti vytvafeni modell s timto pristupem nebylo dosazeno prozatim uspokojivych vysledkd.

Zasadnim problémem druhého pfistupu detekce podobnych dopravnich nehod je to, ze data
o dopravnich nehodach nepostihuji vSechny aspekty, za kterych se nehoda stala. Tak nemohou
byt odhalena mista ¢astych dopravnich nehod, u kterych nejsou dostatecné informace popisujici

okolnosti nehody.

Prvni pfistup dovoluje vyhledat i mista, kterd jsou nebezpecnad poctem vyskytu dopravnich
nehod relativné k hustoté dopravy v daném misté. Takova mista nemusi byt na prvni pohled
ni¢im typickd (nemame o nich prozatim dostatecné informace). V konceptu systému vcasného

varovani definujeme tato mista jako obecné shluky.

Modely zalozené na datech o dopravnich nehodach a algoritmech pro odhalovani skrytych

zavislosti by mohly najit vyuziti i v autonomnich automobilech.
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V praci je definovédna fidici a uzivatelska ¢ast systému vcasného varovani pied zvysSenym
rizikem dopravni nehody. Diskutovany jsou i moznosti kooperace mezi fidici a uZivatelskou

casti systému.

Nastinény princip systému v€asného varovani by mohl piispét k prevenci ¢astych dopravnich
nehod 1 pfedchazet tragickym nehoddm. Navrhovany systém by mél byt uziteCny predevsim
v situacich, kdy fidi¢ jede konkrétni lokalitou poprvé. Hlavni vyhodou navrhovaného systému
vcasného varovani by mélo byt pfedevsim to, Ze se nehodam snazi pfedchazet, tj. netesi situaci

ve chvili, kdy nehoda nastala, ale zaméfuje se na to, aby k nehod¢ viibec nedoslo.

Navrhované postupy, techniky a samotny princip systému v¢asného varovani je mozné vyuzit
diky zobecnéni, které je v praci taktéz prezentovano i na zdanlivé zcela odlisné typy tloh
s jinym typem dat. Pfikladem vyuziti navrhovaného feSeni mtize byt vyhledavani skrytych
zéavislosti v datech tykajicich se kriminalni ¢innosti. Budouci vyvoj navrhovaného systému
v€asného varovani by se m¢l zabyvat pfedev§im samotnou implementaci jednotlivych blokt
fidici a uzivatelské ¢asti. Z hlediska uzivatelské Casti, je déale vyvijena mobilni aplikace
realizujici samotné varovani. Dale se také pocita s dalSim vyvojem a praci na vylepSovani

vlastni aplikace umociiujici provadét hromadnou a automatizovanou realizaci ¢innosti fidici

¢asti systému.
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